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ÖZET 

 

Emre DOĞAN 

TERMAL GÖRÜNTÜLERDEKİ BULANIKLIK TİPLERİNİN DERİN ÖĞRENME 

YÖNTEMLERİ İLE SINIFLANDIRILMASI    

Başkent Üniversitesi Fen Bilimleri Enstitüsü  

Savunma Teknolojileri ve Sistemleri Anabilim Dalı 

2024 

 

Savunma sistemlerinde kullanılan termal optik sistemler, görüntüleme esnasında çeşitli 

problemlerle karşılaşır ve bu problemler, görüntülerde farklı türlerde bulanıklık hatası 

olarak kendini gösterir. Bulanıklık çeşidini tespit etmek, görüntü kalitesini artırmanın ilk 

aşamasıdır. Bu araştırmada, farklı bulanıklık türleri (odak dışı bulanıklık, atmosferik 

türbülans bulanıklığı, görüntü titreme bulanıklığı, Gaussian bulanıklığı ve hareket 

bulanıklığı) modellenmiş ve 15.000 FLIR termal görüntü içeren bir veri seti üzerinde 

Python programlama dili kullanılarak rastgele değerlerle bulanıklıklar eklenerek bir veri 

seti oluşturulmuştur. Ardından, ResNet50, InceptionV3, DenseNet201, VGG16 ve 

EfficientNetB0 gibi çeşitli ESA mimarileri, bu termal görüntüleri sınıflandırmak amacıyla 

kullanılmıştır. Kullanılan ESA mimarileri, stacking topluluk öğrenme yöntemi ile 

birleştirilerek yeni bir model oluşturulmuş ve test verisi ile %99 oranında doğruluk elde 

edilmiştir. Bu araştırma ile termal görüntülerdeki bulanıklık türlerini sınıflandırmada derin 

öğrenme yönteminin etkileri incelenmiş ve gelecekteki uygulamalar için bir temel 

oluşturulmuştur. 

 

ANAHTAR KELİMELER: Görüntü bulanıklığı, Termal görüntüleme, Evrişimsel sinir 

ağları (ESA), Görüntü sınıflandırma.  
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ABSTRACT 

 

Emre DOĞAN 

CLASSIFICATION OF BLUR TYPES IN THERMAL IMAGES WITH DEEP 

LEARNING METHODS 

Baskent University Institute of Science and Engineering  

Defense Technologies and Systems Department 

2024 

 

Thermal optical systems in defense applications often face challenges during imaging, 

resulting in various blurring artifacts. Recognizing the type of blur is crucial for enhancing 

image quality. This research involves simulating different blur types (defocus blur, 

atmospheric turbulence blur, image jitter blur, Gaussian blur, and motion blur) using 

Python programming language. A dataset of 15.000 FLIR thermal images was blurred with 

these types using random values, creating a comprehensive blurred dataset. Subsequently, 

several CNN architectures, including ResNet50, InceptionV3, DenseNet201, VGG16, and 

EfficientNetB0, were employed to classify these images. By integrating these CNN models 

through stacking ensemble learning, a new model was developed, achieving a 99% 

accuracy rate on the test data. This study highlights the effectiveness of deep learning in 

classifying blur types in thermal images, offering promising insights for future 

applications. 

 

KEYWORDS: Image blur, Thermal imaging, Convolutional neural networks (CNN), 

Image classification. 
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1. GİRİŞ 

Günümüzde pek çok alanda ihtiyaç duyulan görüntüleme sistemlerinde çeşitli 

nedenlere bağlı olarak görüntü problemleri oluşmaktadır. Teknolojinin ilerlemesiyle birlikte 

bilgisayarla görme alanında yapılan çalışmalarda görüntü kalitesinin artırılması büyük önem 

taşımaktadır. Görüntülerdeki bulanıklık; kamera titreşimi, nesne hareketi, atmosferik etkiler 

ve odaklama sorunları gibi çeşitli nedenlerden kaynaklanan yaygın bir problemdir. Bu 

problemler, görüntülerin kalitesini ciddi şekilde etkiler ve nesne tanıma gibi görüntü işleme 

görevlerini zorlaştırır [1]. Bulanıklık türünün sınıflandırması, görüntü iyileştirme için oldukça 

önemlidir [2]. Hareket bulanıklığı, pozlama süresi boyunca sahne veya kameranın hareket 

etmesiyle ortaya çıkan ve bulanık görüntülere neden olan yaygın bir sorundur. Hareket 

bulanıklığı genellikle iki ana nedenden kaynaklanır: Kamera hareketi ve nesne hareketi. 

Pozlama süresi uzadıkça hareket bulanıklığı daha belirgin hale gelir. Bu bulanıklık, 

görüntüdeki detayların ve netliğin kaybolmasına yol açar [3]. Hareket bulanıklığı sadece 

insanların görüntü algısını etkilemekle kalmaz, aynı zamanda bilgisayarla görme görevlerinde 

kullanılan görüntü sınıflandırma performansını da düşürebilir [4]. Elektro-optik sistemlerin 

tasarımından kaynaklanan odaklama hataları ve görüntü yakalama sırasındaki titreşimler de 

bulanık görüntülere neden olan sorunlardan bazılarıdır. Bir elektro-optik sistemin optik 

tasarımı, görüntü netliğinin sağlanmasında kritik bir rol oynar [5]. Görüntüleme uyduları ve 

hava platformlarında gerçekleştirilen ardışık görüntüleme çalışmaları sırasında meydana gelen 

telafi edilemeyen titreşimler, görüntü kalitesini ciddi şekilde düşürmektedir. Bu titreşimler, 

görüntülerde geometrik bozulmalara ve bulanıklığa neden olur [6]. Bunların dışında, atmosfer 

koşulları da özellikle hava platformlarında görüntü kalitesini önemli ölçüde etkiler. Örneğin, 

mercek ile sahne arasında yayılan ısı bozulmaları görüntünün kalitesini düşürerek atmosferik 

bulanıklığa yol açabilir. Ayrıca, sıcak hava koşulları odaklama hatalarına neden olarak 

görüntü netliğini olumsuz etkileyebilir. Atmosferik türbülans, atmosferin kırılma indisindeki 

dalgalanmalar nedeniyle ışık dalgalarının bozulmasına sebep olur ve bu da görüntü üzerinde 

geometrik deformasyonlara ve bulanıklığa yol açar  [7]. 

Bir dizi araştırma, görüntülerdeki bulanıklığı tespit etme ve sınıflandırma yöntemlerini 

incelerken, farklı teknikler ve veri setleri kullanmıştır. Bir çalışmada, sis bulanıklığı, hareket 

bulanıklığı ve odaksızlık bulanıklığı incelenmiştir. Bu çalışmada, 1188’i sentetik olarak 

üretilmiş ve 1202’si gerçek hayattan alınmış toplam 2390 adet bulanık görüntü kullanılmıştır. 

Her görüntünün en fazla üç bulanıklık türünden birine maruz kaldığı varsayılmıştır. SVM-

RFE yaklaşımı kullanılarak görüntülerin öznitelikleri belirlenmiş ve Topluluk (Ensemble) 
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SVM sınıflandırıcı, bulanıklık türlerini sınıflandırmak için ağırlıklı bir oylama 

mekanizmasına dayalı olarak oluşturulmuştur [8]. 

Başka bir çalışmada ise yüksek kontrastlı net görüntüler, hareket ve odaksızlık 

bulanıklığına sahip görüntülerle birden fazla bulanıklık türünün bulunduğu görüntüler 

üzerinde çalışılmıştır. Bu çalışmada, sınıflandırma için segmentasyon tabanlı fraktal doku 

analizi (SFTA) özelliklerini kullanan geri yayılım öğrenme algoritmasına sahip ileri beslemeli 

yapay sinir ağı kullanılmış ve %99.2 başarı yakalanmıştır [9]. 

Sınıflandırma yöntemlerinin karşılaştırıldığı diğer bir çalışmada ise, bulanıklık tespiti için 

odak noktasının eşik seviyesine göre belirlenmesi amacıyla SVM ve ESA yöntemleri 

incelemiştir. Bu çalışmada, ESA'nın en başarılı yöntem olduğu ve %90 başarıyla sonuçlandığı 

görülmüştür [10]. 

Odaksızlık, Gaussian, sis ve hareket bulanıklık türlerinin sınıflandırıldığı başka bir 

çalışmada ise Alexnet mimarisinin değiştirilmiş bir versiyonu olan SFA Evrişimli sinir ağı 

(ESA) kullanılmıştır. Bu çalışma, Berkeley ve Pascal VOC 2007 veri setleriyle test edilmiş ve 

SFA mimarisinin hem AlexNet gibi derin öğrenme tabanlı modellerden hem de SVM gibi 

öğrenmesiz (handcrafted) yöntemlere göre daha başarılı olduğu görülmüştür [2]. 

Farklı açılarda hareket bulanıklığının incelendiği başka bir çalışmada hareket 

bulanıklığının büyüklüğünü ve açısını sınıflandırmak için 70.000 görüntüden oluşan MNIST 

veri seti kullanılmıştır. Bu çalışmada, 3 katmanlı bir ESA mimarisi kullanılarak farklı açılarda 

farklı başarı değerleri incelenmiştir [11].  

Kaggle bulanıklaştırılmış veri setinin kullanıldığı başka bir çalışmada, tek frame 

görüntülerde bulanıklığı tespit etme ve bulanıklık türlerini sınıflandırmak için kenar algılama 

teknikleri ve ResNet50 mimarisi kullanmıştır [12]. 

El hareketlerinin görüntüsünde bulunan bulanıklıkları sınıflandırmak için gelişmiş bir 

ESA mimarisi sunan başka bir çalışmada, Gaussian bulanıklık, odaksızlık bulanıklığı, hareket 

bulanıklığı ve box bulanıklık eklenerek 2880 görüntüden oluşan bir veri seti oluşturulmuştur. 

Bu çalışmada, oluşturulan veri seti hem Multi-Layer Perceptron Model ile hem de ESA 

kullanılarak sınıflandırılmıştır. ESA mimarisinin %97 başarı oranıyla daha başarılı olduğu 

görülmüştür [3]. 

Bulanıklık türlerinin sınıflandırılmasında ESA’nın kullanıldığı başka bir çalışmada ise 

sualtı görüntülerde oluşan bulanık görüntüler kullanılmıştır. Hareket bulanıklığı, odaksızlık 

bulanıklığı ve keskin görüntüler kullanılarak üç sınıf için incelenen çalışmada VGG-16 

modeli kullanılmıştır. Bu çalışmanın başarı oranı ise %94 olarak hesaplanmıştır [13]. 
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Son olarak, gerçek hayattan alınan bulanık görüntülerden oluşan yaklaşık 1000 adetlik bir 

veri seti elde edilerek, keskin görüntü, odaksızlık bulanıklığı ve hareket bulanıklığı türlerinin 

sınıflandırılması üzerine bir çalışma yapılmıştır. Bu çalışmada, üç ara konvolüsyon ve üç tam 

bağlantılı çıkış katmanlı bir ESA mimarisi oluşturulmuştur ve sonuç olarak %98 başarı 

yakalanmıştır [14]. 

Bu tez çalışması kapsamındaki temel araştırma sorusu, evrişimsel sinir ağları ve topluluk 

öğrenimi yaklaşımları kullanılarak görüntülerde meydana gelen farklı bulanıklık türlerinin 

sınıflandırılmasında başarı düzeyinin belirlenmesidir. Tez raporunun sonraki bölümünde 

görüntüleme sistemlerinin bileşenlerinden, topluluk öğrenimi yöntemlerine kadar temel 

kavramlar hakkında bilgilere yer verilmiştir. Takip eden bölümde ise tez çalışmasında 

kullanılan materyal ve metotlar bulunmaktadır. Tezin bu aşamasında, bulanıklık türlerinin 

modellenmesi, kullanılan ESA mimarileri ve performans metrikleri anlatılmaktadır. Tez 

çalışmasının son kısmında ise değerlendirmeler yer almaktadır.  
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2. TEMEL KAVRAMLAR 

 

2.1. Uzaktan Algılama 

Uzaktan algılama, hayatımızın her alanında kullanılan ve görüntüleme teknolojilerinde 

sıklıkla karşılaştığımız bir yaklaşımdır. Bu yaklaşım, belirli bir sahneye ilişkin görüntü işleme 

çalışmalarında, veri kaynağı olarak kritik rol oynar. Yeryüzünün ve geniş coğrafi alanların 

bilgi kaynakları, uzaktan algılama yöntemleriyle toplanmakta ve çeşitli araştırmalarda ham 

(işlenmemiş) veri olarak kullanılmaktadır. 

 

2.1.1. Uzaktan Algılama Nedir? 

Uzaktan algılama, bir nesnenin özelliklerinin doğrudan bir etkileşim olmadan 

belirlenmesi ve ölçülmesi veya bir diğer tabir ile görüntülenmesi süreci olarak tanımlanabilir. 

Bu süreç, bir nesneden yayılan ışınımın niteliksel ve niceliksel olarak değerlendirilmesi ve bu 

bilgilerin uzaktan toplanmasıyla gerçekleştirilir [15]. Uzaktan algılama terimi yaygın olarak 

görüntülenmek istenen hedef bir sahne hakkında bilgi edinmek için kullanılır. Uzaktan 

algılama, genellikle onlarca metreden yüzlerce kilometreye kadar uzaktaki hedef sahnelerden 

yansıyan veya yayılan ışınımın belirli sensörler ile algılanmasını ifade eder [16]. 

Uzaktan algılamanın temel çalışma prensibi, görüntülenmek istenen hedef sahneye 

gelen veya sahneden yayılan ışınımın ilgili sahneye ilişkin taşıdığı görüntü verisinin belirli 

algılayıcı düzenekler (optikler, sensörler vd.) ile algılanması ve elde edilen verinin 

kıymetlendirilmesi olarak tanımlanabilir. Uzaktan algılama sisteminin şematik gösterimi Şekil 

2.1’de verilmektedir. 
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Şekil 2.1. Uzaktan algılama sistemi [17] 

 

Uzaktan algılamanın daha spesifik bir tanımını yapacak olursak, bu yöntem, 

yeryüzündeki doğal ve yapay objeler hakkında, bu objelerle fiziksel temasa geçmeden bilgi 

edinme ve bu bilgileri değerlendirme tekniğidir. Bu teknik, belirli uzaklıklarda, atmosferde 

veya uzayda hareket eden platformlara yerleştirilmiş ölçüm aletleri aracılığıyla 

gerçekleştirilir. Uzaktan algılama, elektromanyetik dalgaların kullanımıyla, objelerden 

yansıyan, yayılan veya soğurulan enerjiyi analiz ederek bilgi toplar. Bu enerji kaynağı doğal 

(güneş) veya yapay olabilir. 

Uzaktan algılama sistemlerinin etkin performansı için, kullanılan platforma göre 

elektro-optik sensör teknolojisi, optik, opto-mekanik bileşenler ve veri işleme algoritmaları 

gibi faktörlerin dikkatli bir biçimde yönetilmesi gerekmektedir. 

 

2.1.2. Platformlar 

Uzaktan algılama sürecinde, görüntü alanının büyüklüğü, görüntülerin çözünürlüğü ve 

görüntüleme sisteminin operasyonel ihtiyaçları gibi çeşitli faktörler nedeniyle çeşitli 

platformlar kullanılmaktadır. Bu platformlar; yer, hava ve uydu platformları olarak 

sıralanabilir (Şekil 2.2). 
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Şekil 2.2. Platformlar [18] 

  

Yer platformları, genellikle çok ayrıntılı bilgi gerektiren çalışmalarda kullanılır. Bu 

platformlar, genellikle arazi üzerinde hareket eden araçlar, sabit istasyonlar veya insan 

operatörler tarafından taşınan cihazlar gibi araçları içerir. Yer platformlarından elde edilen 

veriler genellikle yüksek çözünürlüklüdür çünkü algılayıcılar hedeflere çok yakındır. Ancak 

bu platformlar, genellikle küçük bir alanı kapsarlar ve geniş alanları kapsayan çalışmalar için 

genellikle uygun değillerdir. 

Hava platformları, genellikle balonlar, helikopterler veya uçaklar gibi araçları içerir. 

Bu platformlar, algılayıcıları belirli bir yükseklikte tutarak yeryüzündeki cisimler hakkında 

bilgi toplar. Hava platformlarından elde edilen veriler, genellikle yer platformlarından daha 

düşük çözünürlüktedir çünkü algılayıcılar hedeflere daha uzaktır. Ancak hava platformları, 

genellikle yer platformlarından daha geniş bir alanı kapsarlar ve bu nedenle geniş alanları 

kapsayan çalışmalar için daha uygun olabilirler. 

Uzay platformları, genellikle uyduları içerir. Bu platformlar, yeryüzünden çok daha 

yüksek bir konumda bulunur ve geniş bir alanı kapsayabilirler. Uzay platformlarından elde 

edilen veriler, genellikle hava platformlarından daha düşük çözünürlüktedir çünkü 

algılayıcılar hedeflere daha uzaktır. Ancak uzay platformları, genellikle hava platformlarından 

daha geniş bir alanı kapsarlar ve bu nedenle geniş alanları kapsayan ve sürekli güncellenmesi 

gereken bilgileri toplamak için genellikle en uygun seçenektirler. 
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2.1.3. Elektro Optik Sistemler 

Elektro-optik sistemler, sahneden yansıyan veya yayılan optik verinin elektriksel 

sinyallere dönüştürülmesine ve bu sinyallerin iletimini gerçekleştirme yeteneğine sahip olan 

sistemlerdir. Genellikle, haberleşme, görüntüleme sensörleri ve uzaktan algılama sistemleri 

gibi teknolojik alanlarda kullanılır. Günümüzde, elektro-optik sistemler; sivil, savunma ve 

uzay sanayi gibi alanlarda yer bulmaktadır. Gama’dan radyo dalgalarına kadar uzanan 

elektromanyetik tayfın her bölgesinde geliştirilen algılayıcı teknolojisi ile hayatımızın her 

alanında oldukça yaygın olarak kullanılmaktadırlar. Bu sistemler, optik bileşenler, opto-

mekanik yapılar, detektör dizilimleri ve elektronik devre yazılımları gibi bir dizi alt bileşenin 

entegrasyonu ile oluşturulmaktadır.  

Elektro-optik sistemlerin işleyişinde, belirlenen özelliklere göre tasarlanmış optik alt 

takımlar, yansıma ve kırılma gibi fiziksel prensiplere dayanarak görüntü oluşturmaktadır. 

Görüntünün elde edilme sürecinde, lens, ayna, prizma gibi optik bileşenler, belirlenen 

düzenlere göre mekanik bileşenler kullanılarak hizalanır. Oluşturulan görüntü, optik 

bileşenlerin yardımı ile sistemin odak noktasında bulunan detektör dizilimine yönlendirilir. Bu 

alanda, kaynaktan gelen ışık, detektör yardımıyla elektrik sinyaline dönüşür. Elektrik 

sinyaline dönüştürülen görüntü, Read-Out Integrated Circuit (ROIC) denilen okuma devresi 

yardımıyla dijital sinyale dönüştürülür. Bu işlemlerin sonucunda görüntü elde edilmiş olur. 

 

2.1.3.1. Elektromanyetik Spektrum 

Elektromanyetik spektrum, radyo dalgaları, mikrodalga, kızılötesi, görünür ışık, 

ultraviyole, X-ışınları ve gama ışınları gibi farklı frekans ve dalga boylarındaki 

elektromanyetik radyasyonların tümünü içerir (Şekil 2.3). Bu spektrum, dalgaların enerjisi ve 

frekansı arttıkça, dalga boyunun azaldığı bir sıralama ile düzenlenir. Elektromanyetik 

dalgalar, elektrik ve manyetik alanların birleşiminden oluşan enerji taşıyan dalgaları ifade 

eder. Bu dalgaların frekansları, dalga boyu, enerji ve hızı, elektromanyetik spektrumda farklı 

bölgeleri temsil eder. Spektrumun en düşük enerjiye ve en uzun dalga boyuna sahip ucu radyo 

dalgalarını içerir. Bu tür dalgalar, özellikle iletişim teknolojilerinde kullanılır. Mikrodalgalar, 

radyo dalgalarından daha yüksek frekanslıdır ve genellikle radar teknolojisi ve mikrodalga 

fırınlarda kullanılır [19]. 
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Şekil 2.3. Elektromanyetik spektrum [19] 

 

Elektromanyetik spektrum, elektromanyetik enerjinin çeşitli formlarının anlaşılmasını 

sağlar ve modern teknoloji ve bilimde çok önemli bir rol oynar. Bu alanların çeşitli 

uygulamaları, spektrumun farklı kısımlarını kullanarak çalışır ve bu da elektromanyetik 

spektrumun genişliğinin ve çeşitliliğinin bir göstergesidir. 

Ultraviyole ışınlar, görünür ışıktan daha yüksek enerjiye sahiptir ve genellikle güneş 

ışığı ve floresan lambalar tarafından üretilir. X-ışınları ve gama ışınları, elektromanyetik 

spektrumun en yüksek enerjili ve en kısa dalga boyuna sahip kısmıdır. Bu tür ışınlar, tıbbi 

görüntüleme ve radyoterapi gibi uygulamalarda kullanılır. 

Kızılötesi ışınlar, mikrodalgadan daha yüksek frekansta yer alır ve genellikle ısı 

sensörleri ve televizyon kumandaları gibi cihazlarda kullanılır. Görünür ışık, elektromanyetik 

spektrumun sadece insan gözünün algılayabildiği kısmını oluşturur ve renklerin aralığına 

karşılık gelir. Elektromanyetik spektrumun görünür bölgesi, insan gözünün algılayabilme 

kapasitesine sahip olduğu tek alanı temsil etmektedir. Bu özel bölge, elektromanyetik 

spektrum içerisinde yaklaşık olarak 400 ile 700 nanometrelik bir spektral aralığa denk gelir. 

Görme ve haberleşme gibi çeşitli alanlarda, ayrıca yaşamsal döngünün devam ettirilmesi gibi 

temel süreçlerde bu bölgenin geniş çaplı bir kullanımı bulunmaktadır [20]. 

İnsan gözünün algılayamadığı kızılötesi spektrum (IR) kullanım alanlarına ve 

algılayıcı katmanlarına göre beşe ayrılır (Şekil 2.4).  

 0.75 μm-1.4 μm arası yakın kızılötesi (NIR), 

 1.4 μm- 3 μm arası kısa dalga boyu kızılötesi (SWIR), 

 3 μm- 8 μm arası orta dalga boyu kızılötesi (MWIR), 

 8 μm -15 μm arası uzak dalga boyu kızılötesi (LWIR), 

 15 μm üzeri dalga boyu uzak kızılötesi (FIR) olarak verilebilir. 
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Şekil 2.4. Kızılötesi (IR) spektrum [21] 

 

2.1.3.2. Optik Bileşenler 

Elektro-optik sistemlerde kullanılan optik bileşenler lensler, aynalar, prizmalar, filtreler, 

pencereler, polarizatörler, dalga plakaları, ızgaralar, difüzörler, ışın bölücüler ve fiber 

optiklerdir. Bu bileşenler, ışığın yönlendirilmesi, odaklanması, yansıtılması ve filtrelenmesi 

gibi işlevleri yerine getirir.  

Lensler, ışığı odaklamak veya dağıtmak için kullanılan optik bileşenlerdir. Elektro-optik 

sistemlerde, özellikle görüntüleme ve algılama uygulamalarında yaygın olarak kullanılırlar. 

Değişken odaklı (zoom) optik görüntüleme sistemleri, lenslerin odak uzaklığını değiştirerek 

farklı büyütme oranları sağlar [22]. Aynalar ve prizmalar, ışığı yansıtmak için kullanılan optik 

bileşenlerdir. Prizmalar ise ışığı belirli açılarla kırarak veya yansıtarak yönlendiren 

bileşenlerdir. Bu bileşenler, ışığın istenilen yöne yönlendirilmesi ve optik yolun kontrol 

edilmesi için kullanılır.  

Filtreler, belirli dalga boylarındaki ışığı geçiren veya engelleyen optik bileşenlerdir. 

Pencereler ise optik sistemlerin dış ortamla etkileşimini sağlayan ve ışığın geçişine izin veren 

bileşenlerdir. Bu bileşenler, elektro-optik sistemlerde ışığın spektral özelliklerini kontrol 

etmek için kullanılır.  

Polarizatörler, ışığın polarizasyon durumunu kontrol eden optik bileşenlerdir. Dalga 

plakaları ise ışığın fazını değiştirerek polarizasyon durumunu modifiye eder. Bu bileşenler, 

özellikle lazer sistemlerinde ve polarizasyon duyarlı algılama uygulamalarında kullanılır. 

Işın bölücüler, gelen ışık demetini iki veya daha fazla demete bölen optik bileşenlerdir. 

Fiber optikler ise ışığı bir noktadan diğerine iletmek için kullanılan esnek ve ince cam veya 

plastik liflerdir. Bu bileşenler, veri iletimi ve dağıtımı için kritik öneme sahiptir. 
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2.2. Derin Öğrenme 

2.2.1. Derin Öğrenme Nedir?  

Derin öğrenme, yapay zeka ve makine öğrenmesi alanlarının bir alt dalıdır ve özellikle 

büyük veri setleri üzerinde çalışarak karmaşık problemleri çözmek için kullanılır [23]. Derin 

öğrenme, çok katmanlı yapay sinir ağları kullanarak verilerden anlamlı özellikler çıkarır ve bu 

özellikleri kullanarak tahminler yapar. 

Derin öğrenme algoritmaları, genellikle büyük miktarda veriye ve yüksek hesaplama 

gücüne ihtiyaç duyar. Bu algoritmalar, verilerdeki karmaşık ilişkileri öğrenmek için çok 

sayıda katmandan oluşan sinir ağlarını kullanır. Her bir katman, verilerden belirli özellikleri 

öğrenir ve bu özellikler bir sonraki katmana aktarılır. Bu süreç, verilerin daha yüksek seviyede 

temsil edilmesini sağlar. 

Derin öğrenme; görüntü tanıma, doğal dil işleme, ses tanıma gibi birçok alana 

uygulanarak başarılı sonuçlar elde edilmesini sağlamaktadır. Örneğin, derin öğrenme 

algoritmaları, tıbbi görüntülerin analizinde doktorlara yardımcı olabilmekte veya otonom 

araçların çevrelerini algılamasını sağlayabilmektedir. 

Sonuç olarak, derin öğrenme, büyük veri setleri ve güçlü hesaplama kaynakları 

kullanarak karmaşık problemleri çözmek için kullanılan güçlü bir araçtır. Bu teknoloji, birçok 

alanda devrim yaratma potansiyeline sahiptir ve gelecekte daha da yaygınlaşması 

beklenmektedir. Derin öğrenmenin yapay zekâ içindeki konumu aşağıdaki şemada daha net 

bir şekilde görülmektedir (Şekil 2.5). 

 

 

Şekil 2.5. Derin öğrenme ve yapay zeka ilişkisi 
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Derin öğrenmenin işleyiş biçimi temelde üç ana aşamadan oluşur: giriş, işlem ve çıkış. 

Ara katmanlardaki işlem aşamalarının sayısı, öğrenme modelinin derinliğini belirler. Giriş 

katmanında alınan veri, ara katmanlardaki aşamalarından geçerek özellikler çıkarılır. Bu 

özellikler, her biri ayrı bir katman olarak oluşturulur. Ara katman aşamalarında, her katmanın 

çıktısı bir sonraki katmana girdi olarak tanımlanır. Bu yapı, oluşturduğu özellik 

katmanlarından çıkarımlarla bir sonuç üretir. Şekil 2.6'da sistemin işleyiş adımları 

gösterilmiştir. 

 

 

Şekil 2.6. Derin öğrenme sistemi 

 

2.2.2. Derin Öğrenmenin Tarihçesi 

Derin öğrenmenin tarihi, 1940'lı yıllarda sinir ağlarının temellerinin atılmasıyla 

başlamıştır. İlk olarak McCulloch ve Pitts tarafından geliştirilen yapay sinir ağları, insan 

beyninin çalışma prensiplerini modellemeyi amaçlamıştır. Walter Pitts ve Warren McCulloch, 

"A Logical Calculus of Ideas Immanent in Nervous Activity" başlıklı çalışmalarıyla derin 

öğrenmenin temelini atmışlardır [24]. Bu dönemde, sinir ağlarının öğrenme kapasitesi 

sınırlıydı ve hesaplama gücü yetersizdi. İlk yapay sinir ağı yapısında, X değerleri girdileri, Y 

değeri ise çıktıları göstermektedir. Bu yapı, sonraki modellere de yol gösterici olmuştur (Şekil 

2.7). 
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Şekil 2.7. Yapay sinir ağı modeli 

 

1950’lerde psikolog Frank Rosenblatt, "Perceptron" kavramının yapay sinir ağı olarak 

kullanılmasını ileri sürmüştür.  Perceptron'lar, yalnızca giriş ve çıkış katmanlarına sahip olan 

tek katmanlı sinir ağlarıdır. Bu basit model, temelde eğitilebilen bir yapay sinir hücresinden 

oluşur (Şekil 2.8). Perceptron'lar, oldukça sınırlıdır ve bu nedenle basit olmayan problemlerde 

etkisiz kalmaktadırlar.   

 

 

Şekil 2.8. Perceptron modeli [25] 

 

1980'lere gelindiğinde derin öğrenme alanında önemli bir ilerleme kaydedilmiştir. Bu 

dönemde, Rumelhart, Hinton ve Williams tarafından geliştirilen geri yayılım 

(backpropagation) algoritması, sinir ağlarının eğitiminde devrim yaratmıştır. Bu algoritma, 

hata sinyallerini geriye doğru yayarak ağırlıkların güncellenmesini sağlamış ve daha derin 

ağların eğitilmesine olanak tanımıştır [26]. Çok katmanlı bir ağ yapısı Şekil 2.9'da 

gösterilmiştir. 
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Şekil 2.9. Çok katmanlı ağ yapısı 

 

2000'li yılların başında, hesaplama gücündeki artış ve büyük veri setlerinin erişilebilir 

hale gelmesiyle birlikte derin öğrenme yeniden popülerlik kazanmıştır. Bu dönemde, Hinton 

ve arkadaşları tarafından geliştirilen derin inanç ağları (deep belief networks) ve 

konvolüsyonel sinir ağları (convolutional neural networks) gibi yeni mimariler, görüntü ve ses 

tanıma gibi alanlarda büyük başarılar elde etmiştir [27]. 2000 yılından itibaren bilgisayar 

teknolojilerinin hızlı ilerleyişi, yapay zekâ araştırmalarını daha da ivmelendirmiştir.  

2009 yılında Stanford Üniversitesi’nde başlatılan ImageNet projesiyle evrişimsel 

yapay sinir ağı modellerinde ilerlemeler sağlanmıştır. 2012 yılında düzenlenen Görsel Tanıma 

Yarışması (ImageNet Competition 2012), derin öğrenmenin temeli olan Evrişimsel Sinir Ağı 

(ESA) kullanılarak kazanılmıştır [28]. Bu gelişmeyle derin öğrenme daha da popüler bir yer 

edinmiştir [28].  

Modern çağda, evrişimsel yapay sinir ağları, yapay zekâ alanında en çok tercih edilen 

yöntemlerden biri olmuştur ve yıllar boyunca yapılan araştırmalarla etkinliğini ispatlamıştır.   

 

2.2.3. Derin Öğrenme Kullanım Alanları 

Derin öğrenme, son yıllarda büyük bir gelişim göstermiş ve görüntü işleme, 

sınıflandırma ve nesne tespiti gibi alanlarda devrim niteliğinde ilerlemeler kaydedilmiştir. 

Görüntü işleme, tıbbi görüntülerin analizinden otomotiv endüstrisindeki otonom araçların 

çevresel algılamalarına kadar geniş bir yelpazede kullanılmaktadır. Özellikle sınıflandırma 

algoritmaları, büyük veri setlerindeki görüntüleri kategorize etmede yüksek doğruluk oranları 
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sunarak sağlık, güvenlik ve perakende gibi sektörlerde kritik öneme sahiptir. Nesne tespiti ise, 

güvenlik kameralarından akıllı telefon uygulamalarına kadar birçok farklı alanda etkin bir 

şekilde kullanılmaktadır. Bu teknoloji, belirli nesneleri görüntülerde tanımlayarak, 

kullanıcıların ihtiyaç duyduğu bilgileri hızlı ve doğru bir şekilde elde etmelerini 

sağlamaktadır. Derin öğrenmenin bu alanlardaki başarısı, teknolojinin günlük yaşamımızdaki 

rolünü her geçen gün daha da artırmaktadır.     

 

2.2.3.1. Görüntü İşleme 

Görüntü işleme, bilgisayarların dijital görüntüleri analiz etme ve anlama yeteneğini 

geliştiren bir alandır. Son yıllarda, derin öğrenme tekniklerinin bu alandaki etkisi büyük 

ölçüde artmıştır. Derin öğrenme, özellikle sinir ağları ve derin sinir ağları (DNN) kullanarak 

görüntü işleme görevlerinde önemli ilerlemeler kaydetmiştir. 

Derin öğrenme yöntemleriyle tıbbi görüntü işleme alanında önemli ilerlemeler 

kaydedilmiştir. Bu alanda yapılan çalışmalar, hastalıkların erken teşhisi ve doğru 

sınıflandırılması için derin öğrenme tekniklerinin etkinliğini göstermektedir. Derin öğrenme 

yöntemleri, tıbbi görüntüleme teknikleri (MRI, BT, PET, mamografi, ultrason ve röntgen) ile 

elde edilen verilerin işlenmesinde de kullanılmaktadır [29]. Bu yöntemler, hastalıkların daha 

erken teşhisi, uzmanların iş yükünü azaltma ve çakışan uzman görüşlerini karara bağlama gibi 

avantajlar sunmaktadır. Örneğin, bir çalışmada bilgisayar destekli karar verme sistemlerinde 

kolon kanserinin teşhisi için kolon histopatolojik görüntüleri analiz edilerek kolon 

kanserini %98 başarı oranıyla tespit eden üç katmanlı bir CNN modeli kullanılmıştır [30].  

Derin öğrenme ve görüntü işleme teknikleri, endüstriyel uygulamalarda da yaygın 

olarak kullanılmaktadır. Örneğin, bir montaj parçasının derin öğrenme ve görüntü işleme ile 

tespiti üzerine yapılan bir çalışmada, kapı, pencere ve kış bahçesi üretimi yapılan bir firmada, 

montaj projelerinde kullanılmakta olan aksesuarların kamera tespiti ile adedini belirlemek 

üzere derin öğrenme yöntemlerinden yararlanılmıştır. Çalışma sonucunda, verimsizliği 

önlemek ve hatalardan dolayı ortaya çıkacak olan maliyetleri ortadan kaldırmak amacıyla 

uygun sonuçlara ulaşılmıştır [31]. 

Derin öğrenme teknikleri, yüz ve göz hareketleriyle bilgisayar kontrolü gibi yenilikçi 

görüntü işleme teknikleri de sunmaktadır. Örneğin, bir çalışmada baş ve göz hareketleriyle 

fare kontrolü sağlayan yapay zeka tabanlı bir sistem oluşturulmuştur. Bu sistem, Haar 

Cascade, Dlib ve OpenCV kütüphaneleri kullanılarak yüz ve göz hareketlerini tespit 

etmektedir. Sistem, farklı kullanıcılar üzerinde test edilmiş ve gözlerin kapalı durumunu doğru 
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bir şekilde sınıflandırmıştır [32]. 

Bitki zararlılarının sınıflandırılması için de derin öğrenme tabanlı yöntemler 

önerilmiştir. İlgili çalışmada, önceden eğitilmiş beş farklı derin sinir ağı (GoogLeNet, ResNet-

18, ResNet-101, VGG-16 ve VGG-19) ile transfer öğrenimi ve bu ağlardan çıkarılan 

öznitelikler ile Destek Vektör Makinesi sınıflandırıcısı kullanılmıştır. Deneyler sonucunda, 

veri artırımı ve ResNet-101 ağı ile transfer öğrenimi yöntemi kullanılarak %96.36 ve %99.63 

doğruluk ile en yüksek performanslar elde edilmiştir [33]. 

Derin öğrenme, görüntü işleme alanında geniş bir uygulama yelpazesi sunmaktadır. 

Medikal görüntülemeden endüstriyel uygulamalara, nesne tespitinden yüz ve göz hareketleri 

ile bilgisayar kontrolüne kadar birçok alanda başarılı sonuçlar elde edilmiştir. 

 

2.2.3.2. Sınıflandırma 

Sınıflandırma, nesnelerin veya fikirlerin önceden belirlenmiş kategoriler halinde 

tanınması, anlaşılması ve gruplandırılması sürecidir. Bu süreçte, veriler belirli özelliklerine 

göre sınıflandırılır ve bu sınıflandırma işlemi genellikle makine öğrenmesi algoritmaları 

kullanılarak gerçekleştirilir. Örneğin, bir veri setindeki resimlerin kedi veya köpek olarak 

sınıflandırılması bir sınıflandırma problemidir.  

Derin öğrenme, son yıllarda sınıflandırma problemlerinde büyük başarılar elde etmiş 

ve çeşitli alanlarda yaygın olarak kullanılmaya başlanmıştır. Covid-19 pandemisi sırasında, 

hastalığın hızlı ve doğru bir şekilde tespit edilmesi büyük önem kazanmıştır. Bu bağlamda, 

derin öğrenme teknikleri kullanılarak yapılan çalışmalarla Evrişimli Sinir Ağı (ESA) 

kullanılarak BT görüntülerinden Covid-19 tespiti gerçekleştirilmiştir. Çalışmada, ESA'nın 

diğer gelişmiş sınıflandırma algoritmalarına kıyasla daha iyi performans gösterdiği ve %98.1 

doğruluk elde ettiği belirtilmiştir [34]. 

İnsansız hava araçları kullanılarak havadan gerçek zamanlı araç tespitinin 

gerçekleştirildiği bir çalışmada, evrişimli sinir ağları yardımıyla YOLO algoritmasının tespit 

oranının %4.3 arttığı görülmüştür [35]. 

Derin öğrenme yöntemleri kullanılarak bitki yaprakları üzerindeki hastalıkların 

sınıflandırılması gerçekleştirilmiştir. Çalışmada, transfer öğrenme yöntemi kullanılarak 

eğitilen modellerin, bitki hastalıklarının teşhisinde etkili sonuçlar verdiği belirtilmiştir. Bu 

yöntem, gelecekteki çalışmalar için daha etkili yöntemlerin geliştirilmesine ışık tutmaktadır 

[36]. 

Derin öğrenme, sınıflandırma problemlerinde yüksek doğruluk oranları ve etkili 
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sonuçlar elde edilmesini sağlamaktadır. Biyomedikal uygulamalardan, savunma ve güvenlik 

uygulamalarına kadar geniş bir yelpazede uygulama alanı bulan derin öğrenme ile 

sınıflandırma teknikleri, gelecekte de önemli bir rol oynamaya devam edecektir. 

     

2.2.3.3. Nesne Tespiti 

Nesne tespiti, dijital görüntülerde ve videolarda belirli bir sınıftaki (örneğin insanlar, 

binalar veya arabalar gibi) anlamsal nesnelerin örneklerini algılamakla ilgilenen ve bu 

nesnelerin görüntü üzerindeki koordinatlarının bulunmasını sağlayan bir bilgisayar 

teknolojisidir.  Gelişen derin öğrenme algoritmalarıyla son yıllarda birçok alanda nesne tespiti 

çalışması yapılmaktadır. Bu çalışmalarda, derin öğrenme teknikleri kullanılarak nesne tespiti 

ve takibi konusunda önemli ilerlemeler kaydedilmiştir [37]. 

Simülasyon yazılımı üzerinden oluşturulan insansız hava aracı modeliyle elde edilen 

görüntülerle yapılan bir çalışmada, önceden eğitilmiş YOLOv4 derin öğrenme ağı 

kullanılarak farklı sis koşullarındaki alanlarda asker figürleri tespit edilmeye çalışılmıştır. 

Yapılan testlerde, sis koşulları zorlaştıkça tespit edilen nesne sayısının ve nesne tespit 

doğruluğunun azaldığı gözlemlenmiştir [38].  

Hava platformlarından araç tespitinin incelendiği başka bir çalışmada, farklı ölçek ve 

pozisyonlarda bulunan otonom araçların tespiti için iki aşamalı bir sınıflandırıcı kullanılmıştır. 

Hem hareketli hem de sabit duran araçların tespiti için pozitif ve negatif örneklerin eğitim 

aşamasına dahil edildiği Haar sınıflandırıcı yöntemiyle geçek zamanlı araç tespitinde başarılı 

bir yöntem sunulmuştur  [39].   

Başka bir çalışmada, derin öğrenme yöntemleri kullanılarak şüpheli davranış tespiti 

gerçekleştirilmiştir. Şüpheli davranışların tanımlandığı bir veri seti oluşturularak YOLO 

ile %70’in üzerinde başarı elde edilmiştir [40]. 

Tarımsal faaliyetlerde de nesne tespiti uygulamaları bulunmaktadır. Marul 

yetiştiriciliğinde olgunlaşmış ürünlerin tespiti için yapılan bir çalışmada üretim sahasından 

alınan görüntüler kullanılmıştır. Hasat işlemi için olgunlaşmış ürünlerin tespit edildiği 

çalışmada %88 başarı elde edilmiştir [41].  

Derin öğrenme, nesne tespiti problemlerinde yüksek doğruluk oranları ve etkili 

sonuçlara ulaşılmasını sağlamaktadır. Bu alanda yapılan çalışmalar, derin öğrenme 

tekniklerinin nesne tespiti ve takibi konusundaki potansiyelini ortaya koymakta ve bu 

tekniklerin daha da geliştirilmesi için önemli bir temel oluşturmaktadır.  
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2.3. Evrişimsel Sinir Ağları (ESA) 

Evrişimsel Sinir Ağları (Convolutional Neural Networks - CNN), derin öğrenme 

yöntemlerinin bir dalı olup, özellikle görüntü ve video işleme, görüntü sınıflandırma ve nesne 

algılama gibi görevlerde yüksek performans gösteren bir yapay sinir ağı modelidir. ESA'lar, 

biyolojik görme sistemlerinden ilham alarak geliştirilmiş ve geniş veri setleri üzerinde özellik 

çıkarma yeteneği ile öne çıkan bir yapıdır. Evrişimsel sinir ağları, geleneksel yapay sinir 

ağlarından farklı olarak, giriş verisi üzerinde evrişim (convolution) işlemleri yaparak çalışır. 

Bu işlemler, belirli filtreler kullanarak görüntü veya diğer veri türlerinden özellik çıkarır. 

ESA'lar, temel olarak üç ana bileşenden oluşur: Evrişim Katmanı, Havuzlama (pooling) 

Katmanı ve Tam Bağlantılı (fully connected) katmanlar (Şekil 2.10). 

 

 

Şekil 2.10. Evrişimsel sinir ağı mimarisi [42] 

 

Evrişimsel Sinir Ağları başta görüntü işleme olmak üzere, birçok alanda yaygın olarak 

kullanılmaktadır. Tıbbi görüntüleme, yüz tanıma, otonom araçlar, video analizi ve doğal dil 

işleme gibi çeşitli uygulamalarda yüksek doğruluk oranları ile dikkat çekmektedirler. Ayrıca, 

ESA’lar genetik veri analizi ve ses tanıma gibi daha spesifik alanlarda da başarıyla 

kullanılmaktadır. 

Sonuç olarak, evrişimsel sinir ağları, derin öğrenme ve yapay zeka alanında devrim 

niteliğinde yenilikler getirmiştir. Gelişen teknoloji ve artan veri miktarı ile birlikte, ESA'ların 

daha geniş ve karmaşık problemlerde kullanılması ve daha gelişmiş modellerin ortaya çıkması 

beklenmektedir.  
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2.3.1. Evrişim Katmanı (Convolutional Layer) 

Evrişim katmanında, giriş verisi üzerinde küçük filtreler (çekirdekler) kullanılarak 

evrişim işlemi gerçekleştirilir. Bu filtreler, görüntüdeki kenarlar, köşeler, dokular gibi temel 

özellikleri çıkarır ve özellik haritaları oluşturur. Aşağıdaki şekilde evrişim katmanına ait 3x3 

bir filtre gösterilmektedir (Şekil 2.11). 

 

Şekil 2.11. 3x3 Evrişim katmanı filtresi 

 

Her bir evrişim işlemi, veri boyutlarını küçültürken, önemli bilgileri korur. Evrişim 

işlemi, giriş verisinin belirli bölgeleri üzerinde kayan pencereler (sliding windows) 

kullanılarak gerçekleştirilir ve bu sayede yerel özellikler çıkarılır. Aşağıdaki şekilde bir 

evrişim katmanında konvolüsyon filtresinin uygulanması örneklenmiştir (Şekil 2.12).  

 

 

Şekil 2.12. Konvolüsyonel filtrenin uygulanması 

 

 Her bir evrişim katmanında kullanılan filtrelerle, giriş görüntüsü üzerinden bir özellik 

çıktısı oluşturulur. Şekil 2.13’te görüldüğü üzere kullanılan katman sayısı arttıkça görüntü 

boyutu küçülmektedir. [43] 
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Şekil 2.13. Konvolüsyon işleminin çıktısı  

 

2.3.2. Aktivasyon Fonksiyonu  

Evrişim katmanından sonra, genellikle doğrusal olmayan bir aktivasyon fonksiyonu 

(örneğin ReLU - Rectified Linear Unit) uygulanır. Bu fonksiyon, modelin doğrusal olmayan 

ilişkileri öğrenmesini sağlar ve negatif değerleri sıfırlayarak pozitif değerleri olduğu gibi 

bırakır.  Aşağıdaki şekilde ReLu fonksiyonu grafiği gösterilmiştir (Şekil 2.14). 

 

 

Şekil 2.14. ReLu fonksiyonu grafiği 

 

2.3.3. Havuzlama (Pooling) 

Havuzlama katmanı, özellik haritalarını özetleyerek boyutlarını küçültür ve hesaplama 

yükünü azaltır. En yaygın havuzlama yöntemleri arasında maksimum havuzlama (max 

pooling) ve ortalama havuzlama (average pooling) bulunur. Havuzlama işlemi, modelin 

genelleme yeteneğini artırır ve aşırı öğrenmeyi (overfitting) önler. Havuzlama işlemine ait 

bazı örnekler Şekil 2.15’te verilmiştir. 
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Şekil 2.15. Havuzlama işlemi [44] 

 

Maksimum havuzlama, bir filtre penceresi içindeki en büyük değeri seçerek çalışır. Bu 

işlem, görüntünün boyutunu küçültürken önemli özellikleri korur. Bu sayede, görüntünün 

boyutu azalır ve modelin hesaplama yükü hafifler. Ortalama havuzlama ise, filtre penceresi 

içindeki tüm değerlerin ortalamasını alarak çalışır. Bu yöntem de görüntünün boyutunu 

küçültür, ancak maksimum havuzlamadan farklı olarak, tüm değerlerin ortalamasını alarak 

daha yumuşak bir küçültme sağlar. 

 

2.3.4. Tam Bağlantılı Katman (Fully Connected Layer) 

Tam bağlantılı katman, evrişim ve havuzlama katmanlarından gelen bilgileri işleyerek son 

çıktıyı üretir. Şekil 2.16’da iki farklı yoğunlukta bulunan tam bağlantılı katman yapısı 

gösterilmiştir. Bu katmanlar, geleneksel yapay sinir ağlarına benzer şekilde çalışır ve 

genellikle sınıflandırma görevlerinde kullanılır. Bu aşamada, tüm nöronlar birbirine 

bağlanarak, modelin öğrenme kapasitesi artırılır.   

 

 

Şekil 2.16. Tam bağlantılı katman 
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2.4. Topluluk Öğrenimi (Ensemble Learning) 

Topluluk öğrenimi, makine öğrenimi alanında, birden fazla modelin bir araya getirilerek 

daha güçlü ve daha doğru tahminler yapmayı amaçlayan bir tekniktir. Bu yöntem, bireysel 

modellerin zayıf yönlerini telafi ederek genel performansı artırır. Topluluk öğrenimi, özellikle 

karmaşık veri kümeleri üzerinde çalışırken ve yüksek doğruluk gerektiren uygulamalarda 

yaygın olarak kullanılır. 

Topluluk öğrenimi’nin temel prensibi, farklı modellerin bir araya getirilerek daha iyi 

sonuçlar elde edilmesidir. Bu yöntem, çeşitli algoritmaların birlikte çalışmasını sağlar ve her 

bir modelin yaptığı hataları diğer modellerin telafi etmesine olanak tanır. Bu yaklaşım, 

"kalabalığın bilgeliği" olarak da adlandırılabilir; bir grup insanın ortak aklı, bireysel 

akıllardan daha üstün olabilir. 

 Topluluk öğrenimi, çeşitli yöntemlerle uygulanabilir. En yaygın kullanılan yöntemler 

arasında Bagging, Boosting ve Stacking yöntemleri bulunmaktadır.   

 

2.4.1. Bagging Yöntemi 

Bu yöntem, eğitim veri setinin farklı alt kümeleri üzerinde birden fazla model eğiterek 

çalışır (Şekil 2.17). Her model, veri setinin rastgele bir alt kümesi üzerinde eğitilir ve nihai 

tahmin, bu modellerin tahminlerinin ortalaması alınarak yapılır. Random Forest, Bagging 

yönteminin en bilinen örneklerinden biridir. 

 

 

Şekil 2.17. Bagging topluluk öğrenimi diyagramı 
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2.4.2. Boosting Yöntemi 

Boosting, zayıf modelleri ardışık olarak eğiterek çalışır (Şekil 2.18). Her model, 

önceki modelin hatalarını düzeltmeye çalışır. Bu süreç, modellerin hataları minimize edene 

kadar devam eder. AdaBoost ve Gradient Boosting, bu yöntemin popüler örnekleridir.   

 

 

Şekil 2.18. Boosting topluluk öğrenimi diyagramı 

 

2.4.3. Stacking Yöntemi 

Stacking yöntemi, birden fazla modelin tahminlerini birleştirerek çalışır (Şekil 2.19). İlk 

aşamada, çeşitli modeller eğitilir ve bu modellerin tahminleri bir araya getirilir. İkinci 

aşamada, bu tahminler yeni bir model tarafından analiz edilir ve nihai tahmin yapılır. 

 

 

Şekil 2.19. Stacking topluluk öğrenimi diyagramı 
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3. MATERYAL VE METOT 

 

3.1. Veri Seti 

Bulanıklaştırma algoritmalarının kullanımı için temel veriler, Teledyne FLIR firmasının 

termal başlangıç veri setinden temin edilmiştir. Bu veri seti, nesne tespiti için kullanılan yapay 

sinir ağlarının eğitimi ve doğrulaması amacıyla termal ve RGB görüntü koleksiyonları 

barındırmaktadır. FLIR veri seti, bir araca monte edilen RGB ve termal kameralarla 

toplanmıştır. Toplamda 14.452 termal görüntü bulunmaktadır. Bu görüntülerin 10.228'i kısa 

videolardan, 4.224'ü ise 144 saniyelik tek bir videodan alınmıştır (Şekil 3.1).  

Bütün videolar, genellikle açık hava koşullarında gündüz ve gece olmak üzere Santa 

Barbara, California, ABD'deki sokaklarda ve otoyollarda FLIR Tau2 model termal kamerayla 

kaydedilmiştir. Oluşturulan veri setinde, 14.452 termal görüntü rastgele olarak altı farklı 

sınıfa eşit şekilde dağıtılmış ve her sınıfa ait bulanıklık türü Python’da modellenerek 

bulanıklaştırılmış veri seti meydana getirilmiştir. 

 

 

Şekil 3.1. FLIR termal veri setinden örnek görüntüler 

 

3.1.1. Bulanıklaştırma Türleri 

FLIR termal veri seti, altı eşit parçaya rastgele bölünerek türbülans bulanıklığı, odaksızlık 

bulanıklığı, Gaussian bulanıklığı, LoS titreşim bulanıklığı ve hareket bulanıklığı etkileri 

görüntülere rastgele uygulanmıştır. Bozulmamış görüntüler de net görüntü sınıfı olarak veri 

setine dahil edilmiştir. 
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3.1.1.1. Odaksızlık Bulanıklığı  

Bir nesneden gelen ışığın sensör düzlemine yeterli miktarda ulaşmadığı durumlarda 

elde edilen görüntüler, odak dışı veya defokus bulanıklığı olarak adlandırılır. Odaksızlık 

bulanıklığı, bir görüntü üzerindeki piksel yoğunluklarının komşu pikseller etrafında dairesel 

bir şekilde yayılmasıyla ortaya çıkar (Şekil 3.2). Görüntü üzerinde (x,y) koordinatlarındaki 

dairesel açıklığa sahip bir sistem tarafından oluşturulan odak dışı bulanıklık, 𝑅 yarıçaplı bir 

düzgün disk olarak Denklem 3.1’de modellenmiştir [45]. Odaksızlık bulanıklığa sahip 

görüntüler, 𝑅 değerinin 0.5 ile 9.0 arasında ondalıklı artacak şekilde rastgele değerler 

üretilerek oluşturulmuştur.  

 

ℎ𝑑(𝑥, 𝑦)  =    {    

1

𝜋𝑅2
,         eğer  √𝑥2 + 𝑦2 ≤ 𝑅 

0,                               diğer

(3.1) 

             

Frekans uzayındaki karşılığı ise aşağıdaki şekilde gösterilmiş olup, (u,v) koordinatlarındaki  

𝑱𝟏 birinci dereceden Bessel fonksiyonu olarak modeldeki diskin yarıçapını ifade etmektedir 

(Denklem 3.2). 

 

𝐻(𝑢, 𝑣)  =   [
𝐽1(𝑅√𝑢2 + 𝑣2)

𝑅√𝑢2 + 𝑣2
]  (3.2) 

 

 

Şekil 3.2. Odaksızlık bulanıklığına örnekler 
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3.1.1.2. Atmosferik Türbülans Bulanıklığı 

Atmosferik türbülansın neden olduğu bulanıklık, türbülansın etkilerinden kaynaklı 

çeşitli bozulma aşamalarından oluşur. Atmosferik türbülans modeli, atmosferik türbülansın 

etkisiyle meydana gelen bozulmaları dikkate alan ek bir MTF (Modülasyon Transfer 

Fonksiyonu) içerir (Şekil 3.3). Bu modelde, sensöre yansıyan türbülansın ortalama 

yoğunluğunu belirlemek için kırılma indeksi yapı parametresi 𝑪𝒏
𝟐  kullanılmıştır.  

Türbülans MTF'nin hesaplanmasında Kopeika'ya dayanan aşağıdaki denklem 

kullanılmıştır (Denklem 3.4). Bu denklemde, uzay frekansı, indeks yapı parametresi, ilgi 

dalga boyu, mesafe ve sensör açıklık çapı parametreleri bulunmaktadır. 

Modelin sonuçları arasında, her bir bileşenin toplam kombinasyon MTF'sini gösteren 

MTF sinyalleri ve her bir gürültü kaynağının bağımsız olarak güç spektral yoğunlukları (PSD) 

şeklinde temsil edildiği Kök Gürültü PSD'si yer alır. Bu sonuçlar, modeldeki tüm katkıda 

bulunan gürültü kaynaklarını kapsar ve bunlar karekök PSD ve ilgili mekansal MTF'ler olarak 

çıktı sağlar. 

Etkin 𝑪𝒏
𝟐   değeri; görüş hattının mesafesi, sensör ve hedefin yüksekliği, yolun yönü, 

kırınım dalga boyu ve referans yüksekliği temel alınarak belirlenir. İlk olarak Fried 

parametresi hesaplanır (Denklem 3.3). 

 

𝑟0 = 2.1 [1.46𝑘2∫ (
𝐿 − 𝑧

𝐿
)

5
3𝐿

0

 𝐶𝑛
2(𝑧)𝑑𝑧]

−
3
5

(3.3) 

 

Bu denklemde z metre cinsinden yol uzunluğu boyunca sahnenin konumu belirtir, L ise 

yine metre cinsinden yol uzunluğunu tanımlar. 𝒌 =
𝟐𝝅

𝝀
  ve λ ise kırınım dalga boyunu ifade 

eder. Belirli bir konumdaki 𝑪𝒏
𝟐   değeri bu denklem ile hesaplanır (Denklem 3.4). 

 

𝐶𝑛
2(𝑧) =  

{
 
 

 
 
𝐶𝑛
2(ℎ0) (

𝐴𝐿 − 𝐴𝑧

𝐿ℎ0
)
−
4
3
 ,   aşağı bakış

𝐶𝑛
2(ℎ0) (

𝐴𝑧

𝐿ℎ0
)
−
4
3
  ,   yukarı bakış

(3.4) 
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 𝑪𝒏
𝟐(𝒉𝟎) değeri 𝒉𝟎 yüksekliğindeki 𝑪𝒏

𝟐  değerini ifade eder. A metre olarak yüksekliği, L 

metre cinsinden mesafeyi; z ise metre cinsinden yol boyunca mevcut konumu temsil eder 

[46]. Belirli bir noktadaki etkili 𝑪𝒏
𝟐  değeri ise aşağıdaki denklem ile hesaplanır (Denklem 3.5).  

 

(𝐶𝑛
2)𝑒𝑓𝑓 =

0.16𝑟0
−
5
3𝜆2

𝐿
 (3.5) 

 

Atmosferik türbülans bulanıklığına sahip görüntüler, aşağıda verilen tablodaki aralıklarda 

rastgele değerler üretilerek oluşturulmuştur.  

 

Tablo 3.1. Atmosferik türbülans modeli parametreleri 

Parametre Değer 

Dalga boyu (λ) 3×10
-6  −   5×10

-6
 

Yükseklik (A) 1000 − 14000 

Mesafe (L) 2000 − 19000 

Sahne konumu (z) 500 − 3000 

 

 

 

Şekil 3.3. Atmosferik türbülans bulanıklığına örnekler 

 

3.1.1.3. Görüş Hattı (LoS) Titreşim Bulanıklığı  

Görüş hattının (LoS) titremesi, Gaussian MTF bileşeninin özel bir türüdür (Şekil 3.4). 

LoS titremesi, belirli bir mekansal frekans birimini miliradyan başına döngüler olarak ifade 

ettiği için farklı bir uygulamadır. Bu, genel Gaussian MTF'nin etkisinden farklı olarak, LoS 

titremesi MTF'nin her zaman nesne alanında mili radyan cinsinden girişler gerektirdiği 

anlamına gelir. Bu çalışmada, görüş hattının titreşiminden kaynaklanan bozulma modeli için 
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yatay ve dikey titreşim hareketleri, titreşimin eşik değerine göre modellenmiştir (Denklem 

3.6).  

 

𝜉𝑐 =
1

𝐺√2𝜋
 (3.6) 

       

Bu eşitlikte 𝑮 titreşim miktarını ifade ederken 𝝃𝒄 ise hesaplanan titreşiminin eşik 

değeri olarak tanımlanır. Belirlenen eşik değerine göre hem yatay hem de dikey titreşim 

bozulması, mili radyan başına uzaysal frekans (𝝃) cinsinden aşağıdaki şekilde hesaplanır 

(Denklem 3.7).  

 

𝑀𝑇𝐹 (𝑓) = 𝑒𝑥 𝑝 (−𝜋 (
𝜉

𝜉𝑐
)
2

)  (3.7) 

 

Görüş hattı titreşim bulanıklığa sahip görüntüler için 𝑮 değeri 0.025 – 0.075,  𝝃𝒄  

değeri ise 0.02 – 0.09 aralıklarında rastgele değerler üretilerek oluşturulmuştur.  

 

 

Şekil 3.4. Görüş hattı titreşim bulanıklığına örnekler 

 

3.1.1.4. Gaussian Bulanıklığı 

Gaussian bulanıklığı, görüntüleme sisteminde farklı gürültü kaynaklarının neden 

olduğu bulanıklığı modellemek için çalışmaya eklenmiştir (Şekil 3.5). Bu bulanıklık modeli, 

Gaussian dağılımı kullanılarak rastgele şekilde modellenmiştir [45] (Denklem 3.8). 
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𝜂(𝑥, 𝑦) =  
1

2𝜋𝜎2
𝑒𝑥𝑝 (−

𝑥2 + 𝑦2

2𝜎2
)  (3.8) 

Modelde (x, y) bulanıklığın görüntüdeki konumlarını, 𝝈 ise Gaussian dağılımın 

standart sapmasını temsil eder. Çalışmada orijinal görüntülere eklenen Gaussian bulanıklığın 

varyansı Bulanık Sinyal-Gürültü Oranı (BSNR) metriği kullanılarak belirlenmiştir [9] 

(Denklem 3.9). Gaussian bulanıklığa sahip görüntüler, 𝜎 değerinin 0.1 ile 15.0 arasında 

ondalıklı artacak şekilde rastgele değerler üretilerek oluşturulmuştur.  

 

𝐵𝑆𝑁𝑅 = 10 𝑙𝑜𝑔10 (
𝜎𝑏
2

𝜎𝑛2
)  (3.9) 

 

 

Şekil 3.5. Gaussian bulanıklığına örnekler 

 

3.1.1.5. Hareket Bulanıklığı 

Hareket bulanıklığı, genellikle bir nesne hareket halindeyken kamera sensörüne ulaşan 

ışığın, pozlama süresi boyunca yayılması sonucunda oluşur (Şekil 3.6). Bu durum, hareketin 

yönü ve hızıyla bağlantılı olarak, nesnelerin görüntüde iz bırakmasına neden olur. 

Görüntüleme sırasında kaydedilecek sahne, pozlama süresi [0, t] boyunca yatay eksene θ 

derece açıyla ve sabit bir hızda (v) kameraya göre hareket ederse, bozulma tek boyutlu 

olacağından hareket mesafesi L = v × t olarak hesaplanır ve sabit hareket bulanıklığı için 

nokta yayılım fonksiyonu (Point Spread Function - PSF) olarak tanımlanır [47] (Denklem 

3.10).  

 

ℎ𝑚(𝑥, 𝑦)  =    {    

1

𝐿
  eğer  0 ≤ |𝑥| ≤ 𝑐𝑜𝑠 𝜃,    𝑦 = 𝐿 𝑠𝑖𝑛 𝜃 

0                              , diğer

 (3.10) 
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𝒉𝒎'in frekans tepkisi aşağıda gösterildiği gibi bir SINC fonksiyonudur (Denklem 3.11), 

nokta yayılım fonksiyonunun (PSF) frekans tepkisine Optik Transfer Fonksiyonu (OTF) adı 

verilir [9]. 

𝐻(𝑢, 𝑣) =  𝑠𝑖𝑛𝑐(𝜋 𝐿(𝑢 𝑐𝑜𝑠 𝜃 + 𝑣 𝑠𝑖𝑛 𝜃)) (3.11) 

 

Hareket bulanıklığa sahip görüntüler için 𝐿 değeri 3 - 14,  𝜃  değeri ise 5 - 355 

aralıklarında rastgele değerler üretilerek oluşturulmuştur.  

 

 

Şekil 3.6. Hareket bulanıklığına örnekler 

 

3.2. Derin Öğrenme ve Öğrenim Transferi 

Derin öğrenme, karmaşık veri yapıları üzerinde model geliştirme ve analiz yapma 

yeteneği ile öne çıkan bir yapay zeka dalıdır. Bu yöntem, çok katmanlı sinir ağları kullanarak, 

girdi verilerindeki özellikleri otomatik olarak öğrenme kapasitesine sahiptir. Evrişimli Sinir 

Ağları (ESA), özellikle görüntü tanıma ve nesne tespiti alanlarında etkili bir derin öğrenme 

mimarisidir. 

Transfer öğrenimi ise bir modelin bir görev için öğrendiği bilgiyi, genellikle benzer 

özelliklere sahip başka bir görevde kullanabilme yeteneğini ifade eder. Transfer öğrenimi, 

eğitim süresini kısaltmayı ve performansı artırmayı hedefleyen bir makine öğrenme 

yöntemidir. Önceden eğitilmiş modellerin ağırlıkları, yeni görevler için bir başlangıç noktası 

sağlar ve bu sayede daha az veri ile daha hızlı ve yüksek başarı elde edilebilir. Bu çalışmada 

ResNet50, DenseNet201, EfficientNetB0, InceptionV3 ve VGG16 önceden eğitilmiş modeller 

kullanılmıştır. 
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3.3. Performans Değerlendirme Metrikleri 

Transfer öğrenimi ile sınıflandırma performanslarını değerlendirmek için doğruluk 

(accuracy), kesinlik (precision), duyarlılık (recall) ve f1 skoru metrikleri kullanılmıştır. Tüm 

metrikler, her bir ön eğitimli mimarinin en iyi performans gösteren modelinin test verisiyle 

test edilmesinden elde edilen karmaşıklık matrisleri (confusion matrix) kullanılarak 

hesaplanmıştır. 

Karmaşıklık matrisi, modelin tahmin ettiği sonuçlarla gerçek sonuçları karşılaştırarak 

doğru ve yanlış sınıflandırmaların sayısını dört farklı kategoride özetler: doğru pozitifler (TP), 

doğru negatifler (TN), yanlış pozitifler (FP) ve yanlış negatifler (FN). TP, modelin doğru bir 

şekilde pozitif olarak tahmin ettiği örneklerin sayısını, TN ise modelin doğru bir şekilde 

negatif olarak tahmin ettiği örneklerin sayısını gösterir. Şekil 3.7’de ikili (A ve B sınıfı) bir 

sınıflandırmaya ait karmaşıklık matrisi örneği gösterilmiştir. FP,  modelin yanlış bir şekilde 

pozitif olarak tahmin ettiği örneklerin sayısını, FN ise modelin yanlış bir şekilde negatif 

olarak tahmin ettiği örneklerin sayısını gösterir. Gerçekte B sınıfına ait örneklerin yanlış bir 

şekilde A sınıfında olduğu tahmin edildiğinde FP kategorisinde gösterilirken, gerçekte A 

sınıfına ait olan örneklerin B sınıfı olarak tahmin edilmesi de FN kategorisinde temsil edilir 

[48]. 

 

 

Şekil 3.7. Karmaşıklık matrisi örneği [48] 

 

Transfer öğrenme modellerinin başarısını değerlendirmek amacıyla çalışmada doğruluk 

metriği kullanılmıştır. Doğruluk (accuracy), tüm örnekler içerisinden doğru şekilde 

sınıflandırılanların oranını gösterir ve bu oran aşağıdaki formül ile hesaplanabilir. 
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Doğruluk = 
TP + TN

TP+ TN + FP+ FN
(3.12) 

Kesinlik (precision) metriği, modelin pozitif olarak tahmin ettiği örneklerin ne kadarının 

gerçekten pozitif olduğunu gösterir. Yani, modelin doğru pozitif tahminlerinin toplam pozitif 

tahminlerine oranıdır ve aşağıdaki formül ile hesaplanır. 

 

Kesinlik = 
TP

TP + FP
 (3.13) 

 

Duyarlılık (Recall), modelin gerçekten pozitif olan örnekleri ne kadar doğru bir şekilde 

tahmin ettiğini gösterir. Yani, doğru pozitiflerin toplam gerçek pozitiflere oranıdır [49]. 

 

Duyarlılık = 
TP

TP + FN
  (3.14) 

 

F1 skoru, kesinliğin ve duyarlılığın harmonik ortalamasıdır ve her iki metriğin dengeli bir 

şekilde değerlendirilmesini sağlar [50]. 

 

F1 Skoru =  2 ∗
Kesinlik ∗ Duyarlılık

Kesinlik + Duyarlılık
 (3.15) 

 

Destek (support), doğrudan bir modelin başarımını ölçmez. Her bir sınıfın veri setindeki 

gerçek örnek sayısını göstererek bir sınıfın ne sıklıkla görüldüğünü belirtir. Makro ortalama, 

her bir sınıfın performansını eşit şekilde değerlendiren bir ölçüttür. Bu ölçüt, her bir sınıf için 

hesaplanan performans metriklerinin basit aritmetik ortalamasını alır. Ağırlıklı ortalama ise, 

her bir sınıfın veri setindeki örnek sayısını dikkate alarak hesaplanan bir ölçüttür. Bu ölçüt, 

her bir sınıfın performans metriklerini, o sınıfa ait örnek sayısı ile çarpar ve bu değerleri 

toplar. Ardından bu toplamı, tüm sınıfların örnek sayılarının toplamına böler. Çalışma 

kapsamında test verisinden elde edilen karmaşıklık matrisine göre tüm metrikler 

hesaplanmıştır.   
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3.4. Sınıflandırma  

Kullanılan tüm ESA mimarilerinde, veri setinin %95'i k-fold çapraz doğrulama yöntemi 

ile her iterasyonda %80 eğitim ve %20 doğrulama verisi olarak beş kez eğitilmiştir. Termal 

veri setinin %5'i, eğitim aşamalarından sonra modeli test etmek için ayrılmıştır. Her mimaride 

en iyi performans gösteren kat (fold) kaydedilerek diğer mimarilerle karşılaştırılmış ve test 

verileriyle test edilmiştir. Tüm mimarilerde eğitim, aşağıdaki tabloda belirtilen 

konfigürasyona göre gerçekleştirilmiştir (Tablo 3.1). 

 

Tablo 3.2. Eğitim parametreleri 

Parametre Değer 

Optimizasyon algoritması Adam 

Maksimum devir sayısı (Epoch) 50 

Veri seti karıştırma (K-fold cross validation) 5 

Öğrenme oranı (Learning Rate) 0.0001 

Yığın büyüklüğü (Batch size) 32 

Nöron düşürme oranı (Dropout) 0.5 
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4. DENEYSEL SONUÇLAR 

Oluşturulan veri seti ResNet50, DenseNet201, EfficientNetB0, InceptionV3 ve VGG16 

ESA mimarileri kullanılarak sınıflandırılmıştır. Aşağıda, her bir mimariye ait katlamaların 

(fold) başarıları, karmaşıklık matrisleri ve sınıflandırma raporları sunulmuştur. 

 

4.1.  ResNet50 

 

Tablo 4.1. ResNet50 eğitim ve test doğruluğu 

 

 

Şekil 4.1. ResNet50 karmaşıklık matrisi 

 

Tablo 4.2. ResNet50 sınıflandırma raporu 

 Kesinlik Duyarlılık F1- Skoru 

Türbülans bulanıklığı 1.00 0.93 0.97 

Net görüntü 0.91 1.00 0.95 

Odaksızlık bulanıklığı 0.92 0.91 0.91 

Gaussian bulanıklığı 1.00 1.00 1.00 

LoS titreşim bulanıklığı 0.90 0.94 0.92 

Hareket bulanıklığı 0.98 0.92 0.95 

ResNet50 Eğitim Doğruluğu ResNet50 Test Doğruluğu 

1.Kat 2.Kat 3.Kat 4.Kat 5.Kat 

%95 
%86 %69 %98 %36 %82 
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4.2.  DenseNet201 

 

 

Tablo 4.3. DenseNet201 eğitim ve test doğruluğu 

 

 

 

Şekil 4.2. DenseNet201 karmaşıklık matrisi 

  

Tablo 4.4. DenseNet201 sınıflandırma raporu 

 Kesinlik Duyarlılık F1- Skoru 

Türbülans bulanıklığı 1.00 0.87 0.93 

Net görüntü 0.83 1.00 0.91 

Odaksızlık bulanıklığı 0.94 0.93 0.93 

Gaussian bulanıklığı 0.99 1.00 1.00 

LoS titreşim bulanıklığı 0.92 0.94 0.93 

Hareket bulanıklığı 0.99 0.91 0.95 

 

 

 

 

DenseNet201 Eğitim Doğruluğu DenseNet201 Test Doğruluğu 

1.Kat 2.Kat 3.Kat 4.Kat 5.Kat 

%94 
%84 %97 %95 %98 %98 
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4.3.  EfficientNetB0 

 

Tablo 4.5. EfficientNetB0 eğitim ve test doğruluğu 

 

 

 

 

Şekil 4.3. EfficientNetB0 karmaşıklık matrisi 

 

Tablo 4.6. EfficientNetB0 sınıflandırma raporu 

 Kesinlik Duyarlılık F1- Skoru 

Türbülans bulanıklığı 1.00 0.99 1.00 

Net görüntü 0.97 1.00 0.98 

Odaksızlık bulanıklığı 0.93 0.98 0.96 

Gaussian bulanıklığı 1.00 0.99 1.00 

LoS titreşim bulanıklığı 0.98 0.94 0.96 

Hareket bulanıklığı 1.00 0.97 0.98 

 

 

 

EfficientNetB0 Eğitim Doğruluğu EfficientNetB0 Test Doğruluğu 

1.Kat 2.Kat 3.Kat 4.Kat 5.Kat 

%97 
%98 %97 %98 %99 %99 
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4.4.  InceptionV3 

 

Tablo 4.7. InceptionV3 eğitim ve test doğruluğu 

 

 

 

 

Şekil 4.4. InceptionV3 karmaşıklık matrisi 

 

Tablo 4.8. InceptionV3 sınıflandırma raporu 

 Kesinlik Duyarlılık F1- Skoru 

Türbülans bulanıklığı 1.00 1.00 1.00 

Net görüntü 0.96 0.99 0.98 

Odaksızlık bulanıklığı 0.82 0.92 0.87 

Gaussian bulanıklığı 1.00 0.81 0.89 

LoS titreşim bulanıklığı 0.91 0.94 0.93 

Hareket bulanıklığı 0.98 0.99 0.99 

 

 

InceptionV3 Eğitim Doğruluğu InceptionV3 Test Doğruluğu 

1.Kat 2.Kat 3.Kat 4.Kat 5.Kat 

%94 
%95 %98 %98 %98 %95 
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4.5.  VGG16 

 

 Tablo 4.9. VGG16 eğitim ve test doğruluğu 

 

 

Şekil 4.5. VGG16 karmaşıklık matrisi 

 

Tablo 4.10. VGG16 sınıflandırma raporu 

 Kesinlik Duyarlılık F1- Skoru 

Türbülans bulanıklığı 1.00 0.92 0.96 

Net görüntü 0.87 0.97 0.92 

Odaksızlık bulanıklığı 0.58 0.88 0.70 

Gaussian bulanıklığı 1.00 0.46 0.63 

LoS titreşim bulanıklığı 0.85 0.91 0.88 

Hareket bulanıklığı 0.94 0.88 0.91 

 

 

 

 

VGG16 Eğitim Doğruluğu VGG16 Test Doğruluğu 

1.Kat 2.Kat 3.Kat 4.Kat 5.Kat 

%83 
%91 %94 %96 %97 %95 
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4.6.  Stacking Topluluk Öğrenimi 

Stacking topluluk öğrenim metoduyla, ResNet50, InceptionV3, DenseNet201, VGG16 ve 

EfficientNetB0 ESA mimarileri kullanılarak temel öğreniciler (base learners) eğitilmiştir. 

Temel öğrenici modellerin çıktıları stacking topluluk öğrenimi yönteminin meta öğrenicisi 

modeli için yeni özellikler oluşturmaktadır. Meta öğrenici modeli, bu çalışmada lojistik 

regresyon olarak tanımlanmış olup, her bir ESA mimarisinin çıktısını optimize etmektedir. 

Stacking topluluk öğrenimi için kullanılan parametreler Tablo 4.11’de verilmiştir.  

 

Tablo 4.11. Stacking topluluk öğrenimi parametreleri 

Parametre Değer 

Optimizasyon algoritması Adam 

Maksimum devir sayısı (Epoch) 50 

Meta öğrenici (Meta Learner) Lojistik regresyon 

Öğrenme oranı (Learning Rate) 0.0001 

Yığın büyüklüğü (Batch size) 32 

Nöron düşürme oranı (Dropout) 0.5 

 

Her bir ESA modeli yeniden eğitim aşamalarına tabi tutulmuş ve bu çıktıların 

kombinasyonuyla meta öğrenici modeli elde edilmiştir. Nihai model, eğitim aşamalarının 

hiçbir aşamasında görülmeyen test verisiyle test edilmiştir. Doğruluk değeri %99 olarak 

hesaplanmıştır. Stacking topluluk öğrenimi yönteminin sınıflandırma raporu Tablo 4.12’de 

verilmiştir.  
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Şekil 4.6. Stacking topluluk öğrenimi karmaşıklık matrisi 

 

Tablo 4.12. Stacking topluluk öğrenimi sınıflandırma raporu 

 Kesinlik Duyarlılık F1- Skoru 

Türbülans bulanıklığı 1.00 1.00 1.00 

Net görüntü 1.00 1.00 1.00 

Odaksızlık bulanıklığı 1.00 0.98 0.99 

Gaussian bulanıklığı 1.00 1.00 1.00 

LoS titreşim bulanıklığı 0.98 1.00 0.99 

Hareket bulanıklığı 1.00 1.00 1.00 

 

Çalışma kapsamında kullanılan bütün ESA mimarilerinin performanslarını gösteren 

karşılaştırma tablosu aşağıda verilmiştir (Tablo 4.13).  

 

Tablo 4.13. ESA mimarilerinin karşılaştırma tablosu 

 Doğruluk Kesinlik Duyarlılık F1- Skoru 

ResNet50 0.95 0.95 0.95 0.95 

DenseNet201 0.94 0.95 0.94 0.94 

EfficientNetB0 0.97 0.98 0.98 0.98 

InceptionV3 0.94 0.95 0.94 0.94 

VGG16 0.83 0.87 0.84 0.83 
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5. SONUÇ VE DEĞERLENDİRME 

Çalışma kapsamında ilk olarak odaksızlık, atmosferik türbülans, görüş hattı titreşimi, 

Gaussian ve hareket bulanıklık türleri modellenerek bulanıklaştırılmış bir veri seti elde 

edilmiştir. Çalışmanın ikinci aşamasında ise bu veri seti çeşitli bölümlere ayrılarak ResNet50, 

DenseNet201, EfficientNetB0, InceptionV3 ve VGG16 ESA mimarileriyle beşer kez eğitilmiş 

ve her mimarinin en başarılı kat modeli “eğitim doğruluğu” etiketiyle kaydedilmiştir. Veri 

setinde modelin hiçbir eğitim aşamasında görmediği %5’lik test verisi, kaydedilen yüksek 

başarılı modellerle test edilerek sonuçlar elde edilmiştir.  Son aşamada ise kullanılan bütün 

ESA mimarilerinin yeniden eğitildiği ve sonuçlarının ortak bir modelde toparlandığı stacking 

topluluk öğrenimi metodu kullanılmıştır.   

Literatürde daha önce yapılan çalışmalarda, gerçek bulanıklık görüntü veri setlerinin elde 

edilmesi zor olduğundan genellikle sentetik veri setleri üzerinde çalışılmıştır. Bu çalışmalarda 

genellikle yer platformlarından elde edilen görüntülere hareket, odaksızlık ve Gaussian 

bulanıklık türleri eklenerek yeni veri setleri oluşturulmuştur. Çalışmaların bir kısmı derin 

öğrenme tabanlı yöntemlerle, klasik makine öğrenmesi yöntemlerin karşılaştırmasını yapmış 

ve derin öğrenme yöntemlerinin daha başarılı olduğunu ortaya koymuştur. Bu sebeple bu 

çalışmada sadece derin öğrenme tabanlı ESA mimarileri üzerinde çalışılmıştır. ESA 

mimarileriyle yapılan çalışmalar incelendiğinde özellikle sualtı bulanık görüntülerin 

sınıflandırıldığı Sakthivel ve diğerlerinin [13] çalışmasında gerçek görüntüler kullanılarak 

hareket ve odaksızlık bulanıklık türleri VGG-16 mimarisiyle yüksek bir başarı yakalamasına 

rağmen bizim çalışmamızda en düşük başarı gösteren ESA mimarisi VGG-16 olmuştur. 

Çalışmada en başarılı ikinci ESA mimarisi olan ResNet50 ile 2022 yılında Bhuvaneswari ve 

Hema’nın yapmış olduğu odaksızlık ve hareket bulanıklık türlerinin sınıflandırması 

çalışmasında da [12] oldukça başarılı olduğu görülmüştür. 

Yaptığımız çalışmada, oluşturduğumuz veri setinde kullandığımız orijinal veriler hava-yer 

platformlarından elde edilen görüntüler içermediğinden dolayı sahne ile görüntüleme sistemi 

arasında kayda değer bir atmosferik türbülans mesafesi bulunmamaktadır. Bu sebeple 

atmosferik türbülans etkileri sadece matematiksel olarak modellendiğinden gerçek platform 

verilerine göre büyük oranda farklılık göstereceği düşünülmektedir.       

Yürütülen çalışmanın sonucunda, termal görüntülerde tek bir kaynaktan kaynaklanan 

tezdüze (uniform) dağılımlı bozulmaların sınıflandırılmasında %99 başarı oranı elde 

edilmiştir. Bulanıklık etkileri, optik sistemlerin odak kayması veya görüş hattı titremesi gibi 

nedenlerle oluştuğunda genellikle düzgün dağılımlı bir bulanıklık meydana getirir. Ancak, 
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atmosferik türbülans etkileri veya hareket bulanıklıkları genellikle tekdüze dağılıma sahip 

olmayan bir etki yaratmaktadır. Önceki çalışmalarda genellikle hareket bulanıklılığı, odak 

bozulması bulanıklılığı ve rastgele Gaussian bulanıklık türleri üzerine çalışmalar yapılmıştır. 

Bu çalışmada ise hava-yer platformlarında görüntüleme sistemlerinin atmosfer ve LoS 

titreşim hareketlerinden kaynaklanan bozulmalar eklenerek araştırma alanı genişletilmiştir.   

Gerçekleştirilen çalışmada, VGG16 modeli kullanılan diğer modellere göre daha düşük bir 

başarı sergilemiştir, özellikle Gaussian bulanıklık türünün sınıflandırılmasında “odaksızlık 

bulanıklığı” sınıfıyla karıştırılmıştır. Odaksızlık bulanıklık modeli sabit çaplı bir disk olarak 

modellendiğinden ve VGG16 modelinin bütün evrişim katmanları sabit 3x3 konvolüsyon 

çekirdeklerinden oluştuğundan dolayı VGG16 modelinin başarısının diğerlerinden daha düşük 

olduğu düşünülmektedir. ResNet50, DenseNet201 ve InceptionV3 modelleri, farklı 

boyutlardaki konvolüsyon çekirdekleriyle, her katmanda önceki tüm katmanlardaki özellik 

haritasını kullanarak geniş bir özellik yelpazesi yakaladığından dolayı test verisi üzerinde 

birbirlerine yakın başarı göstermişlerdir. Bu çalışmada EfficientNetB0 modeli, hem farklı 

boyutlarda konvolüsyon çekirdeklerine sahip olması hem de diğer kullanılan modellerde 

bulunmayan MBConv (Mobile Inverted Bottleneck Convolution) katmanı sayesinde tekdüze 

dağılıma sahip bulanıklık desenlerinin sınıflandırılmasında modeller arasında en yüksek 

başarıyı gösteren ESA mimarisi olmuştur.  

Çalışmanın başarı oranını daha da artırmak için kullanılan bütün ESA mimarilerinin 

çıktılarıyla stacking topluluk öğrenimi modeli oluşturulmuştur. Her bir ESA modelinin 

karmaşıklık matrisinde doğru tahmin edilmeyen verilerinin, diğer modellerin girdileriyle 

birlikte doğru tahmin edildiği görülmüştür. Stacking topluluk öğrenimi yöntemiyle %99 

başarı yakalanmıştır.  

Gerçek dünya problemlerinde, tek bir görüntüde birden fazla bulanıklık türü 

bulunabileceği gibi, her bulanıklık türü de tekdüze bir dağılıma sahip olmayabilir. Bu nedenle 

gelecekteki çalışmalarda, bu çalışmada eğitilen stacking topluluk öğrenimi modelinin sentetik 

olarak üretilmemiş (gerçek) bulanık görüntülerle test edilip tekdüze dağılıma sahip olmayan 

bulanıklıklar için de uyarlanması hedeflenmektedir. Ayrıca, birden fazla bulanıklık türüne 

sahip görüntülerle yeni bir model geliştirilmesi ve görüntülerdeki bulanıklığın derin öğrenme 

teknikleri kullanılarak iyileştirilmesi planlanmaktadır. 
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