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OZET

Miige ERTEKIN

TURKIYE’DE KONUSULAN DIiLLERIN DERIN OGRENME YONTEMLERIYLE
SINIFLANDIRILMASI

Baskent Universitesi Fen Bilimleri Enstitiisii

Elektrik Elektronik Miihendisligi Anabilim Dal

2025

Gliniimiizde konusan dil tanima sistemleri; insan-makine etkilesimi, robotik uygulamalar,
cok dilli iletisim ve giivenlik gibi cesitli alanlarda yaygin olarak kullanilmaktadir. Bu
sistemler, otonom robotik etkilesim, ¢ok dilli miisteri hizmetleri ve otomatik ceviri gibi
uygulamalarda etkin rol oynamaktadir. Ayrica, giivenlik ve adli bilisimde anonim ses
kayitlarinin dilini belirlemek; gogmen profilleme ve istihbarat analizleri agisindan énem
tasimaktadir. Bu tez calismasinda, Tirkiye’de yaygin olarak konusulan diller olarak,
Tiirkiye’ye yerlesen ve Tiirkiye’yi sikca ziyaret eden yabanci uyruklu bireylerin konustuklar
diller esas almarak bir veri seti olusturulmustur. Bu kapsamda hazirlanan veri setinde;
Tirkge, Kiirtge, Arapca, Rusca, Farsca ve Almanca dillerine ait ses kayitlar1 yer almaktadir.
Konusulan dili otomatik olarak tanima problemi, bir siniflandirma problemi olarak ele
alinmigtir. Bu problemi ¢6zmek amaciyla farkli derin 6grenme mimarileri kullanilmustr. Tlk
olarak, spektral 6zelliklerin zamansal oriintiilerini yakalamada etkili olan Iki Yénlii Uzun
Kisa Siireli Bellek (BiILSTM) aglar1 uygulanmistir. Ayrica, mekansal oriintiileri ¢gikarmada
basarili olan Evrisimsel Sinir Aglar1 (CNN) ile birlikte, dil tanima problemlerinde son
yillarda dikkat c¢ekici basarillar gOsteren Transformer tabanli Encoder mimarisi de
degerlendirilmistir. Bunun yan1 sira, CNN ve self-attention mekanizmalarin1 ayn1 yapida
birlestirerek hem yerel hem de kiiresel baglami yakalayabilen Conformer Encoder mimarisi
de calismada uygulanmis ve karsilastirmali analiz yapilmistir. Modelin performansini
degerlendirmek amaciyla dogruluk (accuracy), duyarlilik (sensitivity/recall) ve diger ilgili

performans metrikleri kullanilmistir.

ANAHTAR KELIMELER: Konusulan Dil Tamma, Derin Ogrenme, Cok Dilli
Siniflandirma, BiLSTM, Conformer Encoder
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ABSTRACT

Miige ERTEKIN

CLASSIFICATION OF LANGUAGES SPOKEN IN TURKIYE USING DEEP
LEARNING METHODS

Baskent University Institute of Science

Department of Electric Electronic Engineering

2025

Today, spoken language identification systems are widely used in various domains such as
human-machine interaction, robotics, multilingual communication, and security. These
systems play an important role in applications like autonomous robotic interaction,
multilingual customer services, and automatic translation. Moreover, identifying the
language of anonymous voice recordings has become increasingly significant in fields such
as security, forensic informatics, immigration profiling, and intelligence analysis. In this
thesis, a dataset was created based on the languages commonly spoken in Tiirkiye, including
those spoken by foreign nationals who have settled in or frequently visit the country. The
dataset includes voice recordings in Turkish, Kurdish, Arabic, Russian, Persian, and German.
The task of automatically recognizing the spoken language is addressed as a classification
problem. To solve this problem, various deep learning architectures were implemented. First,
Bidirectional Long Short-Term Memory networks were used due to their effectiveness in
capturing the temporal patterns of spectral features. Additionally, Convolutional Neural
Networks, which are successful in extracting spatial patterns, and Transformer-based
encoder architectures, which have shown remarkable performance in recent language
recognition tasks, were also evaluated. Furthermore, the Conformer encoder architecture,
which combines CNN and self-attention mechanisms to capture both local and global
contexts simultaneously, was applied and compared with other models. To evaluate model
performance, accuracy, recall (sensitivity), and other relevant performance metrics were

utilized.

KEYWORDS: Spoken Language Identification, Deep Learning, Multilingual
Classification, BILSTM, Conformer Encoder
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1. GIRIS

Dil smiflandirma, dogal dil isleme (NLP) ve yapay zeka (Al) alanlarinda temel bir
arastirma konusu olarak one ¢ikmaktadir. Giinlimiizde konusan dil tanima sistemleri; insan-
makine etkilesimi, robotik uygulamalar, ¢cok dilli iletisim sistemleri ve giivenlik alanlar1 gibi
bir¢ok farkli sektorde etkin sekilde kullanilmaktadir. Ayrica, robotik sistemlerde otonom
etkilesimlerin artirilmasi, miisteri hizmetlerinde c¢ok dilli destek saglanmasi ve c¢eviri
hizmetlerinin otomatiklestirilmesi gibi kullanim senaryolarinda da dil siniflandirma
algoritmalarina ihtiya¢ duyulmaktadir. Bununla birlikte, giivenlik ve adli bilisim alanlarinda,
anonim ses kayitlarinin hangi dile ait oldugunu belirlemek; su¢la miicadele, gd¢men

profilleme ya da istihbarat amagli analizlerde kritik rol oynayabilmektedir.
1.1. Konunun Tanimi

Konusma, insanlar arasinda en yaygm ve dogal iletisim yontemidir. Gliniimiizde
teknolojinin hizla gelismesiyle birlikte, makinelerin insan sesini isleyip anlamlandirmasi
miimkiin hale gelmis; bu da insan-makine etkilesimini yayginlastirarak iletisim alaninda yeni
uygulamalarin 6niinti agmistir. Bu gelismeler sayesinde, hem giinliik hayatin dijitallesmesi
kolaylasmakta hem de bireylerin teknolojik olanaklara erisimi artmaktadir.

Bu tez calismasinda, cesitli dillerdeki konugmalarin hangi dile ait oldugunun otomatik
olarak belirlenmesini amaglayan bir ses tabanli dil tanima sistemi gelistirilmektedir. Sistem,
ham ses sinyallerinden 6znitelik ¢ikarimi yapilmasini ve bu 6zniteliklerin derin 6grenme
mimarileriyle islenmesi yoluyla ¢alismaktadir. Ozellikle giiniimiizde yaygm bigimde
kullanilan BiLSTM (iki Yénli Uzun Kisa Siireli Bellek) CNN (Convolutional Neural
Network), Transformer tabanli encoder, ve Conformer encoder gibi derin Ogrenme
mimarileri, bu sistemin temel bilesenlerini olusturmaktadir. Bu yapilar, ses sinyallerinden
cikarilan Ozniteliklerin islenmesinde kullanilmis ve model performanslar1 karsilagtirmali
olarak analiz edilmistir.

Calisma kapsaminda, konugsma verilerinden elde edilen MFCC (Mel-Frequency
Cepstral Coefficients) gibi 0znitelikler kullanilarak, farkli dillerin akustik yapilarinin makine
O0grenmesi yontemleriyle ayristirilmast hedeflenmektedir. Gelistirilen sistem, hem ¢ok dilli
ortamlarda konugma analizine katki saglamay1 hem de dil tanima alaninda BiLSTM, CNN,
Transformer ve Conformer gibi modern derin 6grenme mimarilerinin sundugu avantajlari

ortaya koymay1 amaclamaktadir.



1.2. Konuya iliskin Yapilan Onceki Calismalar

fgili calismada, konusulan dili tanima alaninda dogrulugu artirmak amaciyla, x-vector
temelli bir sistemin mimarisi gelistirilmis ve TDNN (zaman gecikmeli sinir aglar1) iizerinde
yapilandirilmis yeni bir model sunulmustur. Model, Indo-Avrupa, Sami ve Dogu Asya dil
ailelerinden se¢ilmis Ispanyolca, Fransizca, halyanca, Rusca, Arapca, Hausa, Farsca, Cince,
Japonca ve Tayca olmak iizere on dil lizerinde egitilmistir. Mozilla Common Voice veri
kiimesi kullanilmis, veriler 6n isleme, dengeleme ve veri artirma adimlarindan gegirilmistir.
Ix1 TDNN ara katmanlari, grid search ile hiperparametre optimizasyonu ve huni yapili
katmanlar mimariye entegre edilmistir. Modelin basarimi1 %97 dogruluk oranina ulasmis ve
accuracy metrigi tizerinden degerlendirilmistir [1]

MCSLD-AIBER (Multi-Class Spoken Language Detection with Artificial Intelligence
using Fractal Al-Biruni Earth Radius Optimization) algoritmasinin 6nerildigi bu ¢aligmada,
kisa siireli ve giriltii icerikli ses kayitlarinda konusulan dilin yiiksek dogrulukla
tanimlanmas1 amaglanmistir. Siniflandirma islemi LSTM ag1 ile gergeklestirilmis ve
deneylerde Ingilizce, Ispanyolca ve Almanca dillerinden olusan bir veri seti kullanilmistir.
Modelin performanst %96.19 dogruluk, %94.30 kesinlik, %94.30 duyarlilik ve %97.15
Ozgiilliikk ortalamalar1 ile degerlendirilmistir [2].

PLDE (Phonetic Learnable Dictionary Encoding) adli yeni bir havuzlama katmaninin
sunuldugu bu calismada, fonetik 6zelliklere dayali hafif ve verimli bir konusulan dil tanima
sistemi gelistirilmistir. OLR2020 ve OLR2021 veri setleri kullanilarak Mandarin, Kantonca,
Japonca, Korece, Rusca, Endonezce, Vietnamca, Kazakca, Tibetce ve Uygurca dillerinde
degerlendirme yapilmustir. Onerilen PLDE yapisi, geleneksel havuzlama ydntemlerine
kiyasla daha diisiik parametre maliyetiyle basarili sonuglar iretmistir. Model, fonetik
Ozellikleri onceden egitilmis bir ASR (Otomatik konusma tanima) modelinden transfer
ogrenme ile alir ve bu bilgileri tek katmanli PLDE {izerinden siniflandirir. Basarim, Cavg
(ortalama maliyet) ve EER (esit hata oran1) gibi metriklerle degerlendirilmis; PLDE 6zellikle
diisiik parametreli yapilarda giiriiltiilii ortamlarda ytiksek dogruluk saglamistir [3].

Singh ve arkadaslar1 (2021), farkli konusmacilardan gelen ses kayitlarin1 kullanarak
konusulan dili tantyan bir derin 6grenme modeli 6nermistir. Caligmada, ses dosyalar1 log-
Mel spektrogramlara doniistiiriilmiis ve CNN, Word Embedding ile Bernoulli Naive Bayes
gibi yontemlerle smiflandirma yapilmistir. Model, Ingilizce, Almanca, Ispanyolca ve 22
farkli dili iceren veri kiimelerinde test edilmis ve CNN modeliyle %98'e varan dogruluk elde

edilmistir. Ayrica, veri artirma ve g¢esitli Oon isleme teknikleri kullanilarak modelin



genellenebilirligi artirllmistir. Bu c¢alisma, dil tanimlamada goriintii tabanli yaklagimlarin
etkinligini vurgulamaktadir [4].

Baska bir ¢alismada, konusulan dili tanima amaciyla filtre bank 6zelliklerinden
yararlanilarak CNN tabanl1 bir model dnerilmistir. Sistem, Ingilizce, Almanca ve Ispanyolca
olmak iizere ii¢ dili stmiflandirmak iizere egitilmistir. Veri kiimesi Kaggle {izerinden temin
edilmis, ornekler cinsiyet ve konusmaci agisindan dengelenmis ve veri artirma (pitch, hiz,
giiriiltii) teknikleri uygulanmistir. Model, %91.3 dogruluk ve %92.74 ortalama giiven
skoruyla degerlendirilmis; sinif bazli performans ise precision, recall ve F1-score metrikleri
ile Ol¢lilmiistiir. Sonuglar, CNN tabanli yapinin dil ayrimi gorevlerinde giiclii bir performans
sergiledigini gostermistir [5].

Hint dillerinin siiflandirilmasinda dogruluk ve esnekligi artirmak amaciyla olan bu
calismada, ensembe derin 6grenme modellerini temel alan yeni bir konusulan dil tanima
sistemi onermektedir. Calismada Bengalce, Hintce, Marathi, Tamilce ve Ingilizce
dillerinden olusan bir veri kiimesi kullanilmis; CNN, CRNN (Convolutional Recurrent
Neural Network), 1D-CNN (One-Dimensional Convolutional Neural Network), LSTM ve
TCN(Temporal Convolutional Network) modelleri ¢esitli kombinasyonlarla entegre edilerek
Stacking, Fine-tuning ve Voting tabanli ensembe yapilar tasarlanmistir. Veri seti,
VoxLingual07 ve Common Language kaynaklarindan elde edilen ses dosyalariyla
olusturulmus ve Oznitelikleri ¢ikarilarak islenmistir. Sistem basarimi, dogruluk, kesinlik,
duyarlilik ve Fl-skoru gibi metriklerle degerlendirilmis; en yiiksek basar1 orani %93.5
dogruluk ve 0.92 F1-skoru ile Fine-tuned EDL-2 modeli tarafindan elde edilmistir [6].

X-vector temelli sistemin kullanildig1 bir bagka calismada, degisken uzunluktaki ses
segmentlerinden sabit boyutlu 6znitelikler cikarilarak konusulan dil sinmiflandirilmistir.
Model, 2017 NIST Language Recognition Evaluation (LRE17) kapsaminda Arapga, Cince,
Ingilizce, Rusca, Ispanyolca ve Portekizce gibi birbirine yakin diller ve lehgeler {izerinde test
edilmistir. Sistem, ¢ok katmanli bir DNN ile dil siniflandirmasi i¢in egitilmis; ses verileri
MFCC ve bottleneck ozelliklerle temsil edilmistir. Elde edilen x-vector oznitelikleri,
discriminative Gaussian classifier ile siiflandirilmig; basari, NIST’in Cprimary metrik
degerleriyle degerlendirilmistir. Sonuglar, x-vector sisteminin mevcut i-vector temelli
yaklasimlardan daha yiiksek dogruluk sagladigini gostermektedir [7].

Senone temelli derin sinir ag1 (DNN) yaklagimlarini karsilagtirmali olarak ele alan bu
calismada, konusulan dilin taninmasina yonelik farkli mimariler degerlendirilmistir.
Sistemler, NIST LREQ9 kapsaminda yer alan 23 dil ile DARPA RATS veri setinde bulunan

Fars¢a, Urduca, Pastuca, Levanten Arapcast ve Darice dilleri iizerinde test edilmistir.



DNN’lerden elde edilen bottleneck ve posterior 6znitelikler, GMM ya da DNN tabanl i-
vector modelleri ile simiflandirilmistir. Performans degerlendirmeleri, farkli test siireleri
dikkate alinarak Cavg (ortalama maliyet) metrigi ile yapilmis; 6zellikle bottleneck + i-vector
+ GMM (Gaussian Mixture Model) tabanli yapilarin diger yontemlere kiyasla daha basarili
sonuclar verdigi gosterilmistir [8].

Bu c¢alisma, konusulan dilin taninmasi gorevinde kullanilan DNN tabanli telefon
ayristiricilarinin -+ (tokeniser) denetimsiz ¢apraz dil adaptasyonu ile farkli dillere
uyarlanmasini incelemektedir. Temel tokeniser, Ingilizce verilerle egitildikten sonra Arapga,
Mandarin, Ingilizce, Lehge ve Ispanyolca gibi sekiz dile adapte edilmistir. Siniflandirma
islemi, bottleneck i-vector (BNIV-LR) ve fonotaktik TFIDF-SVM sistemleriyle
gerceklestirilmistir. Performans, minDCF (minimum detection cost function) metrigi ile
Olciilmiis; Ozellikle sistem flizyonu ile %7-18 oraninda iyilesme elde edilmistir.
Adaptasyonun, farkli tokeniser'lar arasinda tamamlayic1 bilgi cesitliligi sagladigi ve
smiflandirma bagarimini olumlu yonde etkiledigi gosterilmistir [9].

Oruh ve arkadaglar tarafindan yiiriitilen calismada, geleneksel LSTM mimarisi
gelistirilerek, icine RNN tabanli bir “unutma kapis1” entegre edilmis ve bu sayede kesintisiz
ses akislarinin daha verimli islenmesi hedeflenmistir. Model, Ingilizce konusulan rakamlar
iceren agik erigimli bir ses veri kiimesi ile egitilmis; her biri 0—9 arasindaki sayilar1 temsil
eden 2400 ses dosyasi kullanilmigtir. Oznitelik gikarmmi igin MFCC yontemi uygulanmis ve
onerilen LSTM-RNN mimarisi, diger CNN ve sirali modellerle karsilastirildiginda en
yuksek dogruluk degerine (9%99.36) ulagsmistir. Modelin siniflandirma basarimi accuracy,
precision, recall ve F1-score gibi yaygin metrikler ile degerlendirilmistir [10].

Yapilan literatiir incelemesi, konusulan dil tanima alaninda bir¢cok c¢aligmanin
Ingilizce, Fransizca, Almanca, Ispanyolca ve Asya dilleri gibi yiiksek kaynakli dillere
odaklandigini; ancak Tiirk¢e ve Tiirkiye'de konusulan diger dillerin bu baglamda biiyiik
Olclide ihmal edildigini ortaya koymaktadir. Bu tez c¢alismasi, bu eksikligi gidermek
amaciyla Tiirk¢e’nin yani sira Tiirkiye'de yaygin sekilde karsilasilan Kiirt¢e, Arapca, Farsca,
Rusca ve Almanca dillerine odaklanmaktadir. Simiflandirma islemleri, CNN, BiLSTM,
Transformer tabanli encoder ve Conformer mimarileri kullanilarak gerceklestirilmistir.
Model basarimi accuracy, precision, recall ve F1-score gibi metriklerle degerlendirilmistir.
Kullanilan veri setleri; dengeli, Tiirkiye'nin demografik dagilimina gére dengesiz ve Tiirkge
hari¢ birakilmis {i¢ ayr1 yapidan olusmakta olup, her biri 2-12 saniyelik ses dosyalarini
icermektedir. Bu yoOniiyle ¢alisma, hem yerel dil ¢esitliligini esas alan hem de farkl veri

dagilimlarina kars1 model dayanikliligini test eden 6zgiin bir yaklagim sunmaktadir.



2. PROBLEMIN TANIMI

Tirkiye, farkli etnik kdkenlerden bireylerin bir arada yasadigi kozmopolit bir yapiya
sahip olmasinin yani sira, ayn1 zamanda bir¢ok farkli iilkeden go¢ alan ve yogun sekilde
turist agirlayan bir iilkedir. Bu cok dillilik durumu, 6zellikle giivenlik, iletisim ve insan-
makine etkilesimi gibi alanlarda konusulan dili otomatik olarak tanima ihtiyacini ortaya
cikarmaktadir. Ancak, mevcut literatiir incelendiginde Tiirkiye baglaminda konusan dili
tanimaya yonelik 6zel olarak olusturulmus ve cok dilli yapiy1 temel alan kapsamli bir
calismanin bulunmadigi goriilmektedir. Bu c¢alisma, s6z konusu boslugu doldurmak
amaciyla tasarlanmistir.

Bu kapsamda, ¢alismada ii¢ farkli veri seti olusturulmustur. Ilk veri seti dengeli olarak
tasarlanmis ve her bir dile esit sayida drnek dahil edilmistir. ikinci veri seti ise dengesiz olup,
gercek diinyadaki dagilima daha yakin olacak sekilde olusturulmustur. Uciincii veri setinde
ise Tiirkee dil verisi ¢gikarilmis ve kalan dillerin siniflandirma performansi bu durumda ayri
olarak analiz edilmistir. Her ii¢ veri seti lizerinde, CNN, BiLSTM, Transformer tabanl
encoder ve Conformer mimarileri kullanilarak derin O6grenme tabanli analizler
gergeklestirilmistir. Bu sayede, veri dagiliminin model performansina etkisi sistematik

olarak degerlendirilmistir. Sekil 2.1°de problem tanimina yonelik blok diyagrami verilmistir.
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Sekil 2.1. Konusulan dil tanima blok diyagrami

2.1. Konusulan Dilin Tamimlanmasi

Konusulan dil tanima (Spoken Language Identification — SLID), bir ses kaydi
icerisindeki konugsmanin hangi dogal dile ait oldugunu, konugsmacinin kimligi bilinmeden
otomatik olarak belirlemeyi amaglayan ¢ok smifli bir simmiflandirma problemidir. Bu

teknoloji, yalnizca konugsma icerigine dayanarak dil etiketlemesi yapabilme yetenegiyle,



konusmaci bagimsiz tanima gorevlerinde 6nemli bir rol iistlenmektedir. Insanlar, biyolojik
ve biligsel mekanizmalar1 sayesinde dil tanima konusunda oldukca yiiksek dogruluk
oranlarina sahip olsa da, bu becerinin bir makine tarafindan taklit edilmesi, 6zellikle kisa
konusmalar, giirtiltiilii ortamlar, aksan ¢esitliligi ve diisiik kaynakli diller gibi birgok zorluk
icermektedir [11]. SLID sistemleri, giiniimiizde ¢ok sayida pratik uygulama alaninda aktif
olarak kullanilmaktadir. Ozellikle ¢ok dilli konusma tanima sistemlerinin 6n ug birimlerinde,
konusmanin hangi dilde oldugunu erken asamada belirlemek, sonraki siireclerde dil tabanl
modellerin dogru sekilde devreye girmesi agisindan biiyiik 6nem tasimaktadir. Ayrica, cagri
merkezlerinde gelen cagrinin hangi dilde oldugunu tespit ederek otomatik miisteri
yonlendirmesi saglamak, kriz aninda yoOnlendirme, ¢ok dilli kullanici deneyimini
gelistirmektedir. Bunun yani sira SLID, giivenlik ve istihbarat amagh konusma gozetleme
sistemlerinde, web tabanli ¢cok dilli iceriklerin otomatik olarak siniflandirilmasinda ve dijital
medya arsivlerinin dil etiketleme siireclerinde de yaygin olarak kullanilmaktadir [12]. Tipik
bir konusan dil tanimlama sistemi dort temel bilesenden Sekil 2.2 ’de ki gibi olusmaktadir:
veri toplama, 6znitelik ¢ikarimi, model ile egitim ve dil smiflandirmasi. Ik asamada,
hedeflenen dilleri temsil edecek nitelikte ses verileri toplanmakta; ikinci asamada, bu
verilerden akustik 6zellikler ¢ikarilmakta; tiglincli asama olarak ¢ikarilan bu 6zelliklerin
modele 6gretilmesi ve son asamada ise ¢ikarilan bu 6znitelikler bir siniflandiriciya (6rnegin
DNN, CNN, SVM vb.) aktarilmak suretiyle ilgili dilin tahmini yapilmaktadir. Basarili bir
SLID sisteminin olusturulabilmesi i¢in, uygun cesitlilikte ve dengeli yapiya sahip bir

konusma veri tabanina erisim biiyiik 6nem arz etmektedir [13].
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Sekil 2.2. Konusulan dil tanima sisteminin dort temel adimdan olusan is akisi



Bu calismada, konusulan dil tanima sistemi gelistirilirken yalnizca modelin teknik
dogrulugu degil, ayn1 zamanda Tiirkiye'nin ¢ok dilli sosyodemografik yapisi da goz oniinde
bulundurulmustur. Tiirk¢e’nin yani sira iilkede sayica kayda deger niifuslar tarafindan
konusulan diger dillerin sistem i¢inde temsil edilmesi, ¢calismanin kapsamini genisletmek
acisindan dnem arz etmektedir.

Tiirkiye'de konusulan dillerin c¢esitliligi, go¢ hareketleri ve etnik yapi nedeniyle
oldukea zengindir. Ozellikle Arapca, Kiirtce, Fars¢a, Rus¢a ve Almanca gibi diller, belirli
goemen topluluklar1 veya etnik gruplar araciliiyla Tiirkiye’de aktif olarak konusulmaktadir.
Arapea, Irak, Suriye, Misir, Filistin, Fas ve Yemen gibi lilkelerden gelen bireyler sayesinde
yaygin olarak kullanilmaktadir ve toplamda yaklagik 3.2 milyon kisilik bir Arap¢a konusan
niifus mevcuttur. Kiirtge ise, Tiirkiye Cumhuriyeti vatandaglari arasinda en yaygin konusulan
ikinci dil olup, yaklagik 13 milyon Kiirt kdkenli vatandas tarafindan konusulmaktadir. Fars¢a
konusan niifus, agirlikli olarak Iran uyruklu bireylerden olusmakta ve yaklasik 96 bin kisiyi
kapsamaktadir. Rusga, 6zellikle turistik bolgelerde yogunlagsan 85 bin civarindaki Rusya
vatandaslar tarafindan konusulurken, Almanca da hem Almanya’dan gelen bireyler hem de
Almanya kokenli Tirkler araciliiyla 116 bin kisi tarafindan konusulmaktadir. Bu veriler,
Tiirkiye'deki dilsel gesitliligin sadece yerli niifusla sinirli kalmayip gogmen ve yabanci
topluluklar sayesinde daha da genisledigini gostermektedir [14], [15].

Bu ¢ok dilli yapi, yalnizca akademik anlamda teknik bir siniflandirma sisteminin
gelistirilmesini degil, aym1 zamanda Tiirkiye'deki dilsel cesitliligin dikkate alindigi,
uygulama potansiyeli yliksek bir altyapiin olusturulmasini da gerekli kilmaktadir. Sekil
2.3’teki gorselde, Tiirkiye’de konusulan dillerin yaklagik niifuslarina gore tahmini dagilimi

sunulmaktadir.
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2.2. Konusma Tanimlamada Kullanilan Geleneksel Yontemler

Derin 6grenme temelli modellerin ortaya ¢ikisindan 6nce, konusma sinyallerinin
tanimlanmasinda ve dolayisiyla konusulan dilin siiflandirilmasinda en yaygin kullanilan
yontemler arasinda Gaussian Karistm Modelleri (GMM) tabanli yontemler [16], Gizli
Markov Modelleri (HMM) ve Destek Vektor Makineleri (SVM) tabanl yaklagimlar [17] yer
almaktaydi. Bu istatistiksel yaklagimlar, konusma sinyallerinin zaman ve frekans
boyutlarindaki 6zelliklerini modellemek i¢in kullanilmistir.

GMM, kisa siireli veya statik konusma kesitlerinin spektral 6zelliklerini modellemek
amaciyla kullanilir. Bu model, sesin akustik 6zelliklerini ¢ok degiskenli olasilik dagilimlart
ile temsil eder. Statik vektor temsilleri {izerinden ¢alisan GMM, ozellikle her bir sinifa
(0rnegin dil) ait Ozniteliklerin Gauss dagilimlarmin karigimi  seklinde modellendigi
senaryolarda etkili olmustur. Bu yoniiyle GMM, dil siiflandirma gorevlerinde ilk nesil
Oznitelik temelli sistemlerin temelini olusturmustur.

Ote yandan, konusma gibi zamana bagl siiregleri modellemek i¢in daha gelismis bir
yap1 olan Gizli Markov Modeli (HMM) gelistirilmistir. HMM, zamana yayilmis rastgele
degisken dizilerini modelleyerek, her bir zaman adiminda sistemin belirli bir "durum"da
oldugunu varsayar. Bu durumlar gézlemlenemese de, her bir durumun gozlenen ciktilarla
iliskili bir olasilik dagilimi vardir. Bu baglamda HMM, c¢ift asamali olasiliksal bir siire¢
olarak tanimlanir: birincisi gozlenemeyen (gizli) durum gegisleri; ikincisi bu durumlara bagl
olarak ortaya ¢ikan gozlemler.

HMM’nin konusma tanimadaki basarisi, lic temel algoritmanin verimli bir sekilde
uygulanmasina dayanir; Olasilik hesaplama i¢in Forward-Backward algoritmasi, Parametre
Ogrenimi icin EM algoritmasinin 6zel bir formu olan Baum-Welch, algoritmasi, Durum
dizisinin ¢6ziimii (decoding) i¢in Viterbi algoritmasi.

GMM ve HMM tabanli yaklagimlar, konusulan dil tanima sistemlerinin ilk 6rneklerini

olusturmustur. Tablo 2.1°de bu iki yontemin ¢esitli yonlerden karsilastirilmasi sunulmustur.

Tablo 2.1. HMM ve GMM karsilastirmast

Ozellik GMM HMM

Model tipi Karisim modeli (statik) Durum gegisli stokastik model
Zaman bagimhhg Zaman bagimsiz Zaman bagimh

Veri tipi Statik 6znitelik sektorleri Zaman dizisi (sekans)
Parametre sayisi Orta Yiiksek




Tablo 2.1. devam ediyor.

Ozellik GMM HMM
Veri gereksinimi Orta Yiiksek
Giiriiltitye dayamkhhk | Diisiik Orta
Yorumlanabilirlik Yiksek Orta
Genisletilebilirlik Smirh Yiiksek

Geleneksel konusulan dil tanima sistemlerinde, GMM ve HMM iki temel yontem
olarak oOne ¢ikmaktadir. GMM'ler, kisa siireli ve zamandan bagimsiz Oznitelikleri
modellemede daha basit ve yorumlanabilir bir yapt sunarken; HMM'ler, zaman bagiml
yapilart modelleme yetenegi sayesinde dilin dinamik 6zelliklerini daha dogru sekilde temsil
edebilmektedir. HMM'ler daha fazla parametre gerektirir ve hesaplama agisindan daha
karmagik olsalar da, zaman dizisi iceren gorevlerde genellikle daha ytiksek basar1 saglar. Bu
baglamda, gorev tlirline ve veri yapisina bagli olarak HMM’ler GMM’lere gore daha giiglii
bir modelleme yetenegi sunmaktadir.

HMM, konusma 0znitelik dizilerinin tiretilmesinde etkili bir model olmakla birlikte,
her bir durumun zamanla degismeyen sabit bir dagilimla temsil edilmesi, modelin ger¢ek
diinyadaki karmagsik konugma oriintiilerini yansitmasinda sinirlayict olmustur. Bu nedenle,
HMM zamanla degisen, bagimli ve daha dinamik yapilar1 modelleyememeye baslamistir.
Bu sinirhiliklar sonucunda, HMM tabanli modeller yerlerini daha esnek, veri odakli ve giiclii

temsil yetenegine sahip olan derin 6grenme tabanli yontemlere birakmastir.
2.3. Konusma Tanimlamada Kullanilan Yeni Nesil Yontemler

Geleneksel modelleme yaklasimlarinin (GMM, HMM vb.) zaman i¢indeki
yetersizlikleri, konusma tanima sistemlerinin daha ¢ok ¢oklu veriyi anlamasi, karmasik dil
yapilarin1 tanimasi ve zaman bagl Oriintiileri etkin sekilde islemesi ihtiyacin1 dogurmustur.
Bu eksiklikleri gidermek tizere gelistirilen yeni nesil derin 6grenme tabanli yontemler,
konusma tanima ve konusulan dil simiflandirmasi alaninda son donemde yaygin olarak
kullanilmaktadir. Bu yontemler, 6zellikle zaman baglilik iceren ses sinyallerini anlamada ve
anlamli temsillere doniistirmede geleneksel tekniklere gore daha {istiin performans

gostermektedir.
2.3.1. BiLSTM tabanh yontemler

BiLSTM mimarisi, Ozellikle zaman serisi verilerdeki baglamsal Oriintiileri



yakalayabilme yetenegi sayesinde, konusma temelli dil tanima sistemlerinde yaygin olarak
kullanilmaktadir. BILSTM, ses sinyallerinden elde edilen sirali 6znitelikleri hem ileri hem
de geri yonde isleyerek gecmis ve gelecek baglami ayni anda dikkate alir. Bu ¢ift yonlii yapi,
konusma igerisindeki dil spesifik zamansal gecislerin daha ayrintili bigimde 6grenilmesine
olanak tanir. BILSTM tabanli modelin genel yapisi su temel katmanlardan olusmaktadir:

e Giris Katmani: MFCC tabanli zaman serisi 6znitelikleri modele giris olarak verilir.
Bu 6znitelikler ses sinyalinin zaman i¢indeki akustik yapisini temsil eder.

e On islem Katmani (Conv2D + Reshape): BiLSTM girisinden 6nce diisiik seviyeli
uzamsal iligkileri yakalayabilmek amaciyla konvoliisyon islemi uygulanir ve
ardindan veriler sirali formatina doniistiirtiliir.

e BILSTM Katmanlari: Zaman i¢inde hem ileri hem de geri yonde Oriintiileri analiz
eden iki ardisik BILSTM katmani bulunur. Bu katmanlar, giris dizilerinin baglamsal
iligkilerini ¢ok boyutlu bi¢cimde isler.

e Tam Baglantih Katman (Dense Layer): BiLSTM katmanlarinin ¢iktisi, dogrusal
olmayan aktivasyonlarla calisan dense katmana iletilerek yiiksek diizeyli soyut
temsiller tUretilir.

e Dropout Katmani: Asir1 6grenmeyi onlemek amaciyla bazi baglantilar egitim
sirasinda rastgele devre dis1 birakilir.

e Cikis Katmam: Softmax aktivasyon fonksiyonu ile model, giris ses drneginin
hangi dil sinifina ait oldugunu olasilik tabanli olarak tahmin eder.

Bu yap1 sayesinde BiLSTM mimarisi, farkli dillere ait konusma 6rneklerini ayirt etmek

icin hem kisa siireli hem de uzun menzilli iliskileri 6grenebilmekte ve yiiksek dogruluk

oranlarina ulasabilmektedir [18][19].
2.3.2. CNN tabanh yontemler

Son yillarda, derin 6grenme yontemleri, 6zellikle ses tanima ve goriintii isleme gibi
Oriintii tanima problemlerinde ¢i181r agan sonuglar iiretmistir. Bu basarilarin temelinde yer
alan yaklagimlardan biri de, Evrigimli Sinir Ag1 (CNN) yapilaridir.

CNN, ozellikle goriintii, ses ve zaman serisi verilerinde oriintii tanima igin gelistirilmis
derin 6grenme mimarileridir. CNN'ler, yiiksek boyutlu verilerde uzamsal ve zamansal
korelasyonlari etkili bir bicimde 6grenme yetenekleri sayesinde ses tanima, bilgisayarl gorii
ve dogal dil isleme gibi bircok alanda yaygin olarak kullanilmaktadir [20][21]. CNN

mimarisi genel olarak asagidaki temel katmanlardan olusur:
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Giris Katmam : Ham veri (6rnegin, bir goriintli ya da ses spektrogrami) modele
giris olarak verilir. Veri genellikle sabit boyutlu bir matris (6rnegin, 224x224 piksel
bir resim) seklindedir [20].

Evrisim Katmam (Convolution Layer): Bu katmanda, kii¢iik boyutlu filtreler
(kernels) veri lizerinde kaydirilarak yerel 6zellikler ¢ikarilir. Filtreler araciliiyla
elde edilen Ozellik haritalar1 (feature maps), verinin diisiik seviyeli oriintiilerini
temsil eder (6rnegin kenarlar, tonlar) [21].

Aktivasyon Fonksiyonu (ReLU - Rectified Linear Unit): Evrisim sonucunda
elde edilen degerler, dogrusal olmayan bir doniisiimden gegirilir. ReLU fonksiyonu,
negatif degerleri sifira kirparak agin dogrusal olmayan Oriintiileri 6grenmesine
imkan tanir [21][22].

Havuzlama Katmam (Pooling Layer): Pooling islemi (genellikle max pooling),
ozellik haritalarinin boyutunu azaltarak hesaplama yiikiinii diisiiriir ve en dnemli
bilgilerin korunmasini saglar. Bu katman, modelin giiriiltiiye kars1 daha dayanikli
olmasina da yardime1 olur [21].

Flatten Katmam: Havuzlama katmanindan ¢ikan ¢ok boyutlu veri, tam baglantili
katmanlara (dense layers) giris yapabilmesi i¢in tek boyutlu bir vektore
dontistiiriiliir [22].

Tam Baglantih Katmanlar (Fully Connected Layers - Dense Layers): Bu
katmanlar, Ogrenilen Oznitelikleri bir araya getirerek nihai siniflandirmayi
gerceklestirir. Genellikle en son katmanda, hedef sinif sayis1 kadar néron bulunur
ve softmax gibi bir aktivasyon fonksiyonu kullanilarak olasilik tahminleri yapilir

[20][21].

Bu yap1 sayesinde CNN'ler, veri i¢indeki diisiik seviyeli (kenar gibi) 6zellikleri ilk

katmanlarda, daha karmasik yapisal iligkileri ise derin katmanlarda O6grenir. CNN

mimarisinin, 6grenilmesi gereken parametre sayisini azaltmasi ve bolgesel benzerlikleri

kullanarak verimli 6grenim saglamasi, onu biiyiik veri setleri iizerinde giiclii bir se¢enek

haline getirmistir [21][22].

2.3.3. Transformer encoder tabanh yontemler

Geleneksel RNN ve CNN mimarilerinin sinirlamalari, konusma tanima ve konusulan

dil tanima alaninda Transformer tabanli yaklasimlarin yiikselmesine neden olmustur.

Ozellikle uzun siireli bagimliliklar1 modelleme, baglami daha genis 6lgekte dgrenebilme ve
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paralel islem kapasitesi gibi avantajlari, Transformer mimarisini ses isleme uygulamalari igin
cazip bir alternatif haline getirmistir [23], [24]. Transformer mimarisi, self-attention
mekanizmasina dayali olarak giris dizisindeki tiim 6gelerin birbirleriyle etkilesim kurmasini
saglar. Temel yap1 taslar1 sunlardir:

e Cok Bash Dikkat (Multi-Head Attention): Verideki farkli bilgi parcalarini paralel

olarak modelleyebilmek i¢in birden fazla dikkat mekanizmasi kullanilir.

e Pozisyonel Kodlama (Positional Encoding): Transformer, giris verisinin sirasint

dogrudan algilayamadigindan, her girise konum bilgisi eklenir.

e Katman Normalizasyonu ve Artimsal Baglantilar (Residual Connections):

Derin aglarda egitim stabilitesini artirmak ve bilgi kaybin1 azaltmak i¢in kullanilir.

o Feed-Forward Aglar: Her katmandan sonra, dogrusal olmayan doniistiirmelerle

bilgiyi isler.

Transformer mimarilerinin konusma tanima sistemlerine uygulanabilirligini artirmak
amaciyla cesitli mimari iyilestirmeler yapilmistir. Yeh ve ark. (2019) tarafindan gelistirilen
Transformer-Transducer yapisi, klasik RNN-Transducer mimarisine alternatif olarak
onerilmis ve akustik modelleme birimi olarak Transformer’in kullanilabilirligini gostermistir
[6]. Bu yapida, giristeki ham ses verileri once VGGNet tabanli evrigsimsel bloklar ile 6n
isleme tabi tutulmus, ardindan pozisyonel kodlamalarla Transformer’a aktarilmistir. Ayrica,
truncated self-attention kullanilarak hesaplama yiikii azaltilmig ve modelin akiskan
(streamable) bir bicimde gercek zamanli ¢alismast saglanmistir [25], [26]. LibriSpeech veri
kiimesi iizerinde yapilan deneylerde, %6.37 WER (test-clean) ve %15.30 WER (test-other)
gibi sonuglarla, LSTM ve BLSTM tabanli modellere gore daha yiiksek dogruluk
saglanmustir.

Zhu ve arkadaslar1 (2020) tarafindan yapilan baska bir calismada ise, dil kimligi
(Language ID) bilgisi self-attention mekanizmasina dahil edilerek dil odakl dikkat bagliklar
(Language-Specific Attention Heads) ve dil bagimli baglam pencereleri (Language
Dependent Attention Spans) gelistirilmistir. Bu yéntemle, Danca, Norvegcce, Isvecee, Fince
ve Felemenkge dillerini kapsayan testlerde, baz model ile karsilastirildiginda %8 ila %20
arasinda goreceli dogruluk artis1 saglanmistir. Bu sonuglar, 6zellikle diisiik kaynakl dillerde
Transformer tabanli mimarilerin sagladig1 kazanimlar1 acikca ortaya koymaktadir.

Sonu¢ olarak, Transformer tabanli modeller, SLID sistemlerinde uzun siireli
bagimliliklarin modellenmesi, paralel hesaplama, dil kimligi gibi meta verilerin dikkat
mekanizmalarina entegre edilmesi gibi avantajlariyla yeni bir standart olusturmaktadir.

Ancak bu sistemlerin yiiksek veri ve hesaplama giicii gereksinimi, mimarilerin dikkatli bir

12



sekilde tasarlanmasini ve optimize edilmesini gerekli kilmaktadir [23],[25].
2.3.4. Conformer encoder tabanh yontemler

Son yillarda, hem yerel hem de kiiresel oriintiilerin ayn1 anda 6grenilmesini saglayan
Conformer mimarisi, konusulan dil tanima sistemlerinde 6ne ¢ikan yaklagimlardan biri
haline gelmistir. Conformer, CNN lokal baglam c¢ikarimi kabiliyeti ile Transformer
mimarisinin kendine dikkat (self-attention) mekanizmasini birlestirerek, ses sinyallerindeki
hem diisiik seviyeli hem de uzun menzilli 6riintiileri ayn1 anda modelleyebilen bir yap1
sunmaktadir [27][28]. Conformer mimarisi temel olarak asagidaki katmanlardan olusur.

o Altornekleme Katmanlar1 (Subsampling Layers): Giris ses verisini zamansal
olarak sikistirarak islem yiikiinii azaltir ve onemli bilgilerin daha kisa diziler
izerinden temsil edilmesini saglar.

e Conformer Bloklar: : Her blok; iki ileri beslemeli ag (FFN), cok basl kendine
dikkat mekanizmast (MHSA) ve evrisim modiillerini iceren bir Macaron benzeri
yapiya sahiptir. Bu yap1 sayesinde hem lokal hem de global temsil 6grenimi saglanir
[28].

e Dikkat Tabanh Havuzlama Katmam (Attentive Statistics Pooling): Zaman
ekseni boyunca elde edilen temsil vektorlerini agirlikli ortalama yoluyla sabit
uzunluklu bir gdémme vektore (embedding) doniistiiriir. Bu yaklagim, modelin
girisin 6nemli boliimlerine daha fazla odaklanmasini saglar [28].

e Gomme Katmanlar: ve Siniflandiricr : Havuzlanan ¢iktilar, dogrusal projeksiyon
ve normalizasyon katmanlar ile islenerek nihai dil smiflandirmasina gonderilir.
Egitim siireci genellikle ¢apraz entropi kaybi ile gergeklestirilir [27].

Conformer mimarisi, ses tanima On-egitimli modellerle birlikte kullanildiginda
konusulan dil tanima performansini biliyiikk Olclide artirmaktadir. Bartley vd. (2023)
tarafindan yapilan ¢alismada, dnceden egitilmis Conformer katmanlarinin yalnizca alt diizey
boliimleri kullanilarak bile yiiksek dogrulukla dil tanima gergeklestirilebildigi gosterilmistir.
Ozellikle alt katmanlardan alman gdmme temsillerin hem bilinen hem de daha &nce
goriilmemis diller tizerinde yiiksek genelleme yetenegi sergiledigi belirtilmistir [27].

Wang vd. (2023) ise, Conformer mimarisine segment maskeleme temelli 6zbilgili
damitma (self-knowledge distillation) stratejisi entegre ederek ozellikle kisa siireli ses
ornekleri tizerindeki basarimi artirmistir. Bu yaklasimda, ayni ses Orneginin tam hali ve

maskeleme uygulanmis versiyonlari modelden gecirilerek ¢ikis dagilimlar1 arasinda
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benzerlik saglanir; boylece modelin 6grenme yetkinligi kisa siireli seslerde de korunur [28].

Sonug olarak, Conformer tabanli modeller hem parametre verimliligi agisindan
avantajlidir hem de yiliksek performanslari ile dikkat ¢ekmektedir. Bu tez kapsaminda
uygulanan Conformer mimarisi, CNN ve Transformer gibi klasik mimarilerle karsilastirmali
olarak degerlendirilmis ve yiiksek basar1 gdstermistir.

Yeni nesil derin O6grenme modelleri, ses sinyallerinden dogrudan Oznitelik
O0grenebilme, zamansal baglamlar1 daha isabetli sekilde ¢oziimleme ve biiyiik veri kiimeleri
tizerinde egitilebilme avantajlariyla, geleneksel modellere kiyasla c¢ok daha yiiksek
performans sunmaktadir. Ozellikle CNN, BiLSTM, Transformer tabanli encoder ve
Conformer gibi mimariler, farkli 6znitelik tiirleriyle entegre ¢alisarak konusma temelli dil

tanima sistemlerinin evriminde belirleyici bir rol oynamaktadir.
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3. TEZDE YAPILAN CALISMALAR

Bu tez calismasinda, ¢ok dilli konusma verileri tizerinden otomatik dil tanima sistemi
gelistirmek amaciyla bir dizi asamali islem gerceklestirilmistir. ilk olarak, Tiirkce, Kiirtce,
Arapga, Fars¢a, Rusca ve Almanca dillerine ait ses dosyalarindan olusan bir veri seti
hazirlanmis ve sistemde kullanilmak iizere yiiklenmistir. Ardindan, her ses orneginden
anlamli 6znitelikler elde edebilmek i¢cin MFCC yontemi kullanilmis; bu islem oncesinde
frekans uzayinda diistik enerjili bilesenlerin filtrelenmesiyle temel diizeyde bir giiriilti
azaltma uygulanmustir. Ozellik ¢ikarimi tamamlandiktan sonra veriler rastgele bir sekilde
egitim (%70), dogrulama (%15) ve test (%15) alt kiimelerine ayrilarak modelin
giivenilirligini artirmaya yonelik bir yap1 benimsenmistir.

Bu altyapmin {izerine, dort farkli derin 6grenme mimarisi gelistirilmistir: CNN,
BiLSTM, Transformer tabanli encoder ve Conformer mimarisi. Bu modeller, egitim
verisiyle beslenerek konusulan dili dogru bir sekilde tahmin edebilecek diizeye gelene kadar
optimize edilmis; dogrulama verisi yardimiyla ise modelin asir1 6grenme (overfitting)
egilimi kontrol edilmistir. Egitilen modeller daha sonra, daha 6nce hi¢ goriilmemis test
verileri lizerinde denenerek, sistemin genel basarimi degerlendirilmeye alinmistir. Bu
asamada dogruluk orani, siiflandirma basarimi ve hata matrisi gibi metriklerle birlikte
sistemin etkinligi ortaya konmustur. Son olarak, elde edilen sonuglar egitim siireci boyunca
olusan dogruluk ve kayp grafiklerinin yani sira, test performansini yansitan
gorsellestirmelerle  desteklenmis ve tezde sunulmustur. Genel siireci ve modeli

ayrintilandiran akis semasit Sekil 3.1°de gosterilmistir.

. MFCCile ,Egltlm’ Derin Ogrenme
Veri Seti o Dogrulama ve i
- Oznitelik i Modeli
Yikleme Test Setlerine
Cikarimi Olusturma
Ayirma
- Tgst ] Model ile
Sonuglari Uzerinde Model Konusan Dil Modeli Egitme
Gorsellestirme Performansini

. . Tahmini Yapma
Degerlendirme

Sekil 3.1. Onerilen modelin akis semasi
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3.1. Veri Seti

Bu tez calismasinda kullanilan veri kiimesi, farkli acik kaynak platformlarindan
derlenmis olup, Tirkge, Kiirtce, Arapca, Fars¢a, Rusca ve Almanca dillerine ait ses
kayitlarimi igermektedir. Veri seti olusturulurken; Tirkce ses kayitlar1 Orta Dogu Teknik
Universitesi (ODTU) tarafindan saglanan kaynaklardan toplanmus, diger diller igin ise
Kaggle [29], [30], [31], [32] ve Github [33] platformlardan elde edilen veriler kullanilmistir

Tablo 3.1’ de veri setleri ile ilgili bilgiler bulunmaktadir.

Tablo 3.1. Kullanilan veri setlerinin 6zellikleri

Dil Kisi Sayis1 Ses dosyalarinin Uzunluklar:
Tiirkge 15 2sn- 8sn

Kiirtce 8 2sn- 10sn

Rusca 8 2sn- 7sn

Almanca 12 3sn- 12sn

Farsca 10 3sn- 11sn

Arapc¢a 10 2sn- 14sn

Ses kayitlari, dil isimlerine gore klasorleme islemleri yapilarak etiketlenmistir.
Kayaitlar lizerinde, spektral analiz yontemiyle gerceklestirilen bir giiriiltii temizleme islemi
uygulanmistir. Bu islemde, ses sinyallerinin FFT (Fast Fourier Transform) spektrumundaki
diisiik enerjili bilesenler filtrelenerek, yalnizca belirgin frekanslar korunmugtur. Tiim ses
dosyalar1 16 kHz 6rnekleme oranina normalize edilmis ve giiriiltii azaltim1 sonras1t MFCC
cikarimi gergeklestirilmistir. Veri seti, rastgele bir sekilde %70 egitim, %15 dogrulama ve
%15 test alt kiimelerine ayrilmistir. Konusulan dili tanima sistemlerinin performansini
degerlendirmek amaciyla, Tiirkiye’de konusulan baslica dilleri temsil eden ti¢ farkli veri seti
tasarlanmistir. Bu veri setleri; dengeli, dengesiz ve veri setlerine Tiirk¢e dahil edilmeden
yapilan Orneklerden olusmaktadir. Veri setlerinin bu sekilde ¢esitlendirilmesi, hem dil
cesitliligini temsil etme hem de siniflandirma modellerinin farkli veri dagilimi kosullarindaki
(6rnegin veri dengesi veya baskin dilin ¢ikarilmasi gibi) performanslarin1 karsilastirmali

olarak degerlendirme amaci tasimaktadir.
3.1.1. Dengeli veri seti

Dengeli veri seti, her dil sinifi i¢in esit sayida ornek icerecek sekilde olusturulmustur.
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Bu kapsamda, her bir dil i¢in 1000 adet ses dosyasi olmak {izere toplam 6000 ses Ornegi
kullanilmistir. Ses dosyalar1 2 ila 12 saniye uzunlugundadir. Bu yap1 sayesinde, modellerin
farkli dillerdeki 6grenme basarimi, veri miktarindan bagimsiz olarak karsilastirilabilir hale

getirilmistir. Tablo 3.2°de dengeli veri setine ait 6zellikler belirtilmistir.

Tablo 3.2. Dengeli veri seti

Dil Dengeli Veri Seti (Ses Dosya Sayisi)
1 Tiirkge 1000
2 Kiirtce 1000
3 Arapca 1000
4 Almanca 1000
5 Rusca 1000
6 Farsca 1000

3.1.2. Dengesiz veri seti

Dengesiz veri seti, Tiirkiye’deki ger¢ek dil dagilimlarin1 yansitacak sekilde
olusturulmustur. Bu baglamda, Tiirkge konusan bireyler veri setinin %78’ini, Kiirtge
konusanlar %15’ini, Arapca konusanlar %5’ini ve diger dilleri konusanlar ise %2’sini
olusturmaktadir. Bu dagilim, siiflandirma modellerinin dengesiz veri kosullar1 altindaki
performansini degerlendirebilmek agisindan 6nemli bir temel saglamaktadir. Tablo 3.3’de

dengesiz veri setine ait 6zellikler belirtilmistir.

Tablo 3.3. Dengesiz veri seti

Dil Dengesiz Veri Seti (Ses Dosya Sayisi)
1 Tiirkce 4700
2 Kiirtge 900
3 Arapga 300
4 Almanca 70
5 Rusca 70
6 Farsca 70

3.1.3. Tiirkege’siz veri Seti

Bu son veri setinde, Tiirkce verileri disarida birakilarak yalnizca azinlik ve yabanci

kokenli diller iizerinde siniflandirma yapilmistir. Bu veri setinde Arapga, Kiirtge, Farsca,
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Rusca ve Almanca dillerine ait ses dosyalar1 esit sayida olacak sekilde dagitilmis olup
toplamda 6000 adet ses dosyasindan olusmustur. Bu yapi, Tiirkce baskinliginin model
performansina olan etkisini gézlemlemek amaciyla tasarlanmistir. Tablo 3.4’te Tiirkge’siz

veri setine ait 0zellikler belirtilmistir.

Tablo 3.4. Tiirkce’siz veri seti

Dil Tiirkce’siz Veri Seti (Ses Dosya Sayisi)
1 Kiirtce 1000
2 Arapga 1000
3 Almanca 1000
4 Rusca 1000
5 Farsca 1000

3.2. BiLSTM Tabanh Dil Siniflandirma Yaklasimlari

Konusma sinyallerinin siiflandirilmasinda, geleneksel 6znitelik ¢ikarim siireglerinin
ardindan uygulanan derin 6grenme mimarileri arasinda BILSTM aglar1, zaman serilerindeki
ardigik bagimtilart modelleme konusundaki istiinliikleriyle dikkat ¢ekmektedir. BILSTM
modelleri, ses sinyallerinin hem ge¢cmis hem de gelecek baglam bilgisini es zamanli olarak
isleyebilme yetenegi sayesinde, dil tanima gorevlerinde etkili bir ¢oziim sunmaktadir. Bu
cift yonlii yapi, 6zellikle konugmanin dogal akisinda ortaya ¢ikan zamansal Oriintiilerin daha
dogru sekilde temsil edilmesine olanak tanimaktadir.

Dil smiflandirma uygulamalarinda, ham ses sinyali belirli pencereleme teknikleriyle
cercevelenir ve bu ¢ercevelerden MFCC, log-Mel spektrogram veya benzeri zaman-frekans
temsilleri elde edilir. Bu 6znitelik dizileri sirali yapilar seklinde BiLSTM agina giris olarak
verilerek, farkli dillerin karakteristik zamansal gegisleri, fonetik yapilar1 ve artikiilasyonel
Oriintlileri 6grenilmeye calisilir. BILSTM mimarisi, bu ardisik 6zniteliklerdeki baglamsal
iligkileri ileri ve geri yonde analiz ederek, ses sinyallerine ait derin temsil 6grenimini
miimkiin kilar.

Ayrica, BILSTM modellerinin uzun bagimliliklar hatirlayabilme kapasitesi, konusma
boyunca zaman i¢inde dagilms kritik ipuglarinin biitiinciil bir sekilde iglenmesini saglar. Bu
yoniiyle, sinirli miktarda veriye sahip durumlarda dahi dil-spesifik zamansal kaliplarin
basartyla Ogrenilmesine olanak verir. Bu sayede, BILSTM temelli modeller; konusma
orneklerini sadece statik 6zniteliklere degil, zaman igerisindeki degisimlere dayali olarak da

ayirt ederek, dil siniflandirma alaninda yiiksek dogrulukta sonuglar elde edebilmektedir.
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3.3. CNN Tabanh Dil Simiflandirma Yaklasimlari

Konugma sinyallerinin siniflandirilmasinda, geleneksel 6zellik ¢ikarim ydntemlerinin
ardindan uygulanan derin 6grenme mimarileri arasinda CNN modelleri, giiglii 6riintii tanima
yetenekleri nedeniyle 6ne ¢ikmaktadir. CNN'ler, 6zellikle goriintii verileri lizerinde basarili
sonuclar iiretmek iizere tasarlanmis olmalarina ragmen, ses sinyallerinden elde edilen
spektrogramlar veya MFCC gibi zamana bagli iki boyutlu temsiller sayesinde, konusma
verileri lizerinde de etkili sekilde uygulanabilmektedir.

Dil smiflandirma uygulamalarinda, oncelikle ham ses sinyali belirli bir pencere
boyutunda cercevelenir ve bu gercevelerden MFCC, log-Mel spektrogram ya da Mel-
spektrogram gibi ses 6zellikleri elde edilir. Bu iki boyutlu 6zellik matrisleri, CNN’e girig
olarak verilerek, farkli dillerin fonetik, artikiilasyonel ve akustik 6zelliklerinin uzamsal
oOrtintiileri 6grenilir. CNN mimarileri, bu giris verilerindeki dil-specifik 6zellikleri filtrelerle
yakalayarak derin katmanlarda genellestirir ve siniflandirma katmanina aktarir.

Ayrica, CNN'lerin parametre paylagimi ve yerel algilayicilara (local receptive fields)
dayal1 yapisi, sinirl boyuttaki dil verilerinden 6grenmeyi miimkiin kilarken, uzamsal yapiy1
bozmadan 6zellik ¢ikarimi yapilmasina olanak tanir. Bu sayede, CNN modelleri farkl dillere
ait konugma Orneklerini yiiksek dogrulukla ayirt edebilecek yapay ogrenme yetenekleri
gelistirebilmektedir.

Son yillarda SLID alaninda derin 6grenme temelli modellerin yayginlagmasi, 6zellikle
CNN kullanimiyla 6nemli bir ivme kazanmistir. CNN mimarileri, ses verisinin mel
spektrogram gibi gorsel temsilleri iizerinden dil siniflandirmasi yapmada oldukc¢a basarili
sonuglar vermektedir. Draghici vd. (2020) tarafindan yapilan bir c¢alismada, mel
spektrogramlara uygulanan CNN ve CRNN mimarilerinin, dil aileleri arasinda benzer
fonetik yapilara sahip dillerin ayriminda etkili oldugu gdosterilmistir. Arastirmada, CNN
modelinin siiflandirma basariminin veri kiimesine bagli olarak %87’ye kadar ¢iktig1 ve
dengesiz veri kiimelerinde agirliklandirma ve normalizasyon gibi stratejilerin énemli rol
oynadig1 belirtilmistir [34]. Benzer sekilde, Das ve Roy (2021) tarafindan Hindistan’da
konusulan diller lizerine yapilan ¢aligmada, CNN tabanli BILSTM mimarisi ile gelistirilen
bir hibrit model, transfer 6grenme ve dikkat mekanizmasi (attention) sayesinde %98.1
dogruluga ulasmis ve geleneksel yontemlerin {izerinde bir performans sergilemistir [35]. Bu
calismalar, CNN mimarisinin dil simiflandirmada hem spektral hem de zamansal bilgiyi
anlaml sekilde modelleyebildigini ve konusma sinyallerinden 6grenilen derin temsiller

aracilifiyla yiiksek dogruluk elde ettigini gdstermektedir.
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3.4. Transformer Encoder Tabanh Dil Simiflandirma Yaklasimlari

Son yillarda derin 6grenme mimarilerinin evrilmesiyle birlikte, 6zellikle dogal dil
isleme (NLP) ve dil simniflandirma alanlarinda Transformer tabanli modeller 6ne ¢ikmustir.
[k olarak Vaswani vd. (2017) tarafindan 6nerilen ve “attention is all you need” ilkesi {izerine
inga edilen Transformer yapisi, dizisel verilerde uzun menzilli bagimliliklarin
Ogrenilmesinde onceki RNN ve LSTM tabanli yontemlere kiyasla ¢ok daha etkili sonuglar
iretmektedir. Dil siniflandirma uygulamalarinda Transformer mimarisi, ses veya metin
temelli girislerdeki anlamli oriintiileri konum bilgisi (positional encoding) ile birlikte
degerlendirerek gliclii baglamsal temsiller iiretir.

Transformer tabanli modellerde, ses sinyali ya dogrudan spektral temsiller iizerinden
(6rnegin MFCC, log-Mel) ya da bunlardan elde edilen 6znitelik vektorleri kullanilarak
islenir. Bu vektorler modele giris olarak sunulur ve ¢ok katmanli attention mekanizmalari
aracilifiyla farkli dillerin fonetik ve anlamsal 6zellikleri 6ne ¢ikarilir. Transformer’larin en
Oonemli avantajlarindan biri, paralel hesaplama yapabilmeleri ve bu sayede ¢ok biiyiik veri
kiimelerinde dahi verimli 6grenme saglayabilmeleridir. Ayrica, self-attention yapisi
sayesinde hem yakin hem uzak baglamdaki dilsel Oriintiileri eszamanli olarak
degerlendirebilirler.

Transformer tabanli modeller, son yillarda konusulan dil tanima goérevlerinde dnemli
performans kazanimlari saglamistir. Radfar vd. (2020) tarafindan gelistirilen ¢alismada, end-
to-end bir Transformer mimarisi ile Fluent Speech Commands (FSC) veri kiimesi iizerinde
%98,1 dogruluk oranina ulasilmistir. Bu model, konvoliisyonel veya tekrarlayan katmanlar
yerine dogrudan kendi kendine dikkat (self-attention) mekanizmasini kullanarak ses
sinyalinden anlaml1 temsil vektorleri 6grenmistir. Ayrica, bu mimari geleneksel RNN+CNN
tabanli yapilara kiyasla %25 daha az parametreye sahip olup, yiiksek paralellestirilebilirligi
ile 6zellikle cihaz i¢i uygulamalar i¢in avantaj sunmaktadir [36]. Benzer sekilde, Wang vd.
(2023) tarafindan onerilen LAMASSU adli sistem, ¢ok dilli konusma tanima ve geviri
gorevlerini dilden bagimsiz olarak gerceklestirebilmis, bu sirada hem parametre sayisini
azaltmis hem de hedef dil tanimlama ve CTC diizenlemesi gibi stratejilerle modelin
genellenebilirligini artirmistir. Bu sistem, hedef dili tahmin etmek i¢in ek bir giris vektoriiyle
Transformer transducer mimarisini gelistirmis ve diisiik kaynakli dillerde bile monolingual
modellerle benzer performansa ulagmistir [37]. Bu bulgular, Transformer tabanl
mimarilerin hem dogruluk hem de verimlilik acisindan geleneksel modellere kiyasla kayda

deger bir iistiinliik sundugunu agik¢a gostermektedir.
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3.5. Conformer Encoder Tabanh Dil Simiflandirma Yaklasimlar:

Konugsma sinyallerinin siniflandirilmasinda, son yillarda gelistirilen Conformer
encoder mimarisi, hem zamansal hem de uzamsal bilgiyi ayn1 anda modelleyebilme yetenegi
sayesinde dikkat ¢ekmektedir. Conformer, geleneksel sinir ag1 yapilarinin 6tesine gegerek
konvoliisyonel katmanlar ile self-attention mekanizmasini birlestiren hibrit bir yap1
sunmakta ve bu sayede konugma verilerindeki hem yerel hem de kiiresel baglami etkin
bicimde yakalayabilmektedir. Bu 6zellikleri sayesinde, konusma sinyallerinde siklikla
rastlanan kisa siireli akustik degisimleri ve uzun siireli bagimliliklar1 ayn1 anda modelleme
yetenegine sahiptir.

Dil siniflandirma uygulamalarinda, ham ses verilerinden elde edilen Mel Frekans
Kepstrum Katsayilart (MFCC), log-Mel spektrogram veya benzeri iki boyutlu temsiller,
Conformer mimarisine giris olarak verilerek islenir. Bu temsillerin konvoliisyonel bilesenler
tarafindan yerel akustik desenleri tanimlamasi saglanirken, self-attention katmanlari tiim
zaman dizisi boyunca uzun menzilli baglamlar1 yakalayarak daha giiclii temsil 6grenimi
gerceklestirir. Boylece, farkli dillere 6zgili fonetik ve prosodik kaliplarin ¢ok katmanl
diizeyde ayristirilmasi miimkiin olur.

Conformer mimarisinin ¢ok 6l¢ekli baglam 6grenimi, farkli dil yapilarina sahip ses
orneklerinin detayl bicimde ayristirilmasina olanak tanirken; modelin derin yapisi, diisiik
kaliteli ya da giiriiltiilii ortamlardaki sinyallerden dahi anlamli dil-spesifik 6zelliklerin
¢ikarilmasini miimkiin kilar. Bu yoniiyle Conformer tabanli sistemler, konusma sinyallerini
hem zamansal hem de spektral diizeyde ayrintili bigimde isleyerek, dil siniflandirma

alaninda yiiksek basarima ulasan giiclii bir ¢cerceve sunmaktadir.
3.6. Performans Degerlendirme Metrikleri

Bu tez ¢calismasinda kullanilan BiLSTM, CNN ve Transformer ve Conformer Encoder
tabanli modellerin basarimini  degerlendirebilmek igin ¢esitli performans o6lgiim
metriklerinden yararlanilmistir. Bu metrikler, modellerin dil smiflandirma gorevindeki
dogrulugunu, genelleme yetenegini ve sinif bazli basarimini nicel olarak analiz etmeye
olanak tanimaktadir. Ogrenme siirecinde elde edilen dogruluk (accuracy) ve kayip (loss)
degerlerinin epoch bazli degisimini gosteren Ogrenme egrileri, modellerin &grenme
davraniglarini izlemek agisindan kritik rol oynamaktadir. Bunun yam sira, siniflar arasi
tahmin dogrulugunun gorsellestirilmesini saglayan karmasiklik matrisi (confusion matrix),

ozellikle hangi dillerin birbirine karistirildigini analiz etmek agisindan dnem tasimaktadir.
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Ayrica, siif bazli detayli performans degerlendirmesi icin kesinlik (precision), Duyarlilik
(recall) ve F1-Skoru (F1-score) gibi istatistiksel dlgiitler de kullanilmis ve modellerin genel
ve sinif diizeyindeki basarimi kapsamli bicimde ortaya konmustur. Bu metrikler sayesinde,
gelistirilen modellerin giiclii ve zayif yonleri sistematik olarak degerlendirilmis ve model

karsilastirmalari nesnel temellere oturtulmustur.
3.6.1. Karnsikhik matrisi (confusion matrix)

Karisiklik matrisi, bir siniflandirma probleminin tahmin sonuglar1 ile gergek etiketler
arasindaki iliskileri 6zetleyen temel araglardan biridir. Bu matris, her bir sinifin bagimsiz
olarak degerlendirilmesine imkan tantyarak modelin genel performansini sinif bazinda
gorsellestirir. Matrisin mantigi belirli bir sinifin "pozitif" olarak se¢ilmesi ve geri kalan tim
siiflarin "negatif" olarak kabul edilmesi esasina dayanir. Bu dogrultuda; dogru pozitif (TP),
dogru negatif (TN), yanlis pozitif (FP) ve yanlis negatif (FN) olmak iizere dort temel deger
elde edilir. Sekil 3.2’te 0rnek bir karigiklik matrisi sunulmustur. Bu kavramlar asagida
tanimlanmaistir:

e Dogru Pozitif (TP): Belirli bir sinifa ait verilerin, model tarafindan dogru sekilde

o sinifa ait olarak tahmin edilme sayisidir.

e Dogru Negatif (TN): Belirli bir sinifa ait olmayan verilerin, model tarafindan da

dogru bir sekilde o sinifa ait olmadig1 seklinde tahmin edilme sayisidir.

e Yanls Pozitif (FP): Farkli bir sinifa ait verilerin, model tarafindan hatali bicimde

ilgili sinifa ait olarak tahmin edilme sayisidir.

« Yanhs Negatif (FN): Ilgili sinifa ait verilerin, model tarafindan yanlis sekilde farkli

bir sinifa ait olarak tahmin edilme sayisidir.

Pozitif Megatif
[ TP FN
o
= FFP TN
=

Sekil 3.2. ikili siniflandirma icin karigiklik matrisi
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Genel anlamda karigiklik matrisinin yorumlanmasi bu sekildedir. Ancak sinif sayisi
arttikca bu yapi daha karmasik bir hal alir. Bu nedenle siniflandirmanin tiirii dikkate
alinmalidir. Smiflandirmalar temel olarak ikiye ayrilir: ikili (binary) ve ¢ok smifli (multi-
class). Ikili siniflandirma yalnizca iki siniftan olusur ve 2x2’lik bir matrisle temsil edilirken;
cok smifli siniflandirma ii¢ veya daha fazla siniftan olusur ve 3x3, 4x4 gibi daha biiyilik
boyutlarda matrislerle ifade edilir.

e Dogruluk (Accuracy)

Dogruluk, modelin dogru siniflandirdigi 6rneklerin, toplam drnek sayisina orani olarak
tanimlanir. Cok smifli siniflandirma problemlerinde en sik kullanilan temel basari
Olciitlerinden biridir. Ancak siniflar arasinda belirgin dengesizlikler varsa, modelin
basarisini oldugundan yiiksek gdsterebilir. Bu nedenle dogruluk, ozellikle dengesiz veri
setlerinde tek basina yeterli bir degerlendirme kriteri olmayabilir ve diger performans
metrikleriyle birlikte yorumlanmalidir. Bu durum, Denklem (3.1)’de gosterildigi gibi ifade
edilir.

Dogru Tahmin Sayist TP+TN
Toplam Tahmin Sayist TP + TN + FP + FN

Dogruluk = (3.1)

e Kaesinlik (Precision)

Kesinlik, modelin pozitif olarak tahmin ettigi 6rneklerin, gergekten o sinifa ait olma
oranini gosterir. Baska bir ifadeyle, modelin yaptig1 dogru pozitif tahminlerin, tiim pozitif
tahminlere oranidir. Ozellikle yanlis pozitiflerin (False Positive) kritik oldugu durumlarda,
Ornegin tibbi teshis veya gilivenlik uygulamalarinda, kesinlik 6nemli bir degerlendirme

ol¢iitiidiir. Bu durum, Denklem (3.2)’de gosterildigi gibi ifade edilir.
Kesinlik = ——— (3.2)
TP + FP

e Duyarhhk (Recall)

Duyarlilik, modelin bir sinifa ait olan gergek drneklerin ne kadarii dogru bir sekilde
tespit edebildigini gosterir. Diger bir ifadeyle, dogru pozitif tahminlerin, o sinifa ait toplam
gercek orneklere oranidir. Ozellikle yanlis negatiflerin (False Negative) kritik oldugu
durumlarda — Ornegin hastalik taramasi veya tehlike algilama sistemlerinde — duyarlilik
Oonemli bir basar1 6lgiitli olarak one ¢ikar. Bu durum, Denklem (3.3)’de gosterildigi gibi ifade

edilir.
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D Lilik = e (3.3)
uyarhlik = o0y .

e F1-Skoru (F1-Score)

F1-Skoru, modelin kesinlik ve duyarlilik degerlerinin harmonik ortalamasi olarak
tanimlanir. Bu metrik, iki Ol¢iit arasinda denge kurarak her ikisinin de 6nemli oldugu
durumlarda daha dogru bir performans degerlendirmesi saglar. Ozellikle smif dagilimimin
dengesiz oldugu veri setlerinde, F1-Skoru model basarisini1 daha adil bir sekilde yansitir. Bu

durum, Denklem (3.4)’de gosterildigi gibi ifade edilir.

F1— Sk ) Kesinlik * Duyarlilik 34
— = * .
ort Kesinlik + Duyarllik 34)

Bu metriklerin her biri, modelin farkli yonlerdeki basarisini ortaya koymakta ve
ozellikle dengesiz veri setleri ile yapilan siniflandirmalarda daha giivenilir ve ayrintili
degerlendirmeler sunmaktadir. Bu baglamda, sistemin genel dogrulugu olciiliirken ayni
zamanda her sinif i¢in ayrintili siniflandirma raporu da elde edilmistir. Bdylece modelin

sadece genel basarimi degil, her dil sinifina 6zel tahmin yetenegi de analiz edilmistir.
3.6.2. Ogrenme egrileri

Ogrenme egrileri, siniflandirma modellerinin egitim siirecindeki performanslarin
degerlendirmek amaciyla kullanilan temel araglardandir. Bu egriler genellikle dogruluk
(accuracy) ve kayip (loss) egrileri olmak {izere iki ana baslikta incelenir. Dogruluk egrileri,
modelin egitim ve dogrulama verileri lizerindeki basar1 diizeyini zaman i¢inde gosterirken;
kayip egrileri, modelin hata oranlarii ayn1 veri kiimeleri tizerinden takip eder. Bu ¢alisma
kapsaminda, modelin 6grenme siirecini ve genelleme yetenegini degerlendirmek amaciyla
hem egitim hem de dogrulama setlerine ait dogruluk ve kayip egrileri analiz edilmistir.

e Dogruluk Egrisi: Bu grafik genellikle iki bilesenden olusur: egitim dogrulugu ve
dogrulama dogrulugu. Egitim dogrulugu, modelin her epoch sonunda egitim verisi
iizerindeki performansini gosterirken; dogrulama dogrulugu, modelin daha once
gormedigi veriler tizerindeki bagarisin1 yansitir. Bu egri, modelin 6grenme siireciyle
birlikte, bilinmeyen veriler iizerindeki genelleme yetenegi hakkinda da bilgi verir.
Genellikle x ekseninde epoch sayisi, y ekseninde ise dogruluk degeri yer alir.

o Kayip Egrisi: Kayip egrisi de dogruluk egrisi gibi iki bilesenden olusur: egitim
kayb1 ve dogrulama kaybi. Egitim kaybi, modelin egitim verileri iizerindeki hata

miktarini, dogrulama kaybi ise modelin yeni veriler lizerindeki hata oranini gosterir.
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Bu grafik, modelin ne derece "0grendigi" ya da "ezberledigi" hakkinda 6nemli
ipuclart sunar. Tipki dogruluk egrisinde oldugu gibi, x ekseninde epoch sayisi, y

ekseninde ise kayip degeri yer alir.

Bu egrilerin dogru yorumlanmasi, modelin asir1 6grenme ya da yetersiz 6grenme gibi

sorunlarinin tespit edilmesinde kritik rol oynar. Asagida bu grafiklerin yorumlanmasina

yonelik temel noktalar 6zetlenmistir:

Egitim ve dogrulama egrilerinin birbirine yakin seyretmesi idealdir.

Her iki egri de diisiik performans sergiliyorsa, model yiiksek olasilikla az §grenme
problemine sahiptir. Bu durum, modelin fazla basit olmasi, yeterli 6zellik
icermemesi veya asir1 regularizasyon uygulanmasiyla iligkili olabilir.

Egitim dogrulugu hizla yiikselirken dogrulama dogrulugu geride kaliyorsa, bu
genellikle asir1 6grenme isaretidir; model egitim verisini ezberlemekte, ancak yeni
veriler {lizerinde yeterli genelleme yapamamaktadir. Bu durum, modelin
karmagikliginin yiiksekligi ya da veri miktarinin yetersizligiyle iliskilendirilebilir.
Egitim ve dogrulama kayip egrilerinin kesisim noktasina dikkat edilmelidir.
Dogrulama kaybi1 azalmayir birakip artmaya bagladigi anda egitim siireci
sonlandirilmalidir. Bu noktadan 6nce egitim durdurulursa model yetersiz 6grenmis

olur; daha ge¢ durdurulursa modelin asir1 6grenme egilimi artar.

Bu baglamda, 6grenme egrileri yalnizca modelin basarisini izlemekle kalmaz, ayni

zamanda bias/variance dengesinin degerlendirilmesine de katki sunar. Ozellikle dogrulama

kaybindaki artis egilimi, modelin genelleme kabiliyetinin sinirlandigini ve durdurulmasi

gerektigini gosterir. Boylece modelin performansi optimize edilirken, asir1 6grenmenin

Oniine ge¢ilmis olur [38].
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4. DENEYLER VE ANALIZLER

Derin 6grenmeye dayali smiflandirma sistemleri, yiiksek dogruluk ve esneklik
saglayan yapilar1 sayesinde konusma tanima ve dil siniflandirma uygulamalarinda yaygin
olarak kullanilmaktadir. Bu calismada, konusulan dillerin otomatik olarak tanimlanmasi
amaciyla dort farkli derin 6grenme tabanli mimari uygulanmigtir: CNN, BiLSTM,
Transformer ve Conformer. Bu yapilarin tamami, ses sinyallerinden elde edilen MFCC
temsillerini giris olarak almakta ve bu temsiller lizerinden dil-spesifik akustik Oriintiileri
o0grenmeyi hedeflemektedir.

Model egitiminin ilk asamasi, verinin hazirlanmasi asamasidir. Bu kapsamda her dil
i¢in toplanan ses dosyalari, giiriiltii azaltmas1 ve MFCC ¢ikarimi gibi 6nisleme adimlarindan
gecirilmekte olup, elde edilen veriler egitim, dogrulama ve test setlerine ayrilmistir. Ses
temelli verilerin kare bigimli grid temsillerine doniistiiriilmesi, bu verilerin CNN gibi Oriintii
tanima algoritmalarinda islenebilir hale gelmesini saglamistir. Giris verileri, MFCC
matrisleri seklinde normalize edilerek modelin giris katmanina aktarilmistir.

BiLSTM mimarisi, konusma sinyallerinden ¢ikarilan Ozniteliklerin zamansal
Ortintiilerini 6grenmeye yonelik olarak tasarlanmistir. Modelde ilk olarak bir Conv2D
katmani ile diisiik seviyeli uzamsal 6zellikler elde edilmis, ardindan bu ¢ikt1 bir yeniden
sekillendirme islemiyle zaman serisi formatina donistiiriilerek iki ardisik BiLSTM
katmanina aktarilmigtir. Bu katmanlar, ses verisindeki baglamsal iliskileri hem ileri hem geri
yonde analiz ederek giiclii zaman bagimliliklar1 yakalamaktadir. Sonrasinda gelen tam
baglantili katman (Dense) ve Dropout birimi ile agir1 6grenme engellenmis; son ¢ikista yer
alan softmax aktivasyonlu katman ile model, girisin hangi dil sinifina ait oldugunu tahmin
etmektedir.

Konvoliisyonel Sinir Ag1 (CNN) mimarisi, li¢ adet konvoliisyon ve havuzlama
blogundan olusacak sekilde tasarlanmistir. Her blok, uzamsal 6zellikleri ¢ikarmaya yarayan
bir Conv2D katmani, ardindan boyut kiigiiltme ve asir1 6grenmeyi Onleme amaciyla bir
MaxPooling2D ve Dropout katmani igermektedir. Bu katmanlarin ardindan elde edilen
Ozellik haritalar1, Flatten katmani araciligiyla vektore doniistliriilmiis ve iki adet tam
baglantili (Dense) katmanla smiflandirma yapilmistir. Son ¢ikis katmaninda softmax
aktivasyonu ile model, girisin hangi dil sinifina ait oldugunu tahmin etmektedir.

Transformer tabanli model ise, sirali verilerdeki baglamsal iliskileri 6grenme yetenegi

ile 6n plana ¢ikmaktadir. Bu modelde giris olarak alinan MFCC matrislerine pozisyonel
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kodlama uygulanmakta ve bu sayede zaman boyutundaki sirali yapi korunmaktadir.
Ardindan gelen ¢ok bash dikkat (multi-head attention) ve ileri beslemeli katmanlardan
olusan {i¢ adet encoder blogu, dilin yapisal 6zelliklerini modellemek iizere ardisik bigimde
caligmaktadir. Encoder bloklarinin ardindan global ortalama havuzlama, tam baglantili
katman ve softmax ¢ikis katmani yer almaktadir. Boylece, model sirali zaman adimlarindaki
ortlintiileri 6grenerek dogru dil tahmininde bulunmaktadir.

Conformer tabanli model mimarisi, konusma verilerinden ¢ikarilan 6zniteliklerin hem
yerel hem de kiiresel baglam iliskilerini ayn1 anda 6grenebilecek sekilde yapilandirilmistir.
Modelin girisinde uygulanan konvoliisyon katmani ile temel uzamsal Ozellikler elde
edilmekte, ardindan giris tensOrii zaman serisi formatina doniistiiriilerek Conformer
bloklarina aktarilmaktadir. Bu bloklar; ¢ok basli dikkat mekanizmasi, konvoliisyonel
islemler ve iki asamali beslemeli sinir ag1 (feed-forward) yapisini bir araya getirerek dil-
specifik orlintiilerin ¢cok katmanli bigimde dgrenilmesini saglamaktadir. Global ortalama
havuzlama ve tam baglantili katmanlarin ardindan, softmax aktivasyonlu ¢ikis birimi ile
model, giris ses 6rnegini bes farkli dil sinifindan birine ait olacak sekilde siniflandirmaktadir.

Modelin egitimi, etiketlenmis bir veri kiimesi iizerinde gergeklestirilmistir. Egitim
stireci; girig verilerinin ileri besleme (feedforward) yoluyla modele aktarilmasi, model
ciktistnin  gercek etiketlerle karsilagtirilmasi  ve olusan hatanin geri yayilim
(backpropagation) algoritmasi ile ag agirliklarini gilincellemesi adimlarini igermektedir.
Optimizasyon amaciyla yaygin olarak kullanilan Adam algoritmasi tercih edilmis ve
ogrenme orani sabit 0.0001 olarak belirlenmistir. Egitim siiresince, her epoch sonunda
dogrulama wverisi kullanilarak modelin genel performans: izlenmis; asir1 6grenme
(overfitting) etkilerini azaltmak amaciyla dropout gibi diizenleme (regularization)
yontemlerinden faydalanilmigtir.

Modelin nihai performansi, ayrilmis test verisi tizerinde degerlendirilmis; dogruluk
(accuracy), duyarlilik (recall), kesinlik (precision) ve Fl-skoru gibi metriklerle
raporlanmistir. Boylece, konusma sinyalleri lizerinden 6grenilen 6zelliklerin siniflandirma

tizerindeki etkisi her iki mimari i¢in karsilastirmali olarak analiz edilebilmistir.
4.1. Hiperparametre Ayarlari

Derin 6grenme modellerinin performansini dogrudan etkileyen en kritik unsurlardan
biri, dogru hiperparametrelerin belirlenmesidir. Bu ¢alismada, CNN, BiLSTM, Transformer
ve Conformer mimarilerine dayali dort farkli model gelistirilmistir. Modellerin 6grenme

basarimini en list diizeye ¢ikarmak amaciyla; 6grenme orani, epoch sayisi, batch size,
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dropout oran1 ve katman boyutlar gibi ¢esitli hiperparametreler optimize edilmistir.

Model egitimi sirasinda, Adam optimizasyon algoritmasi tercih edilmis ve tim
deneylerde sabit bir 6grenme orani (0.0001) kullanilmistir. Epoch sayist 25 olarak
belirlenmis, erken durdurma teknigi uygulanmamaistir. Egitim verilerinin %70’1 modelin
Ogrenmesi icin, %15°1 dogrulama, %15°1 test amaciyla ayrilmigtir. Batch boyutu olarak hem
bellek optimizasyonu hem de modelin kararliligi g6z 6niinde bulundurularak 64 secilmistir.
Asir1 6grenmenin Onlenmesi amaciyla derin 6grenme metotlarinda dropout katmanlari
eklenmistir. MFCC 6zelliklerinin zaman-boyutlu temsili 2 boyutlu tensorlere doniistiiriilerek

modellerine giris olarak verilmistir.
4.1.1. BiLSTM tabanh model i¢cin hipermetre ayarlar

Bu calismada, zaman serisi 6zellikleri tasiyan konusma sinyallerinin dil siniflandirma
problemine uygulanmasi amaciyla BILSTM tabanli model mimarisi tercih edilmistir. LSTM
yapilari, sirali veri icerisindeki uzun vadeli bagimliliklar1 6grenme yetenekleri sayesinde,
ozellikle konugma ve dil tanima gibi zaman serisi problemlerinde yiiksek basari
saglamaktadir.

Modelin basarimini dogrudan etkileyen hiperparametreler; LSTM hiicre boyutlari,
dropout orani, fully-connected katman yapis1 ve 6grenme orani gibi temel bilesenler dikkate
alinarak yapilandirilmistir. Giris verisi olarak kullanilan MFCC temsilleri, 40 katsay1 ve 150
kareden olusan sabit boyutta 6zellik matrisleri halinde modellenmis ve boylece ses sinyalinin
hem frekans hem de zamansal icerikleri korunmustur.

Model mimarisinde ilk olarak 16 filtreli ve 3x3 ¢ekirdek boyutuna sahip Conv2D
katmani1 ile diisiik seviyeli uzaysal Oznitelik c¢ikarimi gerceklestirilmistir. Conv2D
katmaninin ardindan uygulanan batch normalization islemi ile egitim stabilitesi artirilmastir.
Konvoliisyon katmani sonrasi ¢ikis, zaman ve 6zellik boyutlarini birlestirecek sekilde
yeniden sekillendirilmis (reshape) ve sirali 6zellik vektorlerine doniistiiriilm{istir.

Bu sirali ozellikler, BILSTM bloklarma giris olarak verilmistir. Ilk BiLSTM
katmaninda 128, ikinci BILSTM katmaninda ise 64 hiicre birimi kullanilmis ve boylece hem
gecmis hem de gelecek zaman bagimliliklar: es zamanli olarak 6grenilmistir. LSTM bloklar1
sonrasinda 128 noron igeren bir fully-connected katman uygulanmis ve ardindan %30
oraninda dropout uygulanarak asir1 6grenme riski azaltilmistir. Cikis katmani ise softmax
aktivasyon fonksiyonuna sahip 6 siniftan olusmaktadir. Tiirk¢e’siz veri seti igin sinif say1 5
olarak diizenlenmistir. Ozet olarak Tablo 4.1’de BiLSTM tabanli model i¢in kullanilan

hiperparametre degerleri verilmistir.
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Tablo 4.1. BILSTM Tabanli Modelin Hiperparametre Ayarlari

Hiperparametre Deger Aciklama
Giris boyutu (150, 40, 1) MFCC matris boyutu
Conv2D (3x3 g¢ekirdek boyutu,
CNN filtre say1s1 16 .
ReLU aktivasyon)
BiLSTM katmanlari 128, 64 BiLSTM (iki katmanlr)

Dense katman

128 — 6 (softmax)

Tam baglantili  siniflandirma

katmani

Dropout orani 0.3 Asirt 0grenmeyi azaltmak igin
Epoch sayis1 25 Model egitimi boyunca
Batch boyutu 64 Egitim verisi yiikleme boyutu
Ogrenme orani 0.0001 Adam optimizasyon algoritmasi
Optimizasyon algoritmas:1 | Adam Adaptif moment tahmini
Kayip fonksiyonu Categorical Cok smifli siniflandirma igin

Crossentropy
Degerlendirme metrigi Accuracy Dogruluk bazli degerlendirme

4.1.2.

CNN mimarisi, giris olarak verilen MFCC 6zellik matrislerinden Oriintiileri ¢ikarmaya
yonelik olarak yapilandirilmistir. Modelin temel yapisi ii¢ adet evrisimli katman, bu
katmanlarin ardindan yer alan maksimum havuzlama (MaxPooling) ve dropout katmanlari
ile iki adet yogun (fully connected) katmandan olusmaktadir. Bu yap1 sayesinde, farkli

dillerin fonetik yapilar1 ve akustik Oriintiileri etkili bicimde Ogrenilmistir. Modelin

hiperparametreleri Tablo 4.2’de 6zetlenmistir.

CNN tabanh model i¢in hipermetre ayarlari

Tablo 4.2. CNN Tabanli Modelin Hiperparametre Ayarlari

Hiperparametre Deger Aciklama
Giris boyutu (150, 40, 1) MFCC matris boyutu

5x5 ve  3x3 cekirdek
Conv2D filtreleri 64, 128, 256

boyutlariyla
Aktivasyon fonksiyonu ReLU Tiim katmanlarda kullanild1
MaxPooling boyutu (2,2) [k iki Conv katmanindan sonra
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Tablo 4.2. devam ediyor.

Hiperparametre Deger Aciklama
Asirt 6grenmeyi azaltmak igin
Dropout orani 02,03,04 )
ti¢ farkl1 seviye
512—256—6 Son katman sinif sayis1 kadar,
(softmax) Ilki Dengeli ve Dengesiz veri
Dense katmanlar
512—5256—5 seti
(softmax) Ikincisi Tiirkge’siz veri seti igin
Epoch sayis1 25 Model egitimi boyunca
Batch boyutu 64 Egitim verisi ylikleme boyutu
. Adam optimizasyon
Ogrenme orani 0.0001 ) )
algoritmasi ile
Optimizasyon algoritmasi | Adam Adaptif moment tahmini
‘ Categorical o
Kay1p fonksiyonu Cok sinifl1 siniflandirma igin
Crossentropy
Degerlendirme metrigi Accuracy Dogruluk bazli degerlendirme

Bu yap1 sayesinde model, egitim verisi ilizerinden genelleme kabiliyetini yiiksek
diizeyde koruyarak 6grenme siirecini tamamlamistir. Dropout katmanlari, asir1 6grenmenin
oniine gecilmesinde etkili olmus; derinlik seviyesi yeterli tutuldugu icin farkli diller

arasindaki ayristirict 6zellikler etkin bigimde ¢ikarilmistir.
4.1.3. Transformer encoder tabanh model icin hipermetre ayarlari

Transformer Encoder mimarisi, 6zellikle dogal dil isleme ve zaman serisi verilerinde
gosterdigi yiiksek basar1 nedeniyle bu ¢alismada konusma temelli dil siniflandirma amaciyla
tercih edilmistir. Modelin 6§renme basarisin1 dogrudan etkileyen hiperparametreler; encoder
derinligi, dikkat baglik sayisi, dropout oran1 ve feed-forward katman genisligi gibi temel
bilesenler goz dniinde bulundurularak yapilandirilmistir.

Bu mimaride giris verisi olan MFCC temsillerine sintlizoidal temelli sabit pozisyonel
kodlama uygulanmis ve bdylece zaman eksenindeki Oriintiilerin korunmasi saglanmistir
[23]. Encoder bloklarinda ise ¢ok basli kendine dikkat (multi-head self-attention)
mekanizmasi kullanilarak farkli temsillerin paralel olarak grenilmesine olanak taninmustir.

Bu yap1, konugma verisi gibi zamansal oriintiiler iceren sinyallerin islenmesinde yiiksek
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dogruluk saglamaktadir.

Modelde toplam 3 adet encoder blogu, her biri icinde 4 baslikli self-attention
mekanizmasi ve 128 boyutlu feed-forward ag yapilandirilmistir. Encoder ¢ikisina uygulanan
GlobalAveragePoolingl D katmani ile zaman boyutu boyunca ortalama alinarak temsil
yogunlugu azaltilmis, ardindan dense katmanlari ile siniflandirma yapilmistir.

Transformer Encoder yapisina dayali dil tanima sistemlerinde, dikkat baslik sayisinin
4-8 araliginda tutulmasinin, modelin genelleme yetenegini artirdigi literatiirde cesitli
calismalarda da rapor edilmistir [39], [40]. Tablo 4.3’de Transformer Encoder i¢in kullanilan

hiperparametre degerleri verilmistir.

Tablo 4.3. Transformer Encoder Tabanlt Modelin Hiperparametre Ayarlari

Hiperparametre Deger Aciklama
. MFCC matrisinden gelen giris
Giris boyutu (150, 40)
(zaman X katsay1)
. . Sintis/kosiniis Sabit, 6grenilmeyen pozisyon
Positional Encoding )
temelli kodlamast
Transformer katman sayist | 3 Encoder blogu tekrar sayisi
Baslik sayis1 (num_heads) | 4 Cok basli dikkat mekanizmasi
Giristeki  MFCC  ozellik
d_model (6zellik boyutu) | 40
boyutu
Feed-forward katman 18 Her encoder ig¢indeki yogun
boyutu katman (FFN) genisligi
Encoder bloklar1 iginde ve
Dropout orani 0.3
¢ikis katmanlarinda uygulanir
Encoder cikislarinin
GlobalAveragePooling Var
ortalamasi aliir
Smiflandirma  igin  ¢ikis
Dense katmanlar 64 — 6 (softmax)
katmanlar1
Epoch sayis1 25 Egitim siireci boyunca
Her egitim adiminda islenen
Batch boyutu 64
ornek sayisi
. Adam optimizasyon
Ogrenme orant 0.0001
algoritmasi ile
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Tablo 4.3. devam ediyor.

Hiperparametre Deger Aciklama
Optimizasyon algoritmas1 | Adam Adaptif 6grenme algoritmast
_ Categorical o
Kay1p fonksiyonu Cok smifli siniflandirma i¢in
Crossentropy

) . Model dogrulugu iizerinden
Degerlendirme metrigi Accuracy _
izleme yapilir

4.1.4. Conformer encoder tabanh model icin Hipermetre ayarlari

Bu caligmada, ses sinyallerinin hem yerel hem de kiiresel zaman bagimliliklarini e
zamanlt olarak modelleyebilmek amaciyla Conformer tabanli mimari tercih edilmistir.
Conformer yapilari, hem dikkat mekanizmasinin uzun menzilli bagimliliklar1 yakalama
yetenegini hem de konvoliisyonel katmanlarin yerel zaman Oriintiilerini 68renme
kapasitesini birlestirerek konusma ve dil tanima gibi gorevlerde yiiksek dogruluk
saglamaktadir.

Modelin 6grenme basarisint dogrudan etkileyen hiperparametreler; encoder blok
sayist, dikkat baslik sayis1, feed-forward genisligi, dropout oranlar1 ve konvoliisyon ¢ekirdek
boyutlar1 dikkate alinarak yapilandirilmistir. Giris verisi olarak kullanilan MFCC temsilleri,
40 katsay1 ve 150 kareden olusan sabit boyutta 6znitelik matrisleri halinde hazirlanmistir.
Giiriilti temizleme islemi i¢in FFT tabanli spektral filtreleme uygulanmig, ardindan MFCC
cikarimi gerceklestirilmistir.

Model mimarisi baslangicta 64 filtreli Conv2D (3x3) katman ile diisiik seviyeli
Oznitelik cikartimi yapmis; sonrasinda batch normalization ile stabilite saglanmistir.
Konvoliisyon ¢ikis1 zaman ve Ozellik boyutlari birlestirilerek sirali giris formatina
doniistiiriilmiistiir. Buradan itibaren Conformer encoder bloklart devreye girmistir.
Toplamda 4 adet Conformer blogu yapilandirilmis; her blok igerisinde 4 baslikli multi-head
self-attention, residual scaling ile beslemeli feed-forward katmanlari ve depthwise
konvoliisyon modiilleri yer almistir. Feed-forward katmanlarinda Swish aktivasyon
fonksiyonu kullanilmis ve katman genigligi 256 olarak belirlenmistir. Swish, dogrusal
olmayan ve kendiliginden 6grenilebilir bir aktivasyon fonksiyonudur. Google tarafindan
onerilen bu fonksiyon, 6zellikle derin sinir aglarinda ReLU’ya gore daha yumusak geg¢islere
sahiptir ve baz1 gorevlerde daha iyi performans saglamaktadir. Negatif degerleri tamamen

sifirlamaz, bu da bilgi kaybin1 azaltir. Swish fonksiyonu Sekil 4.1” de gdsterilmistir.

32



10 f —— Swish(x) = x - sigmoid(x)

Swish(x)

-10.0 =75 -5.0 -2.5 0.0 2.5 5.0 7.5 10.0
X

Sekil 4.1. Swish Aktivasyon Fonksiyonu

GlobalAveragePooling katmani sonras1 6zellik yogunlugu azaltilmis ve 256 ndronlu
Dense katmani uygulanmistir. Son katmanda softmax aktivasyon fonksiyonuyla 6 siifli
cikt1 Uretilmigtir. Tiirkge’siz veri seti i¢cin 5 smifli ¢ikt1 iiretilmektedir. Tablo 4.4’te

Conformer Encoder modeli i¢in kullanilan hiperparametre degerleri verilmistir.

Tablo 4.4. Conformer Encoder Tabanli Modelin Hiperparametre Ayarlari

Hiperparametre Deger Aciklama
Giris boyutu (150, 40, 1) MFCC matris boyutu
Conv2D filtre sayis1 | 64 Bagslangic evrisim katmani
Conformer blok .

4 Encoder blok adedi
sayi1sl
Attention baslik ' _

4 Multi-head attention baslik sayisi
sayist
Feed-forward o

o 256 Conformer FFN katman genisligi

genisligi
Depthwise Conv

31 Yerel zaman Oriintiisii 6grenimi i¢in
cekirdek
Dropout orani 0.3 Asirt 6grenmeyi azaltmak igin

Tam baglantili siiflandiric
Dense katman 256 — 6 (softmax)
katmanlari

Epoch sayisi 25 Egitim siiresi
Batch boyutu 64 Egitim verisi yiikleme boyutu
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Tablo 4.4. devam ediyor.

Hiperparametre Deger Aciklama
Ogrenme orani 0.0001 Adam optimizasyonu ile
Optimizasyon ‘ o

‘ Adam Adaptif moment tahmini
algoritmasi

) Categorical
Kay1p fonksiyonu Cok smifl1 siniflandirma
Crossentropy

Degerlendirme .

o Accuracy Dogruluk bazli degerlendirme
metrigi

4.2. Dengeli Veri Seti ile Egitilen Model Sonuclar:
4.2.1. BiLSTM tabanh egitilen model sonuclar:

Bu calismada 6nerilen BILSTM tabanli model, konusulan alt1 farkli dili siniflandirmak
amaciyla egitilmistir. Modelin egitim siirecinde modelin dogruluk (accuracy) ve kayip (loss)
degerleri izlenerek genel basarimi degerlendirilmistir. Sekil 4.2 (a)’da verilen dogruluk
grafiginde goriildiigii iizere, modelin hem egitim hem de dogrulama seti ilizerindeki
dogrulugu yaklasik 5. epoktan itibaren %95 diizeyine ulasmistir. Bu durum, BiLSTM
modelinin zaman bagimli verilerde giiclii bir 6grenme performansi gosterdigini ve daha 6nce
gormedigi dogrulama verisi lizerinde de basarili genelleme yapabildigini gdstermektedir.
Sekil 4.2 (b)’de yer alan kayip egrisi incelendiginde ise, hem egitim hem de dogrulama setleri
icin kayip degerlerinin hizl1 ve istikrarli bir bicimde azaldig1 goriilmektedir. Egitim siireci
boyunca kayip degerlerinin birbirine yakin seyretmesi ve Onemli bir dalgalanma
gostermemesi, modelde asir1 6grenme egiliminin olmadigini teyit etmektedir. Bu durum,

modelin hem 6grenme hem de genellemesinin dengeli oldugunu ortaya koymaktadir.

Accuracy Loss

10 —— Train Loss
Validation Loss
124

(a) (b)
Sekil 4.2. Dengeli veri seti i¢in BILSTM tabanli modelin egitim ve dogrulama grafikleri (a) Dogruluk
(Accuracy) grafigi  (b) Kayip (Loss) grafigi
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Sekil 4.3’te verilen karmagiklik matrisi incelendiginde, modelin siniflar arasi ayrim
performansinin oldukc¢a yiiksek oldugu goriilmektedir. Tiim siniflarda dogru siniflandirma
orani oldukca yiiksek olup, yalnizca Arapga verilerin bir kisminin Fars¢ca ve Almanca ile,
Farscga verilerin ise siirli olgiide Arapga ile karistirildig: dikkat ¢gekmektedir. Bu durumun,
diller aras1 fonetik yakinlik ve bazi ortak ses Oriintiilerinden kaynaklandigi diistiniilmektedir.
Ormnegin, Arapga ve Farsca'da yer alan benzer fonem gruplar1 ya da ses araliklar1 modelin
ayrim yapmasini zorlastirmig olabilir. Ancak genel tablo degerlendirildiginde, BILSTM
modelinin dil siniflar arasinda yiiksek ayrim basaris1 gosterdigi ve siniflar arasi karigmalarin

cok sinirl diizeyde kaldig1 sdylenebilir.

Confusion Matrix - Test

Turkge 0 0 0 0 140
120
Kurtce -
100
< Arapgaq{ O
E - 80
[
I~
= Farscaq O L 60
Rusca{ O - 40
F20
Almanca- 1
T T T — 0
2 @ > > ?
(% (4 [ % 4
. & S & & &
48 & & & & L

Sekil 4.3. Dengeli veri seti i¢in BILSTM tabanli modelin karisiklik matrisi (confusion matrix - test seti)

Modelinin test seti lizerindeki genel dogrulugu %98.78 olarak hesaplanmistir.
Siniflandirma raporu incelendiginde, Tiirkce sinift %100 dogruluk, %100 duyarlilik (recall)
ve %100 F1-skor degeri ile en basarili sonuglar1 vermistir. Kiirtce ve Almanca siiflarinda
da sirastyla %99.34 ve %99.01 gibi olduk¢a yiiksek F1-skorlar1 elde edilmistir. Arapga,
Farsca ve Rusca smiflarinda ise birka¢ 6rnek hatali siniflandirilmis olmakla birlikte F1-
skorlart %97 seviyesinin tizerinde kalmistir. Genel olarak BiLSTM mimarisi, dengeli veri
seti lizerinde hem baskin hem de gorece azinlikta kalan smiflar i¢in yiiksek tutarlilikta

siniflandirma basarisi1 gostermistir.
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4.2.2. CNN tabanh egitilen model sonuclar1

Bu c¢alismada onerilen CNN tabanli model, konusulan alt1 farkli dili siniflandirmak
amaciyla egitilmistir. Sekil 4.4 (a)’de yer alan dogruluk grafiginde, modelin hem egitim hem
de dogrulama seti lizerindeki basarimi yaklasik 10. epoktan itibaren %95 diizeyine
ulagsmigtir. Bu durum, modelin egitilen veri tizerinde oldugu kadar daha 6nce gérmedigi
dogrulama verisi iizerinde de iyi genelleme yapabildigini gostermektedir. Sekil 4.4 (b)’de
verilen kayip egrisi ise hem egitim hem de dogrulama seti i¢in kararli bir sekilde azalarak

asir1 6grenme belirtileri gostermedigini dogrulamaktadir.

Accuracy vs Epochs Loss vs Epochs
104 _ B 141 —— Train Loss
' Vvalidation Loss
124
0.9 4
1.0
g o8 08
0
[ @
L 3
€ 0.6
0.7 4
0.4
0.6 0.2 1
—— Train Accuracy _
Validation Accuracy 0.0 4 B SS—
T T T T T T T T T T T T
[} 5 10 15 20 25 0 5 10 15 20 25
Epoch Epoch
(a) (b)

Sekil 4.4. Dengeli veri seti icin CNN tabanli modelin egitim ve dogrulama grafikleri (a) Dogruluk
(Accuracy) grafigi  (b) Kayip (Loss) grafigi

Sekil 4.5’te verilen karmasiklik matrisi incelendiginde, Arapcga verilerin sinirli oranda
Farsca ve Almanca ile karistirildigi, benzer sekilde Farsca sinifinda Kiirtge ve Almanca ile
karigmalarin gozlemlendigi dikkat ¢ekmektedir. Bunun olasi nedenleri arasinda dillerin
fonetik benzerlikleri ve bazi ses dbeklerinin 6rtiismesi yer almaktadir. Ancak buna ragmen

karigikliklar oldukc¢a sinirl diizeyde kalmistir.
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Confusion Matrix - Dil Tanima (Test Seti)
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Sekil 4.5. Dengeli veri seti icin CNN tabanli modelin karigiklik matrisi (confusion matrix - test seti)

Modelin test seti lizerindeki genel dogrulugu %98.67 olarak hesaplanmigtir.
Siniflandirma raporuna gore, Tiirkce dili %100 kesinlik, duyarlilik ve F1-skor degerleri ile
en basarili siiflandirilan dil olmustur. Bunun yaninda Almanca ve Kiirt¢e siniflarinda da
%99’un iizerinde F1-skor degerleri elde edilmistir. Arapca, Farsca ve Rusca gibi siniflarda
ise birka¢ ornek hatali siniflandirilmis olsa da genel olarak F1-skor degerleri %97'nin

tizerindedir.
4.2.3. Transformer encoder tabanh egitilen model sonuc¢lari

Model, egitim siireci boyunca hizli ve kararl bir sekilde 6grenmis; 6zellikle dogrulama
kiimesindeki basarim, asir1 6grenme egilimi gostermeden yliksek seviyede korunmustur.
Sekil 4.6 (a)’da modelin egitim ve dogrulama dogruluk degerlerinin epoklarina gore
degisimi, Sekil 4.6 (b)’de ise egitim ve dogrulama kayip degerlerinin egrileri gosterilmistir.
Egitim dogrulugu yaklasik olarak %98’e ulasirken, dogrulama dogrulugu %97.33
seviyelerinde sabitlenmis ve bu durum modelin genel performansinin dengeli oldugunu

ortaya koymustur.
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Accuracy vs Epochs Loss vs Epochs
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(a) (b)
Sekil 4.6. Dengeli veri seti igin transformer encoder tabanli modelin egitim ve dogrulama grafikleri (a)

Dogruluk (Accuracy) grafigi  (b) Kayip (Loss) grafigi

Siniflandirma basarimi, Sekil 4.7’te yer alan karisiklik matrisi ile desteklenmektedir.
Tiim dillerin 150 6rneklik test kiimesi lizerinden degerlendirildigi bu matrise gore, 6zellikle
Kiirtce ve Tiirkce dillerinde hatasiz simiflandirma gerceklestirilmistir. Arapca, Farsga ve
Almanca siniflarinda ise bazi siniflar arasinda karisiklik gézlemlenmis ancak bu durum genel

basariy1 olumsuz etkilememistir.

Confusion Matrix - Dil Tanima
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Sekil 4.7. Dengeli veri seti igin transformer encoder tabanli modelin karigiklik matrisi (confusion matrix - test

seti)

Siniflandirma raporuna gére modelin genel dogrulugu %97.33 olup, tiim diller i¢in

kesinlik, duarlilik ve Fl-skor degerleri oldukca yiiksek ¢ikmustir. Ozellikle Kiirtge igin
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%99.34 F1-skora ulasilmis; Tiirkce icin %97.72, Arapega icin %95.24, Farsca i¢in %93.65,
Rusca icin %99.67 ve Almanca igin %98.33 Fl-score elde edilmistir. Bu durum, modelin
cogu sinif i¢cin dengeli performans sundugunu gostermektedir.

Sonug olarak, Transformer Encoder mimarisiyle egitilen model; 6grenme hizi,
genelleme yetisi ve dogrulama basarimi agisindan oldukga iyi performans sergilemis,
ozellikle ytiksek destekli siniflarda basarili tahminler yapmistir. Ancak Fars¢a ve Arapga
siniflarindaki karisikliklar, fonetik yakinlik ve sesletim benzerliginden kaynaklanabilecek

hatalara isaret etmektedir.
4.2.4. Conformer encoder tabanh egitilen model sonug¢lari

Bu ¢alismada uygulanan Conformer encoder tabanli model, konugma sinyallerindeki
hem kisa siireli frekans bilesenlerini hem de uzun siireli zaman bagimliliklarin1 eszamanl
olarak isleyebilme yetenegine sahiptir. Model, evrisimsel katmanlarin yerel 6zellikleri
cikarma basarisini, Transformer mekanizmasinin kiiresel baglam yakalama becerisiyle
birlestirmektedir. Sekil 4.8 (a)’da gosterilen dogruluk egrisi incelendiginde, modelin egitim
seti lizerinde erken epoklardan itibaren yiiksek dogruluk degerlerine ulastigi, ancak
dogrulama seti dogrulugunun bazi epoklarda ani diisiisler yasadig1 gézlemlenmektedir. Bu
dalgalanmalar, dogrulama verisi tizerindeki genelleme basarisinda zaman zaman
kararsizliklar olustugunu gostermektedir. Sekil 4.8 (b)’de yer alan kayip egrisi, benzer
sekilde egitim kaybinin istikrarli bigimde azaldiini; ancak dogrulama kaybmin bazi
epoklarda keskin sigramalar gosterdigini ortaya koymaktadir. Ozellikle 10. ve 22. epok
civarinda meydana gelen ani artislar, modelin bazi donemlerde asir1 6grenme egilimi
gosterdigini ve dogrulama verisine karst duyarliliginin arttigini géstermektedir.

Genel olarak degerlendirildiginde, Conformer encoder modeli yiiksek Ogrenme
kapasitesine sahip olmasina ragmen, dogrulama verisi lizerindeki dalgali performansi dikkat
cekmektedir. Bu durum, modelin hiperparametre ayarlari, veri dengesizligi veya belirli

siniflarda yetersiz genelleme gibi faktorlerden etkilenmis olabilecegini diisiindiirmektedir.
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Accuracy Loss
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Sekil 4.8. Dengeli veri seti igin conformer encoder tabanlt modelin egitim ve dogrulama grafikleri (a)

Dogruluk (Accuracy) grafigi (b) Kayip (Loss) grafigi

Sekil 4.9°de sunulan karmasiklik matrisi, Conformer encoder modelinin siniflar arasi
ayirt etme performansinin oldukga yiiksek oldugunu gdstermektedir. Tiim siniflarda dogru
smiflandirma orani yiiksektir; ancak az sayida ornekte Arapca—Fars¢a, Farsca—Arapca ve
Rusga, ayrica Kiirtge—Almanca arasinda sinirlt karigmalar gozlemlenmistir.

Bu karisikliklarin, bazi dil ¢iftleri arasinda bulunan fonetik benzerliklerden veya sinirli
ornek sayisindan kaynaklanabilecegi diisiiniilmektedir. Bununla birlikte, genel dogruluk
orani oldukca yiiksek olup, modelin farkli dil smiflarin1 basariyla ayirt edebildigi

anlasilmaktadir.
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Sekil 4.9. Dengeli veri seti i¢in conformer encoder tabanlt modelin karisiklik matrisi (confusion matrix - test

seti)
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4.2.5. Modellerin karsilastirilmasi

Dengeli veri seti lizerinde gergeklestirilen analizlerde, dort farkli derin 6grenme
mimarisi (CNN, BiLSTM, Transformer ve Conformer) arasinda karsilastirma yapilmistir.
Conformer modeli, %99.00 dogruluk oraniyla tiim modeller arasinda en yiiksek genel
basarty1 sergilemistir. BILSTM modeli ise %98.78 dogrulukla ikinci sirada yer almis ve
ozellikle fl-score degerlerinde 0.98—1.00 araliginda istikrarli sonuglar iiretmistir. CNN
modeli %98.67 dogrulukla yiiksek basar1 gdstermis; Fars¢a ve Arapca siiflarinda bazi
kanigikliklar gézlenmis olsa da genel olarak dengeli siniflandirma performansi sunmustur.
Transformer modeli ise %97.33 dogrulukla diger modellerin gerisinde kalmistir. Ozellikle
Arapca ve Fars¢a siniflarinda belirgin sinif karisikliklart tespit edilmistir. Egitim ve
dogrulama egrileri incelendiginde, CNN, BiLSTM ve Conformer modelleri kararli ve hizl
ogrenme gostermistir. Elde edilen bulgular, Conformer ve BILSTM yapilarini dengeli veri

setleri tizerinde One ¢ikan mimariler olarak konumlandirmaktadir.
4.3. Dengesiz Veri Seti ile Egitilen Model Sonuglari
4.3.1. BiLSTM tabanh egitilen model sonuclari

Bu calismada kullanilan dengesiz veri setinde, Tiirkce yaklagik 4700 ses dosyasi ile
veri kiimesinin baskin dilini olustururken, diger dillerin 6rnek sayilar1 belirgin sekilde azdir:
Kiirtce 900, Arapca 300, Farsca, Rusca ve Almanca dillerine ait yalnizca 70’er 6rnek
bulunmaktadir. Bu dengesiz yapi, ¢ok dilli gergek diinya uygulamalarinda sikga karsilagilan
dil dagilimlarini yansittigindan, modelin sinif bazli genelleme yetenegini test etme agisindan
onemli bir zorluk teskil etmektedir.

Ancak bu dengesizlige ragmen, BiLSTM tabanli modelin egitim performansi son
derece basarilidir. Sekil 4.10 (a)’da yer alan dogruluk egrisine gore, hem egitim hem de
dogrulama dogruluklar: ilk birka¢ epok i¢cinde hizla artarak %99 seviyesine ulagsmis ve bu
yiiksek dogruluk orani egitim siireci boyunca istikrarli bigimde korunmustur. Bu durum,
modelin baskin smifa asirt uyum gostermeden azinlik smiflar1 da 6grenebildigine isaret
etmektedir.

Benzer bicimde, Sekil 4.10 (b)’de gosterilen kayip egrilerinde hem egitim hem de
dogrulama verileri i¢in kayip degerlerinin erken evrelerde keskin sekilde azaldigi ve yaklasik
5. epoktan itibaren oldukca diisiik seviyelerde sabitlendigi goriilmektedir. Kayip degerlerinin

birbirine yakin seyretmesi, modelin asir1 6grenme egilimi gostermedigini ve saglam bir
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ogrenme stireci gergeklestirdigini ortaya koymaktadir.
Sonug olarak, BiILSTM modelinin ¢ift yonlii yapis1 ve zaman serisi 6zniteliklerini
degerlendirme kabiliyeti, onu sinif dengesizligine kars1 direngli kilmakta ve dengesiz veri

setleri tizerinde dahi yliksek dogruluk ve kararlilikla caligmasini saglamaktadir.
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(a) (b)
Sekil 4.10. Dengesiz veri seti i¢in BILSTM tabanli modelin egitim ve dogrulama grafikleri (a) Dogruluk
(Accuracy) grafigi  (b) Kayip (Loss) grafigi

Sekil 4.11°da sunulan karmasiklik matrisi, BILSTM modelinin dengesiz veri seti
tizerindeki smiflandirma basarimini ortaya koymaktadir. En yliksek dogruluk Tiirkce
siifinda elde edilmis olup, model bu sinifa ait 6rneklerin neredeyse tamamini dogru sekilde
simiflandirmigtir. Bu durum, Tiirkgenin veri setinde baskin bigimde temsil edilmesiyle
dogrudan iligkilidir.

Buna karsin, veri setinde az sayida yer alan Farsca, Rusca ve Almanca siniflarindaki
orneklerin ¢ogunlugu da dogru siniflandirilmistir. Bu sonug, modelin sadece baskin sinifi
degil, ayn1 zamanda daha az temsil edilen siniflar1 da etkili bir sekilde 6grenebildigini ve

siiflar aras1 ayrim yapma kapasitesinin yiiksek oldugunu gostermektedir.
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Sekil 4.11. Dengesiz veri seti i¢in BILSTM tabanlt modelin karigiklik matrisi (confusion matrix - test seti)

4.3.2. CNN tabanh egitilen model sonuclari

Bu ¢alismada modelin ¢iktilar1 incelendiginde, egitimin genel olarak basarili oldugu
ve yiiksek dogruluk elde edildigi goriilmektedir. Sekil 4.12°da goriildiigii lizere, egitim ve
dogrulama dogruluklar1 hizli bir sekilde artmakta ve yaklasik 5. epoktan itibaren %99
seviyelerine ulasmaktadir. Benzer sekilde, kayip degerleri de belirgin bir sekilde azalarak
erken donemde stabil hale gelmistir. Bu grafikler, modelin egitim siireci boyunca istikrarli

bir 6grenme gerceklestirdigini ve asir1 6grenme egilimi gdstermedigini ortaya koymaktadir.

Accuracy vs Epochs Loss vs Epochs
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Sekil 4.12. Dengesiz veri seti icin CNN tabanli modelin egitim ve dogrulama grafikleri (a) Dogruluk
(Accuracy) grafigi  (b) Kayip (Loss) grafigi
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Sekil 4.13’te yer alan karigiklik matrisi, modelin en yiiksek basariy1 Tiirk¢e sinifinda
elde ettigini gostermektedir (705 6rnekten 704l dogru). Bu beklenen bir sonugtur ¢linkii
veri setindeki en fazla temsil edilen dil Tiirkgedir. Ote yandan, diisiik drnek sayisina sahip
diller (6rnegin Farsca, Rusca ve Almanca), daha diisiik sayilarda 6rneklenmesine ragmen
yiiksek siiflandirma dogrulugu gostermistir. Bu durum, modelin genel olarak siniflar arasi

ayrimi basartyla 6grenebildigini gostermektedir.
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Sekil 4.13. Dengesiz veri seti igin CNN tabanli modelin karisiklik matrisi (confusion matrix - test seti)

Modelin dengesiz veri seti iizerinde elde ettigi siniflandirma sonuglar1 oldukc¢a
basarilidir. En yogun veri grubunu olusturan Tirkge smnifi %99.93 Fl-skora ulasirken,
Kiirtce ve Arapga gibi diger yiliksek Ornek sayisina sahip smiflarda da benzer yiiksek
basarilar gozlenmistir. Veri sayisi diisiik olan Farsca, Rusca ve Almanca siniflarinda kismi
performans diisiisleri olsa da genel dogruluk orani %99.56 olarak hesaplanmistir. Genel
olarak Farsca ve Kiirtge dilleri karigtirilmistir. Bu sonuglar, modelin Tiirk¢e sinifina agirlik
vererek egitilmesine ragmen diger siniflarda da genelleme yapabildigini ve dil tanima

gorevinde etkin calistigin1 gostermektedir.
4.3.3. Transformer encoder tabanh egitilen model sonuclari

Transformer Encoder tabanli modelin dengesiz veri seti lizerindeki performansi
degerlendirildiginde, genel dogruluk orani %98.80 gibi olduk¢a yiiksek bir degere
ulagsmistir. Egitim ve dogrulama siirecleri boyunca elde edilen dogruluk ve kayip grafikleri

Sekil 4.14°de goriildiigii gibi, modelin istikrarl bir sekilde 6grenme gerceklestirdigini ve
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asirt1 6grenme problemi yasamadigini gostermektedir.

Accuracy vs Epochs Loss vs Epochs
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Sekil 4.14. Dengesiz veri seti i¢in transformer encoder tabanli modelin egitim ve dogrulama grafikleri (a)

Dogruluk (Accuracy) grafigi (b) Kayip (Loss) grafigi

Sekil 4.15°da karisiklik matrisi incelendiginde, modelin Tiirk¢e O6rnekleri neredeyse
kusursuz sekilde tanidigi; ancak az sayida ornege sahip dillerde karisikliklarin daha sik
yasandig1 gozlenmektedir. Ornegin, Farsga drneklerin bazilar Kiirtge, Arapga ve Almanca
olarak smiflandirilmigtir. Bu durum, dengesiz veri dagiliminin model genellemesine

dogrudan etkisi oldugunu gostermektedir.
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Sekil 4.15. Dengesiz veri seti i¢in transformer encoder tabanli modelin karigiklik matrisi (confusion matrix -

test seti)

Siiflandirma raporuna gore model, Tiirkge (%99.7 Fl-skor), Kiirtce (%98.9) ve
Arapca (%98.9) siniflarinda oldukg¢a basarili sonuglar iiretmistir. Ancak, veri setinde ¢ok

daha az temsil edilen Fars¢a, Rusca ve Almanca gibi siniflarda basar1 oran1 diigmiistiir.
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Ozellikle Farsca sinifi igin fl-skor degeri %18.18 ile olduk¢a zayiftir. Bu durum, smif
dengesizliginin Transformer yapisinda da ciddi bir etki olusturdugunu gostermektedir.
Ozellikle Farsca smifindaki hatalar modelin duyarlilik oranini %10’a kadar diisiirmiistiir, bu

da bu smiftaki 6rneklerin cogunun dogru tahmin edilemedigi anlamina gelir.
4.3.4. Conformer encoder tabanh egitilen model sonuglari

Bu boliimde, Conformer encoder tabanli modelin dengesiz veri seti iizerindeki
basarimi degerlendirilmistir. Sekil 4.16 (a)’da sunulan dogruluk grafigine goére, model egitim
siirecinin erken evrelerinde hizli bir dogruluk artis1 gostermis ve kisa siirede hem egitim hem
de dogrulama verileri lizerinde yiiksek basar1 diizeyine ulasmustir. Egrilerin genellikle
birbirine yakin seyretmesi ve son epoklara dogru dogrulama basariminin sabitlenmesi,
modelin genelleme yetenegini koruyabildigini gostermektedir. Sekil 4.16 (b)’deki kayip
grafigi incelendiginde, dogrulama kaybinda ilk epoklarda gozlenen dalgalanmalarin birkag
epok sonrasinda ortadan kalktigi ve hem egitim hem de dogrulama kaybinin minimum
seviyeye yaklastigr goriilmektedir. Bu durum, modelin baslangigtaki sinif dengesizligine
bagl kararsizliklar1 zamanla dengeleyebildigini ve asir1 6grenme (overfitting) egilimi
gostermeden istikrarli bir 6grenme siireci ge¢irdigini ortaya koymaktadir.

Genel olarak degerlendirildiginde, Conformer encoder modeli dengesiz sinif
dagilimina sahip veri seti lizerinde etkili bir 6grenme gerceklestirmis ve yiiksek dogrulukla

birlikte tutarli bir kayip egrisi sunmustur.
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Sekil 4.16. Dengesiz veri seti i¢in conformer encoder tabanli modelin egitim ve dogrulama grafikleri (a)

Dogruluk (Accuracy) grafigi  (b) Kayip (Loss) grafigi

Sekil 4.17°da sunulan karmasiklik matrisi, Conformer encoder modelinin dengesiz veri

seti lizerindeki siniflandirma basarimini gostermektedir. Model, en yiiksek basariyr Tiirkce
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simifinda elde etmis; bu sinifa ait tim 6rnekler dogru smiflandirilmistir. Bu durum, veri
setinde en fazla temsil edilen sinifin Tiirk¢e olmasi nedeniyle beklenen bir sonugtur.

Daha az sayida ornege sahip olan Farsca, Rusca ve Almanca smiflarinda da genel
dogruluk yiiksek olmakla birlikte, bu siniflarda sinirhi sayida karisiklik gézlemlenmistir. Bu
sonuglar, Conformer modelinin baskin sinif lehine asir1 bir egilim gostermeksizin, azinlik

simiflar1 da Ogrenebildigini ve genel olarak giiglii bir ayrim yetenegi sundugunu

gostermektedir.
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Sekil 4.17. Dengesiz veri seti i¢in conformer encoder tabanlt modelin karigiklik matrisi (confusion matrix -

test seti)

4.3.5. Modellerin karsilastirilmasi

Dengesiz veri seti ile yapilan deneylerde, dort derin 6§renme mimarisi (CNN,
BiLSTM, Transformer ve Conformer) farkli performans egilimleri gostermistir. BILSTM
modeli, test dogrulugu %99.56’ya ulasarak genel olarak en yiiksek basarimi gdstermistir.
Ozellikle azinlik siniflarda (6rnegin Farsca ve Almanca) dahi oldukca yiiksek F1-skor
degerleri elde edilmis, karisiklik matrisi de siiflar aras1 ayrimin giiclii oldugunu ortaya
koymustur. CNN modeli ise dengeli dogruluk-egri yapisi ve diisiik kayip degerleri ile dikkat
cekmis; Ozellikle egitim ve dogrulama egrilerinin uyumu, modelin asir1 6grenmeden uzak,
kararli bir sekilde egitildigini gdstermistir. Conformer mimarisi, genel test dogrulugu
acisindan (%99.89) son derece basarili bir sonug {iretmis olsa da dogrulama egrilerinde
gozlemlenen dalgalanmalar, modelin baz1 kii¢iik simiflarda tutarsizliklar yasadigini
gostermektedir. Nitekim F1-skor degerlerinde de Almanca gibi az temsil edilen siniflarda

goreli bir diisiis dikkat cekmektedir. Transformer modeli ise daha karmagik yapisi nedeniyle
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dengesiz veri dagilimma karst en kirilgan performans: sergilemistir. Ozellikle Farsca
smifinda Fl-skor degerinin 0.18 gibi olduk¢a diisiikk bir seviyeye inmesi, dikkat

mekanizmasinin yeterli veriye duydugu ihtiyaci ortaya koymustur.
4.4. Tiirkce’siz Veri Seti ile Egitilen Model Sonuclar:
4.4.1. BiLSTM tabanh egitilen model sonuclari

Bu boéliimde, veri setinde baskin sinif etkisi ortadan kaldirilarak modelin yalnizca
siniflar arasi dilsel farklara dayali olarak 6grenim gergeklestirmesi hedeflenmistir. Bu yapi,
siiflar aras1 ayirt edici giiciin daha saglikli bicimde test edilmesine olanak tanimaktadir.

Sekil 4.18 (a)’da sunulan dogruluk egrisi incelendiginde, modelin hem egitim hem de
dogrulama dogruluklarinda erken epoklardan itibaren hizli bir artis gozlemlenmektedir.
Egrilerin birbirine paralel sekilde ve olduk¢a yakin seyretmesi, modelin 6§renme siirecini
dengeli bir bigimde siirdiirdiigiinii ve tiim siniflar arasinda genelleme yetenegini korudugunu
gostermektedir. Sekil 4.18 (b)’de gosterilen kayip grafigi ise, her iki veri kiimesinde de kayip
degerlerinin erken sathada belirgin sekilde azaldigin1 ve daha sonraki epoklarda diisiik
seviyelerde sabitlendigini ortaya koymaktadir. Bu durum, modelin egitim verisine hizl
sekilde adapte oldugunu ve 6grenme siirecinde asir1 6grenme egilimi gostermeden istikrarli
bir yap1 sergiledigini teyit etmektedir. Sonug¢ olarak, BILSTM modelinin zaman bagimli
verilerde gosterdigi temsil giicli ve dikkatli 6grenme kapasitesi sayesinde, dengeli veri seti

tizerinde yiiksek dogruluk ve diisiik kayipla kararli bir performans sundugu soylenebilir.
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Sekil 4.18. Tiirkge’siz veri seti i¢cin BILSTM tabanli modelin egitim ve dogrulama grafikleri (a) Dogruluk
(Accuracy) grafigi  (b) Kayip (Loss) grafigi

Sekil 4.19°de sunulan karisiklik matrisi, BILSTM modelinin Tirkge sinifi harig¢

tutularak dengelenmis veri seti iizerinde gosterdigi yliksek siniflandirma bagarisini ortaya
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koymaktadir. Tiim siniflarda diyagonal degerlerin belirgin bi¢imde yiiksek olmasi, modelin
dogru siniflandirma oraninin oldukga iyi oldugunu gostermektedir.

Kiirtce, Farsca, Rusca ve Almanca smiflarinda hicbir yanlis siniflandirma
yapilmamustir. Arapga sinifinda yalnizca birkag 6rnegin Farsga ile karistig1 goriilmektedir.
Bu karisiklik, muhtemelen bu iki dil arasindaki fonetik benzerliklerden kaynaklanmakta
olup, genel dogruluk tizerinde 6nemli bir etki yaratmamaktadir.

Sonug olarak, BiLSTM modeli, Tiirk¢e verisi olmaksizin da ¢ok dilli siniflandirma

gorevini yiiksek dogruluk ve smiflar arasi ayirt edicilikle basariyla yerine getirmistir.
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Sekil 4.19. Tiirk¢e’siz veri seti i¢cin BILSTM tabanli modelin karigiklik matrisi (confusion matrix - test seti)

4.4.2. CNN tabanh egitilen model sonuclari

Bu calismada, modelin egitim siireci boyunca hem dogruluk hem de kayip degerleri
istikrarli bir seyir izlemis; erken epoklardan itibaren yiiksek dogruluk seviyelerine
ulagtlmistir. Sekil 4.20 (a) goriildiigli lizere, dogrulama ve egitim dogruluklar1 birbirine
oldukca yakin seyretmis, bu da 6grenme siirecinin dengeli oldugunu ve modelin asir
ogrenmeye egilim gostermedigini ortaya koymustur. Benzer sekilde, Sekil 4.20 (b)’de yer
alan kayip grafiginde hem egitim hem de dogrulama kayb1 erken sathada hizli bir sekilde
azalmis ve daha sonraki epoklarda sabitlenmistir. Bu durum, modelin egitim verisine hizl

sekilde adapte oldugunu ve 6grenme siirecinde kararlilik sagladigini géstermektedir.
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Accuracy vs Epochs Loss vs Epochs
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Sekil 4.20. Tiirkge’siz veri seti igin CNN tabanli modelin egitim ve dogrulama grafikleri (a) Dogruluk
(Accuracy) grafigi  (b) Kayip (Loss) grafigi

Sekil 4.21°de yer alan karisiklik matrisi, modelin her bir dil sinifin1 olduk¢a bagarili
bir sekilde ayirt ettigini gostermektedir. Tiim siniflarda diyagonal degerlerin belirgin
bicimde yiiksek olmasi, modelin dogru smiflandirma oraninin ¢ok yiiksek oldugunu ve
smiflar aras1 karisikligin son derece simirli kaldigin ortaya koymaktadir. Ozellikle Kiirtge,
Rus¢a ve Almanca simiflarinda higbir yanlis siniflandirma yapilmamis, bu da modelin bu
dillere ait akustik Oriintiileri net bicimde 6grenebildigini gostermektedir. Arapca ve Farsca
simiflarinda birkag Ornegin karistigi goriilmiistiir ama genel basariyr etkilemeyecek
diizeydedir. Bu sonuglar, modelin Tiirk¢e sinifi olmadan da ¢ok dilli siniflandirma gorevinde

yuksek ayirt edicilige ve genelleme kabiliyetine sahip oldugunu géstermektedir.

Confusion Matrix - Dil Tanima (Test Seti)
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Sekil 4.21. Tiirkge’siz veri seti icin CNN tabanli modelin karisiklik matrisi (confusion matrix - test seti)
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Siiflandirma raporuna goére CNN modeli, Tiirkcesiz veri setiyle egitildiginde de
oldukga yiiksek performans sergilemistir. Ozellikle Rusca ve Kiirtce smiflarinda sirastyla
%100 ve %99.01 F1-skoru ile model, bu dillerde neredeyse hatasiz siniflandirma yapmustir.
Arapca smifi %97.37 Fl-skoru ile biraz daha diislik bir basar1 gostermis olsa da, genel
dogruluk oran1 %98.40 gibi oldukea yiiksek bir seviyeye ulasmistir. Fars¢a sinifinda %96.22
Fl-skoruna ragmen, duyarlibik degerinin %93.33 olmasi, bazi Orneklerin yanlis
siniflandirildigint gostermektedir. Bu sonuglar, CNN mimarisinin sinif dengesi saglanmis
senaryolarda dil tanimma gorevini yiiksek dogruluk ve genelleme basarisiyla

gerceklestirebildigini gostermektedir.
4.4.3. Transformer encoder tabanh egitilen model sonuclar:

Model, giriste pozisyonel kodlama uygulanan MFCC temsilleri ile beslenmis ve
ardindan gelen ¢ok baslh dikkat mekanizmalar1 iceren encoder bloklar1 ve yogun baglantili
(dense) katmanlar yoluyla siniflandirma gergeklestirilmistir. Egitim siireci boyunca modelin
dogruluk (accuracy) ve kayip (loss) degerleri izlenerek genel performans degerlendirilmistir.

Sekil 4.22 (a)’da gosterilen dogruluk grafiginde, modelin hem egitim hem de
dogrulama veri setleri lizerinde yaklagik 10. epoktan itibaren %95’in lizerinde dogruluk elde
ettigi goriilmektedir. Bu, modelin yalnizca egitim verisini 6grenmekle kalmayip, daha 6nce
gormedigi dogrulama verisi iizerinde de etkili genelleme yapabildigini gostermektedir. Sekil
4.22 (b)’de yer alan kayip egrisi ise hem egitim hem de dogrulama i¢in istikrarli bir azalma

gostermekte olup, modelin asir1 6grenme egilimi gostermedigini dogrulamaktadir.

Accuracy vs Epochs Loss vs Epochs
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Sekil 4.22. Tiirkge’siz veri seti i¢in transformer encoder tabanlt modelin egitim ve dogrulama grafikleri (a)

Dogruluk (Accuracy) grafigi (b) Kayip (Loss) grafigi

Sekil 4.23’te yer alan karisiklik matrisi, modelin 6zellikle Rusca ve Almanca

siniflarinda yiiksek dogrulukla tahmin yaptifim1 gostermektedir. Arapca ve Farsca

51



simiflarinda ise sinirh sayida karisiklik gézlenmis, bazi Farsca ornekler diger dillere yanlis

atanmistir. Bu durum, siniflar aras1 ayrimin bazi dil ¢iftlerinde daha zor oldugunu ortaya

koymaktadir.
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Sekil 4.23. Tiirkge’siz veri seti i¢in transformer encoder tabanli modelin karisiklik matrisi (confusion matrix -

test seti)

Smiflandirma raporuna gore Transformer Encoder tabanli model, Tiirkcesiz veri
setiyle egitildiginde de yiiksek diizeyde basar1 gostermistir. Ozellikle Rusca ve Almanca
smiflarinda sirasiyla %100 ve %98.35 Fl-skoru ile model, bu dillerde oldukga isabetli
tahminler yapmistir. Kiirt¢e sinifi da %97.03 F1-skoru ile giiclii bir performans sergilemistir.
Arapca sinifinda %95.50, Farsca sinifinda ise %92.46 Fl1-skoru elde edilmis olup, bu iki
dilde digerlerine gore daha fazla hata gozlenmistir. Buna ragmen genel dogruluk orani
%096.67 seviyesine ulagsmis, bu da Transformer mimarisinin dengeli veri setiyle basarili bir

sekilde calistigini gostermistir.
4.4.4. Conformer encoder tabanh egitilen model sonuglari

Sekil 4.24 (a)’da goriildigii iizere, egitim dogrulugu erken epoklarda hizla artmis ve
iist seviyelere ulasmistir. Dogrulama dogrulugu ise genel olarak yiiksek seyretmekle birlikte
zaman zaman dalgalanma gdstermistir. Bu durum, modelin 6§renme kapasitesinin giiglii
oldugunu ancak dogrulama verisi iizerinde donemsel kararsizliklar yasadigini
gostermektedir. Sekil 4.24 (b)’deki kayip grafiginde, egitim kaybu istikrarli sekilde azalirken

dogrulama kaybinda dalgalanmalar gozlenmistir. Bu dalgali yap1, modelin bazi epoklarda
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asir1 6grenme egilimi gosterebildigine isaret etmektedir.
Genel olarak model basarili sonuglar iretmis olsa da, dogrulama tarafindaki

diizensizlikler genelleme kapasitesinin sinirli olabilecegini diisindiirmektedir.
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Sekil 4.24. Tiirkge’siz veri seti i¢in conformer encoder tabanli modelin egitim ve dogrulama grafikleri (a)

Dogruluk (Accuracy) grafigi (b) Kayip (Loss) grafigi

Sekil 4.25°de sunulan karmasiklik matrisi, Conformer encoder modelinin Tiirkge sinifi
hari¢ tutularak olusturulan dengeli veri seti iizerindeki simiflandirma basarimin
yansitmaktadir. Model, genel olarak yiiksek dogrulukla siniflandirma yapmis; tiim dillerde
diyagonal degerler giiclii bir sekilde 6ne ¢ikmistir. Ancak Arapca sinifinda Farsca ile, Farsca
ve Rus¢a siniflarinda ise birkag¢ 6rnekte karsilikli karigiklik gézlemlenmistir. Bunun disinda
Kiirtce ve Almanca siniflarinda yalnizca birer 6rnekte hata yapilmistir. Bu karigikliklar ¢ok
sinirh diizeyde olup, modelin genel bagarimini olumsuz etkilememektedir. Sonug olarak,
Conformer modeli, Tiirk¢e verisi olmadan da cok dilli siniflar arasinda etkili ayrim

yapabilmis ve siniflar aras1 6grenme basarisini biiylik 6l¢lide korumustur.
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Sekil 4.25. Tiirkge’siz veri seti i¢in conformer encoder tabanli modelin karigiklik matrisi (confusion matrix -

test seti)
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4.4.5. Modellerin karsilastirilmasi

Tiirk¢esiz ve dengeli veri seti ilizerinde gergeklestirilen siniflandirma deneylerinde,
dort farkli modelin (BiLSTM, CNN, Transformer Encoder ve Conformer Encoder)
performanslari karsilagtirilmistir. Dogruluk bazinda en basarili sonu¢ BiILSTM modeliyle
elde edilmistir; bu model %99.2 test dogrulugu saglayarak 750 6rnekten 744’iinii dogru
simiflandirmigtir. CNN modeli ise %98.4 dogruluk ile ikinci sirada yer almis ve 6zellikle
Arapca, Kiirtce ve Fars¢a smiflarinda giiclii bir siniflandirma performansi gostermistir.
Transformer Encoder modeli %96.67 dogrulukla daha diisiik bir basar1 saglamis; Arapga,
Farsca ve Kiirt¢e arasinda sinirh fakat belirgin karisikliklar gostermistir. Conformer modeli
ise %98 dogruluk degeriyle genel basar1 agisindan Transformer’in Oniine gegmistir, ancak
egitim siirecinde dogrulama egrilerinde dalgalanmalar dikkat ¢ekmistir. Karisiklik matrisleri
ve F1-skor degerleri incelendiginde, BILSTM modeli yalnizca Arapga - Fars¢a sinifinda hata
yapmis, diger siniflarda neredeyse miikemmel sonuglar iiretmistir. Egitim ve dogrulama
egrileri incelendiginde, BILSTM ve CNN modellerinin hem dogruluk hem kayip agisindan
stabil ve hizli bir 6grenme egrisi sundugu; Conformer modelinin ise yiiksek dogruluk
iretmesine ragmen dogrulama kayiplarinda dalgalanmalar gosterdigi goézlenmistir.
Transformer modelinde ise egitim siireci daha dengeli ilerlemis olsa da, diisiik 6rnekli
siniflarda basar1 oran1 gorece diistik kalmistir.

Sonug olarak, BILSTM modeli bu veri seti 6zelinde en yliksek dogruluk ve sinif bazl
kararlilig1 saglayarak one ¢ikmistir. CNN modeli ise sinif dengesine duyarli yapisiyla genel
basarida BILSTM’in hemen ardindan gelmistir. Transformer ve Conformer modelleri daha
karmagik mimarilere sahip olmalarina ragmen, diisiik 6rnekli siniflarda daha fazla hata

tiretmis; bu da daha sade mimarilerin az veriyle daha etkili caligabildigini gostermistir.
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5. SONUCLARIN INCELENMESI

Bu c¢alismada, SLID (Spoken Language Identification — Konusulan Dili Tanima)
problemini ¢cozmek amaciyla BILSTM, CNN, Transformer Encoder ve Conformer Encoder
tabanli dort farkli derin O0grenme mimarisi Onerilmis ve Kkarsilastirmali olarak
degerlendirilmistir. Modelin temel amaci, Tiirkiye’de yaygin olarak konusulan Tiirkge,
Kiirtce, Arapca, Farsca, Rusca ve Almanca dillerini otomatik olarak siniflandirmaktir.
Literatiirde, ¢cok dilli sesli veri siiflandirmasina yonelik giiglii ve genellenebilir modellerin
eksikligi gbz oniine alindiginda, bu ¢calisma hem dengeli hem de gercek diinya senaryolarini
yansitan dengesiz veri kiimeleri lizerinden kapsamli bir analiz sunmaktadir.

Calismanin ilk asamasinda, cesitli acik kaynaklardan derlenen ses verileri islenerek ii¢
farkli veri seti olusturulmustur: Tiirkce dahil dengeli veri seti, Tiirkgenin baskin oldugu
dengesiz veri seti ve Tiirkge verisi hari¢ tutularak olusturulan dengeli veri seti. Tiirk¢enin
hari¢ birakildig1 bu son veri seti, dzellikle Go¢ Idaresi Genel Miidiirliigii, turizm danisma
merkezleri ve siir kapilar1 gibi Tiirk¢e disindaki dillerin daha baskin bi¢gimde kullanildig:
kurumsal veya gecici etkilesim ortamlarini simiile etmeyi amaglamaktadir.

Tiim ses verileri MFCC 6znitelik ¢ikarimi ve giiriiltli azaltma stireglerinden gegirilmis,
egitim dogrulama test kiimelerine ayrilmistir. Boylece, her bir modelin hem teknik basarimi
hem de farkli veri dagilimi senaryolarina verdigi tepkiler degerlendirilmistir.

Dengeli veri setiyle yapilan analizlerde, en yiiksek dogruluk orani %99.00 ile
Conformer modeline ait olup, modelin genel dogruluk, macro ve weighted ortalamalarda
tim metriklerde 0.99 seviyesinde performans sergiledigi gézlemlenmistir. BILSTM modeli
%98.78 dogruluk ile benzer sekilde yliksek performans gostermis; 6zellikle Tiirkge, Kiirtge
ve Rusca siniflarinda fl-score degerleri 1.00 seviyesine ulagmistir. CNN modeli %98.67
dogruluk saglamis ve tiim siniflarda dengeli bir basar1 sunmustur; Arapca disindaki tiim
dillerde fl-score degerleri 0.97 ve lizerindedir. Buna karsin, Transformer modeli %97.33
dogruluk oraniyla diger modellerin gerisinde kalmigtir. Ozellikle Arapca ve Fars¢a
siiflarinda f1-score degerleri 0.95’in altina diismiis, bu da modelin bu dillerde ayristirma
performansinda zayifladigin1 gostermektedir. Genel olarak, Conformer mimarisi hem
dogruluk hem de siiflar arasi tutarlilik agisindan en yiiksek basariy1 saglamistir.

Dengesiz veri seti ile yapilan siniflandirma analizlerinde, en yiiksek dogruluk orani
%99.89 ile Conformer modeline aittir. Conformer, 6zellikle baskin sinif olan Tiirk¢e'de tiim

metriklerde miikemmele yakin sonuclar liretmis; daha az Ornege sahip olan Almanca
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smifinda ise yalnizca bir hata yapmistir. BILSTM ve CNN modelleri, esit sekilde %99.56
dogruluk saglamis ve kiiciik siniflarda (Fars¢a, Almanca) makul diizeyde basar1 elde etmistir.
Buna karsin, Transformer modeli %98.80 dogruluk ile diger modellerin gerisinde kalmus;
Ozellikle Farsga sinifinda f1-score degeri yalnizca 0.18 olup ciddi bir siniflandirma zayifligi
ortaya koymustur. Modelin bu sinifta recall degeri %10 seviyesinde kalmis ve yalnizca 1
ornegi dogru tahmin edebilmistir. Sonuglar, 6zellikle dengesiz veri ile ¢alisilan senaryolarda,
Conformer, BILSTM ve CNN gibi modellerin kii¢iik siniflarda dahi yiiksek tutarlilikla
caligabildigini, Transformer yapisinin ise belirli siniflarda kararsizlik yasayabildigini
gostermektedir.

Tiirk¢e sinifinin ¢ikarildigr dengeli veri seti analizlerinde, BILSTM modeli %99.2
dogruluk oraniyla en yiiksek performansi gdstermis ve tiim dillerde fl-score degerlerini
0.98-1.00 araliginda koruyarak gii¢lii bir genelleme yetenegi sergilemistir. CNN modeli
%98.40 dogrulukla istikrarli bir yap1 sunarken, Arapca ve Farsca siniflarinda kiigiik
karigikliklar gozlemlenmistir. Conformer mimarisi %98.00 dogruluk tretmis; ozellikle
Arapea ve Farsga arasinda sinirli ¢apraz hata kaydedilmistir. Transformer modeli ise %96.67
dogruluk ile diger modellere kiyasla daha diisiik bir basar1 gostermis ve Farsca sinifinda f1-
score degerlerinde diislis yasanmistir. Bu senaryo, modellerin azinlik diller lizerinde ayirt
edici performansini test etmesi agisindan kritik onem tasimaktadir.

Performans metrikleri genel olarak tiim modellerin SLID goérevinde yiiksek dogruluk
ve simniflandirma bagaris1 sergiledigini gostermektedir. Ozellikle CNN ve BiLSTM
modelleri; hem dengeli hem dengesiz senaryolarda, hem de Tiirk¢e sinifi hari¢ tutuldugunda
dahi yiiksek fl-score, hizli 6grenme, diisiik kayip ve kararli dogruluk gibi agilardan one
cikmistir. Conformer Encoder modeli ise dengeli ve dengesiz veri setlerinde en yiiksek
dogruluk oranlarina ulasarak yiiksek genelleme basarisi gostermistir. Bununla birlikte,
dogrulama stirecinde bazi siniflarda donemsel dalgalanmalar gézlemlenmis, ancak bu durum
genel test dogruluguna olumsuz yansimamistir. Transformer modeli ise 6zellikle dengesiz
veri setinde kiicilik siniflarda belirgin performans diisilisli géstermistir.

Bu ¢alismanin en 6nemli katkilarindan biri, sadece genel dogruluk degil, ayn1 zamanda
simif bazli basari, karigiklik matrisi ve fl-score gibi detayli metrikler iizerinden model
basariminin analiz edilmis olmasidir. Ayrica, siniflar arasi karigikligin hangi dil ¢iftlerinde
yogunlastigr gorsellestirilmis ve akustik benzerlik kaynakli siirli hatalarin nedenleri
tartisilmistir.

Sonug olarak, bu ¢alisma MFCC o6zniteliklerine dayali CNN, BiLSTM, Transformer

ve Conformer mimarilerini ¢ok dilli ses siniflandirmasinda karsilastirmali bi¢cimde ele alarak
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alana katki saglamaktadir. Farkli veri dagilim senaryolarinda test edilen bu yaklasimlar,
gercek diinya uygulamalarina dogrudan uyarlanabilir nitelikte yiiksek dogrulukta sonuglar
tiretmistir. Elde edilen bulgular, cagri merkezi otomasyonu, sinir giivenligi, dil temelli egitim
sistemleri ve ¢ok dilli insan—makine etkilesimi gibi pek ¢ok alanda konusulan dili tanima
sistemlerinin gelistirilmesine katki sunabilecek niteliktedir. Ayrica, sinif dengesizligi veya
baskin sinif etkisinin 6grenme siirecine olan etkileri, veri mithendisligi siireclerinin 6nemini

bir kez daha ortaya koymustur.
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