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OZET

Bilgisayar bilimlerinin sundugu yontemler, veriye erisme, veri isleme ve depolama
yoniinden finans alanindaki gereksinimleri karsilamada insanlara kiyasla kuvvetli
avantajlara sahiptir. Bilgisayar bilimlerinin bir alt dali olan yapay zeka sundugu noral ag,
genetik algoritmalar ve makine 6grenmesi gibi yontemlerle finans alaninda ortaya ¢ikan
trend analizi, zaman serisi analizi, portfoy yonetimi, dolandiricilik tespiti, risk yonetimi ve
hisse degeri ongoriileri gibi problemlere etkin ¢oziimler sunmaktadir. Bu ¢ok disiplinli tezin
amaci, finansal zaman serilerini belirli yapay zeka programlarina Ogreterek gelecek
tahminleri liretmek ve elde edilen bu Ongoriilerin performansini gerceklesen degerlerle

kiyaslayarak incelemektir.

Tez ¢alismasi kapsaminda yedi farkli yapay zeka yontemi programlanmustir. Veri seti olarak
2014-2016 senelerini kapsayan 775 is giinii boyunca Borsa Istanbul’da islem géren, islem
hacmi ve piyasa degeri en yliksek 30 sirketin hisse senedi kapanis fiyatlart kullanilmustir.
Algoritmalarin performanslarinin 6grenme siireleri ile degisiklik gosterecegi beklentisi
sebebi ile Oncelikle verilerin %80’ine tekabiil eden 603 giinlik veri 6grenme igin
kullanilmis, kalan %20’s1 olan 152 giinliik veri yontemlerin test edilmesinde kullanilmak
tizere algoritmalarin tahmininde kullanilmigtir. “Uzun vade tahminleri” olarak yapilan bu
calismada “Hizli Orman Yiizdelik Dagilimi” algoritmasinin en diisiik hata oranina sahip
oldugu tespit edilmistir. Tezin bir sonraki adiminda verilerin %90’1na tekabiil eden 680
giinliik veri 6grenme i¢in kullanilmis, kalan %10’u olan 75 giinliik kism1 test amaci ile
kullanilmistir. “Orta vade tahminleri” olarak yapilan bu ¢aligmada “Destekli Karar Agaci
Regresyonu” algoritmasinin en diisiik hata oranina sahip oldugu tespit edilmistir. Son olarak
verilerin %99 1na tekabiil eden 747 giinliik veri 6grenme i¢in kullanilmis, kalan %1°1 olan 8
giin test amaci ile kullanilmigtir. “Kisa vade tahminleri” olarak yapilan bu ¢alismada “Noral
Ag Regresyonu” ve “Poisson Regresyonu” algoritmalarinin en diisiik hata oranlarina sahip
oldugu tespit edilmistir. Sonu¢ olarak yapay zeka yontemlerinin finansal zaman serileri

ongortileri i¢in etkili yontemler sundugu ortaya konmustur.

Anahtar Kelimeler: Finansal Zaman Serileri, Yapay Zeka, Makine Ogrenmesi, Borsa
Analizi, Regresyon



ABSTRACT

The methods provided by the field of computer science have considerable advantages in
domains of reaching, storing and processing data to satisfy the requirements of finance field
compared to humans. A subdomain of computer science; artificial intelligence provides
methods such as neural networks, genetic algorithms and machine learning to find effective
solutions to financial problems / goals such as trend prediction, portfolio management, fraud
detection, risk management and stock prediction. This multidisciplinary thesis aims to teach
certain artificial intelligence algorithms the financial time series data, provide future

forecasts and compare these forecasts to original values to examine their performance.

Seven different artificial intelligence algorithms have been programmed for this thesis. A
dataset of 775 business days between 2014-2016 consisting of closing prices of companies
that have Istanbul Stock Exchanges 30 highest trading volume and market value are used.
Due to the expectation of different algorithms to provide different performance depending
on the number of learning / forecasting days, firstly %80 of the data equaling 603 days have
been used for training, and the remaining %20 of the data equaling 152 days have been
forecasted by the algorithms. Simulating “Long Term Forecasts”, “Fast Forest Quantile
Regression” algorithm has shown the least error percentage. Secondly %90 of the data
equaling 680 days have been used for training, and the remaining %210 of the data equaling
75 days have been forecasted by the algorithms. Simulating “Medium Term Forecasts”,
“Boosted Decision Forest” algorithm has shown the least error percentage. Lastly %99 of
the data equaling 747 days have been used for training, and the remaining %1 of the data
equaling 8 days have been forecasted by the algorithms. Simulating “Short Term Forecasts”,
“Poisson Regression” and “Neural Network Regression” algorithms has shown the least
error percentage. The thesis concludes by confirming artificial intelligence algorithms can

be used as effective tools for financial time series forecasting.

Keywords: Financial Time Series, Artificial Intelligence, Machine Learning, Market

Analysis, Regression



ONSOZ

Mayis 11, 1997 tarihinde IBM tarafindan tasarlanan “Deep Blue” isimli yapay zeka
programinin diinya satran¢ sampiyonu Garry Kasparov’u 6 el {izerinden oynanan bir satrang
miisabakasinda maglup etmesi ile ilk defa bir yapay zekanin insandan {istiin bir performans
gosterebilecegini ispatlamistir. (Campbell, Hoane, & Hsu, 2001) Ortalama bir insan beyni
yaklasik 50 olas1 hamleyi hesaplama kapasitesinde iken, Deep Blue 200 milyon pozisyon
analiz edip 8-12 hamle &tesini hesaplama becerisi gostermekteydi. (Smith, McGuire, &
Huang, The History of Artificial Intelligence, 2006) Belirtilen tarih sonrasinda insan beyni
kayda deger bir evrim gecirmezken yapay zeka evrimine devam ederek 2016 yilinda
AlphaGo isimli bir algoritmayla diinyanin en eski ve karmasik strateji oyununda diinya
sampiyonu Lee Sedol’u 4-1 yenerek GO oyununda en yiiksek mertebe olan 9-dan
sertifikasini almustir. Insanlik tarihinin en eski ve zeka ile ilistirilen iki strateji oyununda
yapay zeka algoritmalarinin ortaya koydugu tartismasiz iistiinlik bu tezin ana motivasyon

kaynagidir.

Bir diger ilham kaynagi da Jay R. Galbraith “Organization Design” kitabinda karsimiza
¢ikan “Job Shop Scheduling” problemi olarak gecen bir iliretim maksimum verimlilik
hesaplama problemidir. Bu problemde bir {iriin tiretmek i¢in gerekli bir¢cok cihazin gereken
sira ile kullanilmasini optimize etmeye calisan bir iiretim ydneticisi incelenir. Belirtilen
problemin karmasiklig1 s0yle agiklanmaktadir: “bes farkli makinede isi olan bes farkli parca
icin yapilabilecek toplan kombinasyon sayis1 25 milyarin lizerindedir ve her artan her parca
ve makine sayist Ustel bir biliylime saglar.” Bu durumda 2 haftalik iiretimin optimal
¢ozlimiinii bulmak aylar alir. Sonug olarak optimal olmayan fakat planlayabildigimiz en iyi
¢Oziim kabul edilir ve liretim bu ¢6ziim ile planlanir. Kitapta bu problem i¢in bilinen en etkili
¢Ozlimlerin satrang i¢in tasarlanan yapay zeka algoritmalari tarafindan tiretildigi agiklanir.
(Galbraith, 1977) Satran¢ oyunu i¢in tasarlanan programlarin liretim ve islemler yontemi
gibi isletme problemlerine ¢6ziim sunabilmesi, yapay zeka algoritmalarinin farkli alanlarin

problemleri i¢in kullanilabilecegine isarettir.

“Job Shop Scheduling” problemi yapisal olarak piyasa tahmin etme problemine benzerlik
gostermektedir. Bu problemde belirli bir siire zarfinda maksimum verimlilikle iiretim elde

edilmeye ¢alisir. Piyasa tahmini probleminde ise belirli bir siire zarfi i¢in maksimum doniis
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getiren bir portfoy tasarim s6z konusudur. Uretim probleminde iiretim yapan makinelerden
biri kirilabilir, asir1 1sinma sebebi ile performansit diigebilir. Ayni sekilde piyasadaki bir
firmanin fiyat1 artabilir, diisebilir. 1ki problemde karmasiklik problemi olarak

nitelendirilebilir ve etkili 6ngoriiler yapabilme hedefindedir.

Tez galigmasi arastirma, algoritma se¢me ve programlama ile baglamistir. 7 farkli algoritma
yazilmis, ev ortami i¢in kuvvetli bir bilgisayarda programlar denenmis, fakat donanimsal
kisitlamalar sebebi ile sonug alinamamuistir. Sonrasinda Microsoft Azure isimli servis ile ¢ok
daha kuvvetli bir bulut sunucusu kiralanmistir. Calismalar belirtilen sunucu iizerinde

tamamlanmistir. Donanimsal sinirlamalar ile ilgili detayli bilgiler tezde sunulmustur.

Tezin birinci bolimiinde ¢alisma igin gerekli finansal bilgi ve teoremler agiklanmustir.
Yapilan ¢aligmaya karst hipotezler olan etkin piyasalar hipotezi ve rassal yiiriiyiis hipotezi
incelenmis, belirtilen hipotezlerin piyasa etkinligi ve rassallifin tanimi gibi yapitaslar
irdelenmistir. Arbitraj yaratma kavrami incelenmis ve zaman serileri tiir ve tanimlarina

deginilmistir.

Tezin ikinci boliimiinde ¢alisma i¢in gerekli bilgisayar bilimleri konularina deginilmistir.
Yapay zeka tarafindan kullanilan mantik ve olasilik teoremleri agiklanmis, eldeki verinin
yapisina gore kullanilabilecek normal dagilim, kosullu olasilik ve Poisson dagilimi gibi
kullanilacak regresyon yonteminin temelini olusturacak konulara deginilmistir. Son olarak

makine 6grenme yontemlerinin temel prensipleri gosterilmistir.

Tezin li¢lincii bolimiinde yazilan 7 yapay zeka algoritmasi matematiksel mantiklar1 ile
birlikte agiklanmistir. Algoritmalarin secilme sebeplerine ve tarihsel gelisimlerine

deginilmistir.

Tezin dordiincii boliimiinde bir onceki bolimde agiklanan yapay zeka algoritmalarinin
tirettigi tahmin degerleri gergek verilerle kiyaslanmig ve performanslart incelenmistir. Uzun
vade, orta vade ve kisa vade tahminler olmak tizere 3 farkli 6grenme ve tahmin siiresi

kullanilmistir.



Tezin besinci ve son boliimiinde sonuglar incelenmis, yapilan calismada goriilen
performansi artirmak ve arbitraj yaratma hedefi i¢in yapilabilecek diger finans / yapay zeka

alanlarini iceren ¢alismalar i¢in Onerilerde bulunulmustur.

Sonug olarak kisa vade tahminlerinde “Hizli Orman Yiizdelik Dagilim1” algoritmasinin, orta
vade tahminlerinde “Destekli Karar Ormani” algoritmasinin, kisa vade tahminlerde ise
“Poisson” ve “Noral Ag” algoritmalarinin en etkili tahminleri tirettigi, yontemlerin finansal

analiz amaciyla kullanilabilecegi gosterilmistir.
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GIRIS

Finans alaninda arastirmaci ve yoneticilerin karsilastig1 en zorlu problem belirsizliktir.
Belirsizlik finansal teorinin ayrilmaz bir pargasi olan risk faktoriinii de yaninda getirir.
Riskin ortaya ¢ikmasi sadece finansal karar almay1 zorlastirmakla kalmaz, ayn1 zamanda
riski etkin ve etkili bir sekilde yonetebilen ve analiz edebilen yatirimcilar i¢in karli firsatlar
da yaratir. Piyasadaki durumun gelecekte nasil olacagi hakkinda bilgi sahibi olmak finans
alaninda calisan bir¢ok yatirimei ve arastirmacinin hedefidir. Higbir analist veya yatirimci
gelecekte piyasanin nasil sekillenecegini kesin olarak dngdremez. Menkul kiymet fiyatlari,
Louis Bachelier’in rassal yiiriiylis hipotezince rasgele bir yiiriiyiis izler ve bu sebeple tahmin

edilemez.

Rassal yiirliylis hipotezinin iizerine kurulu oldugu “rasgelelik” kavrami ise binlerce
yildir tartisilan felsefi bir sorudur. Rasgelelik nedir? Hangi durumlarin sonucu 6nceden
belirlenebilir? Bu soruya kargasa kurami, oyun teorisi, istatistik, olasilik teorisi gibi farkli
alanlardan farkli cevaplar bulmak miimkiin olsa da tiim tanimlarda ortak olarak rasgelelik
kavrami sonucun dnceden bilinmedigi ve sonuglarin patern icermedigi olaylar i¢in kullanilir.
Sonucu belirlenemeyen (indeterminability) olaylar tarihsel olarak incelendiginde, milattan 2
bin y1l 6nce Misir, Hint ve Cin uygarliklarinda olasilik i¢eren oyunlar goriilmektedir. Yunan
filozoflarin ¢aligmalar incelendiginde, rasgelelik epistemik erisim yetersizligi ve ontolojik
bir ozellik olarak iki farkli yaklasimla ele alinmaktadir. Epistemik erisim yetersizligi
yaklagiminca gerceklik deterministiktir fakat insanoglu gergekligi algilamak icin gerekli
bilissel araclara sahip degildir. Ontolojik yaklasimca ise gerceklik deterministik degildir
(Rosenberg, 2011). Milattan once 4. Yiizyilda Democritus’un ¢alismalarinda rasgelelik
kavrami goriilmekle birlikte rasgelelik durumunun epistemik erisim yetersizligi kaynakl
olmasi durumu ifade edilmistir. Democritus’un 6rnegince “Bir efendi iki farkli usagi ayni
anda su almaya gonderirse iki usak yolda karsilasacaktir. Bu karsilagma usaklar igin rasgele
gerceklesmis olsa da sonug efendi tarafindan 6nceden bilinmektedir.” (Hromkovic, 2005).
Bu tez felsefi olarak belirtilen yaklasimi desteklemektedir. Hilesiz bir zar atildiginda zarin
ylzeyinde ¢ikacak sonug rasgele kabul edilir. Olasilik teoremi 6 ylizeyli bir zar i¢in her
ylizeyin gelme sansinin esit ve 1/6 oldugunu sdylese de kosullu olasilik teoremince 6nceki
zarlarin sonuglar1 hakkinda bilgi sahibi olmak mevcut olasiliga etki eder. Daha da detayli
olarak incelendiginde zar, zarin sekme kat sayisi, elden ¢ikma agisi, elden ¢ikma hizi, zarin
sektigi ylizeyin sekme kat sayisi, riizgar ve yergekimi faktorlerince belirlenen fizik
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yasalarinca hareket etmektedir. Bu durumda zar atildig1 anda bu bilgi ve bilgiyi isleme hizina
sahip olan bir kimse, zar durmadan Once hangi ylizeyin istte gelecegini bilebilir.
“Raslantisal” olarak tanimladigimiz bir¢ok durum, aslinda eldeki bilgi ve bilgi isleme hizinin

yetersiz kaldig1 durumlardir.

Bilgisayar bilimleri tarafindan incelendiginde ise rassallik kavrami daha karmasik bir
hal alir. Bir insan i¢in rasgele bir say1 tutmak basit bir islem iken, bilgisayar baglaminda
rasgele diye bir durum yoktur, bilgisayarlar rasgele bir say1 se¢emezler. Bunun yerine
insanlarin rassal olarak degerlendirdigi sonuclar1 taklit eden komplike matematiksel
algoritmalar vardir. Belirtilen algoritmalar “gercek rassal algoritmalar” ve “rassal varsayilan
(psuedo-random) algoritmalar” olarak ikiye ayrilir. Gergek rassal algoritmalar bilgisayarin
disinda gergeklesen bir fiziksel fenomenden girdi alir. Ornek olarak rasgele bir say1 iireten
bir algoritma, kullanicinin klavyede bastigi son 1000 tus i¢in her tus basma arasinda gegen
zamanin aritmetik algoritmasini alip size rasgele bir say1 olarak sunabilir. Rassal sayilan
algoritmalar ise bilgisayarin igindeki kaynaklar ile rassal goriinen fakat olasilik

teoremlerince aslinda tahmin edilebilir bir say1 iiretir.

Bu algoritmalar ii¢ 6zellige sahip olmalidirlar. Birinci 6zellik Martin Lof tarafindan
one siiriilen “tipik” olma &zelligidir. Ozel sonuglardansa tipik sonuglar rasgelelik algist
yaratir. Ornek olarak iki tabaninda rasgele iiretilen “10001011101111010000” veya
“01111011001101110001”  sayilart  insan  gozii i¢in  rassal  sayilabilirken
“00000000000000000000” sonucu belirli bir patern izleyen 6zel bir durumdur ve rassal
olarak algilanmaz. Ikinci &zellik Kolmogorov tarafindan one siiriilen “kaotik” olma
ozelligidir. Her rassal seri kendisini agiklayan basit bir kural olmamasi yoniinde kaotik
olmahdir. Az oOnceki Ornekte 1. Ve 2. o6rnek kaotik iken, son ornek bu ozelligi
tasimamaktadir. Son olarak Von Mises tarafindan 6ne siiriilen “frekans dagilimi tutarlilig”
ozelligi saglanmalidir. 6 yiizeyli bir zarin 6 defa atilmasi1 durumunda 5 defa ayn1 ylizeyin
gelecegi sonucunu veren bir algoritma, istatistiksel frekans dagilimi ile tutarsiz oldugu i¢in
rassal kabul edilmeyecektir (Kolmogorov & Uspenskii, 1987). Bir sans oyunu programi i¢in
rassal sayilan algoritmalar daha faydali iken, kriptografi algoritmasi gibi algoritmalarda bir
saldirganin tahmin edemeyecegi gercek rassal sayilar faydalidir. insan algisi igin rassal bir
deger yaratma durumu igin tasarlanan bu algoritmalar, bilgisayar algisi i¢in tam olarak rassal
olmayabilir. Mevcut finans diinyasinda bilgisayar kullaniminin ne kadar 6nemli oldugu da

g6z onilinde bulundurulursa, rassal yiirliylis hipotezinde belirtilen rasgelelik durumu insan



algisinin epistemik erisim yetersizligi sebebi ile ortaya ¢ikiyor olabilir. Bu durumda veriye
erisme, isleme ve saklama yoOniinden insana kiyasla iistiin becerileri olan bilgisayarlar,

rassallik illiizyonunun altinda yatan etkenleri ortaya koyabilirler.

Finans alanina doniiliirse rassal etkenler igeren gelecegi dngoérmek miimkiin olmasa
da 6ngori performansini artiran teknikler mevcuttur. Gegmiste yasanan benzer durumlarla
karsilastirma, mevsimsellik analizi, mevcut egilimlerin gozlenmesi, toplum psikolojisi
analizi ve istatiksel analizler bu tekniklere 6rnektir. Ayni hava durumu analizlerinin nem,
basing, rlizgar gibi faktdrler hakkinda sahip oldugu veriler ile 6ngorii yapabilmesi ve kesinlik
igermese de biiyiik 6l¢iide dogru kabul edilmesi gibi bu tez finans alaninda da piyasaya agik
olan veriler analiz edilerek ongorii ¢ikarimlari igin kullanilabilecegi diisiincesi iizerine

kuruludur.

Piyasaya acik ve hatta acik olmayan verilerin arbitraj yaratma amaci ile kullanilmasi
konusu, Eugine Fama’nin etkin piyasalar hipotezince miimkiin degildir. Etkin piyasalar
hipotezi ekonomi alaninda ampirik veriler ile en fazla desteklenen hipotezlerdendir. Hipotez,
gecmis ¢alismalarca New York ve Amerika Menkul Kiymetler Borsasi, Avustralya, Ingiltere
ve Almanya gibi diinyanin en biiyiik borsalarinda test edilmis ve biiyiikk c¢ogunlukla
onaylanmistir. Fakat belirtilen hipotez etkinlik seviyesinin maksimum oldugu teorik bir
piyasa i¢in gecerlidir. Gergcek piyasalarda etkinlik seviyesince bilginin fiyata yansimasi,
spekiilasyon ve benzeri sebeplerden otiirli gecikir ve kisa siireli de olsa bir arbitraj yaratilmis
olur. Unutulmamalidir ki, etkin piyasalar hipotezi 1970’te one siiriilmiistiir ve gegen yarim
asirhik siire iginde hem finansal enstriimanlar hem de telekomiinikasyon ve bilgisayar
alanindaki gelismeler ile yatirim yapma islemi bir¢ok degisiklikten ge¢mis, bu siire zarfinda
hipotezin One siirdiigii kosullarin saglanmadigi durumlar goriilmiistiir. Hipotezin One
stirdiigii gibi tlim firmalar hakkindaki bilgilerin seffaf ve verimli bir sekilde halka agik
olmas1 durumunda Enron, MCI WorldCOM ve Lehman Brothers gibi bir gecede 60 milyar
dolar tizerinde deger kayiplarimin yasanmasi miimkiin olmazdi. Hipotez ayni zamanda
yatirimcilarin mantikli oldugu ve riske uyarlanmis doniisler bekledigini varsaymaktadir
ancak firma ismi ve biyiikligii gibi sebeplerle duygular ile hareket eden “mantiksiz”
yatirimcilar piyasada aktiftir. Son olarak Warren Buffet, George Soros, Peter Lync gibi
ornekler incelediginde devamli olarak piyasa ortalamasinin {izerinde getiri saglayan
yatirrmlar yapmanin miimkiin oldugu goriilmektedir. Bu motivasyon ile bu tez piyasa

gelecegi ekin olarak tahmin edebilecek bir sistem tasarlama ve test etme amacindadir.



Alim — satim, riskten korunma, yatirim gibi alanlarda karar almak i¢in matematiksel
finans, sayisal yontemler ve bilgisayar simiilasyonlarina dayanan ve bu kararlarin risk
yonetimini kolaylastiran disipline kompiitasyonel finans (computational finance) veya mali
miihendislik (financial engineering) denmektedir. Cok sayida degisken, girdi ve ¢iktilarin
oldugu bu mali sistemlerde bilgisayarlarin hesaplama hizi, hafiza genisligi ve matematiksel
keskinlikleri uzun zamandir finans alanindaki arastirmacilar tarafindan belirli finansal
araclarin yarattig1 riski etkin olarak hesaplamak i¢in kullanilmaktadir. Kompiitasyonel
finans yontemleri; yatirim bankaciligi, kurumsal stratejik planlama, menkul kiymet ticareti

ve finansal risk yonetimi gibi alanlarda sik¢a goriiliir.

Son yillarda 6n plana ¢ikan yapay zeka alanm1 kompiitasyonel finans i¢in uygun
yontemler sunmaktadir. Yapay zeka alani1 ve sundugu yontemler finans alanina kiyasla yeni
yontemler olduklar1 i¢in uygulamalar1 heniiz birgok disiplinde kullanilmaya baslanmamis
veya yiiksek performans evresine ge¢memistir. Finans alaninda yapay zeka Ongoriileri
tizerine yapilan galismalar incelendiginde Lee, C. M., & Ko, C. N. (2009) “Time Series
Prediction using RBF Neural Netwoks with nonlinear time-varying evolution PSO
algorithm”, Yan, X. B., Wang, Z., Yu, S. H., & Li, Y. J. (2005). “Time Series Forecasting
with RBF Neural Network”, Marcek, D., Marcek, M., & Babel, J. (2009). “Granular RBF
NN Approach and statistical Methods Applied to Modelling and Forecasting High
Frequency Data”, Cao, L.J., & Tay, F. E. H. (2003). “Support Vector Machine with
Adaptive Parameters in Financial Time Series Forecasting. IEEE Transactions on Neural
Networks”, Enke, D., & Thawornwong, S. (2005). “The Use of Old Data Mining and Neural
Networks for Forecasting Stock Markets Returns.”, Theofilatos, K., etal. (2012).
“Modelling and Trading the DJIA Financial Index Using Neural Nnetworks Pptimized with
Adaptive Evolutionary Algorithms” gibi 6ne ¢ikan caligmalarin son 20 yilda yapilmis

olduklar1 goriilmektedir.

Taylor’cu bir yaklasim izleyen bu tez, “en uygun yontem” ve “en uygun c¢alisan”
secme arayist icin farkli bilgisayar donanimlari ve farkli yapay zeka algoritmalar
denemistir. Kullanilan algoritmalar ilerleyen bdliimlerde detayli olarak agiklanmigtir.
Bilgisayar donanimi baglaminda oncelikle ev bilgisayar1 ve kuvvetli bir grafik islemcisi ile
programlar denenmis fakat donanimsal yetersizlikler sebebi ile efektif sonug¢ alinamamustir.
Sonrasinda Microsoft Azure servisi ile bir sunucu kiralanmis, ¢alisma bu sunucu lizerinde

tamamlanmuistir.



Belirtilen algoritma analizlerinin etkili olabilmeleri i¢in ne kadar siirede
tamamlanabildikleri 6nemli bir kriterdir. Bir giin sonraki piyasa durumunu %80 dogruluk
payiyla tahmin etmek icin iki giin harcayan bir analistin sonuglari, analizler dogru olsa bile
kullanilamaz. Bu durumda %60 dogruluk pay1 ile bir saatte sonuglari ¢ikaran bir yontem ¢ok
daha kullanish olacaktir. Piyasalarin devamli veri iiretmesi, fiyatlari etkileyen etkenlerin
sayica fazlaligi, bu Ongoriiler i¢in kullanilabilecek veri setlerinin karmagik ve dinamik
olmasini saglar. Bu etkenler sonsuz farkli analiz yontemi ortaya ¢ikabilecegi anlamini tagir
ve bu sebeple tek bir yontemin piyasada devamli en yiiksek performansi gostermesi olasi
degildir. Bu durumda piyasa tahminleri bir karmasiklik problemi olarak tanimlanabilir, karli
firsatlar yakalama yoniinde %100 dogru bir cevap arayisinda degil etkin olabilecek bir
siirede en verimli ¢oziimii iiretmek hedefindedir. Calismada kullanilan tiim algoritmalar bir

saatin altinda sonu¢ vermektedir.

Finans sektoriinde yapay zeka kullanimu ile ilgili yabanci kaynaklarda bir¢cok ¢aligma
olmasima ragmen konu hakkinda Tiirkiye’de yapilmis akademik ¢alisma sayist noksanligi
gbze carpmaktadir. Bu eksigin doldurulmasina katki yapmak amacinda olan bu tez, istanbul
Menkul Kiymetler borsasi verileri lizerine farkli makine 6grenmesi teknikleri kullanarak
Ongorii yapan sistemlerin isleme sekli, tasarimi ve performans analizlerini igerir. Bu tez
belirtilen sorunun karmasik dogasini ele almak ve yapay zeka alaninin sundugu 6ngorii
yontemlerinin finans alaninda gosterecegi performansi incelemek i¢in finans ve bilgisayar

miihendisligi bilimlerini i¢eren disiplinler arasi bir yaklagim ele almaktadir.

Tezin birinci bdliimii, yapilan ¢alisma ile ilgili olan finans teoremlerini icerir. Ikinci
boliimde belirtilen yapay zeka algoritmalarinin ¢alismasi i¢in gerekli olan matematik ve
bilgisayar miihendisligi teoremleri agiklanmustir. Ugiincii béliimde yazilan algoritmalar,
algoritmalarin se¢ilme sebepleri ve matematiksel formiilleri ile agiklanmigtir. Dordiincii
bolimde bu yedi algoritma BIST30 verileri ile egitilmis, tiim algoritmalarca belirli sayilarda
ileri tarih giinliik verileri tahmin edilmis ve bu sonuglar gergek veriler ile kiyaslanarak
sonuglar sunulmustur. Besinci ve son boliimde ise sonuglar yorumlanmis ve bu ¢alismanin

otesinde gerceklestirilebilecek uygulamalar i¢in bulgu ve oneriler belirtilmistir.



BOLUM I. FINANSAL TEOREMLER

Bu béliimde ¢alismayla iliskili finansal teoremler sunulmustur. Oncelikle halka agik
verilerin kar etme amaci ile kullanilmasi konusunda Eugine Fama’nin “Etkin Piyasalar
Hipotezi” incelenmistir. Sonrasinda piyasadaki hareketleri dngdérme hedefinin basarisiz
olacagini savunan Louis Bachelier’in “Rassal Yiiriiyiis Hipotezi” sunulmustur. Son olarak
calisma icin kullanilan veri seti bir finansal zaman serisi oldugu i¢in zaman serileri

agiklanmustir.

1.1 Piyasa Etkinligi Kavram

Piyasa etkinligi bir piyasada yer alan varliklarin fiyatlarinin elde edilebilir tiim bilgileri
yansitmasi olarak tanimlanir. Piyasa etkinligi; faaliyet etkinligi, kaynak dagilimi etkinligi ve

bilgi etkinligi olarak ii¢ farkl tiire ayrilir.

Faaliyet etkinligi piyasadaki fon arz ve taleplerinin minimum maliyetle isleme alinmasini
icerir. Maliyet ne kadar disiik ise faaliyet etkinligi o kadar yiiksektir. Kaynak dagilimi
etkinligi piyasadaki kaynaklarin ideal dagitimidir. Kaynaklarin talebin en yiiksek oldugu mal
ve hizmetlerin tiretiminde kullanilma etkinligidir. Kaynaklar talep edilen mal ve hizmetler
icin ne kadar fazla kullaniliyorsa etkinlik kaynak dagilim1 etkinligi o kadar ytiksektir. Son
olarak bilgi etkinligi, piyasadaki fiyatlarin piyasada bulunan bilginin ne kadarin1 yansittig1
durumudur. Fiyatlar piyasadaki bilgileri ne kadar yansitiyorsa bilgi etkinligi o kadar
yiiksektir. Etkin piyasalar hipotezindeki etkin kavrami bilgi etkinligini ifade etmektedir.
Etkinlik seviyesi yiiksek bir markette fiyatlar piyasadaki bilgiyi icermis olacagindan,
herhangi bir yatirimc1 herhangi bir bilgiyi kullanarak {stiin bir getiri saglayamamalidir.

(Fama , 1970)

Bir menkul kiymet piyasasinin etkinligi, asagida belirtilen kosullara baglidir:

e Fiyatlar mevcut tiim bilgilerin kullanilmasiyla olusan piyasa dengesini
yansitmalidir
e Fiyatlar hemen ya da ¢ok az gecikme ile, tarafsiz olarak yeni bilgi girisine verilen

tepkiyi yansitmalidir.



Fiyatlarin bilgi girisini dogru olarak yansitmasi, varliklari borsada islem goren firmalara ait
bilgileri toplayip analiz edecek ve yorumlayacak profesyonel bir yatirimeci gurubunun
varligina baghdir. Bu profesyoneller piyasayi takip ederek bilgi girisinin fiyatlara tam ve

aninda yansimasi saglamaktadirlar. (Fama, 1970) (Karan, 2001) (Bayraktar, 2012)

1.2 Etkin Piyasalar Hipotezi

Etkin piyasalar hipotezi Nobel 6diillii Amerikali ekonomist Eugene Fama tarafindan
1970 yilinda doktora tezi olarak gelistirilmistir. Piyasalarda gerceklesen fiyat hareketlerinin
rastlantisal oldugu, tesadiifi bir dagilim gosterdiklerini ve bu sebeple dnceden tahmin
edilemeyecekleri diisiincesi bu hipotez ile birlikte literatiire girmis olsa da hipotezin altindaki
felsefe ¢ok daha eskiye dayanir. 1565 yilinda italyan Matematik¢i Girolamo Cardano, Sans
Oyunlari Kitabi (Liber de Ludo Aleae” isimli ¢alismasinda “Kumar oyunlariin temel kurali
en basit anlamda esit kosullardir (Rakip, seyirci, kullanilan para, zar, zar kutusu vs). Bu esit
kosullardan sasilmasi durumunda rakibin lehine bir durumsa aptallik, kendi lehinize bir
durumsa adaletsizlik yapilmaktadir.” demistir. 1900 yilinda Fransiz matematik¢i Louis
Bachelier’in ¢alismalarinda etkin piyasalar bir martingale sistemi olarak tanimlanmuistir.
1949 yilinda Holbrook Working ideal bir piyasada hi¢ kimsenin basarili olarak gelecek
fiyatlar1 tahmin edemeyecegini gostermistir. (Gun & Bernard, 2011)

Eugene Fama’ya gore etkin piyasa, “genis ve rasyonel bir yatirnmer kitlesinin kar
maksimizasyonu i¢in birbirleri ile rekabet halinde oldugu, bilginin herkes tarafindan kolay
ulagilabilir oldugu piyasa kosullar1” olarak tanimlanmaktadir. (Fama , 1970) Burada 6nemli
noktalar bilginin herkese agik olmasi ve bu sebeple fiyatlarin tamamen bu bilgiyi igerdigi
onermesidir. Etkin piyasalar hipotezi piyasadaki tiim bilginin hisse senetlerinin fiyatlar
icine dahil edildigini, hisse senetlerinin gergek degerlerini yansittigini, yani degerinden az
ya da fazla fiyattan islem gérmediklerini, bu kosullarda yatirimcilarin piyasa ortalamasinin
tizerinde getiri elde edemeyeceklerini savunmaktadir. Bu tanimin bir sonucu olarak piyasada
faaliyet gosteren higbir yatirirmcinin bu bilgileri kullanarak ortalamanin tizerinde bir getiri
elde etme sans1 yoktur. Hisse senedi tercihi noktasinda, herhangi bir tercihin ortalamadan
daha iyi bir performans gosterebilme olanagi yoktur. Etkin bir pazarda olusan fiyat, menkul
kiymetin ger¢ek degerinin en iyi tahmini olacagindan piyasada diisiik veya asir1 degerlenmis
menkul kiymet bulmak miimkiin degildir. (Tungel, 2007) Bu durumda temel analiz veya

teknik analiz gibi tekniklerin higbiri kullanigh degildir. Piyasada olusan fiyatlar1 piyasaya



giren bilgi akiginin bir fonksiyonu olarak tanimlayan bu hipotez ii¢ temel varsayimi dogru

kabul etmektedir:

e Yatirimcilar rasyoneldir
e Yatirimcilar eksiksiz bilgiye sahiptir

e Yatirimcilar karlarini maksimize etmeyi beklemektedir.

Borsalarin etkinlik seviyesini 6lgme islemlerinde hisse senedi fiyatlar1 ve getirilerin
davranig1 temel gosterge olarak ele alinmaktadir. Hisse fiyatlariin belirtilen bilgilerin ne
kadarini yansittigi piyasa etkinlik seviyesi olarak nitelendirilir. Etkin piyasalar hipotezince
piyasa etkinligi zayif form, yar1 gii¢lii form ve giiglii form olmak iizere ii¢ kategoride

smiflandirilir.

1.1.1 Zayif Form Piyasa Etkinligi

Zayif etkinlik formunda piyasa fiyatlart tim ilgili gecmis fiyat bilgileri
yansitmaktadir. Yani giincel varlik fiyatlari piyasadaki tiim ge¢mis fiyat bilgilerini igerir. Bu
tiir piyasalarda yatirimcilar yeni bilgilere es zamanl olarak ulasamazlar. Ayrica kamuya
aciklanmamusg bilgilerin belirli piyasa katilimcilar tarafindan 6nceden bilindigi kabul edilir.

Bilgiye erken ulasan yatirimcilar avantajli konumdadir. (Fama , 1970)

Hipotezin en diisiik derecesi olan zayif etkinlik derecesinde ge¢mis bilgiler mevcut
fiyatlarin iginde var oldugu i¢in yatirnmcilar gegmis fiyat hareketlerini kullanarak normalin
iistlinde getiri saglayamazlar. Ge¢mis fiyat verileri ile analiz yaparak gelecek fiyatlari tahmin
etmek miimkiin degildir. Dolayisiyla teknik analiz, zaman serisi ve benzeri analizler
kullanigsizdir. Rastgele davranislar s6z konusu oldugu i¢in belirtilen analizlerin hi¢biri uzun

vadede ¢alismaz. (Karan, 2001) (Fama , 1970)

1.1.2 Yan Giiglii Form Piyasa Etkinligi

Yar giiclii etkinlik formunda piyasa fiyatlart halka agiklanmis tiim bilgileri igcerdigi
kabul edilir. Bir piyasanin yar1 gii¢lii formda etkin oldugunu sdyleyebilmek i¢in hisse senedi
fiyatlar1, gazete makaleleri, yillik mali raporlar, sirket dngoriileri gibi kamuoyuna sunulan,

tiim halka agik bilgiler aninda fiyatlara tarafsiz olarak yansimalidir (Fama, 1970). Bu formda



bilango bilgileri, halka agik bilgiler oldugu i¢in 6nemli rol onarlar. Yar1 giiclii piyasa
etkinligini test etmek i¢in kamuoyuna sunulan bilgiler ile hisse senedi getirileri izlenir. Eger
yatirimcilar siirekli olarak asir1 getiri sagliyorlarsa, bu piyasa kamuoyuna duyurulan bilgiye
gore etkin degildir. Ornek olarak bir piyasadaki hisse senetleri temettii dagitimi
duyurusundan sonra asir1 getiri sagliyorsa o piyasa temettii dagitimi duyurusuna gore yari

giiclii formda etkin degildir. (Karan, 2001)

Yar1 etkin piyasalarda i¢ bilgiye sahip olan yatirimcilarin oncelikli olarak bilgiye
ulagabilmeleri s6z konusudur (inside information). Bilgiye Oncelikli olarak ulasan
kimselerin, kamunun sahip olmadig: bilgileri kullanarak ortalama piyasa getirisi lizerinde

kazang elde etmeleri miimkiindiir. (Fama, 1970)

1.1.3 Giiclii Form Piyasa Etkinligi

Son etkin piyasa formu olan giiclii form piyasa etkinliginde ise fiyatlarin gergek degeri
belirlemekte kullanilabilecek tiim bilgileri yansittigi kabul edilir. Bu durumda profesyonel
portfoy yoneticileri, i¢ bilgi sahipleri ve bunun gibi bilgi sahibi kimseler normalin {izerinde

getiri saglayamazlar. (Fama , 1970)

Giiglii form piyasa etkinliginde fiyatlar yalnizca kamuya agiklanmis bilgileri degil ayni
zamanda makro ve mikro ekonomiye ait tiim bilgileri de igermektedir. igeriden edinilen bilgi
es zamanli olarak tiim yatirnmcilara ulagmaktadir. Bu piyasa kosullarinda yatirimer fiyatlari
kalan iki forma gore daha etkili tahmin edebilir. Dolayisi ile bu etkinlik seviyesine sahip
piyasalarda temel veya teknik analiz yontemleri ile getiri saglanamaz. Asir1 getiri
saglanamamasinin nedeni, kamuya ag¢iklanmis veya agiklanmamis tiim bilgilerin ¢ok hizli
sekilde, tliim yatinmcilara ulasmasi dolayisiyla bu bilgilerin ¢ok hizli olarak fiyatlara

yansimasidir. (Laffont & Maskin, 1990)



1.2 Rassal Yiiriiyiis Hipotezi

Rassal yiiriiylis hipotezi Louis Bachelier tarafindan “Spekiilasyon Teorisi “(Le Theorie
de la Speculation”) isimli doktora tez calismasinda One siiriilmiistiir. Bu calisma ayni
zamanda bir¢ok kaynakta matematiksel finansin dogusu olarak gosterilir. Bugiin “stokastik
analiz” olarak gegen bir¢ok yontem bu calismaya dayanir. Calisma, Brown hareketini
matematiksel bir model haline getirip hisse degerlemesi i¢in kullanir. Calisma finans

alaninda ileri diizey matematik kullanan ilk 6rnektir. (Bachelier, 2007)

Rassal yiiriiylis hipotezi piyasa fiyatlarinin rasgele bir yiiriiyiis izledigini ve bu sebeple
tahmin edilemeyecegini One siirer. Herhangi bir anda piyasadaki herhangi bir varligin
fiyatinin artma olasilig1 ve diisme olasilig1 tam olarak esittir. Burton Marliel’in sozleri ile
“g0zli baglanmis bir maymunun bir gazetenin finans sayfalarina rasgele atacagi dart
oklartyla olusturulan bir portfoy, egitimli uzmanlarin olusturacagi portfoy kadar etkili
olacaktir.” (Malkiel, 1973). Rassal yiiriiyiis hipotezi etkin piyasalar hipotezi ile tutarlidir. iki
hipotez arasindaki temel farklilik, rassal yiirliylis hipotezi fiyatlar rasgele olustugu icin
tahmin edilemeyecegini 6ne stirerken, etkin piyasalar hipotezinin fiyati belirleyen bilgilerin

halihazirda fiyatin i¢inde bulunmasi sebebi ile tahmin i¢in ise yaramaz olmasidir.

Rassal yiiriiyiis finansal teorinin disinda birgok farkli bilim dalindaki ¢alismalarda da
goriilmektedir. 1880 yilinda Lord Rayleigh ses dalgalarinin heterojen materyaller i¢inde
gosterdikleri dagilimi incelerken kullanmistir. 1905 yilinda Karl Pearson’un bir ormani isgal
eden sivrisinekleri modelleyen calismasinda her seferinde rasgele secilen bir yonde “n”
birim ilerleyen sineklerin “n” adim sonrasinda ne kadar uzaga gidebilecegini rassal yiiriiyiis
ile gostermistir. Albert Einstein gaz molekiillerinin ¢arpismasi sonucu izledigi yollar ve
Brown hareketi ¢alismasinda yine rassal yiirliylis modelini kullanmistir. (Rycroft & Bazant,
2005)
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1.3 Zaman Serileri

Zaman serileri, kronolojik olarak siralanan veri dizileridir. Veri satirlart periyodik bir
dongii ile siralanir. Belirtilen periyod saat, giin, ay, yil gibi farkli degerler olabilir. Onemli
olan esit araliklar kullanilmasidir. Zaman serileri sayisal olarak ifade edilebilecek olaylar ve
islemlerin bir zaman etiketi ile iliskilendirildigi veri setleri olarak da tanimlanabilir. (George

E. P. Box, 2015)

Genel olarak zaman serisi, T Orneklem biytkliigii olmak tizere z, t= 1, 2, ..., T
biciminde gosterilir. Buna gore ilk gbzlemlenen veri Zi; ikinci gézlemlenen veri Zz; son
gozlemlenen veri Zt ile ifade edilir. Matematiksel olarak bakildiginda bir zaman serisi “t”
zamanina bagli bir veri seti olarak t: {y(to),y(t1),"--y(tk),--} seklinde tanimlanabilir. Bu
serinin herhangi bir eleman1 bagimsiz bir degiskene bagl bir fonksiyon ve zaman degeri

olarak belirtilebilir: y(t) = f(a,b,c....n,t). (Taylor, 2008)

Zaman serileri, gdzlem kiimesince temsil edilen gercegin anlasilmasi ve zaman
serisindeki degiskenlerin gelecekteki degerlerinin dogru bir sekilde tahmin edilmesi amaci

ile kullanilir. Zaman serileri dort farkli bilesenden olusur:

e Trend Bileseni: Zaman serilerinin uzun siire sonucunda gosterdikleri kararl
durumdur. Zaman serileri uzun donem agisindan kararli algalma, ylikselme veya
sabit kalma egilimine sahiptir.

e Mevsimsel Bilesen: Zaman serileri agisindan kullanilan veriler donemler arasi
farklilik gosterir. Zaman serilerinde goriilen mevsimsel degismeleri ifade eder.

e Konjonktiirel Bilesen: Bir yildan fazla siiren ve uzunlugu sabit kalmayan ve
genellikle konjonktiirel dalgalanmalarin etkisinden dolay1 bir¢ok degiskende
goriilen dalgalanmalardir.

e Rassal Bilesen: Kalan bilesenler tarafindan aciklanamayan oynamalarin

olusturdugu bilesendir.
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Zaman i¢inde siirekli olarak kaydedilebilen verilere sahip serilere siirekli zaman serileri,
sadece belli araliklarda elde edilebilen verilere sahip serilere de kesikli zaman serileri ad1
verilmektedir. Elektrik sinyalleri, voltaj, ses titresimleri gibi miihendislik alanlarina ait
seriler siirekli zaman serileri iken; faiz orani, satig hacmi, iiretim miktar1 gibi iktisadi seriler

kesikli zaman serileridir. Finans alaninda inceledigimiz seriler kesikli zaman serileridir.
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BOLUM II. MATEMATIK VE BILGISAYAR BiLIMLERI
TEOREMLERI

Bu bolimde calismayla ilgili matematik ve bilgisayar bilimleri teoremleri
sunulmustur. Oncelikle bilgisayar bilimleri i¢inde yapay zeka konusunun ¢ikisini incelemek
i¢cin yapay zeka tarihi incelenmistir. Sonrasinda ¢alismada kullanilan, yapay zekanin bir alt
dali olan “makine Ogrenmesi” konusu agiklanmig, son olarak makine Ogrenmesi
gerceklestirebilmek igin bilgisayarin kullandigi temel mantik ve olasilik teoremleri

gosterilmistir.

2.1 Yapay Zeka Tarihi

Yapay zeka 1950’lerden beri calisilan bilgisayar bilimleri alaninin en karmasik
konularindan biridir. Yapay zeka, bilgisayarlarin insan dilini anlamasindan satrang gibi
oyunlarda hamle hesaplamalarina, patern yakalama tekniklerinden el yazisi okuma

sistemlerine ¢ok genis bir kapsama sahiptir.

“Yapay Zeka” terimi ilk kez 1956 yilinda John McCarthy tarafindan konu hakkindaki
bir akademik konferansta kullanilmistir. Fakat makinelerin diisiinmesi konsepti bundan da
onceki ¢alismalara dayanir. Vannevar Bush’un 1945°te yayimladig1 “As We May Think”
isimli ¢aligmasi insan zeka ve algisin1 kuvvetlendiren yardimer sistemleri barindirir. 5 yil
sonrasinda yapay zeka’nin énemli isimlerinden Alan Turing insanlari taklit eden ve satrang
gibi insan zekasi gerektiren oyunlarda karar alabilen makinelerden bahsetmistir. (Smith,

McGuire, & Huang, The History of Artificial Intelligence, 2006)

Yapay zeka son 60 yi1l i¢inde arama algoritmalari, makine 6grenmesi algoritmalar1 ve
dil analizi gibi onlarca alt dal ¢ikarmigtir. Ote yandan yapay zeka alaninda ortaya ¢ikan
bircok gelisme c¢ogu insan tarafindan fark edilmemektedir. Yapay zeka insanlarin
beklediginin aksine konusan makinalar veya Mars’a uzay gemisi gondermekten ¢ok; kisiye

0zel pazarlama, arama motorlar1 gibi fark edilmeyen islevlerde kullanilir. (Adams, 2004)

13



2.1.2 Turing Testi

Yapay zeka arastirmalarinin merkezinde, Alan Turing tarafindan ortaya siiriilen
Turing Testi bulunur. 1950 yilinda Ingiliz matematisyen Alan Turing’in yayimladigi
“Computing Machinery and Intelligence” makalesi insandan ayirt edilemeyecek bir yapay
zeka konseptini ortaya siirmiistiir. Bu konseptin “Yapay zeka” ismini almasi ise John
McCarthy’nin ¢alismalarina dayanir. Makalelerin arastirma konusu makinelerin diisiiniip
diisiinemeyecegidir. Turing, bu soruya bir cevap bulabilmek icin basit bir test dne siirer.
“Imitasyon oyunu” olarak ta bilinen bu test pragmatik bir yaklasimda bulunur: Bir isin
makine tarafindan mi1 insan tarafindan mi1 yapildigi bilinemedigi noktada makine testi gecmis

sayilir. (Smith, Ting Huang, Yang, & McGuire, 2006)

Turing’in testi aslinda bir erkek, bir kadin ve sorgulama yapan bir ti¢lincii kisiyi
barindiran bir oyuna dayanir. Sorgulama yapan kiginin amaci hangi kisinin bay, hangi kisinin
bayan oldugunu bulabilmektir. Sorgulama yapan kisi, karsisindaki kisinin cinsiyetini onu
gormeden, fakat ses tonu veya el yazisi gibi ¢iktilar1 kullanarak tahmin edebilir. Turing
testinde ise bu testte kullanilan bay veya bayan bir makine ile degistirilir. Sorgulama yapan
kisi ise bay / bayan tahmini yerine insan / makine tahmini yapar. Testin detaylar1 su
sekildedir. Oncelikle sorgulama yapan kisi karsisinda bir insan ve bir makine oldugunu bilir.
Test, bilgisayarin genel diinyada insan olarak kabul edilecek bir zeka goOstermesini
gerektirmez, testin amac1 yalnizca siipheli bir insam kandirabilmektir. ikincil olarak test
fiziksel ozelliklerden bagimsizdir. Sorgulayict ve karsisindaki kisiler arasindaki iletisim
tamamen yazili olarak yapilir ve insan veya makine tarafindan gelen yazi aynidir (El yazisi
vs. gibi bir yontem izlendigi i¢in insandir denemez, yazi sekli tamamen aymidir. Yazinin
icerigi onemlidir.) Test bir problem ¢6zme ya da sanat eseri iiretme gibi komplike bir hedef
icermez. Basitge sorgulayici iki taraf ile de giinliik basit bir konusma yapar. Eger bir insan,
konustugu bir makinay1 baska bir insan zannediyor ise Turing i¢in bu makine diisiinme

yetkisi gosterecek kadar zekidir. (Saygin, Cicekli, & Akman, 2000)

Turing Testinin yapisi ayn1 zamanda bir¢cok korkutucu senaryoya ev sahipligi yapar.
“Zeki Makine” testi gegen makine olarak tanimlanirken, insanlar tarafindan sinandigin fark
eden ve bilerek testi gegememeyi tercih eden bir yapay zeka da olasidir. Bu durumda karar
asamasinda tip 2 hata (True Negative) yapildig1 sdylenebilir ve testi gegemeyen makinenin

zekasinin testin dtesinde olmasi durumu felsefi olarak sorgulanabilir.
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2.2 Makine Ogrenmesi

Makine 6grenmesi nedir? Ya da bir diger deyis ile bilgisayarlar nasil 6grenir? Her
kavramda oldugu gibi makine 6grenmesinin tanimi hakkinda da birgok goriis bulunmaktadir.
Makine Ogrenmesi, bu is i¢in kullanilan donanim {riinlerini tireten NVIDIA firmasi
tarafindan “Verileri ayristirmak, onlardan 6grenmek ve ardindan diinyadaki bir durum
hakkinda bir belirleme veya tahmin yapmak i¢in algoritmalar kullanma iglemi” olarak,
Stanford Universitesi tarafindan “Bilgisayarlara sabit kurallar ile programlanmadan karar
alma yetkisi kazandirma bilimi”, Amerikan danismanlik firmas1 Mckinsey & Co tarafindan
“Kural tabanli programlama olmadan veriden 6grenme saglayan algoritmalar.”, Carnegie
Mellon Universitesi tarafindan ise “ Tiim 6grenme islemine etki eden yasalar1 arastiran ve
kazandig1 tecriibe ile otomatik olarak gelisen algoritmalar1 inceleyen bilgisayar bilimi”
olarak tamimlamr. Bu tamimlardaki 6nemli noktalar1 birlestirerek “Makine Ogrenmesi,
bilgisayarlarin insan gibi 6grenme ve davranmalari i¢in, gozlem ve gercek diinya etkilesimi
verileri ile besleyerek ve Ozerk bir sekilde performanslarini zaman iginde gelistirmelerini

saglama bilimidir” denilebilir.

Makine Ogrenmesi yedi adimdan olusan bir islem olarak agiklanabilir. Aslinda
kullanilan yéntem insanlarm araba kullanmay1 6grenmesine benzer. Oncelikle kontrollii bir
ortamda (gerekirse hata yaparak) bir siire kisiye araba kullanma egitimi verilir. Yeterli
tecriibe kazanildiginda yeterlilik i¢in sinav yapilir. Sinavi gecen 6grenci ehliyet almaya hak
kazanir ve sonrasinda daha fazla tecriibe kazandik¢a araba kullanma yetisi artar.
Bilgisayarlar i¢in kullanilan yedi adim, bu calismada uygulandigi sekilde asagida

aciklanmugtir:

. Veri Toplama: Bilgisayarin 68renebilecegi verileri toplama islemidir. Calisma i¢in Prof. Dr.
Giiray Kiiciikkocaoglu tarafindan saglanan 2006 — 2016 aras1 yaganmig BIST30 verileri
kullanilmistir.

. Veri Hazirlama: Giincellik ve verilerin temizligi anlaminda en uygun araligin 2014-2016
arali1 olmasi sebebi ile bu aralik secilmistir. Finans verilerinde hazirlik asamasi karmasik

degildir. Fakat siniflandirma amagcli kullanilan algoritmalar i¢in bu boliim ¢ok énemlidir.
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Orneklem &zellikleri: Orneklemin adil segilmis olmas1 6nemlidir. Oniindeki resimdeki
kisinin kadin m1 erkek mi oldugunu 6grenen bir algoritma verdiginiz veri kiimesi %90 kadin
%10 erkek verilerinden olusur ise dogal olarak bu kisinin yiiksek ihtimalle kadin oldugunu
diistinecektir. Bu baglamda algoritmaya verilen iki orneklem kiimesini esit tutmak

onemlidir. Siradaki adimda elimizdeki veri ikiye ayrilir:

Ogrenme Verisi: Ogrenme islemi igin bilgisayara verilen veri kiimesi. Tez kapsaminda

Ogrenme verisi yiizdeleri %80, %90, ve %99 olarak kullanilmistir.

Degerlendirme Verisi: Ogrenme performansii 6lgmek igin bilgisayara daha once
verilmemis degerlerden olusan veri kiimesi. Tez kapsaminda degerlendirme verisi yiizdeleri

%20, %10 ve %1 olarak kullanilmistir.

. Model Se¢me: Elimizdeki orneklerden hangi verileri alip kullanacagimiza karar verilen
boliimdiir. Erkek / kadin siniflandirmas1 6rneginde adem elmasi, sakal, biyik varligi gibi
Ozellikler model i¢in 6nemli olabilir. Finansal zaman serilerinde ise kullanilan model
regresyon algoritmasidir. Bu c¢alismada kullanilan modeller dogrusal regresyon, Bayes
dogrusal regresyon, karar agaci regresyonu, destekli karar ormani regresyonu, hizli orman

yiizdelik regresyonu, noral ag regresyonu ve Poisson regresyonudur.

Ogretme: Bilgisayarin 6niindeki 6rnegin ne oldugunu 6grendigi adimdir. Erkek / kadm
orneginde cinsiyet, finansal zaman serilerinde ise fiyatlar 6gretilir. Bilgisayar 6grenebilmek
icin elindeki verileri kullanarak bir karar dogrusu / egrisi (modele gore) yaratir. Her 6rnek
icin bu dogru / egriyi giinceller. Sonrasinda bu test verileri matris seklinde kullanilarak
agirlik (weight) ve kayma (bias) degerleri iiretilir. Erkek / kadin 6rneginde sa¢ uzunlugu
verisinin etki agirligi %10, sakal varligi verisinin agirhigr %90 olabilir. Finansal zaman
serilerinde ise spesifik bir hisse tahminlerimiz i¢in kalan hisselerden daha énemli olabilir.
Belirtilen agirlik ve kayma degerleri baslangigta rasgele secilir. Her yeni drnek ile agirlik ve
kayma degerleri giincellenir. Bu igleme “6grenme dongiisii” denir. Bu dongii ne kadar fazla
yapilirsa o kadar fazla veride 6grenme islemi gergeklestirilir ve performans o kadar yiikselir.
Bu durum bir doyum noktasina ulasana kadar siirer. Doyum noktasina ulastiktan sonra ise
asir1 0grenme “over-fitting” denilen durum ortaya ¢ikar, ve algoritma olmayan kalip ve

ozellikler bulmaya zorlanacagi i¢in performans diiser.
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5. Degerlendirme

Ogretme islemi bittikten sonra algoritmanin performansi degerlendirme verileri ile test
edilir. Degerlendirme boliimiinde kullanilan veriler 6gretme boliimiinde kullanilmamais

olmalidir. 2. Adimda ayrilan veriler bu boliimde kullanilir.

6. Parametre Ayarlamasi

Degerlendirme bdliimiinde elde ettigimiz sonug, tamamen model segmede kullandigimiz
parametrelere baghdir. Degerlendirme evresinden sonra istenilen performans seviyelerine

ulagmak i¢in parametrelerde ayarlama yapmak gerekebilir.

7. Tahmin (Prediction)

Tiim egitim adimlar1 tamamlandiktan sonra bilgisayar oniine gelen gercek diinya 6rnekleri

tizerinde tahmin yapmaya hazirdir.

Bilgisayarlarda 6grenme, gozetimli 6grenme (supervised learning) ve gozetimsiz
ogrenme (unsupervised learning) olarak ikiye ayrilir. Gozetimli 68renmede elinizdeki
verilerin hangi ¢iktiy1 verdigini bilgisi belirtilir. Ornek olarak fotografta araba olan resimleri
bulmaya calisan bir algoritmaya verdiginiz 6grenme verisinde hangi fotograflarda araba var,
hangilerinde yok bilgisi islemis ise bu gozetimli 6grenme olur. G6zetimsiz 6grenmede ise
eldeki verilerin 6zelliklerine gore demetleme (clustering) islemi yapilir ve belirli gruplar
olusturulur. Bu yontem ile aym1 6rnek diigiiniiliirse bilgisayar hangi grupta araba fotografi
oldugunu bilmeyecektir, fakat siz ona bir resim verdiginizde ona benzeyen (ayni kiimede
bulunan) bir fotograf sunabilir. (Alpaydin, 2020) Finans alaninin sundugu veri seti ve
hedeflenen yatirim kriterleri gdzetimsiz 6grenme yontemleri i¢in daha uygundur. Veri seti
analizlerinde zaman serileri algoritmalara verilecek ve cikarimlarin otomatik yapilmasi

beklenecektir.

Makine 6grenmesi i¢in kullanilan modeller, belirli mantik ve olasilik teoremleri
tizerine kuruludur. Bu sebeple siradaki bolimde gerekli olan mantik ve olasilik teoremleri

incelenmistir.
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2.3 Mantiksal Cebir

Yapist alcak gerilim ve yliksek gerilim sinyallerine dayanan bilgisayarlarda mantik,
sinyalin varlig1 ve yokluguna dayanir. Mantiksal cebir ya da boolean matematigi, sayisal
devrelerin ¢ikis ifadelerinin giris degiskenleri cinsinden ifade edilmesi ve elde edilen

ifadenin en basit haline ulagmasi i¢in kullanilir.

Mantiksal cebirde kullanilan degiskenler veya fonksiyonlar Sayisal iki farkli deger
alabilir. Bu degerler 1 veya 0 olacaktir. Degiskenlerin veya fonksiyonlarin aldig1 bu degerler
sayisal devrelerde eger “1” ise yiiksek gerilim seviyesi, “0” ise alcak gerilim seviyesini
gosterecektir. Bilgisayarlarin temel ¢alisma mantig1 bu “0” ve “1” ler temeline dayanir.
Yapay zekanin temeli de mantik ve olasilik hesaplarina dayandigi igin farkli mantik tiirleri

incelenmistir.

Mantiksal cebir 3 kanun iizerine insa edilmistir. Bu kanunlar; yer degistirme kanunu,
birlesme kanunu ve dagilma kanunudur. Bu o6zellikler “De Morgan™ kanunlar1 olarak ta

bilinir. (Cornish & Fowler, 1977)

2.3.1 Onermeli Mantik (Propositional Logic)

Onermeli mantik, matematik ve matematiksel mantigin ilk konusu sayilabilir.
Onermeli mantik olmadan ileri diizey matematiksel mantik miimkiin olamaz. Felsefi mantik
calismalarinda da karsilasilan 6nermeli mantigin tarihi, M.O. 384 yilinda Aristotle’nin
caligmalarina dayanir. Aristotle’nin meta fizik ¢alismalarinda bugiin yasa kabul edilen
“liclinci halin imkansizlig1 yasas1” ve “celiski yasas1” goriilmektedir. Bu iki yasa “her
Oonerme dogru ya da yanlis olmak zorundadir” ve “hi¢bir 6nerme ayni anda hem dogru hem
yanlis olamaz” olarak tanimlanabilir. (Rescher, 1964) Onermeli mantik ile ilgili en énemli
calimalar ise Augustus DeMorgan ve George Boole’nin 19. Yiizyildaki ¢alismalaridir.
Bilgisayarlar icin cok 6nemli olan, matematiksel olarak mantikta dogrulugun “1” yanlhishgin
ise “0” olarak tanimlanmasi ve konuya ayni zamanda “Boolean Matematigi” denmesinin
George Boole’nin ¢alismalarindan kaynaklanirken, yine matematikte sik¢a karsimiza ¢ikan
ve mantikta da uygulanan birlesme ve dagilma kanunu gibi kanunlar DeMorgan’in tirtintidiir.

(DeMorgan, 1847) (Burris, 2019)
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Onerme, belli bir durumda dogru veya yanlis denebilen ciimledir. Matematik, mantik
ve felsefede sik¢a kullanilir. Ornegin, ‘Her saymin tersi vardir’ ciimlesi, bir dSnermedir ve bu

onerme,

Pozitif dogal sayilar (N+) yapisinda dogru,

Tam sayilar (Z) yapisinda yanlis,

Dogal sayilar (N) yapisinda yanlis,

Negatif irrasyonel sayilar (Q-) yapisinda dogrudur.

Dogru ve yanlis, dogruluk degerleridir. Dogru dogruluk degeri 1; yanlis dogruluk

degeri de 0 olarak gdsterilir.

2.3.2 Birinci Derece Mantik (First Order Logic)

Birincil derece mantik, bilgisayar bilimlerinin de aralarinda bulundugu, basta felsefe
olmak tizere, matematik ve dilbilim gibi farkli alanlarda kullanilan bir mantik modelidir.
Birinci derece mantik, mantiksal olmayan nesneler lizerinde niceliksel degiskenler kullanir.
Birinci derece mantik ve dnermeli mantik arasindaki temel fark birinci derece mantigin
niceleyici ve iligkiler kullanmasidir. Buradaki fikir, daha kompakt bilgi sunumlar1 saglamak

icin degiskenleri kullanmaktir. (Sowa, 2000)

Birinci derece mantigin, mantik alaninda kendi basina bir alan olmasi, Pierce’nin
1885°teki ¢alismalarina dayanir. Fakat Hilbert’in 1917 yilindaki dersleri, birinci derece
mantig1 yiiksek dereceli mantiklardan ayirmasi sebebi ile kilavuz kabul edilir. (Ewald, 2019)
Birinci dereceden mantik yalnizca bireyler arasinda degisen degiskenleri kullanirken; ikinci
ve daha iist dereceden mantik bu degiskenlerin yani sira bireyler arasinda degisen ek

degiskenlere de sahiptir.
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Birinci derece mantik, skolastik mantiktan gelistigi i¢in ayni dort sesli harf ile

gosterilen dort basit onerme tiiriinii icerir:

A: Evrensel Dogruluk: “Her x bir y’dir.”

I: Ozel Dogrulayici: “En az bir x, y’dir.”

E: Evrensel Yanlishik: “Higbir x y degildir.”
O: Ozel Yanlislayici: “En az bir x y degildir.”

Bu 6zellikleri kullanarak Aristotle’nin dérneklerinden bir ¢ikarim:

- Tiim genis yaprakli bitkiler yaprak doker
- Tlim asma bitkileri genis yapraklidir
- Sonug olarak tiim asma bitkileri yaprak doker

Kokeni binlerce yi1l dncesine dayanan bu skolastik mantigin giiniimiiz matematik ve
mantiginda kullanilan modern sembollere déniismesi ise Italyan matematisyen Giuseppe
Peano’nun ¢alismalarina dayanir. (Sowa, 2000) Belirtilen semboller kisaltmalar boliimiinde

aciklanmugtir.

2.3.3 Bulanik Mantik (Fuzzy Logic)

Bulanik mantik 1961 yilinda Dr Lofti Zadeh tarafindan California iiniversitesinde dne
stiriilmiistiir. Dillerin bilgisayar tarafindan islenmesini iizerinde calisan Zadeh, dogadaki
bircok sey gibi dil mantigimin da bilgisayarin kolaylikla anlayabilecegi 0 ve 1°lere

cevrilemeyecegini gorerek onermeli mantiga karsi bulanik mantig1 6ne siirmiistiir.

Onermeli mantik her mantiksal hesaplamay1 0 veya 1 olarak sonuglandirir. Bulanik
mantik ise 0 ve 1’1 u¢ nokta dogruluk olarak goriir ve aradaki degerleri de kabul eder. Klasik
mantik “Su soguk mu” sorusuna 0 veya 1 ile cevap verdiginde suyun 1lik olma olasiligi
yoktur. Donmak {izere olan su ile hafif soguk olan su arasinda da fark yoktur. Bulanik mantik

ise suyun 0.38 degerinde soguk oldugunu 6ne siirebilir. (Zadeh, 1996)

Bulanik mantik kullanimi bu tezin kapsami icin &nemlidir. Inceledigimiz hisse
senetleri arasinda korelasyon var ya da yok demek faydali olmayacaktir ¢iinkii varligin

seviyesi onemlidir.
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2.4 Olasihik Kuram

Mantikli karar alma yoniindeki ¢aligmalar basarili olma olasiligin1 maksimize etme
islemine dayanir. Bu sebep ile yapay zeka tiim dngoriileri igin olasilik hesaplamalari kullanir

ve ayni bir insan gibi gerceklesme olasilig1 en yiiksek olan hamleleri se¢gme egilimindedir.

Olasilik teoreminin ¢ikisi aslinda bir¢ok farkli bilim dalinin gézlem verilerini isleme
lizerine c¢aligmalarina dayanir. Veri isleme ihtiyact gilindelik problemler ve kaynak
planlamas1 ongoriilerinde sik¢a karsimiza ¢ikar. Bu ihtiya¢ milat 6ncesi ¢aligmalarda bile
goriilmektedir. Roma imparatorlugunda Agusutus fethettigi her yeni bolgedeki bugday, su
gibi ihtiyaclar1 6ngorebilmek i¢in yaptig: istatistiksel ¢aligmalar istatistiksel verinin ilk
ornekleri sayilmaktadir. 15. Yiizyila kadar farkli imparatorluklarin {iriin yetistirme ve vergi
calismalarinda istatistiksel veriler kullanilmistir. 16. Yiizyilda Hollanda, Ispanya, Fransa,
Ingiltere ve Almanya iilkeleri, her hastalik igin hastaliktan &len ve iyilesen kisi verilerini
saklamaya ve bu verileri kullanarak hastaliklarin “6liim yiizdelerini” hesaplamaya baslamasi
ile “hastaliktan 6lme olasilig1” hesaplamasi, istatistikten olasiliga gegis olarak betimlenir.
(Masitrov, 2014) Bu baglamda olasilik ve istatistik kavramlarinin birbirlerine ¢ok benzedigi

goriilmektedir. Istatistik alan1 veri ve veri ile ilgili ¢ikarimlar ile ilgilenirken olasilik, veri

veya sonuglarin arkasinda yatan siiregle ilgilidir.

Matematiksel bir teorem olarak olasilik teoreminin ¢ikisi 16. Yiizyilda Gerolamo
Carano’nun “Sans Oyunlar1 Uzerine Bir Kitap” isimli ¢alismasma dayanir. Calismada
olasilik, olumlu sonu¢ sayisinin olast sonu¢ sayisina bolimii olarak tanimlanmistir.
Bagimsiz olasilikli gozlemler durumunda olasiliklarin ¢arpimi gibi 6zelliklerden de
bahsetmistir. 20. Ylzyilin baslarinda Kolmogorov’un ¢alismalarinda “6rnek uzay”
kavramini tanimlamasi ile modern olasilik kuramlart bugiin bilinen halini almistir. (Stordahl,

2007)

Olasilik teorisinin amact matematiksel olarak belirsizligin 6l¢limiinii yapabilmektir.
Fiziksel ve sosyal bir olgunun kesin olarak belirlenmesi olanaksiz da olsa, bu tiir olgular
yeterince gozlendiklerinde belirli bir diizenleri olduklar1 saptanabilir. Matematiksel olarak
bakildiginda deneme sayisi limiti sonsuza gittiginde bu diizen agikga goriiliir. Basitce ifade

edersek olasilik, rastlantisal bir olguya iligkin bir 6nermenin kesine ya da olanaksiza ne kadar
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yakin oldugunu gosteren bir sayidir. Olasilik 0 ile 1 arasinda bir deger alir ve °0”’

olanaksizlig1 <’1°’ ise kesinligi simgeler.

Olasilik teoremini incelemek icin birka¢ temel kavrami agiklamak gerekir. Oncelikle
Rastlantisal deney ya da kisaca deney, sonucu kesin olarak bilinmeyen olgulara iliskin
gdzlem yapma ya da veri toplama siireci olarak tanimlanabilir. Ornegin hilesiz bir zar 2 kez
atilirsa kag kez 6 gelecegini veya bir iireticiden siparis edilen lriinlerin hata yiizdesini
bulmak igin 50 iiriin siparis ettigimizde kag tanesinin defolu gelecegini bilemeyiz. Oyleyse
zar 2 kez atilip, ka¢ kez 6 geldigi sayildiginda ya da 50 iiriin kontrol edildiginde birer

rastlantisal deney yapilmig olur. Rastlantisal deney rastlantisal denemelerin biitiiniidiir.

Bir rastlantisal deneyde gergeklesebilecek tiim miimkiin farkli sonuglarin olusturdugu
kiime 6rnek uzay olarak adlandirilir. Ornegin rastlantisal deney hilesiz bir zarin bir kez
atilmast ise, deney 6 farkli bi¢imde sonuglanabilecegi i¢in 6rnek uzay S= {1,2,3,4,5,6}

olacaktir. Zar iki kez atiliyorsa, bu deney 36 farkli sekilde sonuglanabilir:

1 2 3 < 5 6
(1,1) | (1,2) | (1,3) | (1,4) | (1,5) | (1,6)
(2,1) | (2,2) | (2,3) | (2,4) | (2,5) | (2,6)
(3,1) | (3,2) | (3,3) | (3,4) | (3,5) | (3,6)
4,1 | (42) | (43) | (44) | (45) | (4,6)
(51) | (52) | (53) | (54) | (55) | (56)
(6,1) | (6,2) | (6,3) | (6,4) | (6,5) | (6,6)

a0~ W IN|=

Sekil 1: 2 Zar Ornek Uzayi

Bu 36 sonu¢ iki zarli deneyin o6rnek uzayidir. Matematiksel olarak bir olaym

gerceklesme olasiligr asagidaki sekilde gosterilebilir:
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Olasilik

Denklem 1: Olasilik Formiilii

n(4)

n

P(A) =

Denklemde;
P(A) = “A” Olayinin gergeklesme olasiligi
N(A) = Istenen sonug sayist
n = Ornek Uzay’da bulunan sonug sayis1 olarak tanimlanir.

Finansal alanindan bakildiginda 6rnek uzay zarlarda gordiiglimiiz gibi yiizey sayist ile
kisitlanabilir bir yapida degildir. Piyasa fiyatlar1 kiisuratli degerler alabilir ve teorik olarak
piyasada islem goren menkul kiymetlerin taban ve tavan fiyatlar1 yoktur, arz — talep
dengesine gore fiyat belirlenir. Bu sebeple kesin bir 6rnek uzaydan bahsetmek miimkiin

olmasa da 6rnek uzay olasilik dagilimlarinca indirgenebilir.
2.4.1 Normal Dagihim

Istatistik ve olasiligin en 6nemli dagilimlarindan biri olan normal dagilim, olarak
1733'te Abraham de Moivre tarafindan “Hilesiz bir para 100 defa atilirsa 60 veya daha fazla
yazi gelme olasilig1 nedir?” probleminin ¢dziimiinde ortaya c¢ikmistir. 2,4, ve 12 zar i¢in

yapilan binom dagilimlari agsagida gosterilmistir:

055 - 04 -
05 4
.45 - N
04 - 0.3 4

[
N

035 -
03 4

Olasilik
Olasihk

0.25

N=4 2 -
0.15
02
02 - 015 01 1
0.15 01 4
01 4 0.05
oS - 0.05 | I I |
0 0 -
1] 1 2 3 4 3 4 5

o 1 2

]
001 2

Grafik 1: 2, 4, 12 Zar Binom Dagilimlari

12 Zar i¢in yapilan binom dagilimlar: tepe noktalari {izerine ¢izilen egri, bugiin “can

egrisi” olarak da bilinen normal dagilimi gosterir.
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Grafik 2: Normal Dagilim

Ayni dagilim, “merkezi limit teoremi isimli” ¢alismasinda Laplace tarafindan da
ortaya konmustur. Bu sebeple Moivre-Laplace teoremi olarak da isimlendirilir. (Patel &
Read, 1996)

2.4.2 Kosullu Olasihk (Bayes Teoremi)

Aslinda 1740 yilinda rahip Thomas Bayes tarafindan bulunan bu teorem, Laplace
tarafindan matematiksel bir model haline getirildikten sonra iinlenmistir. Hilesiz bir zar
atildiginda 6 gelme olasiligr Gauss mantig1 ve normal dagilim ile bakildiginda 1/6’dir. Zar
ne zaman ne kosulda nerede atilirsa atilsin bu olasilik degismeyecektir. Ote yandan bu
olasiligim anlami ‘ortalama 6 zar atisindan birinde zarin 6 numarali yiizeyi yukarida
kalmalidir’ demektir. Bu ortalama degerin dogrulugu limit sonsuza gittiginde kabul
edilmektedir. Ayni soru su ek bilgi ile verildiginde ise Gauss mantig1 bir farklilik gérmez

iken bu statik mantigin hatasi ortaya ¢ikar:

‘Bundan once atilan 5 zar 6 geldigi bilindigine gore sirada atilacak olan zarin 6 gelme
olasilig1 nedir? Siiphesiz ki arka arkaya 6 kere 6 atma ve bir kere 6 atma olasiliklart ayni
degildir. Eger 6 gelme olasilig1 1/6 ise 6 zarda ortalama 1 kere 6 gelmesini bekleriz. Eger
onceki zarlarin tiimii 6 geldi ise normal dagilimin u¢ noktasinda bir bolgedeyiz ve bu sebeple
6 haricindeki herhangi bir zarin gelme olasiligi ¢ok daha yiiksektir. Onceki olaylarin
sonuclar1 (ortalama degerimiz sabit kaldig1 i¢in) gelecekteki olaylarin olasiliklarini etkiler.

Matematiksel olarak teorem asagidaki sekilde gdosterilebilir, az 6nce anlatilan ornekteki
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veriler formiile uygulandiginda belirtilen durumdaki olasiigin 1/6 degil 1/6” oldugu

goriilmektedir.
Denklem 2: Bayes Teoremi / Kosullu Olasilik
P(ANB)
P(AIB) = ———
(41B) = —5 s
Denklemde:

P(AB): “A” Olay1 gergeklestigi bilindigi durumda “B” Olay1 gergeklesme olasiligi

P(ANB): “A” ve “B” olaylarinin birlikte gergeklesme olasiligi

P(A): “A” olay1 bagimsiz gerceklesme olasiligi

P(B): “B” olay1 bagimsiz gerceklesme olasilig1 olarak tanimlanir.

Bu durum “Monty Hall” problemi ile tinlenmistir. Monty Hall probleminde ikisinin
arkasi bos, birinin arkasinda bir 6diil olan 3 kapmin bulundugu bir yarisma programi
incelenir. Yarigmaci A, B veya C kapilarindan birini arkasinda 6diil oldugu inanci ile seger.
Hangi kapinin ardinda 6diil oldugunu bilen sunucu, kapilardan birini agar ve arkasinin bos
oldugunu yarigmaciya gosterir. Sonrasinda yarigsmaciya bir secenek sunar, yarigmaci
tercihini degistirebilir veya tercihini sabit tutabilir. Gauss mantigi ile iki kapidan birinde 6diil
var olarak disiiniildiiglinde bu secenegin sagladigi olasiliklar iki taraf icin de %350

goriinmektedir. Baglangicta ii¢ kap1 oldugu diisiiniiliirse bu mantik dogru degildir.

Belirtilen problem, iki secenegi de 1000 defa deneyen bir bilgisayar simiilasyonu
tasarlanip esit sayida tercih degistirme ve tercihini sabit tutma se¢imi yaptiginda ise ortaya
cikan sonug olasiligin iki taraf icin de %50 olmadigini, 1000 denemenin 685’inde tercih
degistiren, 315’inde ise tercihi sabit tutan tarafin kazandigi goriilmektedir. Bu sonuglar
Bayes teoreminin bu kosullar i¢in ortaya koydugu %66-%33 dagilim beklentisini
desteklemektedir. (Delgrande & John, 1986)
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Grafik 3: Monty Hall Problemi Bayes Similasyonu
Tezin amact olan finansal zaman serisi ongoriilerinde Bayes teoremi biiylik dnem
tagimaktadir. Finansal zaman serileri devamlilik gosteren degerler icermektedir, yani “diin
bu fiyat oldugu bilindigi lizere yarin ne fiyat olacaktir” seklinde bir durum oldugu i¢in birgok

regresyon yonteminde Bayes olasilik teoremi kullanilir.
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2.4.3 Poisson Dagilim

Bu dagilim ilk defa Siméon-Denis Poisson (1781-1840) tarafindan diger olasilik
hakkindaki yazilar1 ile birlikte 1838'de yayinlanan Recherches sur la probabilité des
jugements en matiéres criminelles et matiere civile ("Ceza hukuku ve medeni hukuk
alanlarindaki hiikiimlerin olasilig1 iizerinde arastirmalar") adindaki eserinde ortaya

atilmistir.

Bagimli degiskenin 0, 1, 2, 3, ... gibi kesikli bir deger aldig1 fakat kategorik olmadig1
durumlar vardir. Bu tiir degiskenlere, dogalgaz borular ilizerinde kazalarin sayisi, verilen
patentlerin sayisi, yazliklarda ¢ikan yanginlarin sayisi gibi 6rnekler gosterilebilir. Kesikli ve
kategorik olmayan, nadir olaylarla iligkili bagimli degiskenli model, baz1 varsayimlar altinda
Poisson regresyon modeli olarak adlandirilir. Poisson regresyon modeli daha ¢ok sayma

verilerini analiz etmek i¢in kullanilmaktadir. (Akin, 2002)

Poisson regresyon modelinde regresyon siirecindeki genel kestirimler en g¢ok

olabilirlik yontemi ile gerceklestirilmektedir. Poisson en ¢ok olabilirlik kestirimi i¢in;

1) Kosullu ortalamanin dogru tanimlanmasinda bagimlilik sartt saglanmalidir.

Ayrica bagiml degisken y’nin Poisson dagilmasi gereklidir.

2) En c¢ok olabilirlik standart hatalar1 ve t istatistikleri kullanarak hesaplanan
istatistiksel sonuglar hem kosullu ortalama hem de varyansin dogru tanimlanmasini

gerektirmektedir. Burada istenen kosul, kosullu varyans ve ortalamanin esit olmasidir.

3) Veriler i¢in kosullu varyans ve kosullu ortalamanin esit olmamasi durumunda, en
cok olabilirlik yonteminin uygulanmasi ile elde edilmis istatistiksel sonuglar, kosullu

ortalamanin dogru tanimlandiginin ispat edildigi durumlarda gecerli ve dogrudur.

4) Veriler i¢in kosullu varyans ve ortalamanin esit olmamasi durumunda, Poisson en

¢ok olabilirlik tahmin edicisinden daha etkin tahmin ediciler kullanilabilir. (Deniz, 2005)

Poisson dagiliminin genel odaklandig: rassal degisken, sayilabilen bir olaydir; bu
olay belli bir sabit uzunlukta olan (genellikle zaman) aralikta ayrik olarak ortaya cikar ve bu

aralikta gozlenen olaylarin sayist Poisson dagilim i¢in rassal degiskendir. Bu sabit aralikta
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ortaya c¢ikan olaylar sayisinin beklenen degeri (ortaya ¢ikmanin ortalama sayisi) A olarak
sabittir ve bu ortalama deger aralik uzunluguna orantilidir. Ornek olarak bir restorana her
yarim saatte 10 miisteri geliyorsa bir saate 20 miisteri gelmesi beklenir. “k” sayida (k= 0, 1,

2, 3...) olay ortaya ¢ikma olasilig1 asagidaki denklem ile ifade edilir:

Denklem 3: Poisson Olasilik Kiitle Denklemi
k-2

(e, 2) Ae
fk, k!

Olasilik kiitle fonksiyonu olarak bilinen bu denklemde:
e: dogal logaritmanin tabani (e = 2.71828...)
k: olasilig1 fonksiyon ile verilmekte olan olayin ortaya ¢ikma sayist;
k!: k faktoriyel

A: verilen sabit aralikta ortaya ¢ikma sayisinin beklenen degeri olarak tanimlanir.
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BOLUM III. YAPAY ZEKA REGRESYON ALGORITMALARI

Bu boliimde yapilan ¢alismada uygulanan farkli regresyon algoritmalar1 agiklanmustir.
Oncelikle regresyon analizinin ne oldugu agiklanmis, sonrasinda ise segilen algoritmalar
kullandiklart mantik ve matematiksel formiiller sunulmustur. Bir 6nceki boliimde agiklanan

olasilik kuramlar1 hangi algoritma i¢in kullaniliyor belirtilmistir.

3.1 Regresyon Analizi

Istatiksel regresyon analizi kavrami terminolojiye matematisyen Adrien-Marie
Legendre tarafindan kazandirilmis olsa da resmi ismini kazanmadan 6nce Carl Friedrich
Gauss tarafindan regresyon yontemini kullanan ¢alismalar gériilmektedir. Iki matematisyen
tarafindan da regresyon yoOntemlerinde bagimli degiskenin yiizde ne kadarinin bagimsiz
degisken tarafindan acgiklandigini gostermek i¢in kullanilan determinasyon katsayisi, “en
kiiciik kareler” yontemi ismiyle farkli alanlarda 6ne siirmiistiir. Gauss bu yontemi o kadar
mantikli ve basit gérmiistiir ki daha 6nce kesinlikle birisi tarafindan bulundugu diisiincesi ile
buldugu bu metodu resmi olarak aciklamamistir. Gauss icin Onemsiz sayilabilecek bu
yontem modern istatistik ve veri bilimi ¢caligmalarinin merkezindedir. Bugiin bildigimiz hali
ile regresyon ise genel olarak R.A. Fisher’in ¢aligsmalarina dayanir. Lojistik regresyon, bayes
regresyonu ve parametrik olmayan regresyon gibi yontemler Fisher’in tiriiniidiir. (Freund,
Wilson, & Sa, 2006)

Regresyon analizi ¢ok bilinmeyenli verilerin analizinde sikc¢a kullanilan kuvvetli bir
analiz yontemidir. Matematiksel olarak sonuca etki eden faktorleri 6ne c¢ikarmak igin
kullanilir. Hangi faktorler 6nemlidir, hangi faktorler géz ardi edilebilir gibi sorulara cevap
sunar. Regresyon analizinde bu faktorlere degiskenler denir. Anlamaya ¢alisilan veya tahmin
edilen degiskene bagimli degisken, bu faktore etki ettii diislindiigiimiiz degiskene ise
bagimsiz degisken denir. Bagimli ve bagimsiz degiskenler Kartezyen sistemin x ve y

bilesenleri olarak gosterildiginde asagidaki gibi dagilim grafikleri ortaya ¢ikar:
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Grafik 4: Ornek Dagihm Grafigi
Regresyon modelleri bu veriler arasindaki iliskiyi agiklayan bir matematiksel formiil
iiretir. Ornek olarak belirtilen iki degisken arasindaki iliskiyi agiklayan dogrusal bir model

asagida gosterilmistir. (Draper & Smith, 1998)

Grafik 5: Ornek Regresyon Grafigi

Yalnizca bir bagimsiz degiskeni inceleyen modellere basit regresyon, ¢ok sayida
bagimsiz degisken iceren modellere ise ¢oklu regresyon denmektedir. Tez ¢alismasi icin
BIST 30’da bulunan 30 firma verileri kullanilmistir. AKBNK bagimli degisken olarak
secilmig; AKSA, ARCLK, ASYAB, BIMAS, DOHOL, EKGYO, ENKAI, EREGL,
GARAN, HALKB, IHLAS, ISCTR, KCHOL, KOZAL, KRDMD, MGROS, PETKM,
SAHOL, SISE, SNGYO, TCELL, THYAO, TKFEN, TOASO, TTKOM, TTRAK, TUPRS,
VAKBN, YKBNK hisseleri ise bagimsiz degiskenler olarak kullanilmistir. Kullanilan yedi

farkli regresyon algoritmasi bu boéliimde agiklanmastir.
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3.1.1 Dogrusal Regresyon (Linear Regression)

Dogrusal regresyon modeli, bagimli degiskeninin (y), bir dizi yordayict degisken ile
(x) carpilan agirliklarin (B) dogrusal bir birlesimi oldugunu varsayar. Formiil ayn1 zamanda
tesadiifi ornekleme giiriiltiisiinii hesaba katan bir hata terimi (g) igerir. Ornek olarak iki

bagimli degisken iceren bir sistem i¢in model asagidaki gibidir:

Denklem 4: 2 Bagimli Degisken Dogrusal Regresyon

y=Po+ P1Tx1+ B x,+ €

Dogrusal regresyon modeli matris denklemlerini kullanarak herhangi bir sayida

bagimsiz degisken i¢in ifade edilebilir. (Draper & Smith, 1998)

Denklem 5: Dogrusal Regresyon Matris

y= pIX+ ¢

Dogrusal regresyon anlasilabilirligi ve finans alaninda sik¢a kullanilmasi sebebi ile
kullanilacak ilk algoritma olarak seg¢ilmistir. Normal dagilimli veriler i¢in uygun olan
dogrusal regresyonun ortalama degerler iizerine kurulu oldugu i¢in yiiksek ve algak
degerlerin birbirini dengeledigi uzun dénem tahminlerinde etkinligi referans gosterilen
caligmalarda gozlemlenmistir. (Heshmaty & Kandel, 1985) (Goia, May, & Fusai, 2009)
(Altay & Satman, 2005)
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3.1.2 Bayes Dogrusal Regresyon (Bayes Linear Regression)

Bayes dogrusal regresyon, olasilik teoremleri boliimiinde agiklanan kosullu olasilik
teoreminin dogrusal regresyon modeline uygulanmasi ile elde edilen bir regresyon
modelidir. Inceledigimiz zaman serileri, dinamik veriler oldugu igin kosullu olasilik
teoremini igeren bu modelin dogrusal regresyondan {istiin performans gostermesi
beklenmektedir. Inceledigimiz durumu “yarn piyasa fiyatlar1 ne olacak?” olarak degil,
“bugiine kadar ki fiyat bilgileri bunlar olduguna gore yarin piyasa fiyatlar1 ne olacak?”

diisiinmek daha dogru olacagi i¢in bu beklenti olusmustur.

Bayes bakis agisinda az oOnceki modelde (y=) seklinde tanimlanan nokta
tahminlerinden ziyade, olasilik dagilimlarini kullanarak dogrusal regresyon formiile edilir.
Yani y'nin, tek bir deger olarak tahmin edilmedigi, ancak olasilik dagilimindan alindig

varsayilir.

Denklem 6: Bayes Dogrusal Regresyon Matrisi

y ~N(B"X,0°I)

Bayes Dogrusal Regresyonun amaci, bagimli degisken icin tek bir “en iyi” deger
bulmak degil, bagiml degiskeni degerinin olasilik dagilimini belirlemektir. Sonug bir
olasilik dagilim1 belirtmekle birlikte model parametreleri de bir dagilim olarak girdi alinir.

Bu dagilimli model asagidaki sekilde gosterilebilir: (Yan & Gang Su, 2009)

Denklem 7: Bayes Dogrusal Regresyon Olasilik Dagilimi

P(yIB,X) * P(BIX)
P(y[X)

P(Bly, X) =
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Kullanilan model bir dogru degil dagilim oldugu ig¢in, ¢iktis1 da bir dagilim grafigi

olur:

s50 41— Bayesian Posterior Fits .
————— OLS Fit R :
+  Observations :
L]
200 i
150
100
50
0
0 5 10 15 20 25 30

Duration (min)

Grafik 6: Bayes Dogrusal Regresyon Ornek Cikti

Yabanci kaynaklarda “Bayesian Multivariate Time Series Methods for Empirical
Macroeconomics” (Koop & Korobilis, 2010), “Applied Bayesian Forecasting and Time
Series Analysis” (Pole, West, & Harrison, 1994), “Bayesian Econometrics” (Koop G. , 2003)
gibi detayl kitaplar ve “Bayesian Threshold Autoregressive Models for Nonlinear Time
Series” gibi aydinlatic1 uygulamali makaleler bulunmasina karsilik, Bayes dogrusal
regresyon modelinin zaman serileri tizerinde kullanim1 hakkinda Tiirk¢e kaynak noksanligi
goze carpmaktadir. “Regresyon Analizinde Bayes¢i Yaklagim” (Siklar, 2009) gibi
caligmalar Bayes yaklagiminin regresyon modeli i¢in kullanimini anlatsa da uygulamali

ornek yoktur ve bu calismanin da tiim referans kaynaklar1 yabanci kaynaklardir.
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3.1.3 Karar Agaci Regresyonu (Decision Tree Regression)

Tezin motivasyon bolimiinde belirtilen ve bu teze ilham saglayan satrang
algoritmalari, satrangtaki her hamle sonrasi olusan tahtay1 bir bogum olarak ifade ederek
strateji liretme amaclh karar agaclan iiretir. Oyunda gercgeklesebilecek olasi hamle sayisi
Shannon serisi’nce tistsel olarak arttigi igin tiim olasi hamleleri birer bogum olarak ifade
etmek miimkiin degildir. Stratejik olarak mantikli bogumlar se¢ilir ve bu bogumlarin alt
dallar1 olan bogumlar mantikli hamleler olacagi igin isleme giicli ve hafiza gibi kaynaklar
yuksek cogunlukla bu alt bogumlar {izerinde kullanilir. Aym1 mantik finans alaninda
regresyona etki eden faktorlerin 6nemli bogumlar olarak se¢ildigi bir sistemle uygulanabilir

diisiincesi ile karar agaci regresyon algoritmalar1 bu ¢alismada test edilmistir.

Karar agaci, tahmin yapmak i¢in belirli 6zelliklerden karar verdirici ¢ikarimlar1 yapan
gbzetimsiz bir makine 6grenmesi yontemidir. Modelin adindan da anlasildig: gibi bu model
veriyi parcalayip bu parcalarin 6zelliklerini kullanarak 6ngorii yapar. Tiimevarimsal bir

ogrenme yontemidir.

Sorun: Diigiik seviye &zel yatinnm

T

Dislk kar marji Yiiksek finansman maliyeti
/\\\ N S
Pahali Diisiik fiyat Klntu global .0 U loka
finans finans
hammadde

Kotd Yetersiz Yetersiz K&td Arabulucu
market reklam birikim

Sekil 2: Siniflandirici Karar Agaci
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Egitim setimizdeki oOzelliklere dayanarak, karar agaci modeli o6rneklerin sinif
etiketlerini anlamak i¢in bir dizi soru ogrenir. Yorumlanabilirligin 6nemli oldugu
durumlarda karar agaci kullanighi bir modeldir. Yukaridaki 6rnek kategorik hedefler ile
kurulan bir karar agaci oldugu i¢in siniflandirici bir karar agacidir. Kategorik hedefler yerine
reel sayilar kullanilan karar agaglari ise regresyon i¢in kullanilir. (Xu, Watanachaturaporn,
Varshney, & Arora, 2005)

shell weight <= 0.168
mse = 10.273
samples = 3341
value = 9.958
Tr;e/ Nilsc
shell weight <= 0.059 shell weight <=0.375
mse =4.635 mse = 8.846
samples = 1121 samples = 2220
value = 7.587 value = 11.156
length <= 0.262 shell weight <= 0.112 shell weight <=0.249 shucked weight <= 0.55
mse = 2.31 mse = 3.843 mse = 6.786 mse = 11.615
samples =278 samples = 843 samples = 1672 samples = 548
value = 5.701 value = 8.209 value = 10.623 value = 12.783
mse = 1.066 mse = 1.796 mse = 2.652 mse = 4.22 mse = 5.237 mse = 7.267 mse = 15.778 mse = 8.046
samples =93 samples = 185 samples = 408 samples = 435 samples = 661 samples = 1011 samples = 148 samples = 400
value =4 473 value = 6.319 value =7.571 value = 8.807 value = 9921 value = 11.081 value = 14.784 value = 12.042

Sekil 3: Regresyon Karar Agaci

Karar agaci konusunu igeren ¢aligmalardan “Autoregressive Tree Models for Time-
Series Analysis” (Meek, Chickering, & Heckerman, 2002), “Hidden Markov Decision
Trees” (Jordan, Ghahramani, & Saul, 1997) ve “Contributions to Decision Tree Induction:
Bias / Variance Tradeoff and Time Series Classification” gibi yabanci kaynaklar yazilan
algoritma icin kullanilmistir. Tiirk kaynaklar incelendiginde “Finans Sektoriinde Veri
Madenciligi Uygulamas1” (Dondurmaci & Cinar, 2014) calismasinda IMKB 30 1990-2010
verileri lizerinde siniflandirma ve regresyon agaglart modeli uygulanmistir fakat bu
calismanin amaci fiyat ongoriileri yapmak degil algoritmanin siniflandirici 6zelliklerini

kullanarak regresyon igin 6nemli nitelikleri 6ne ¢gikarmaktir.
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3.1.4 Destekli Karar Ormani Regresyonu (Boosted Decision Forest
Regression)

Destekli karar ormani regresyonu; Stokastik gradyan artirmali hesaplama yaklagimi,
TreeNet ve MART (Multiple Additive Regression Trees) isimleriyle de bilinmektedir.
Gegtigimiz birkag yil boyunca, bu teknik, Ongoriilii veri madencilii i¢in en giiclii
yontemlerden biri olarak ortaya ¢ikmistir. Aslinda siniflandirma problemleri igin yazilmig

olan bu algoritma ayni1 zamanda regresyon i¢in de kullanilir.

Destekli karar orman1 regresyonu baz alinan modeldeki alt sekanslarda bulunan
kararlar1 birlestirerek tahmin yiiriiten ilaveli bir modeldir. Genel fikir, ardisik her bir agacin,
onceki agacin tahmini kalintilarindan yaratildigi, basit agaclarin kombinasyonu olan bir dizi

hesaplamaktir. Bu model matematiksel olarak bir “g” fonksiyonunun daha basit “f”

fonksiyonlar1 toplami olarak yazilmasi sekliyle gosterilebilir:

Denklem 8: Destekli Karar Ormani Regresyon Modeli

gx) = folx) + f1(x) + fo(x) + ...

Rastlantisal karar agaci algoritmasindan farkli olarak, her biri bir alt veri 6rnegi
kullanarak Destekli Karar Orman1 Regresyonu’nda gradyan artirma adi verilen belirli bir

model olusturma teknigi kullanir.

Ornek olarak F(x) fonksiyonunu optimize etmek istedigimizi var sayalim. Bu

durumda gradyan artirma algoritmasi yinelemeli olarak “n” adim i¢in asagida belirtilen

modeli hesaplayacaktir:

Denklem 9: Gradyant Artirma Modeli

[IPb]

Bu gradyant artirnmimi “g” fonksiyonuna uygulayip her adimda yasanan empririk

kayb1 L(yi,g(xi)) olarak ifade edildiginde modelin tamami asagidaki sekilde gosterilebilir:
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Denklem 10: Destekli Karar Ormani Modeli

mmz [aL()’u 9(x;))

2
fr=arg'y rom f(xi)]

Agaclarin bu tiir "ilave agirlikli genislemeleri", yordayici degiskenler ve ilgilenilen
bagiml degisken arasindaki iligkilerin spesifik niteligi ¢ok karmasik olsa bile, nihayetinde
ongoriilen degerlerin gozlenen degerlere iyi bir sekilde uydugu gosterilebilir. Bu nedenle,
gradyant artirma yontemi (basit agaglarin agirlikli bir ek genislemesinin takilmasi) oldukca

genel ve giiclii bir makine 6grenme algoritmasidir. (Poyarkov, Drutsa, Khalyavin, Gusev, &

Serdyukov, 2016)

Incelenen akademik calismalarda destekli karar ormani modellerinin 6zellikle
dogrusal olmayan fonksiyonlarda basarili oldugu go6zlemlenmistir. Algoritmanin bu
calismada kullanilmasi, dogrusal ve dogrusal olmayan regresyon yontemlerinin
kiyaslanmasi amaci ile 6nemlidir. (Rokach, 2016) (Johnson & Zhang, 2014) (Siringnano &
Spiliopoulos, 2017). Tiirkge kaynaklar incelendiginde “Zaman Serisi Analizi ve Tahmini:
Derin Ogrenme Yaklasimi” (Giidelek, 2019) c¢aligmasinda “al-sat” kararlarinin %60
oraninda dogrulugu goriilmektedir. Konu hakkinda giivenilir Tiirk¢e kaynak noksanligi géze

carpmaktadir.
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3.1.5 Hizh Orman Yiizdelik Dagilim Regresyonu (Fast Forest Quantile
Regression)

Ayni Bayes dogrusal regresyon gibi dagilim regresyonu (Quantile Regression) tek bir
ortalama tahmin degeri yerine tahmin edilen degerin dagilimi hakkinda bilgi edinmek i¢in
yararli bir regresyon yontemidir. Bu yontem fiyat tahmini, 6grenci performans tahminleri
gibi birgok alanda kullanilir. Ozellikle degiskenler arasinda zayif etkilesim olan durumlarda
yordayici iliskiler bulma konusunda iyidir. incelenen ¢alismalarda 2001 yilindan beri
kullanilan bu algoritmanin parametrik olmayan ve ¢ok sayida yordayici degisken igeren
durumlarda etkin oldugu goriilmistiir. (Meinshausen, 2006) (Yu & Moyeed, 2001) (Hao &
Naiman, 2007) Konu hakkinda Tiirk¢e kaynak bulunamamustir.

Bu regresyon algoritmasi, denetlenen bir 6grenme yontemidir; bu, etiket siitunu iceren
etiketli bir veri kiimesi gerektirdigi anlamina gelir. Bir regresyon algoritmasi oldugundan,
etiket silitunu yalnizca sayisal degerler igermelidir. Kuantilin en basit tanimi, bir veri
kiimesini esit boyutlu gruplara ayiran bir degerdir; Bdylece, nicel degerler gruplar arasindaki
sinirlar isaretler. Istatistiksel olarak konusursak, nicelikler, rastgele bir degiskenin kiimiilatif
dagilim fonksiyonunun (Cumulative Distribution Fuction) tersinden diizenli araliklarla

alinan degerlerdir.

Dogrusal regresyon modelleri, tek bir tahmin kullanarak bir sayisal degiskenin
degerini tahmin etmeye calisirken, ortalama, bazen hedef degiskenin araligini veya tiim
dagilimini tahmin etmeniz gerekir. Bayes regresyonu ve kuantil regresyon gibi teknikler bu
amag¢ i¢in gelistirilmistir. Dagilim regresyonu, ongoriilen degerin dagilimimi anlamaniza
yardimci olur. Bu modiilde kullanilanlar gibi aga¢ temelli dagilim regresyon modelleri,

parametrik olmayan dagilimlar1 tahmin etmede kullanilabilecekleri ek avantajlara sahiptir.

Kullanilan matematiksel model asagidaki sekildedir:

Denklem 11: Dagilim Regresyonu Modeli
n
p _
Y = § wW;j (Xm) Y]
j=1
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Buna bagl “t” derece dagilim formiilii: Programlanan yapay zeka icin 75. Yizdelik

deger kullanilmistir.

Denklem 12: Dagilim Regresyonu Yiizdelik Model

FlX =x) = X} 0;(01(Y; <)
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3.1.6 Noral Ag Regresyonu (Neural Network Regression)

Noral ag regresyonu, insan beyni ve sinir sisteminde bulunan néronlart model alan bir
regresyon yontemidir. Sinir sistemimiz “ndron” (neuron) denilen hiicrelerden olusur. Yeni
dogan bir insanda ortalama 80 milyon néron bulunur. Bu néronlar kendilerinden 6nceki ve
sonraki ndronlara (presinaptik néron) bagli bir ag olusturur. Sinirbilimde, néronlar tizerinde
tasinan sinyallere Aksiyon Potansiyeli adi verilir. Dendritlerle alinan sinyaller, hiicre
govdesinde aksiyon potansiyelinin siddetine gore bazi biyokimyasal degisimlere sebep olur.
Bu degisimler, akson tepecigi (axon hillock) adi verilen, aksonu gdvdeye baglayan irice
bolgede meydana gelen degisimleri tetikler ve bdylece yeni bir aksiyon potansiyeli
olusturulur. Bu aksiyon potansiyeli, akson boyunca akarak ilerler ve akson ucunda,
telondendritler ad1 verilen dalli bolgeye ulasir. Burada bulunan sinaps ad1 verilen bosluga
salinan norotransmitterler araciligiyla sinaps sonrasi, yani postsinaptik néron yapisina
iletilir. Boylece tek bir aksiyon potansiyeli, nérondan ndrona sadece elektro biyokimyasal

stireglerle iletilmis olur.

Hiere Gévdesi

a’—A—\

Sinaps
Cekirdek  Bitoplazima ¥

(—;‘.

Dretudtit. Akson Mligelin Kibf  Akson Ucu

Sekil 4: Néron Yapisi

Bilgisayar bilimleri bu sistemi basit bir sekilde model alir. Noronlarda, belirli bir esik
degerin tizerinde bir aksiyon potansiyeli gelir ise, akson ucundaki nérotransmitter kesecikler
patlar ve ortaya ¢ikan kimyasallarin bir sonraki hiicre sinapsi1 tarafindan emilmesi ile elektrik
sinyali 1iletilir. Eger aksiyon potansiyeli belirli bir esik degerini gecemez ise bu
norotransmitter kesecikler patlamaz ve aksiyon potansiyeli iletilmez. Aslinda algoritmalarin

replike ettigi kisim bu kisimdir.

Bilgisayar bilimlerinde nérondan ilham alinan bu yapay noéronlara “perceptron” adi

verilir. Ayni sinapslarin birden fazla ndérondan nérotransmiter madde almasi gibi, bir veya
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daha fazla girdi bir noda alinir. Sekildeki x1, x2 ve x3 degerleri bu girdilere ornektir.
Belirtilen girdilerin agirlik vektorleri (wl, w2, w3) ile skalar carpimi, belirlenen esik
degerinden biiylik ise ¢ikt1 1, kiiclik ise c¢iktt O olur. Bu durum beyindeki aksiyon
potansiyelinin iletilmemesi veya iletilmemesini sembolize eder. Yukaridaki ornekte
goriildiigii gibi bu model tek bir noéronu sembolize eder ve bu sebeple “tek katmanli

perceptron (single layer perceptron)” olarak bilinir.

Y

Sekil 5: Tek Katmanli Yapay N6ron

Tahmin edilecegi gibi beyin tek bir nérondan olusmaz. Tek bir néronu olan bir insanin
zeki olmasin1 beklemek dogru olmaz. Ayni sekilde tek katmanli ndronlar basit islemlerin
otesinde kullanilamaz, yalnizca dogrusal fonksiyonlar iizerinde karar verebilirler. Bu
belirtilen perceptronlarin bir ag olusturdugu kiimeye ise ¢ok katmanli perceptron denir.
Kullanilan néral ag regresyon algoritmasi, 29 bagimsiz degisken sebebi ile ¢ok katmanli bir

perceptron modeli kullanmaktadir.
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Gizli Katmanlar

Cikt Katmarni

Girdi Katmarn

4 .-""‘\f’“\__r”“\f‘\_

Sekil 6: Cok Katmanli Yapay Néron

Noral ag en umut verici makine 6grenmesi yontemlerinden biri olmasi sebebi ile
literatiirde en fazla yer bulan yontemlerdendir. Ozellikle patern yakalama 6zelligi ile 6ne
¢ikar. Bu 6zellik otomatik spam e-posta yakalama, bilgisayar ag ataklar1 giivenlik sistemleri,
kisiye 6zel pazarlama, yiiz tanima, ses tanima, fotograf icindeki objeleri ayirma gibi bir¢ok
uygulamada gerekli oldugu i¢in konu hakkinda yapilan calisma sayisi oldukca fazladir.
Finans alaninda yapilan noral ag kullanan ¢alismalar etkileyici sonuglar sergilemektedir.
(Pradeepkumar & Ravi, 2017) (Chen & Leung, 2004) (Man-Chung, Chi-Cheong, & Chi-
Chung, 2000) (Leung, Chen, & Daouk, 2000) (Specht, 1991)
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3.1.7 Poisson Regresyonu (Poisson Regression)

Olasilik teoremleri kisminda normal olmayan dagilimlar igin incelenen Poisson
dagilimi heterojen veri igeren veri kiimeleri icin idealdir. Finansal yatirim i¢in kullanilan
bir¢ok veri normal dagilmaz. Bu sebeple Poisson dagilimi bazli bir regresyon algoritmasinin

da tez kapsaminda kullanilmasina karar verilmistir.

Poisson regresyonu, sayisal degerleri tahmin etmek i¢in kullanilan regresyon
modellerinde, tipik olarak sayima yoneliktir. Dagilim 6rnek olarak bir ucustaki hasta insan
sayist, belirli zaman araliginda beklenen siparis sayisi, ihtimal tablosu tiretimi gibi amaglar
icin kullanilabilir. Burada dikkat edilmesi gereken nokta, dagilimin yogunlastigi ve
seyreklestigi noktalardir. Ornek olarak bir restorana gelen siparis verileri incelendiginde
kahvalti, 6glen yemegi ve aksam yemegi saatlerinde yogunluk, ara saatlerde seyreklik olarak
gbze carpacaktir. Benzer paternler borsa acilis kapanis saatleri arasinda da goriilebilir.
Finans verilerinin normal dagilima uymadig1 durumu ile ilgili bulgular bir daha 6nce bir¢ok
calismada One stiriilmiistiir. (Schoutens, 2002) (Nannavecchia, 2015) (Mazzola & Muliere,
2011)

Poisson regresyon yalnizca tahmin edilen degerler asagidaki kosullara uygunsa

kullanilmalidir:

Bagimli degisken Poisson dagilimina sahipse
Tim sayimlar pozitif degerler ise (negatif degerlerde model ¢cokmektedir)

Veriler tam say1 ise. Kesirli sayilarda normalizasyona bas vurulmalidir.
Kullanilan veri son ozellik hari¢ kalan iki 6zelligi desteklemektedir. Tam say1

kullanilma zorunlulugu sebebi ile kesirli TL degerleri yerine tam say1 olan kurus degerleri

kullanilmast durumunda son 6zellikte saglanmaktadir.

43



Poisson dagilimi asagida belirtilen olasilik kiitle fonksiyonunu kullanir:

Denklem 13: Olasilik Kiitle Fonksiyonu

—(At) .
P.(k) = - — @Y = poisson (At)

Gosterilen fonksiyonda:

Px(k) = “t” zamanda “k” olayinin goriilme olasiligi
At = birim zamanda ger¢eklesen olay

k = olay sayisi’n1 gostermektedir.

Incelenen ¢alismalarda Poisson ve Poisson bazli algoritmalarin finans alanindaki
farkli problemlerde etkili oldugu goriilmiistiir. Faria & Goncalves Portekiz bankalar1 i¢in
yaptigi miisteri kredi notu ¢alismasinda Poisson regresyonu ile etkili sonuglar
gostermektedir. (Faria & Goncalves) Andreas Heinen’in Autoregressive Conditional
Poisson algoritmas: New York Stock Exchange piyasasi IBM firmas:1 verileri tahminleri
caligmada kullanilan veri seti eski olsa da etkileyicidir. (Heinen, 2000) Yine ABD
piyasasinda FedEX firmasi piyasa fiyatlari {izerine farkli Poisson regresyonunu test eden

calisma basarili sonuglar elde etmistir. (Jayasekare, Gill, & Lee, 2016)
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BOLUM IV. ALGORITMALARIN BIST’TE TEST EDIiLMESI

BIST 30 da bulunan hisseler i¢in belirtilen 7 yapay zeka programi yazilmis, 2014-
2016 yillar glinliik kapanis degeri verileri ile egitilmis ve gelecek tahminleri gercek verilerle
kiyaslanmistir. Programin ¢aligma siiresi ve karmagiklik diizeyini makul tutmak i¢in Akbank
verileri tahmin edilmistir. Veri seti Giiray Kiiclikkocaoglu tarafindan saglanmis, verilerin en
temiz oldugu aralik 2014-2016 olmasi sebebi ile bu aralik kullanilmistir. Kod semasi1 ve ¢ikti
Ornegi asagida gosterilmistir. Veri seti 02/01/2014 tarihinden 30/12/2016 tarihleri arasinda
islem yapilan 755 is giiniinii kapsar. Ogrenme siirelerinin performansa etkilerini gérmek icin
O0grenme / tahmin oranlart %80-20, %90-10, %99-1 olarak belirlenen 3 farkli galisma
yapilmistir. Yani birinci deneyde 755 giinliik verinin 603 giinii ile programlar egitilmis,
kalan 152 giin tahmin edilmistir. ikinci deneyde 755 giinliik verinin 680 giinii ile programlar
egitilmis, kalan 75 giin tahmin edilmistir. Son deneyde ise 755 giinliik verinin 747 giinii ile
programlar egitilmis, kalan 8 giin tahmin edilmistir. Bu deneyler kisa orta ve uzun vadeli

tahminleri simiile etmektedir. Kod semasi asagida gosterilmistir.

45



sy oy U
N )

Fa
H
~ a3 PRy nﬁ
b, e & e
Iy * 3 (
~ SN PRY u.“ 'l
. .
smanjaz ppy S _ »~ sy pry Ui
/ , '

. ‘\\‘ .. . \ \ _\ / ,.

A ISEED U] SURIMED 1385 L JESELR Up SULTE R AEEIE U] SULITR) . amseaeg oy swiay waps U0 Jaseie u e vaps T

[] ~ l l i []
4 & i i A H . L v
\ | . { - l | o { __

i~ Wi,

~ BEEIN I3 g 7 ~ EIRPRI IR gy _ . EEpEE Y I ___.“ _ — A FIEpEL WP n.“ 7 3 21 LT =”

i . H Y & ) & ; . J
E H o [ p H . h - H -

~ nsz o wamey 3 » 75301 A d_ ”~ ISR | _ _ ” L= LR ﬂ 7 ~ [EETUUEE |

1 44 & ! 4 4L H E, . H J
- H s h N h A i - A ( 1
r — A i PEON 2025 B _ ﬁ ol |Bpoy Bas a”_ Fal DO 0E B

& P & ¥ L,

AN VoA VA

/

SULET) _u_uq

—

~

A TG U SR DS g

&

L

il

1IEIR W BIWNO] 05 g

&

l

l

— » mepriavies g

!

EIEpEIy 103 H.”

&

_ Fal |BROR 25035 E

v

.

|

A5 0L AU ﬂ

l

12por !Eu

’

b N . 5

_ ~ LR B F ~ 1AREp L B ~ 19pEp wEL B RaKy UL
- . + s b

Ry

unpssaSn Eaupy EY o sy s oy B\.&

-

A uomsabmg posy [Enay B I o

L

wopsbieg 159003 vaEpag B 1|.-L_ r

PO uRI B \— =0 VR B

Tl

_\

uosmfoy mauryun=ieg B

A

~ g s S

bl
i,
\? ABSEIRQ ) SUAIND D 13 aE [l
& -

l

AETEAZABSRIRG B10T FLOT ﬂ

o | )

-.Sekl:l 7: Kod Semasi

46



Algoritmalarin BIST’te test edilmesi i¢in kullanilan bilgisayar donanimi da ozellikle
sonuclarin kullanigl: siirelerde elde edilebilmesi agisindan 6nemlidir. Derin 6grenme igeren
programlar ¢ok fazla sayida matematiksel hesap gerektirir. Modern islemcilerde bir veya
daha fazla kuvvetli ¢ekirdek bulunur. Normal programlar i¢in bilgisayarin ana islemcisi
(CPU) bu hesaplamalar i¢in yeterlidir fakat 6grenilmesi gereken veri arttikca bu islemci
yavas kalmaya baslar. Yapilacak hesaplamalar zor hesaplamalar degildir, yalnizca sayica
cok fazladirlar. Grafik islemcileri (GPU) ise binlerce basit ¢ekirdek igerebilirler ve bu
sebeple yapay zeka islemleri i¢in ¢ok daha uygundurlar. CPU iizerinde giinler ve hatta aylar
alan hesaplamalar GPU iizerinde birka¢ saatte tamamlanabilir. CPU ve GPU tiim modern
bilgisayarlarda, hatta cep telefonlarinda bile bulunmaktadir. Bu hesaplamalarin en hizl
sekilde yapilmasi icin ASICs ve FPGAs denilen iki farkli endiistriyel islemci sekli daha
bulunmaktadir. Bu islemciler giinliik hayatta normal cihazlarda kullandigimiz islemciler

degildir. Belirtilen islemciler ve 6zellikleri asagida agiklanmigtir. (Microsoft, 2020)

Islemci Krsaltra Actiama
Central Processing Unit CPU (ok amagl iglemalerdir, performanslan grafik

ve vapay z=ka islemlen igin vetersizdir

Graphical Processing Unit GPU Vapav zeka hesaplamalar igin popiiler bir
tslemcidir. Cok sayida geldrdege sahip olmalan
paralel hesaplamalan izlandinr
Applilcation Specific ASICs Google tarafindan tiretilen TensorFlow
Integrated Circuits Processor Unit gibi dzel gipler vapay zelka

hesaplamalannda en viiksek performans:
gosterir. Gereksinimler dedistikce veniden

programlanamazlar
Field Programmable Gate FPGAs= ASIC piplere performans olarak valan dzellilder
Armays gosterirler, veniden programlanabilen esnek
piplerdir.
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17-06-16
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23-06-16
24-06-16

Program oOncelikle bir ev bilgisayar sisteminde denenmistir. Kullanilan GeForce

RTX 2060 model GPU’nun teknik 6zellikleri agsagida belirtilmistir:

GPU Motoru Ozellikleri
NVIDIA CUDA® Cekirdekleri
RTX-OPS
Giga Ray/sn
Artirilmis Saat Hiz1 (MHz)
Standart Saat Hiz1 (MHz)

Bellek Ozellikleri:

Bellek Hiz1

Standart Bellek Yapilandirmasi
Bellek Araytizii Genisligi
Bellek Bant Genisligi (GB/sn)
(Nvidia, 2020)

2176
417

1650
1470

14 Gbps

8 GB GDDR6
256 bit
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Belirtilen GPU ile yapilan testlerde hesaplamalarin haftalari bulan uzun siireler

gerektirdigi goriilmiistiir. Bu sebeple Microsoft’tan iizerinde ¢ok sayida FPGA bulunan bir

sunucu kiralanmis, c¢alismalara sunucu tizerinde devam edilmistir. Belirtilen sunucu

izerinde programlar ¢alistirildiktan sonra elde edilen 6rnek ¢ikt1 asagida gosterilmistir. Tim

programlar 1 saatten az siirede tamamlanmaktadir.

AKBNK  Bayesian Linear Forecast Boosted Decision Tree Forecast Decision Forest Forecast

7.85 7.725740514 7.663112164
7.69 7.589016315 7.60192728
7.93 7.720732219 7.612642288

8.2 7.928197709 7.81237936
8.23 7.858331093 7.732547283
8.18 7.865612626 7.782143593
8.38 7.958812175 7.894820213
8.17 7.56896377 7.662322521

7.655416667 7.820000172
7.592916667 7.75
7.629166667 7.75
7.78125 7.980000019
7.710625 7.949999809
7.710625 7.940000057
7.813020833 8.06000042
7.608541667 7.769999981

Tablo 1: Ornek Cikti
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Fast Forest 75th Quantile Forecast Linear Forecast

7.719312499
7.580084811
7.711050106
7.919005787
7.848763692
7.853240672

7.94294634
7.553014977

Neural Network Poisson Forecast

7.711872578
7.582484722
7.655127525
7.813565254
7.791465282
7.774453163
7.836740494
7.614908695

7.732929319
7.575622737

7.66790241
7.867126346
7.837074071
7.824005723
7.939827561
7.630827576



Oncelikle tiim algoritmalar igin algoritma ongériileri ve gercek degerler cizgi
grafikleri olarak gosterilmistir.

Sonrasinda tiim algoritmalarin iirettigi ongoriiler i¢cin maksimum hata, minimum
hata, ortalama hata, maksimum hata yiizdesi, minimum hata yiizdesi ve ortalama hata
ylizdesi verileri incelenmistir. Boylelikle algoritmalarin gergek degerlere TL olarak ne kadar
yaklasabildigi ve belirtilen bu farklarin yiizdeleri gosterilmistir.

e Ortalama hata: Algoritmanin buldugu tiim sonuglar ve gercek degerler
arasindaki TL cinsinden farkin aritmetik ortalamasidir.

e Maksimum hata: Algoritmanin buldugu tiim sonuglar ve gerg¢ek degerler
arasindaki TL cinsinden en biiylik farktir.

e Minimum hata: Algoritmanin buldugu tiim sonuglar ve gercek degerler
arasindaki TL cinsinden en kiiciik farktir.

e Ortalama hata yilizdesi: Tiim tahmin ve gergek deger i¢in aradaki farkin
gercek degere boliimiiniin aritmetik ortalamasidir.

e Maksimum hata yiizdesi: En biiyiik hatanin gergek degere boliimiidiir.

e Minimum hata yiizdesi: En kii¢lik hatanin ger¢ek degere boliimiidiir.

Sonrasinda regresyon algoritmasinin degiskeni agiklamadaki basarisini gostermek i¢in
determinasyon katsayis1 (R?) degerleri sunulmustur. Determinasyon katsayismin yiiksek
olmast regresyonun basarili oldugu anlamina gelmez, fakat fiyat inis cikislart igin

kullanilabilir ve bu sebeple alim satim kararlar1 i¢in 6nemli bir veridir.

Son olarak hata oran1 ylizdelik dagilimlart gosterilmistir. Bu dagilimlar1 incelemenin
amaci algoritmalarin yaptig1 hatalar ¢ogunlukla kii¢iik hatalar m1 biiylik hatalar m
gostermek, tahminler ger¢ek degerden yiiksek ya da algak olma egiliminde mi incelemek ve

yapilan hatalarin normal dagilip dagilmadiklarin1 gostermektir.
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3.1 Uzun Vade Ongoriileri

Makine O0grenmesi yontemlerinde Onerilen en diisikk 6grenme oram1 %80’dir. Bu
sebeple baslangi¢ noktasi olarak bu deger secilmistir. En az 6grenme bu caligmada
gerceklesecegi icin tiim ¢aligmada goriilecek en diisiik performansin bu ¢alismada goriilmesi
beklenmektedir. 11k yapilan ¢alismada verilerin %80’ dgrenme igin kullanilmis, kalan %20
tahmin edilmis ve gergek veriler ile karsilastirllmistir. 755 giinliik verinin 603 giinii ile
programlar egitilmis, kalan 152 giin tahmin edilmistir. Tiim algoritmalar i¢in tahmine
karsilik gercek degerlerin grafikleri, hata oranlari, hata yiizdeleri, determinasyon katsayilari
ve hata yiizdesi grafikleri gosterilmistir. Calisma Microsoft Azure servisi lizerinde kiralanan

bir sunucuda yapilmistir. Tiim algoritmalar 1 saatten kisa bir stirede tamamlanmaktadir.
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4.1.1 Dogrusal Regresyon (Linear Regression)

Dogrusal Regresyon Tahminleri / AKBNK

9
8.5
8
7.5
7
6.5
6
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e AKBNK === | inear Forecast
Tablo 2: Uzun Vade Dogrusal Regresyon / AKBNK
Maksimum Hata: 0,73 Minimum Hata: 0
Ortalama Hata: 0,30
Maksimum Hata Yiizdesi: %8,6096 Minimum Hata Ytzdesi: %0,0488

Ortalama Hata Yizdesi: %3,7006

R?:0.730512
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Hata Orani Ylizdelik Dagilimi

[0.00, 0.01] (0.01, 0.02] {0.02, 0.04] (0.04, 0.05] {0.05, 0.06] (0.06, 0.08] (0.08, 0.09]

Tablo 3: Uzun Vade Dogrusal Regresyon Ortalama Hata Yiizdelik Dagilimi

Sonuglar dogrusal regresyon algoritmasinin gergek degerleri ortalama 30 kurus hata
ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 73 kurus, en diisiik hata
durumunda ise degerler tamamen dogru tahmin edilmistir. Determinasyon katsayis1 degeri
0,73’tiir. Grafikler incelendiginde dogrusal regresyon algoritmasinin devamli olarak gercek
degerlerin altinda tahminler trettigi, hi¢cbir tahmininde gercek degerin iizerinde tahmin
tiretmedigi goriilmektedir. Bu sonu¢ hata oranmi yiizdelik dagilimi grafigindeki tiim

degerlerin pozitif olmasindan da goriilebilir.

52



4.1.2 Bayes Dogrusal Regresyon (Bayes Linear Regression)

Bayes Dogrusal Regresyon Tahminleri /

Akbank
9
8.5
8
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s AKBNK ~ emmmmm Bayesian Linear Forecast
Tablo 4: Uzun Vade Bayes Dogrusal Regresyon / AKBNK
Maksimum Hata: 0,71 Minimum Hata: 0
Ortalama Hata: 0,30
Maksimum Hata Yiizdesi: %8,3776 Minimum Hata Ytzdesi: %0,0529

Ortalama Hata Yizdesi: %3,7102

R?: 0.739606
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Hata Orani Yiizdelik Dagilimi

[0.00,0.01] (0.01,0.03] (0.03,0.04] (0.04,0.05] (0.05,0.06] (0.06,0.08] (0.08,0.09]

Tablo 5: Uzun Vade Bayes Dogrusal Regresyon Ortalama Hata Yiizdelik Dagilimi

Sonuglar Bayes dogrusal regresyon algoritmasinin ger¢ek degerleri ortalama 30 kurus
hata ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 71 kurus, en diisiik hata
durumunda ise degerler tamamen dogru tahmin edilmistir. Determinasyon katsayis1 degeri
0,74°tiir Grafikler incelendiginde dogrusal regresyon algoritmasinin devamli olarak gergek
degerlerin altinda tahminler direttigi, higbir tahmininde gerg¢ek degerin iizerinde tahmin
tiretmedigi goriilmektedir. Bu sonu¢ hata orami yiizdelik dagilimi grafigindeki tiim
degerlerin pozitif olmasindan da goriilebilir. Sonuglar dogrusal regresyon algoritmasina

yakin olsa da ufak ayni algoritmaya kiyasla bir performans artis1 goriilmektedir.
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4.1.3 Karar Agaci Regresyonu (Decision Tree Regression)

Karar Agaci Regresyonu Taminleri / Akbank
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Tablo 6: Uzun Vade Karar Adaci Regresyonu / AKBNK

Maksimum Hata: 0,80

Ortalama Hata: 0,31

Maksimum Hata Yiizdesi: %9,0530
Ortalama Hata Yizdesi: %3,8993

R% 0.674318277
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Minimum Hata: 0,02

Minimum Hata Ytzdesi: %0,3075



Hata Orani Ylizdelik Dagilimi
60

50
40
30
20

10

(-0.01, 0.01] (0.02, 0.03] (0.05, 0.06] (0.07, 0.09]
[-0.02, -0.01] (0.01, 0.02] (0.03, 0.05] (0.06, 0.07] (0.09, 0.10]

Tablo 7: Uzun Vade Karar Agaci Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar karar agaci regresyonu algoritmasinin gergek degerleri ortalama 31 kurus
hata ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 80 kurus, en disiik hata
durumunda ise 2 kurus hata ile degerler tahmin edilmistir. Determinasyon katsayis1 degeri
0,67°dir. Grafikler incelendiginde karar agaci regresyonu algoritmasinin biiyiik ¢ogunlukla
gercek degerlerin altinda tahminler iirettigi goriillmektedir fakat sayica az olsa da gergek
degerin istiinde tahminler de vardir. Bu sonug¢ hata orami yiizdelik dagilimi grafigindeki

negatif boliimiin ve pozitif boliimiin karsilagtirilarak goriilebilir.
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4.1.4 Destekli Karar Ormani Regresyonu (Boosted Decision Forest
Regression)

Destekli Karar Agaci Regresyonu Tahimleri /

Akbank
9
8.5
8
75
7
6.5
6
CEELLLYLLELYELELRYLLYLLYLYLLYLLELYYLLLLyy
MO OO NN DD NANNS OO 5 o= dddad
99990000503 T T T I Al Ty
MY TILRILRRY IR IAC O T AEAAR
s AKBNK === Boosted Decision Tree Forecast
Tablo 8: Uzun Vade Destekli Karar Ormani Regresyonu / AKBNK
Maksimum Hata: 0,63 Minimum Hata: 0,04
Ortalama Hata: 0,29
Maksimum Hata Yiizdesi: %7,4843 Minimum Hata Ytzdesi: %0,5499

Ortalama Hata Yiizdesi: %3,5879

R%0.730511742
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Ortalama Hata Yuzdelik Dagilimi

40

(0.02, 0.03] (0.04, 0.05] (0.06, 0.07]
[0.01, 0.02] (0.03, 0.04] (0.05, 0.06] (0.07, 0.08]

Tablo 9: Uzun Vade Destekli Karar Ormani Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar destekli karar orman1 regresyonu algoritmasinin gercek degerleri ortalama
29 kurus hata ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 63 kurus, en diisiik
hata durumunda ise 4 kurus hata ile degerler tahmin edilmistir. Determinasyon katsayisi
degeri 0,73’tlir. Bu deger karar agaci regresyonu ile kiyaslandiginda bu algoritmanin
degiskenler arasindaki iliskiyi daha iyi agikladigi goriilmektedir. Grafikler incelendiginde
destekli karar ormani regresyonu algoritmasimin devamli olarak gercek degerlerin altinda
tahminler tirettigi goriilmektedir. Bu sonug hata orani yiizdelik dagilimi grafigindeki tiim
degerlerin pozitif olmasindan goriilebilir. Karar agaci regresyonu algoritmasi ile
kiyaslandiginda maksimum hata degerinde ciddi bir fark goriilmektedir. Minimum hata
degerinin karar agaci regresyonu algoritmasindan yiiksek olmasi ve tiim tahminlerin gergek

degerlerin altinda olmasi dikkat ¢ekicidir.
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4.1.5 Hizh Orman Yiizdelik Dagilim Regresyonu (Fast Forest Quantile
Regression)

Hizli Orman Yiizdelik Dagilimi Regresyonu

Tahminleri / Akbank
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Tablo 10: Uzun Vade Hizli Orman Yiizdelik Dagilim Regresyonu / AKBNK
Maksimum Hata: 0,49 Minimum Hata: 0,00

Ortalama Hata: 0,17

Maksimum Hata Yiizdesi: %5,8125 Minimum Hata Yiizdesi: %0
Ortalama Hata Yizdesi: %2,14

R?: 0.816486082
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Ortalama Hata Yiizdelik Dagilimi
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Tablo 11: Uzun Vade Hizli Orman Yiizdelik Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar hizli orman yiizdelik dagilim regresyonu algoritmasinin gercek degerleri
ortalama 17 kurus hata ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 49 kurus,
en diisiik hata durumunda ise degerler tamamen dogru tahmin edilmistir. Determinasyon
katsayis1 degeri 0,82°dir. Bu deger Onceki iki karar agaci regresyonu algoritmalari ile
kiyaslandiginda bu algoritmanin degigskenler arasindaki iliskiyi daha iyi agikladigi
goriilmektedir. Grafikler incelendiginde destekli karar ormani regresyonu algoritmasinin
normal dagilima yakin fakat gergek degerlerin altinda tahmin etme egiliminde oldugu
goriilmektedir. Bu sonug hata orani yiizdelik dagilimi grafigindeki degerlerin pozitif tarafa
egimli olmasindan goriilebilir. Onceki algoritmalara kiyasla daha etkili ortalama hata,

maksimum hata ve minimum hata degerleri goriilmektedir.
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4.1.6 Noral Ag Regresyonu (Neural Network Regression)

Noral Ag Regresyonu Tahminleri / Akbank
9
8.5
8
75
7
6.5

6
24-05-16  24-06-16 24-07-16 24-08-16 24-09-16 24-10-16 24-11-16  24-12-16

s AKBNK e Neural Network Forecast

Tablo 12: Uzun Vade Néral A§ Regresyonu / AKBNK

Maksimum Hata: 0,80 Minimum Hata: 0,03
Ortalama Hata: 0,35

Maksimum Hata Yiizdesi: %8,9294 Minimum Hata Ytzdesi: %0
Ortalama Hata Yizdesi: %4,3867

R2%: 0.724042775
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Ortalama Hata Yiizdelik Dagilimi
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Tablo 13: Uzun Vade Néral Ag Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar noral ag regresyonu algoritmasinin gergek degerleri ortalama 35 kurus hata
ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 80 kurus, en diisiik hata
durumunda ise 3 kurus hata ile degerler tahmin edilmistir. Determinasyon katsayis1 degeri
0,72°dir. Grafikler incelendiginde noral ag regresyonu devamli olarak gergek degerlerin
altinda tahminler iirettigi goriilmektedir. Bu sonug hata orani yiizdelik dagilimi1 grafigindeki
tim degerlerin pozitif olmasindan goriilebilir. Incelenen makaleler goz &niinde
bulunduruldugunda noral ag kalan regresyon yoOntemlerinden kotii sonuglar ¢ikartmasi

sagirticidir.
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4.1.7 Poisson Regresyonu (Poisson Regression)

Poisson Regresyonu Tahminleri / Akbank
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Tablo 14: Tablo 17: Uzun Vade Poisson Regresyonu / AKBNK
Maksimum Hata: 0,67 Minimum Hata: 0,07
Ortalama Hata: 0,38
Maksimum Hata Yiizdesi: %7,6379 Minimum Hata Ytzdesi: %0,9353

Ortalama Hata Yizdesi: %4,7690

R?: 0.803203465
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Ortalama Hata Yiizdelik Dagilimi
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Tablo 15: Uzun Vade Poisson Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar Poisson regresyonu algoritmasinin gercek degerleri ortalama 38 kurug hata
ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 67 kurus, en diisiik hata
durumunda ise 7 kurus hata ile degerler tahmin edilmistir. Determinasyon katsayis1 degeri
0,80°dir. Grafikler incelendiginde noral ag regresyonu devamli olarak gergek degerlerin
altinda tahminler iirettigi goriilmektedir. Bu sonug hata orani yiizdelik dagilimi1 grafigindeki
tim degerlerin pozitif olmasindan goriilebilir. 38 kurusluk ortalama hata bu calismada

goriilen en yiiksek ortalama hata olmasi sasirticidir.
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4.1.8 Degerlendirme

Sonuglar karsilastirildiginda asagidaki tablo ortaya ¢ikmaktadir:

Dogrusal Bayes Dogrusal Karar Agaci Destekli Karar Ormani Hizli Orman Yuzdelik Noéral Ag Poisson

Max Hata 0.725084 0.705935774 0.8012083 0.630928688 0.489999943 0.796503
Min Hata 0.003826 0.004242464  0.023125 0.041821117 0 0.032615
Ortalama Hata = 0.295765 0.296440934 0.3146676 0.289329583 0.173962466 0.354538
Max Hata % 8.609664 8.37767679 9.0530119 7.484326074 5.812573464 8.929406
Min Hata % 0.048861 0.053297286 0.3075133 0.549972063 0 0.433713
Ortalama Hata % 3.700646 3.7102227 3.8993939 3.587942226 2.141477077 4.38677
R2 0.730512 0.739605978 0.6743183 0.730511742 0.816486082 0.724043

Tablo 16: Uzun Vade Sonug Degerlendirme

Ortalama hata kolunu karsilagtirildiginda bu deney icin en etkin tahminleri 17 kurus
ortalama hata ve %2,14 ortalama hata yiizdesi ile Hizli Orman Yiizdelik Regresyon

algoritmasinin tirettigi goriilmektedir.

En iyi ikinci algoritmanin ise 29 kurus ortalama hata ve %3,58 ortalama hata yiizdesi
ile Destekli Karar Ormani Regresyonu algoritmasi oldugu goriilmektedir. Determinasyon
katsayist satir1 incelendiginde yine bu algoritmanin degiskenler arasindaki iliskiyi en iyi

aciklayan algoritmadir.

Kalan algoritmalarin sonuglar1 birbirine yakin olmakla birlikte maksimum hata
yiizdelerindeki farkliliklar sebebi ile Bayes Dogrusal Regresyon iigilincii, Dogrusal
Regresyon algoritmasi dordiincii, Karar Agaci algoritmasi ise besinci siradadir. Belirtilen
algoritmalar birbirinin gelistirilmis versiyonlari kabul edilebilecegi i¢in bu sonuglarin

beklenen sonuglar oldugu sdylenebilir.

Poisson ve Noral Ag algoritmalarinin bu ¢alismadaki en kotii sonuglar tiretmesi bu
calismanin en sasirtict yanmidir. Bu iki algoritmanin referans gosterilen makalelerde
gosterdikleri yliksek performans sebebi ile daha yiiksek performans gostermeleri gerektigi

beklentisi vardir.
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Tiim algoritmalarin tahminleri agagidaki grafikte gdosterilmistir:
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Tablo 17: Uzun Vade Tiim Algoritma Tahminleri / AKBNK
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4.2 Orta Vade Ongoriileri

Ikinci ¢alismada 6grenme orani arttirilarak verilerin %90’i 6grenme igin kullanilmus,
kalan %10 tahmin edilmis ve gergek veriler ile karsilastirilmistir. Performansin birinci
calismaya kiyasla daha yiiksek olmasi beklenir. 755 giinliik verinin 680 giinii ile programlar
egitilmis, kalan 75 gilin tahmin edilmistir. Tiim algoritmalar i¢in tahmine karsilik gercek
degerlerin grafikleri, hata oranlari, hata yiizdeleri, determinasyon katsayilar1 ve hata yiizdesi
grafikleri gosterilmistir. Calisma Microsoft Azure servisi {izerinde kiralanan bir sunucuda

yapilmistir. Tlim algoritmalar 1 saatten kisa bir slirede tamamlanmaktadir.
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4.2.1 Dogrusal Regresyon (Linear Regression)

Dogrusal Regresyon Tahminleri / Akbank

O O
N N N ; N N
K K ; s ; ; ; NG o5 s ; s s
O r»b H O N q,b‘ ’1} O(\ N Y % H N ) ,]‘/O

e AKBNK e[ inear Forecast

Tablo 18: Orta Vade Dogrusal Regresyon / AKBNK

Maksimum Hata: 0,26 Minimum Hata: 0
Ortalama Hata: 0,1

Maksimum Hata Yiizdesi: %3,4192 Minimum Hata Yiizdesi: 0
Ortalama Hata Yiizdesi: %1,3274

R?: 0.758842068

68



Ortalama Hata Yiizdelik Dagilimi
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Tablo 19: Orta Vade Dogrusal Regresyon Ortalama Hata Yiizdelik Dagilimi

Sonuglar dogrusal regresyon algoritmasinin ger¢ek degerleri ortalama 10 kurus hata
ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 26 kurus, en diisiik hata
durumunda ise degerler tamamen dogru tahmin edilmistir. Determinasyon katsayis1 degeri
0,76°dir. Grafikler incelendiginde dogrusal regresyon algoritmasinin ger¢ek degerlerin
tizerinde ve altinda degerler tirettigi goriilmektedir. Bu sonug hata orani yiizdelik dagilimi
grafigindeki degerlerin pozitif ve negatif olmasindan goriilebilir. Negatif degerlerin
fazlalikta olmas1 algoritmanin gercek degerlerin iizerinde daha fazla sonug irettigini
gostermektedir. Dogru grafikleri 05-12-16 tarihi ve sonrasinda iiretilen tiim degerlerin
gercek degerlerin iistiinde oldugunu gostermektedir. Bir onceki ¢aligsma ile kiyaslandiginda

tiim performans metrikleri daha iyi sonuglar gostermektedir.
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4.2.2 Bayes Dogrusal Regresyon (Bayes Linear Regression)

Bayes Dogrusal Regresyon Tahminleri /
Akbank
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Tablo 20: Orta Vade Bayes Dogrusal Regresyon / AKBNK

Maksimum Hata: 0,26 Minimum Hata: 0
Ortalama Hata: 0,1

Maksimum Hata Yiizdesi: %3,2004 Minimum Hata Yiizdesi: 0
Ortalama Hata Yiizdesi: %1,2251

R?: 0.802050265
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Ortalama Hata Yiizdelik Dagilimi
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Tablo 21: Orta Vade Bayes Dogrusal Regresyon Ortalama Hata Yiizdelik Dagilimi

Sonuglar Bayes dogrusal regresyon algoritmasinin ger¢ek degerleri ortalama 10 kurus
hata ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 26 kurus, en diisiik hata
durumunda ise degerler tamamen dogru tahmin edilmistir. Determinasyon katsayis1 degeri
0,80°dir. Grafikler incelendiginde bayes dogrusal regresyon algoritmasinin gergek
degerlerin iizerinde ve altinda degerler tirettigi goriilmektedir. Bu sonug hata oran1 yiizdelik
dagilim1 grafigindeki degerlerin pozitif ve negatif olmasindan goriilebilir. Negatif degerlerin
fazlalikta olmas1 algoritmanin gercek degerlerin iizerinde daha fazla sonug irettigini
gostermektedir. Dogru grafikleri 05-12-16 tarihi ve sonrasinda iiretilen tiim degerlerin
gercek degerlerin iistiinde oldugunu gostermektedir. Bir onceki ¢aligsma ile kiyaslandiginda
tim performans metrikleri daha iyi sonuglar gostermektedir. Determinasyon kat sayisi
degerinin dogrusal regresyon algoritmasina kiyasla daha yiiksek olmasi bu algoritmanin

degiskenler arasindaki iliskiyi daha iyi acikladigin1 gostermektedir.
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4.2.3 Karar Agaci Regresyonu (Decision Tree Regression)

Karar Agaci Regresyonu Tahminleri / Akbank
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Tablo 22: Orta Vade Karar Adaci Regresyonu / AKBNK

Maksimum Hata: 0,44 Minimum Hata: 0
Ortalama Hata: 0,19

Maksimum Hata Yiizdesi: %5,6313 Minimum Hata Ytzdesi: %0
Ortalama Hata Yiizdesi: %2,4129

R?: 0.753092385
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Ortalama Hata Yiizdelik Dagilimi
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Tablo 23: Orta Vade Karar Agaci Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar karar agaci regresyonu algoritmasinin gergek degerleri ortalama 19 kurus
hata ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 44 kurus, en diisiik hata
durumunda ise degerler tamamen dogru tahmin edilmistir. Determinasyon katsayis1 degeri
0,75°tir. Grafikler incelendiginde karar agaci regresyonu algoritmasinin gergek degerlerin
tizerinde ve altinda degerler tirettigi goriilmektedir. Bu sonug hata orani yiizdelik dagilimi
grafigindeki degerlerin pozitif ve negatif olmasindan goriilebilir. Pozitif degerlerin fazlalikta
olmasi algoritmanin gercek degerlerin altinda daha fazla sonug irettigini gostermektedir.
Sonuglar uzun vade ¢aligma sonuglart ile kiyaslandiginda performansin arttigi

goriilmektedir.
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4.2.4 Destekli Karar Ormani Regresyonu (Boosted Decision Forest
Regression)

Destekli Karar Ormani Regresyonu
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Tablo 24: Orta Vade Destekli Karar Ormani Regresyonu / AKBNK
Maksimum Hata: 0,29 Minimum Hata: 0
Ortalama Hata: 0,09
Maksimum Hata Yiizdesi: %3,4949 Minimum Hata Yiizdesi: %0

Ortalama Hata Yizdesi: %1,1855

R?: 0.784449838

74



Ortalama Hata Yiizdelik Dagilimi
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Tablo 25: Orta Vade Destekli Karar Ormani Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar destekli karar ormani regresyonu algoritmasinin gercek degerleri ortalama 9
kurus hata ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 29 kurus, en diisiik
hata durumunda ise degerler tamamen dogru tahmin edilmistir. Determinasyon katsayisi
degeri 0,78’tir. Grafikler incelendiginde destekli karar ormani regresyonu algoritmasinin
gercek degerlerin lizerinde ve altinda degerler lirettigi goriilmektedir. Bu sonug hata orani
yiizdelik dagilim1 grafigindeki degerlerin pozitif ve negatif olmasindan goriilebilir. Degerler
can egrisine yakin bir sonug sergilemektedir, bu sebeple algak ve yliksek tahmin sayisinin
yakin oldugu soylenebilir. Sonuglar uzun vade c¢alisma sonuclar ile kiyaslandiginda

performansin arttig1 goriillmektedir.
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4.2.5 Hizh Orman Yiizdelik Dagilim Regresyonu (Fast Forest Quantile
Regression)

Hizli Orman Yiizdelik Dagilimi Regresyonu
Tahminleri / Akbank
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Tablo 26: Orta Vade Hizli Orman Dagilim Regresyonu / AKBNK

Maksimum Hata: 0,36 Minimum Hata: 0

Ortalama Hata: 0,15

Maksimum Hata Yiizdesi: %4,6632 Minimum Hata Ytzdesi: %0
Ortalama Hata Yizdesi: %1,8709

R% 0.674864477
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Ortlama Hata Ylzdelik Dagilimi
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Tablo 27: Orta Vade Hizli Orman Yiizdelik Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar hizli orman yiizdelik dagilim regresyonu algoritmasinin gercek degerleri
ortalama 15 kurus hata ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 36 kurus,
en diisiik hata durumunda ise degerler tamamen dogru tahmin edilmistir. Determinasyon
katsayis1 degeri 0,78’tir. Grafikler incelendiginde hizli orman yiizdelik dagilim regresyonu
algoritmasinin gercek degerlerin iizerinde ve altinda degerler iirettigi goriilmektedir. Bu
sonug hata orani ylizdelik dagilimi grafigindeki degerlerin pozitif ve negatif olmasindan
goriilebilir. Degerlerin biiylik ¢cogunlukla negatif olmasi sebebi ile algoritmanin gergek
degerlerin ilizerinde tahmin {iretme egiliminde oldugu sdylenebilir. Sonuglar uzun vade
calisma sonuglart ile kiyaslandiginda performansin arttig1 goriilmektedir fakat sasirticidir ki

determinasyon katsayis1 degeri diislis gostermistir.
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4.2.6 Noral Ag Regresyonu (Neural Network Regression)

Noral Ag Regresyonu / Akbank
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Tablo 28: Orta Vade Néral Ag Regresyonu / AKBNK

Maksimum Hata: 0,33 Minimum Hata: 0
Ortalama Hata: 0,12

Maksimum Hata Yiizdesi: %4,4162 Minimum Hata Yiizdesi: 0
Ortalama Hata Yiizdesi: %1,5178

R?: 0.731668337
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Ortalama Hata Yiizdelik Dagilimi
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Tablo 29: Orta Vade Néral Ag Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar noral ag regresyonu algoritmasinin ger¢ek degerleri ortalama 12 kurus hata
ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 33 kurus, en diisiik hata
durumunda ise degerler tamamen dogru tahmin edilmistir. Determinasyon katsayisi1 degeri
0,78tir. Grafikler incelendiginde ndral ag regresyonu algoritmasinin ger¢ek degerlerin
tizerinde ve altinda degerler tirettigi goriilmektedir. Bu sonug hata orani yiizdelik dagilimi
grafigindeki degerlerin pozitif ve negatif olmasindan goriilebilir. Degerlerin biiyiik
cogunlukla negatif olmasi sebebi ile algoritmanin gerg¢ek degerlerin lizerinde tahmin {iretme
egiliminde oldugu sdylenebilir. 29-11-16 tarihi sonrasindaki tiim degerler gergek degerlerin
tizerindedir. Sonuglar uzun vade calisma sonuglari ile kiyaslandiginda performansin arttigi

goriilmektedir.
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4.2.7 Poisson Regresyonu (Poisson Regression)

Poisson Regresyonu Tahminleri / Akbank
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Tablo 30: Orta Vade Poisson Regresyonu / AKBNK

Maksimum Hata: 0,44 Minimum Hata: 0

Ortalama Hata: 0,22

Maksimum Hata Yiizdesi: %5,3430 Minimum Hata Ytzdesi: %0
Ortalama Hata Yizdesi: %2,7990

R?: 0.638519958
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Ortalama Hata Yiizdelik Dagilimi
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Tablo 31: Orta Vade Poisson Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar Poisson regresyonu algoritmasinin ger¢ek degerleri ortalama 22 kurus hata
ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 44 kurus, en diisiik hata
durumunda ise degerler tamamen dogru tahmin edilmistir. Determinasyon katsayis1 degeri
0,63’tlir. Grafikler incelendiginde Poisson regresyonu algoritmasinin ger¢ek degerlerin
tizerinde ve altinda degerler tirettigi goriilmektedir. Bu sonug hata orani yiizdelik dagilimi
grafigindeki degerlerin pozitif ve negatif olmasindan goriilebilir. Degerlerin biiyiik
cogunlukla pozitif olmas1 sebebi ile algoritmanin gergek degerlerin altinda tahmin {iretme
egiliminde oldugu sdylenebilir. Sonuglar uzun vade calisma sonuglar ile kiyaslandiginda

performansin arttig1 goriillmektedir.

81



4.2.8 Degerlendirme

Sonuglar karsilastirildiginda asagidaki tablo ortaya ¢ikmaktadir:

Dogrusal Bayes Dogrusal Karar Agaci Destekli Karar Ormani Hizli Orman Yuzdelik Noral Ag Poisson
Max Hata 0.260889328 0.255078539 0.44375 0.294278069 0.359999924 0.3254813 0.447210158
Min Hata 0.000611409 0.001228983 0.0025 0.000746689 0 0.000574951 0.001001052
Ortalama Hata 0.104295674 0.096346734 0.192441856 0.094179507 0.14746664 0.119374047 0.225274606
Max Hata % 3.419257248 3.200483551 5.631345178 3.494988943 4.663211451 4.416299864 5.34301264
Min Hata % 0 0 0.032175032 0 0 0 0.012850475
Ortalama Hata % 1.327412413 1.225109118 2.412946633 1.185523631 1.87091774 1.517824993 2.799022892
R2 0.758842068 0.802050265 0.753092385 0.784449838 0.674864477 0.731668337 0.638519958

Tablo 32: Orta Vade Sonug¢ Degerlendirme

Ortalama hata kolunu karsilastirildiginda bu deney icin en etkin tahminleri 9 kurus
ortalama hata ve %1,18 ortalama hata yiizdesi ile Destekli Karar Ormani Regresyonu

algoritmasinin tirettigi goriilmektedir.

En iyi ikinci ve Giglincii algoritmalar ise %1,2251 ortalama hata ve %1,3274 ortalama
hata ylizdesi ile Bayes Dogrusal ve Dogrusal Regresyon algoritmalart olduklari
goriilmektedir. Bu iki algoritmanin ortalama hata ytlizdelik dagilimlar incelendiginde ise
Bayes Dogrusal Regresyonun ufak bir farkla performansimin daha yiiksek oldugu
goriilmektedir. Bu sebeple Bayes Dogrusal Regresyon Algoritmast ikinci, Dogrusal

Regresyon Algoritmasi {i¢iincii siradadir.

Dordiincii sirada ise dogrusal algoritmalara ¢ok yakin bir ortalama hata orani olan
%1,5178 ile Noral Ag Regresyonu algoritmasi 6ne ¢ikmaktadir. %1,8709 hata ortalamasi ile
Fast Forest Quantile Regresyonu algoritmasi besinci, %2,4129 hata orani ile Karar Agaci
Regresyonu algoritmasi altinci, %2,7990 hata orani ile ise Poisson Regresyonu algoritmasi

son siradadir.
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Deney sonugclar1 bir 6nceki deney ile karsilastirildiginda tiim tahminlerin ilk deneye
kiyasla daha etkin oldugu goriilmektedir. Birinci deneydeki en diisiik ortalama hata %2,14
ile Hizli Orman Yiizdelik Dagilim algoritmasi iken, ikinci deneyde %1,18 hata orani ile
Destekli Karar Ormani algoritmasidir. Dikkat ¢eken bir diger sonugta iki deneyde 6ne
c¢ikan algoritmalarin farkli algoritmalar olmasidir. Tiim algoritmalarin tahminleri agagidaki

grafikte gosterilmistir:

Orta Vade Tum Algoritmalar

9
8.5
8
7.5
7
6.5
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Q@ Q Q@ o A g g g g T g S gl S
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e AKBN K = Bayesian Linear Forecast
Boosted Decision Tree Forecast Decision Forest Forecast

== Fast Forest 75th Quantile Forecast =====|inear Forecast

e Neural Network Forecast = Poisson Forecast

Tablo 33: Orta Vade Tiim Algoritma Tahminleri / AKBNK
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4.3 Kisa Vade Ongoriileri

Son caligmada maksimum 6grenmeyi gergeklestirme durumu igin verilerin %99’
o0grenme i¢in kullanilmis, kalan %1 tahmin edilmis ve gergek veriler ile karsilagtirilmistir.
755 giinliik verinin 747 giinii ile programlar egitilmis, kalan 8 giin tahmin edilmistir. Tiim
algoritmalar i¢in tahmine karsilik gergek degerlerin grafikleri, hata oranlari, hata yiizdeleri,
determinasyon katsayilar1 ve hata yiizdesi grafikleri gosterilmistir. Tiim ¢alismada goriilen
en yiiksek performans beklenmektedir, bu sebeple bu sonuglar ile yatirim yapilmasi durumu
da incelenmistir. Calisma Microsoft Azure servisi lizerinde kiralanan bir sunucuda

yapilmistir. Tiim algoritmalar 1 saatten kisa bir slirede tamamlanmaktadir.
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4.3.1 Dogrusal Regresyon (Linear Regression)

Dogrusal Regresyon Tahminleri / Akbank

8

o \/\/
7.8
) \’\/\/
7.6

7-5
21-12-16  22-12-16  23-12-16  26-12-16  27-12-16  28-12-16  29-12-16  30-12-16

e AKBNK  e====].inear Forecast

Tablo 34: Kisa Vade Linear Regresyon / AKBNK

Maksimum Hata: 0,1816 Minimum Hata: 0,1437

Ortalama Hata: 0,1613

Maksimum Hata Yiizdesi: %2,3527 Minimum Hata Yizdesi: %1,8383
Ortalama Hata Yizdesi: %2,0819

R?: 0.947917794
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Ortalama Hata Yiizdelik Dagilimi
4.5

[-0.023527194, -0.019927194] (-0.019927194, -0.016327194]

Tablo 35: Kisa Vade Dogrusal Regresyon Ortalama Hata Yiizdelik Dagilimi

Sonuglar dogrusal regresyon algoritmasinin gercek degerleri ortalama 16 kurus hata
ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 18 kurus, en diisiik hata
durumunda ise 14 kurusluk bir fark goriilmektedir. Determinasyon katsayisi degeri 0,94 tiir.
Grafikler incelendiginde dogrusal regresyon algoritmasinin devamli olarak gercek
degerlerin iizerinde degerler iirettigi goriilmektedir. Bu sonug hata orani yiizdelik dagilimi
grafigindeki tiim degerlerin pozitif olmasindan goriilebilir. Bir Onceki c¢alisma ile
kiyaslandiginda determinasyon katsayisi ve maksimum hata metriklerinde gelisme vardir
fakat ortalama hata baglaminda daha koétii sonug verdigi goriilmektedir. 8 hareketin 7’sinin
yonii dogru tahmin edilmistir. Fiyat hareket siddeti de dogru tahmin edilmistir fakat fiyatin

kendisi gergek degerden uzaklagmistir.

Elinde bu bilgiler bulunan ve 21-12-16 tarihinde elinde 100 birim parasi olan mantikli

bir yatirimet:

21-12-16 tarihinde gelecekte fiyatin diisecegi ongoriisii ile 27-12-16 tarihine kadar
satin alma islemi yapmaz. Fiyatin artacagi bilgisi ile 27-12-16 tarihinde 7,67 fiyatindan satin
alma islemi gerceklestirir ve fiyatin diisecegi bilgisi ile 28-12-16 tarihinde 7,79 fiyatindan
satar. Aynt mantik ile 29’unda 7,77 fiyatindan satin alir ve 30’unda 7,82 fiyatindan satar. Bu

durum 8 giinliik bir siirede %2.21 kar saglar.
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4.3.2 Bayes Dogrusal Regresyon (Bayes Linear Regression)

Bayes Dogrusal Regresyon Tahminleri /

Akbank

7.9 \/\/
7.8
77

7.6

75

21-12-16  22-12-16  23-12-16  26-12-16  27-12-16

e AKBNK

28-12-16 29-12-16 30-12-16

== Bayesian Linear Forecast

Tablo 36: Kisa Vade Bayes Linear Regresyon / AKBNK

Maksimum Hata: 0,1739

Ortalama Hata: 0,1533

Maksimum Hata Yiizdesi: %2,2533

Ortalama Hata Yiizdesi: %1,9782

R?: 0.945942497
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Ortalama Hata Yiizdelik Dagilimi
4.5

[-0.022533433, -0.018933433] (-0.018933433, -0.015333433)

Tablo 37: Kisa Vade Bayes Dogrusal Regresyon Ortalama Hata Yiizdelik Dagilimi

Sonuglar Bayes dogrusal regresyon algoritmasinin ger¢ek degerleri ortalama 15 kurus
hata ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 17 kurus, en diisiik hata
durumunda ise degerler tamamen dogru tahmin edilmistir. Determinasyon katsayis1 degeri
0,94°tiir. Grafikler incelendiginde Bayes dogrusal regresyon algoritmasinin devamli olarak
gercek degerlerin tlizerinde degerler iirettigi goriilmektedir. Bu sonug hata orani yiizdelik
dagilimi grafigindeki degerlerin tamaminin negatif olmasindan goriilebilir. Bir onceki
calisma ile kiyaslandiginda determinasyon katsayist ve maksimum hata metriklerinde
gelisme vardir fakat ortalama hata baglaminda daha koétii sonug verdigi goriilmektedir. 8
hareketin 7’sinin yonii dogru tahmin edilmistir. Ayn1 dogrusal regresyon algoritmasinda
oldugu gibi fiyat hareket siddeti de dogru tahmin edilmistir fakat fiyatin kendisi gergek

degerden uzaklagmustir.

Elinde bu bilgiler bulunan ve 21-12-16 tarihinde elinde 100 birim parasi olan mantikli
bir yatirime1 dogrusal regresyon algoritmasi ile ayni kararlar verir ve 8 giin i¢in %2.21 kar

saglar.
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4.3.3 Karar Agaci Regresyonu (Decision Tree Regression)

Karar Agaci Regresyonu Tahminleri / Akbank

7.95
7.9
7.85

7.8
7-75
7-7

7.65
7.6
7-55
7-5
21-12-16  22-12-16  23-12-16

e AKBNK

26-12-16 27-12-16 28-12-16 29-12-16 30-12-16

e Decision Forest Forecast

Tablo 38: Kisa Vade Karar Adaci Regresyonu / AKBNK

Maksimum Hata: 0,1201

Ortalama Hata: 0,0977

Maksimum Hata Yiizdesi: %1,5552

Ortalama Hata Yizdesi: %1,2599

R?:0.90691177

Minimum Hata: 0,0519

Minimum Hata Yizdesi: %0,6771
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Ortalama Hata Yiizdelik Dagilimi

[-0.015552137, -0.010252137] (-0.010252137, -0.004952137]

Tablo 39: Kisa Vade Karar Adaci Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar karar agaci regresyonu algoritmasinin gercek degerleri ortalama 9 kurus hata
ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 12 kurus, en diisiik hata
durumunda ise 5 kurus hata yapilmigtir. Determinasyon katsayisi degeri 0,91°dir. Grafikler
incelendiginde karar agaci regresyonu algoritmasinin devamli olarak ger¢ek degerlerin
tizerinde degerler tirettigi goriilmektedir. Bu sonug hata oran1 yiizdelik dagilimi grafigindeki
tim degerlerin negatif olmasindan goriilebilir. Sonuglar uzun vade ¢alisma sonugclari ile
kiyaslandiginda performansin arttigt  goriilmektedir. Dogrusal algoritmalar ile
kiyaslandiginda ortalama hata sonuglar daha iyi olsa da tahmin edilen 8 giin de 2 defa fiyat

hareketinin yonii hatali tahmin edilmistir.

Elinde bu bilgiler bulunan ve 21-12-16 tarihinde elinde 100 birim parasi olan mantikli

bir yatirimci:

27-12-16 tarihine kadar alim islemi yapmaz ve 23-26 tarihleri arasinda 7.74’ten alip
7.75’ten satma firsatim1 kullanmaz. 27-12-16 tarihinde 7,67 fiyatindan alim islemi
gergeklestirir ve bir giin sonra 7,79 degerinde satar. Ayn1 mantik ile 28’inde 7.77 fiyatindan

alip 29’unda?7.82 fiyatindan satarak 8 giinliik bir siirede %2.21 kar saglar
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4.3.4 Destekli Karar Ormani Regresyonu (Boosted Decision Forest
Regression)

Destekli Karar Ormani Regresyonu Tahminleri

/ Akbank
8
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7-5
21-12-16  22-12-16  23-12-16  26-12-16 27-12-16 28-12-16 29-12-16 30-12-16
=== AKBNK  e====Boosted Decision Tree Forecast
Tablo 40: Kisa Vade Destekli Karar Ormani Regresyonu / AKBNK
Maksimum Hata: 0,1628 Minimum Hata: 0,0183

Ortalama Hata: 0,0755

Maksimum Hata Yiizdesi: %2,0955 Minimum Hata Ytzdesi: %0,2392

Ortalama Hata Yizdesi: %0,972

R?: 0.709958244
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Ortalama Hata Yiizdelik Dagilimi

[-0.020955794, -0.008955794] (-0.008955794, 0.003044206]

Tablo 41: Kisa Vade Destekli Karar Ormani Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar destekli karar ormani regresyonu algoritmasinin gercek degerleri ortalama 7
kurus hata ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 16 kurus, en diisiik
hata durumunda ise 1 kurus hata yapilmistir. Determinasyon katsayist degeri 0,7 ’tir.
Grafikler incelendiginde destekli karar ormani regresyonu algoritmasinin devamli gercek
degerlerin iizerinde degerler tirettigi goriilmektedir. Bu sonug hata orani yiizdelik dagilimi
grafigindeki tiim degerlerin pozitif olmasindan goriilebilir. Sonuglar uzun vade calisma
sonuglar1 ile kiyaslandiginda performansin arttigi goriilmektedir. Sonuglar onceki tiim
algoritmalardan iyi olsa da bu algoritmada da 8 hareket yoniiniin 2’si hatali tahmin

edilmistir.

Elinde bu bilgiler bulunan ve 21-12-16 tarihinde elinde 100 birim parasi olan mantikli

bir yatirimci:

27-12-16 tarihine kadar alim islemi yapmaz ve 23-26 tarihleri arasinda 7.74’ten alip
7.75’ten satma firsatim1 kullanmaz. 27-12-16 tarihinde 7,67 fiyatindan alim islemi
gergeklestirir ve bir giin sonra 7,79 degerinde satar. Sonrasinda fiyatin diisecegi diisiincesi

ile alim satim islemi yapmaz ve 8 giinliik stirede %1.56 kar saglar.
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4.3.5 Hizh Orman Yiizdelik Dagilim Regresyonu (Fast Forest Quantile
Regression)

Hizli Orman Yiizdelik Dagilim1 Regresyonu
Tahminleri / Akbank
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AKBNK

Fast Forest 75th Quantile Forecast

Tablo 42: Kisa Hizli Orman Yiizdelik Regresyonu / AKBNK

Maksimum Hata: 0,2000 Minimum Hata: 0,1299

Ortalama Hata: 0,1757

Maksimum Hata Yiizdesi: %2,5906 Minimum Hata Yuzdesi: %1,6624
Ortalama Hata Yizdesi: %2,2671

R?:0.771738914
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Ortalama Hata Ylzdelik Dagilimlar

[-0.026888663, -0.021088663] (-0.021088663, -0.015288663]

Tablo 43: Kisa Vade Hizli Orman Yiizdelik Regresyonu Ortalama Hata Yiizdelik Dagilimi

Sonuglar hizli orman yiizdelik dagilim regresyonu algoritmasinin gercek degerleri
ortalama 17 kurus hata ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 20 kurus,
en diisiik hata durumunda ise 13 kurusluk hata goriilmektedir. Determinasyon katsayisi
degeri 0,78’tir. Grafikler incelendiginde hizli orman yiizdelik dagilim regresyonu
algoritmasinin devamli ger¢ek degerlerin lizerinde degerler tlirettigi goriilmektedir. Bu sonug
hata orani yiizdelik dagilimi grafigindeki tiim degerlerin pozitif olmasindan goriilebilir.
Sonuglar uzun vade ¢alisma sonuglar1 ile kiyaslandiginda performansin diistiigi
goriilmektedir. Bu ¢alismada ilk defa bir algoritmada artan 6grenme siiresi ile diisen sonuglar

goriilmiistir.

Elinde bu bilgiler bulunan ve 21-12-16 tarihinde elinde 100 birim parasi olan mantikl

bir yatirimci:

27-12-16 tarihine kadar fiyatin diisecegi diisiincesi ile alim satim iglemi yapmaz.
27’sinde 7,67 fiyatindan satin alir ve fiyatin artacag diistincesi ile 29°una kadar kadar

elinde tutar. Bu tarihte 7,77 fiyatindan satar ve 8 giinliik siirede %1.30 kar saglar.
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4.3.6 Noral Ag Regresyonu (Neural Network Regression)

Noral Ag Regresyonu Tahminleri / Akbank
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Tablo 44: Kisa Vade Néral AG Regresyonu / AKBNK
Maksimum Hata: 0,0609 Minimum Hata: 0,0185
Ortalama Hata: 0,0374
Maksimum Hata Yiizdesi: 0,8120 Minimum Hata Yiizdesi: 0,2378

Ortalama Hata Yiizdesi: 0,4842

R?: 0.88445494
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Ortalama Hata Yiizdelik Dagilimi
4.5

[-0.008120037, -0.003620037] (-0.003620037, 0.000879963]

Tablo 45: Kisa Vade Néral Ag Ortalama Hata Yiizdelik Dagilimi

Sonuglar noral ag regresyonu algoritmasinin gergek degerleri ortalama 4 kurus hata
ile tahmin ettigini gostermektedir. Yapilan en yiiksek hata 6 kurus, en diisiik hata durumunda
ise 2 kurus hata goriilmektedir. Determinasyon katsayist degeri 0,88’tir. Grafikler
incelendiginde noral ag regresyonu algoritmasinin devamli olarak gercek degerlerin
tizerinde degerler tirettigi goriilmektedir. Bu sonug hata oran1 yiizdelik dagilimi grafigindeki
tiim degerlerin negatif olmasindan goriilebilir. Sonuglar uzun vade calisma sonuclari ile
kiyaslandiginda performansin artti1 goriilmektedir. Ogrenme siiresi arttikga bu ydntemin
performansi ciddi sekilde artmistir. Buna ragmen Noral ag regresyonu da 8 hareket

yoniinden 2’sini hatali tahmin etmistir.

Elinde bu bilgiler bulunan ve 21-12-16 tarihinde elinde 100 birim parasi olan mantikli

bir yatirimet:

27-12-16 tarihine kadar fiyatin diisecegi diislincesi ile alim satim islemi yapmaz.
27’sinde 7,67 fiyatindan satin alir ve 30’unda 7,82 fiyatindan satarak 8 giinliik siirede %1,95

kar saglar.
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4.3.7 Poisson Regresyonu (Poisson Regression)

Poisson Regresyonu Tahminleri / Akbank
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Tablo 46: Kisa Vade Poisson Regresyonu / AKBNK
Maksimum Hata: 0,0408 Minimum Hata: 0
Ortalama Hata: 0,0205
Maksimum Hata Yiizdesi: 0,5232 Minimum Hata Yiizdesi: 0

Ortalama Hata Yizdesi: 0,2654

R?: 0.718343493
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Ortalama Hata Yiizdelik Dagilimi

[-0.005253196, 0.001846804] (0.001846804, 0.008946804]

Tablo 47: Kisa Vade Poisson Ortalama Hata Yiizdelik Dagilimi

Sonuglar Poisson regresyonu algoritmasinin gercek degerleri ortalama 2 kurus hata ile
tahmin ettigini gdstermektedir. Yapilan en yiiksek hata 4 kurus, en diisiik hata durumunda
ise degerler tamamen dogru tahmin edilmistir. Determinasyon katsayist degeri 0,72 dir.
Grafikler incelendiginde Poisson regresyonu algoritmasinin gergek degerlerin iizerinde ve
altinda degerler iirettigi goriilmektedir. Bu sonug hata orani yilizdelik dagilimi grafigindeki
degerlerin pozitif ve negatif olmasindan goriilebilir. Degerlerin biiyiik ¢ogunlukla negatif
olmasi sebebi ile algoritmanin gergek degerlerin tizerinde tahmin iiretme egiliminde oldugu
sOylenebilir. Sonuclar uzun vade ¢alisma sonuglari ile kiyaslandiginda performansin ciddi
oranda arttig1 goriilmektedir. Ik calismada en kétii sonuglar1 veren Poisson regresyonu
algoritmasi, son ¢aligmada hem en iyi tahminleri yapmis hem de 8 hareket yoniiniin 7’sini

dogru tahmin etmistir.

Elinde bu bilgiler bulunan ve 21-12-16 tarihinde elinde 100 birim parasi olan mantikli

bir yatirimet:

23-12-16 tarihinde 7,72 fiyatindan satin alir ve 26’sinda 7,73 fiyatindan satar.
Sonrasinda 27’sinde 7,67 fiyatindan satin alip 30’unda 7,82 fiyatindan satarak 8 giinliik
stirede %2,08 kar saglar.
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4.3.8 Degerlendirme

Sonuglar karsilastirildiginda asagidaki tablo ortaya ¢ikmaktadir. Ortalama hata

degeri 2-3 kurus seviyesine kadar diisiirilmiistiir.

Dogrusal Bayes Dogrusal Karar Agaci Destekli Karar Ormani Hizli Orman Yuzdelik Noral Ag Poisson

Max Hata 0.18163 0.173958101 0.1200625 0.162826519 0.200000076  0.06309
Min Hata 0.143757 0.134689462 0.0519375 0.018346863 0.129999809 0.01853
Ortalama Hata 0.161376 0.153325966 0.0977708 0.075512848 0.175714182 0.03748
Max Hata % 2.352719 2.253343277 1.5552137 2.095579395 2.59067456 0.812
Min Hata % 1.838323 1.722371637 0.6771512 0.239202907 1.66240165 0.23787
Ortalama Hata %  2.08198 1.978211167 1.2599896 0.972011062 2.267143786 0.48422
R2 0.947918 0.945942497 0.9069118 0.709958244 0.771738914 0.88445

Tablo 48: Kisa Vade Sonug Degerlendirme

Ortalama hata kolunu karsilastirildiginda bu ¢alisma i¢in en etkin tahminleri 2 kurus
ortalama hata ve %0,2654 ortalama hata yiizdesi ile Poisson Regresyonu algoritmasinin
lirettigi goriilmektedir. Ikinci sirada ise 3 kurus ortalama hata ve %0,4842 ortalama hata
ylizdesi ile Noral Ag Regresyonu algoritmasi bulunmaktadir. Bu iki algoritmanin bir 6nceki
calismalardaki performanslar1 incelendiginde son sirada olduklar1 goriilmektedir. ki

algoritma da artan 6grenme siiresi ile performanslarini yiikseltmistir.

Ugiincii ve dordiincii sirada 7 kurus ortalama hata ile Destekli Karar Agaci Regresyonu
algoritmast ve 9 kurus ortalama hata ile Karar Agaci Regresyonu algoritmalar
bulunmaktadir. Bu algoritmalar da artan 6grenme siiresi ile daha yiliksek performans

gostermislerdir.

Besinci ve altinci sirada 15 kurus ortalama hata ile Bayes Dogrusal Regresyon ve 16
kurus ortalama hata ile Dogrusal Regresyon algoritmalari bulunmaktadir. Kisa vadede son
siray1 17 kurus ortalama hata ile Hizli Orman Yiizdelik Dagilim regresyonu almistir. Tiim
deneyler kiyaslandiginda Bayes Dogrusal Regresyon algoritmasinin diizenli olarak Dogrusal
Regresyon algoritmasindan iistiin performans gosterdigi goriilmektedir. Dikkat ¢eken bir
0zellik, dogrusal algoritmalarin yiiksek determinasyon katsayisi degerleri ve tiim hareket

yonlerini dogru tahmin etmis olmalaridir.
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Ilgingtir ki Hizl1 Orman Yiizdelik Dagilim algoritmasi egitim / tahmin siirelerinden
bagimsiz olarak hep benzer sonuglar gostermistir: Ortalama hata orani birinci ¢alismada
%2,14, ikinci ¢alismada %1,87, {igiincii ¢alismada ise %2.26’d1r. Birinci calismada ilk
siray1 alan bu algoritma, son ¢alismada Sonuncu siradadir. Bu algoritma i¢in artan 6grenme
stiresi performans artig1 anlamina gelmemektedir. Tiim algoritmalarin tahminleri asagidaki

grafikte gosterilmistir:

Kisa Vade Tum Algoritmalar

8.1

8
7.9 w
7.8
. W

7.6
NN N N R N N e N0 D
N N NV N N N N N N N
4 ™ o1 < A Se] O’ Q
i W ¥ ) Y 0 v ) v S
e AKBN K = Bayesian Linear Forecast
Boosted Decision Tree Forecast Decision Forest Forecast

== Fast Forest 75th Quantile Forecast =====|inear Forecast

e Neural Network Forecast = Poisson Forecast

Tablo 49: Kisa Vade Tiim Algoritma Tahminleri / AKBNK

Tahminler alim satim kararlar1 i¢in kullanildiginda dogrusal bazli algoritmalar ile 8
giinliik siirede %2,21 kar saglamanin miimkiin oldugu gosterilmistir. Belirtilen 8 giinliik
stirede saglanabilecek maksimum kar %2,35’tir. Bu durum yapa zeka regresyonlarinin

arbitraj yaratma hedefi i¢in kullanilabilecegini gostermektedir.
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BOLUM V. SONUC, ONERILER ve GENEL DEGERLENDIRME

Bu c¢alisma finans alaninda arbitraj yaratma hedefinin ilk adimi olan gelecegi
Ongorebilme konusunu modern yapay zeka araglarinin yontemleri ile incelemesi baglaminda
bilgisayar miihendisligi ve finans disiplinlerini igeren 6zgiin bir ¢alismadir. Calisma finans
diinyasinin iki temel hipotezi olan rassal yliriiyiis ve etkin piyasalar hipotezlerine karsi ¢ikan
hedefler icerir, fakat iki hipotezde de glinlimiiz piyasasinda dogru olmayan boliimler tespit

edilmistir.

Calisma i¢in IMKB 30 firmalar1 2014-2016 tarihleri arasi giin sonu fiyat verileri
kullanilmis ve zaman serileri farkli 6zellikleri sebebi ile secilen 7 regresyon algoritmasi

gerekli donanimi saglayan bir sunucu tizerinde ¢aligtirilmistir.
Deneylerin sonucunda asagidaki bulgular elde edilmistir.

Her kosulda etkili tahmin yapan tek bir yapay zeka algoritmasi yoktur. Her algoritma farkl
ortamlarda, farkli 6grenme siiresi ve volatilite degerleri ile karsilastiginda farkli performans
gosterir.

Uzun dénem tahminlerinde Dogrusal Regresyon ve Hizli Orman Yiizdelik Regresyonu gibi
ortalama degerler lizerinden yola ¢ikan algoritmalar bu Ozellikleri sebebi ile One
cikmaktadirlar. Uzun vadede al¢ak ve yiiksek tahminler artacagi icin ortalama tahminler
daha etkin goriinmektedir.

Hizli Orman Yiizdelik Regresyonu algoritmasi sonucglart her zaman daha uzun 6grenme
stiresinin daha etkin performans anlamina gelmedigini gosterir. Bu durum yapay zekada asir1
ogrenme (overfitting) olarak gecer. Ogrenme siiresinde doyuma ulasildiktan sonra
ogrenmeye devam edilmesi algoritmay1 var olmayan paternler bulmaya zorlayabilir.
Dogrusal regresyon algoritmalarinin yeterince Ogrenme gerceklestikten sonra artan
determinasyon katsayisi ile fiyat hareket yonlerini etkili tahmin ettikleri gdzlemlenmistir.
Noral ag ve Poisson regresyonlar1 yabanci kaynaklarda gosterilen c¢alismalarda
gozlemlendigi gibi yeterince Ogrenme gerceklestikten sonra etkin performans
gostermektedir.

Sonug olarak fiyat hareket yonii ve hareketin siddetini tahmin etmek igin belirtilen yontemler

kullanilabilir, yontemler Burton Marliel’in iddia ettiginin aksine kullanilamaz degildir.
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Bu alanda yapilacak gelecek ¢aligmalara oneriler:

Bazi algoritmalar devamli olarak gergek degerin lizerinde / altinda tahminler yapmaktadir.
Bu algoritmalar birlikte kullanilip daha {istiin performans gdstermeleri saglanabilir.

Yeni bilgisayar donanimlar1 ¢ikmasi ile bugiin “sonu¢ alinamayacak siire” isteyen
algoritmalar gelecekte kullanigh olabilir. Yeni donanimlar ¢iktik¢a bugiine kadar dogru
veya yanlis kabul edilen bir¢ok bilgi yeniden gézden gecirilmelidir. Son zamanlarda hiz
kazanan kuantum islemci ¢alismalari, islem kapasitesi ve Ornek uzay simiilasyonlar
baglaminda mevcut bilgisayarlardan ¢ok daha kuvvetli bir goriinti ¢izmektedir.
Stiphesizdir ki bu islemcilerle ¢ok daha fazla veri ¢ok daha hizli islenecek ve daha etkili
sonuglar elde edilecektir. Calismada belirtildigi gibi donanimsal 6zellikler sonuglar i¢in
onemlidir.

Bu c¢alismada 7 farkli yapay zeka algoritmasit kullanilmistir. Bunlarin haricinde
denenebilecek bir¢ok algoritma vardir. Referans gosterilen kaynaklarda Hidden Markow
Model, Support Vector Machine, Long-Short Term Memory Neurons ve Resilient Back
Propogation gibi algoritmalarin farkli piyasalarda etkin performans gosterdiklerine
deginilmistir.

Bu calismada farkli 6grenme siireleri denenmis, bazi algoritmalarda performans 6grenme
stiresi ile artmis, bazi algoritmalarda diigmistiir. Farkli 6grenme stireleri denenerek her
algoritmanin maksimum performansi i¢in doyuma ulagma siiresi arastirilabilir.

Bu caligma arbitraj yaratma hedefinin ilk adimi olan gelecek fiyatlari 6ngérme lizerinedir.
Arbitraj yaratma amacini gostermek icin fiyat artacak / azalacak bilgilerine bagli alim
satim emirlerinin karliliklart gosterilmistir. Arbitraj yaratma hedefi i¢in elde edilen
sonuclar ile optimal yatirim ve maksimum doniis saglayan optimizasyon algoritmalari
arastirilabilir, alma satma islemleri karin maksimize edilmeye ¢alisildigi bir “oyun” olarak
yapay zekaya tanimlanip bu optimizasyon bir kez daha yapay zeka algoritmalar1 sayesinde
yapilabilir. Onceden programlanan kosullar ile kendi kendine alim satim yapan
programlara “zincir emir” programlar1 denmektedir. Bu tezde elde edilen tahmin verileri,

belirtilen optimizasyon islemi yapildiktan sonra zincir emir programlari i¢in kullanilabilir.
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