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Elektrik-Elektronik Miihendisligi Anabilim Dah

2022

Elektronik burun (e-burun), kimyasal sensor dizilimi ile biyolojik malzemelerden yayilan
ucucu bilesikler lizerinde hassas 6l¢iimler yaparak ¢esitli 6zellikleri belirleyen, tanimlayan
ve smiflandiran elektronik algilama teknolojisine dayali bir cihazdir. Insan koku alma
mekanizmasini taklit ederek calisan bu sistemler, son yillarda farkli alanlarda yaygin olarak
kullanilmaktadir. E-burundaki 6nemli konulardan biri de farkli gazlarin farkli konsantrasyon
degerlerinin tahmin edilmesidir. Gaz konsantrasyonlarmin dogru bir sekilde tahmin
edilmesi, hastalik tespiti gibi hassas konularda da ¢ok 6nemli bir rol oynamaktadir. Bu
calisma, derin 6grenme (Deep Learning, DL) aglarin1 kullanarak 4 adet metal oksit gaz
sensoOrii tarafindan tespit edilen etanol, metan, etilen ve karbon monoksit gazlarinin
konsantrasyon seviyelerinin ve degerlerinin smiflandirma ve regresyon basarilarinin
artirllmas1 amaciyla yapilmistir. Gazlarin konsantrasyon seviyelerine gore simiflandirma
basarilarinin karsilastirilmasinda ve belirli bir araliktaki konsantrasyon degerlerinin tahmin
basarilarinin  karsilastirilmasinda  farkli  yontemler kullanilmistir. Bu  islemlerin
gerceklestirilmesi i¢in gaz verilerine 6n isleme ve farkli Oznitelik ¢ikarimi adimlari
uygulanmistir. Bu ¢alismanin odak noktasi, 6znitelik ¢ikarimi yapilmasinda yeni yontemler
gelistirerek siniflandirma ve regresyondan elde edilen basarinin artirilmasidir. Bu amagla,
iki yeni metodoloji 6nerilmistir. Gelistirilen yontemlerden birinde, derin 6grenme aglarindan
biri olan Uzun Kisa-Sireli Bellek (Long Short-Term Memory, LSTM) aglarinin tam
baglantili katmanindan 6znitelik ¢ikarimi yapilmis, ¢ikarilan 6znitelikler siniflandirma ve
regresyonda kullanilmistir. Onerilen diger metodolojide ise LSTM agmin tam baglantili
katmanindan elde edilen veriler Zamansal Evrisimli Ag (Temporal Convolutional Network,
TCN) modeline giris olarak uygulanmistir ve bu TCN’nin tam baglantili katmanindan elde
edilen 6zniteliklerde siniflandirma ve regresyon g¢alismalarinda kullanilmistir (LSTMFCL-
TCNFCL). Onerilen her iki ydntemin sonuglar1 geleneksel yontemlere gore

karsilastirildiginda hem simiflandirma hem de tahmin sonuglarinda iyilesme oldugu,



basarinin arttig1 ve ortalama karesel hatalarin da 6nemli 6l¢iide azaldigi goriilmektedir.
Ayrica, 0n isleme asamasinda sinyal diizeltme uygulandigi zaman sonuglarda dikkate deger
bir sekilde artis oldugu da goriilmektedir. Hem sinyal diizeltmenin uygulanmasi hem de
gelistirilen yontemlerle sonuglarda iki tarafli bir iyilesme olmasi saglanmistir.
Siniflandirmada Destek Vektér Makinesi (Support Vector Machines, SVM) algoritmasi
94,7% ile en yiiksek dogruluk oranini verirken, regresyonda ise en diisiik ortalama karesel

hatalar Gauss Sureci Regresyonu (Gaussian Process Regression, GPR) ile elde edilmistir.

ANAHTAR KELIMELER: Elektronik Burun, Derin Ogrenme, Uzun Kisa-Siireli Bellek
Aglar, Zamansal Evrisimli Aglar, Oznitelik Cikarimi, Regresyon Yontemleri, Siniflandirma

Yontemleri



ABSTRACT

Hande BAKILER

CLASSIFICATION OF GASES WITH DEEP NETWORK-BASED FEATURES
AND REGRESSION ANALYSIS OF CONCENTRATION VALUES

Baskent University Institute of Science and Engineering

Department of Electrical and Electronics Engineering

2022

Electronic nose (e-nose) is a device based on electronic sensing technology that determines,
identifies and classifies various properties by making precise measurements on volatile
components emitted from biological materials with a chemical sensor array. These systems,
which work by imitating the human olfactory mechanism, have been widely used in different
fields in recent years. One of the important issues in e-nose is the estimation of different
concentration values of different gases. Accurate estimation of gas concentrations plays a
crucial role in sensitive issues such as disease detection. This study was carried out to
increase the classification and regression success of the concentration levels and values of
ethanol, methane, ethylene and carbon monoxide gases detected by 4 metal oxide gas sensors
using deep learning networks. Different methods was used to compare the classification
successes of gases according to their concentration levels and to compare the estimation
successes of concentration values in a certain range. In order to perform these operations,
preprocessing and different feature extraction steps were applied to the gas data. The focus
of this study is to increase the success of the classification and regression by developing new
methods for feature extraction. For this purpose, two new methodologies have been
proposed. In one of the developed methods, feature extraction was made from the fully
connected layer of Long Short-Term Memory (LSTM) networks, which is one of the deep
learning networks, and the extracted features were used in the classification and regression.
In the other proposed methodology, the data obtained from the fully connected layer of the
LSTM network was applied as an input to the Temporal Convolutional Network (TCN), and
the features obtained from the fully connected layer of this TCN were used in classification
and regression studies (LSTMFCL-TCNFCL). When the results of both proposed methods
are compared with the traditional methods, it is seen that there is an improvement in both
classification and estimation results, the success is increased and the mean squared errors

are significantly reduced. In addition, it is seen that there is a remarkable increase in the



results when signal correction is applied in the preprocessing stage. Both the application of
signal correction and the developed methods have provided a bilateral improvement in the
results. While the Support Vector Machine algorithm gave the highest accuracy rate with
94,7% in the classification, the lowest mean square errors in regression were obtained with

the Gaussian Process Regression.

KEYWORDS: Electronic Nose, Deep Learning, Long Short-Term Memory Networks,
Temporal Convolutional Networks, Feature Extraction, Regression Methods, Classification

Methods.
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1. GIRIS

Insan burnu ile ugucu organik bilesiklerin (Volatile Organic Compounds’, VOCs)
analizi fiziksel, zihinsel, saglik ve diger ¢evresel faktorlerden oldukca etkilenir. Ayrica insan
burnu karbon monoksit ve karbondioksit gibi bazi gazlari ise hi¢ algilamaz, algiladigi
gazlarda da bir siire sonra yorgunluk olustugu icin ortamda halen var olan koku
algilanamamaktadir. Bu nedenle iiriinlerin koku kalitesini degerlendirmek, tanimlamak ve
daha tutarli sonuglar elde etmek igin elektronik burun (e-burun) kullanilmaktadir [1]. E-
burun gida endiistrisi, kimyasal tespit uygulamalari, bilimsel arastirma, araba endiistrisi,
cevre denetimi, tarim, tip, eczacilik, gaz karisimlarindaki bilesenlerin tespiti, askeri sanayi,
uzay teknolojisi gibi bir¢ok alanda farkli uygulamalar igin olduk¢a kullanighdirlar [2].
Ornegin tip alaninda viicuttan salinan ucgucu bilesikler, enfeksiyonlar, metabolik hastaliklar,
kanser hastaliklar1 gibi hastaliklarla iligkilidir [3]. VOC’ler farkli hastalik tiirlerinin
gostergesi olabilir [4]. Bu nedenlerden dolay1 e-burun, VOC’lere gore farkli hastaliklart
taniyabilmektedir [5-8].

E-burun sistemleri [9-11], bir dizi elektronik sensoér ve hem basit hem de karmasik
kokulart ayirt edebilen uygun bir Oriintii tanima sistemi igeren, insan duyularinin taklit
edilebildigi sistemlerdir. Farkli gaz karisimlarini karakterize etmeye c¢alisir ve gergek
zamanli olarak hassas ve segici analizler saglayabilmektedir.

Elektronik burundan elde edilen sinyali tahmin etmek veya siiflandirmak i¢in birkag
yontem kullanilir. Oriintii tanima problemlerinde son yillarda en sik kullanilan yéntemlerden
biri derin 6grenme yontemleridir. Derin 6grenme, makine 6grenmesinin bir alt dalidir. Derin
O0grenme, insan beyninin algilama ve karar verme 6zelligini taklit eden, her katmanda geriye
yayilim algoritmas1 kullanarak biiyiik veri kiimelerindeki gizli ve ayirt edici 6zellikleri
kesfeden bir makine Ogrenmesi alanidir. Geleneksel makine Ogrenimi algoritmalar
dogrusaldir. Ancak derin 6grenme yOntemlerinde uygulanan alanin karmagsikligina gore
degisen bir model vardir. Ortaya ¢ikan basar1 orami belirli bir diizeye ulasana kadar derin
ogrenme siireci tekrarlanir [12]. Literatiir incelendiginde gazlarin taninmasi ve ayirt edilmesi
konusunda farkli derin O6grenme yoOntemlerinin kullanildigr goriilmektedir. E-burun
teknolojisinde gaz siniflandirmasi Derin Evrisimli Sinir Ag1 (Deep Convolutional Neural
Network, DCNN) kullanilarak yapilmis ve DCNN yonteminin Destek Vektor Makinesi
(Support Vector Machine, SVM) ve Cok Katmanli Algilayici (Multi-Layer Perceptron,
MLP) yontemlerine gore daha yiiksek siniflandirma dogrulugu saglayabildigi gosterilmistir

[13]. LSTM tekrarlayan sinir agina ve gaz sensorleri dizisine dayali olarak hava kirliligi



gazlarmin taninmasi lizerine aragtirma yapilmistir. LSTM, Yapay Sinir Ag (Artificial
Neural Network, ANN), SVM ve Tekrarlayan Sinir Ag1 (Recurrent Neural Network, RNN)
karsilastirmast sonucunda LSTM ile daha yiiksek dogruluk elde edilmistir [14]. Eszamanlh
gaz tespiti ve konsantrasyon tahmini i¢in ¢ok gorevli 6grenme uzun kisa siireli bellek (Multi-
Task Learning Long Short-Term Memory, MLSTM) tekrarlayan ag Onerilmis ve deneyler
yapilmustir. ki gorev arasindaki sinerji ag tarafindan kullanilmistir, boylece performanslar
tyilestirilmistir. Deneysel sonuglar, modelin es zamanli gaz tespiti ve konsantrasyon tahmini
icin en iyi performansi sergiledigini gostermistir. Ek olarak, dnerilen MLSTM modeli,
0zellikle sensor verileri heterojen, karmasik ve eksik veri noktalarina sahipse, sistem girisleri
ve ¢ikiglar arasindaki dogrusal olmayan iliskiyi tanimlayabilmistir [15]. Cok modlu yapay
zeka (Artificial Intelligence, Al) tabanl fiizyon teknikleri kullanilarak gazlarin giivenilir bir
sekilde tanimlanmasi ve tespit edilmesi i¢in yeni bir yaklasim Onerilmistir. LSTM
kullanilarak gaz sensorii verilerine gére 82%, CNN kullanilarak termal goriintii verilerine
gore 93% test dogrulugu elde edilirken, birlestirilmis model i¢in 96% test dogrulugu elde
edilmistir. Elde edilen sonuglara gore, birden fazla sensor ve yontemin birlestirilmesi, tek
bir sensoriin sonucundan daha iyi performans gosterdigi belirtilmistir [16]. Karbon monoksit
(CO), metan (CH4) ve bu gazlarin karigimlarinin tanimlanmasi, elektronik burun ile CNN
kullanilarak gergeklestirilmistir ve li¢ gaz kategorisinin test dogrulugu 98.67%’ye ulasmistir.
Onerilen yaklagim, MLP sinir aglari, Olasiliksal Sinir Ag1 (Probabilistic Neural Network,
PNN) ve SVM gibi yontemlerle karsilastirildiginda en yiiksek dogruluk elde edilmistir [17].
CNN ve RNN’nin birlesimine dayanan ve CRGNN olarak adlandirilan yeni bir hizli gaz
tanima algoritmasi, 4 tip gaz igeren mevcut bir veri setine uygulanmistir. Onerilen
algoritmanin SVM, KNN, Rastgele Orman (Random Forest, RF) gibi yaygin olarak
kullanilan algoritmalara gore tespit siiresi ve dogruluk agisindan dstiinlik sagladig:
gozlemlenmistir ~ [18].  Siirekli ~ Kiusithh ~ Boltzmann  Makinesi  (Conditional
Restricted Boltzmann Machine, CRBM) olarak adlandirilan olasilik modeline dayanarak,
boyut kiciltme ve kimeleme kullanilarak bir e-burun tarafindan algilanan VOC’lerin (st
uste gelmesi ve yanlis siiflandirilmasinin iistesinden gelinmistir [19]. CNN, e-burunlarin
ornekleme siiresini kisaltmak i¢in kullanilmis ve CNN ile 15 sn ile daha kisa ornekleme
stiresi ve 95,7% siniflandirma dogrulugu elde edilirken, geleneksel yontemlere gore 92,9%
smiflandirma dogrulugu elde edildigi gosterilmistir [20]. Elektronik burun verileri ile kanda
ve agar sollisyonlarinda bakteri varligini tespit etmek i¢in derin 6grenme (Kisitl Boltzmann
Makinesi (Restricted Boltzmann Machine, RBM)) tabanli yontemler kullanilmig ve ¢alisma

sonucunda uygulanan derin 6grenme yontemlerinin daha 6nce ayni veri setiyle denenen
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manuel olarak secilen strateji tabanli yontemlere gore daha iyi performans gosterdigi
goriilmistiir [21]. Gergek zamanli gaz smiflandirmasinda, bes farkli e-burun veri tabani
kullanilarak hizli tespit yaklasimini dogrulamak i¢in bir SVM algoritmasi ve ti¢ farkli derin
ogrenme (Deep Learning, DL) modeli kullanilmistir. Bu algoritmalarla kullanilacak 15 veri
seti dahil olmak {izere 5 farkli e-burun veri tabani ile bir dizi deney gerceklestirilmistir.
Olgiimler hakkinda tam bilgi gerektiren geleneksel bir yaklasima kiyasla 15 veri setinin
14’tinde daha iyi veya benzer sekilde dogru sonuglar elde edilmistir. Sonuclara dayanarak,
Onerilen yaklagimin e-burun tahminlerini yapmak i¢in yanit siiresini azalttig1 sonucuna
vartlmistir. Gaz 6rneklerinin 60%’indan fazlasinda, 6l¢iim verilerinin yalnizca ilk 30%’u
veya daha azi1 kullanilarak giivenilir tahminler elde edilmistir. Hizli tespit yaklagimi, farkli
smiflandirma yontemleri kullanilarak giivenilir tahmin modelleri olusturulmustur [22].
Metan sizintisinin tespit edilmesinde, sizintt boyutunun smiflandirilmasi bir video
siiflandirma problemi olarak ele alinmistir ve videolari sizintt hacmine gore siniflandirmak
icin derin &grenme modelleri gelistirilmistir. Ilk olarak, ¢ok cesitli sizint1 boyutlar1 ve
goriintiileme mesafelerini kapsayan, farkli sizinti ekipmanlarindan metan sizintilarinin ilk
metan sizintis1 video veri seti toplanmistir. Daha sonra bu video veri setlerine 2B Evrisimsel
Sinir Aglart (CNN) modeli, 3B CNN ve Evrisimsel Uzun Kisa Siireli Bellek (Convolutional
LSTM, ConvLSTM) dahil olmak {izere ii¢ derin 6grenme algoritmasi uygulanmistir. 3D
CNN’nin (VideoGasNet) calisilan smiflandirma yontemleri arasinda en saglam mimari
oldugu gosterilmistir. Ikili kacak/kacak olmayan tespit dogrulugu yaklasik 100%’e
ulasabilmektedir. En yiiksek kii¢lik-orta-biiyiik siniflandirmasi 78,2%’ye ulasabilmektedir
[23]. Calismada, X-1s11 kirmimi (X-Ray Diffraction, XRD) oriintiileri kullanilarak Ulleung
Havzasi’ndaki gaz hidrat (Gas Hydrate, GH) tortularinin mineral bilesimini analiz edebilen
bir makine 6grenme modeli gelistirilmistir. GH tortusu, 12 mineral iceren karmasik bir
bilesime sahiptir. Oncelikli olarak veri toplama ve &n isleme asamalar1 gergeklestirilmis,
ardindan CNN, RNN, MLP ve RF gibi c¢esitli makine/derin &grenme algoritmalari
uygulanmustir. 2,56%’1ik bir ortalama mutlak hata (Mean Absolute Error, MAE) ile en diisiik
tahmin sonucu RF algoritmasi ile elde edilmistir ve diger algoritmalar, 3%’{in altindaki
MAE’lerle makul bir sekilde performans gostermistir [24]. Baska bir ¢alismada, kaya gazi
kuyularinin tahmini nihai geri kazaniminmi (Estimated Ultimate Recovery, EUR)
degerlendirmek icin derin ileri beslemeli sinir aglarmma dayali bir model tasarlanmistir.
Yontemin gecerliligini test etmek icin WY kaya gazi kuyusundaki 282 kuyudan alinan
gercek veriler analiz edilmistir. Elde edilen sonuglara gore yliksek dogrulukta EUR

tahmininin gergeklestigi goriilmektedir [25]. Dogal gaz boru hatt1 sizintilarini tespit etmek
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icin bir ¢alisma gergeklestirilmistir. Tek bir metal oksit yari iletken (Metal Oxide
Semiconductor, MOS) gaz sensorii barindiran bir algilama cihazi kullanilarak verilerin
toplanmasini saglayan bir veri liretim cihazi tasarlanmistir. Makine/derin 6grenme modelleri
kullanilarak metan, simiile edilmis dogal gaz karisimlarindan ayirt edilebilmistir. Ayrica,
metan ve etanin rastgele ikili karigimlarinda dogru gaz konsantrasyonu tahminleri elde
edilebilmistir. Bu ¢alismada KNN, RF, SVM, MLP ve CNN makine/derin 6grenme
modelleri kullanilmis ve karsilastirilmistir.  Metan, etan ve ikili karisimlar igin
smiflandirmada 98,75% oranina ulasilirken, regresyonda 12%?’lik ortalama bagil hata (Mean
Relative Error, MRE) elde edilmistir. Ayrica, saf metan 6rnekleri sirasiyla 86,7% ve 93,3%
dogrulukla 1% ve 3% etan iceren simiile edilmis dogal gaz karigimlarindan ayirt
edilmektedir ve maksimum 19,3% MRE ile hem metan hem de etan bilesenlerinin
konsantrasyon tahminleri gerg¢eklestirilmistir [26]. Patlayict maddeleri tanimlamak igin ve
mevcut zamanla ilgili veriler kisitlandiginda, alt1 sensérden olusan bir MOX kimyasal sensor
dizisinde (elektronik burun) kullanilacak makine/derin 6grenme smiflandirma modeli
gelistirilmistir. Bu nedenle, TNT veya barut ile sabun veya dis macunu birlestirilerek veya
bu maddelerin belirli miktarlarda ham oOrnekleri alinarak 140 ornek elde edilmistir.
Siniflandirma problemi i¢in makine 6grenmesi tekniklerindeki farkli segenekler arasindan
KNN, SVM, RF, CNN ve LSTM olmak iizere 5 model degerlendirilmistir. LeNet-CNN ve
LeNet-LSTM modelleri, 5 dakikalik veri kullanildiginda 100% dogrulukla sonuglanmistir
ve 180 s gibi kisa bir siirede ise en az 98% dogruluk saglamigtir. Bununla birlikte, zamanla
ilgili daha az veriyle, LSTM smiflandiricist bu dogrulugu yalnizca 30 sn korumustur [27].
Diger bir makalede, gaz tiirbinlerindeki ariza tespiti ile ilgili bir ¢alisma yapilmistir. Gaz
tirbinlerindeki ariza tespitinde, gaz yolu arizalar ile sensor arizalari ayni anda meydana
geldiginde ariza tespiti zorlagmaktadir. Asir1 Egim Artirma (Extreme Gradient Boosting,
XGBoost) tarafindan optimize edilen CNN’nin performansini iyilestirmek igin yeni bir
yontem gelistirilmistir. CNN’nin kismi 6zellikleri degistirilerek ve CNN’ye giris olarak
verilen sinyal dizisinin etkisi optimize edilerek uygulanan yontem, veri degisikligine karsi
daha duyarhidir ve arizay: diger sinir aglarina gore daha hizli bir sekilde dnceden tespit
edebilmektedir. Optimizasyon sonrasinda, CNN ile elde edilen dogruluk 95,52% olup diger
yontemlerden daha yuksektir. Geleneksel CNN’de 91,10% dogruluk orani elde edilirken,
RNN’de 94,21% dogruluk orani elde edilmektedir [28]. Hava kalitesi indeksi veri tahmini
icin ¢oklu i¢ ige uzun kisa siireli bellek aglart (Multiple Nested Long Short Term Memory
Networks, MTMC-NLSTM) modeli olusturulmustur. Onerilen yéntemin performansi, MLP,

destek vektor regresyon (Support Vector Regression, SVR) gibi geleneksel makine
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ogrenmesi (Machine Learning, ML) modellerinin ve ¢esitli derin 6grenme modellerinin
performansiyla karsilagtirildiginda, onerilen yontemin performansinin karsilastirilan tiim
mevcut modellerden iistiin oldugu goriilmektedir [29]. 8 MOX gaz sensor dizisi kullanilarak
olusturulan veri tabanindaki 5 karisik gazin zaman serisi verilerinin siniflandirilmasinda ve
karsilagtirillmasinda evrisimsel sinir aglari kullanilmigtir. Calismada, VGG-16, VGG-19,
ResNet18, ResNet34 ve ResNet50 evrisimsel sinir agilart kullanilmigtir. Evrisimsel sinir
aglarinda parametre ayarlamalari da yapilarak 96,67% gaz tanima orani elde edilmistir [30].
Bu tezin temel katkisi, LSTM ve TCN derin sinir aglarin1 kullanarak ugucu bilesikleri
konsantrasyon seviyelerine ve degerlerine gore ayirt etmek igin yeni bir 6znitelik ¢ikarim
algoritmast Onermek ve bununla birlikte uygulanan siniflandirma ve regresyon
yontemlerinde en yiiksek basarilar1 elde etmektir. Bu 6znitelik ¢ikarma algoritmasi, e-burun
sistemlerindeki  gazlarin  siiflandirilmast  ve regresyonu i¢in simdiye kadar
uygulanmamustir. Onerilen algoritma ile siniflandirma ve regresyonda diger yontemlere gore
daha ytiksek basar1 saglanmistir. Ayrica 6n isleme agamasinda da sinyal diizeltme eklenerek
etkisi incelenmis ve sonuglardaki iyilesmenin arttigi gdzlemlenmistir. E-burun
sistemlerinde, VOC’leri ayirt etmek igin bu ¢alismada kullanilan derin 6grenme aglar ile
olusturulan yapidaki 6znitelik ¢ikarma algoritmasi simdiye kadar literatiirde uygulanmadigi
tespit edilmistir. Bu tez ¢alismasinda 6nerilen yontem ile basarili sonuglar elde edilmistir.
Bu ¢alismanin geri kalan1 su sekilde yapilandirilmistir: 2. bélimde, elektronik burun
sistemleri ayrintili bir sekilde agiklanmistir. 3. boliimde, 6n isleme asamasinda kullanilan
yontemler, Oznitelik ¢ikarimi, sinyal dizeltme, siniflandirma ve regresyon algoritmalari
hakkinda bilgi verilmistir. 4. boliimde, derin 6grenme aglari olan LSTM, CNN ve TCN
mimarileri ayrintili olarak agiklanmistir. 5. bélumde, ¢alismada kullanilan veri seti, tez
kapsaminda yapilan ¢aligmalar, gelistirilen yontemler hakkinda bilgi verilmistir. 6. bdlumde,
uygulanan bu yontemlere gore elde edilen sonuclar tartisilmig ve ilgili yorumlar yapilmistir.
7. bolimde ise yapilan ¢aligmalar, elde edilen sonuglarla ilgili genel bir bilgi verilerek tez

sonuc¢landirilmaktadir.



2. ELEKTRONIK BURUN SISTEMLERI

Elektronik burun [31-33], gaz molekillerini tekrarlanabilir sekilde ayirt etmek,
tanmimlamak, siniflandirmak ve yogunluklarmi 6lgmek icin bir dizi gaz sensériinden gelen
yanit modelini kullanan bir sistemdir. E-burun sistemleri, gaz algilayici sensorlerden ve veri
isleyicilerden olusan, koku alma duyusunu taklit eden cihazlardir. Bir kokuyu tanima siireci,
kokularin neden oldugu kimyasal reaksiyonlar araciligiyla bir sinyal olarak elektriksel
degisim olusturan her bir sensoriin tepkilerinin alinmasiyla baslar. Dizide yer alan bu
sensorlerin say1 ve tip se¢imi, siirecteki secicilik derecesini bliyiik 6l¢lide belirlemektedir.
Sensdrlerden gelen sinyal Oriintiisii, verilerin Oriintii tanima yazilimi tarafindan islendigi bir
bilgisayar tarafindan toplanir ve iglenir.

Elektronik burunlar giiniimiizde birgok disiplinde kullanilmaktadir. E-burun, kimya
miithendisligi [34], yiyecek ve icecek Uretimi [35], cevre izleme [36], patlayici tespiti [37],
kozmetik Uretimleri [37] ve araglardan kaynaklanan kirletici gazlarin tespiti [38] gibi gesitli
uygulamalarda basartyla kullanilmistir. Elektronik burnun belki de en 6nemli basarilarindan
birinin tibbi uygulamalar alaninda [39-42], Ozellikle bazi hastaliklarin erken teshisinde
ortaya ¢iktig1 sOylenebilir. Nefes testi, hastalik teshisi i¢in etkili bir yontemdir. Kilturlerden
patojenlerin tanimlanmasi1 ve nefes Orneklerinden hastalik teshisi i¢in e-burun
kullanilmaktadir. Gida maddelerinin bozulmalarinin izlenmesi, belirli bir ortamda bakteri
gelisiminin izlenmesi ile yakindan ilgilidir. Bagka bir deyisle, bir e-burun, hastaliklardan ve
bakteri hiicrelerinden gelen karakteristik kokulari taniyabilmektedir ¢lnki hucre
metabolizmasi, adenozin trifosfat (Adenosine Triphosphate, ATP) ve ikincil metabolitler
vermek uzere glikoz gibi organik bilesiklerin biyolojik oksidasyonudur. Bazi hastaliklarin
karakteristik kokularla iligkili oldugu 1yi bilinmektedir, bu nedenle elektronik burunlar tibbi
uygulamalar, hastalik teshisleri agisindan 6nemlidir. Tablo 2.1°de, gesitli hastaliklarda insan

nefesindeki oran1 degisen ucucu bilesikler gosterilmektedir.



Tablo 2.1. Cesitli Hastaliklarda Insan Nefesindeki Oram Degisen Ucucu Bilesikler [42].

Ucgucu Bilesikler Hastaliklar

Alkanlar (hekzan, metil pentan), benzen
tlrevleri (o toluidine ve anilin)

Amonyak (Hastada 100- 500ppb)
Aseton (0,1-10 ppm), (0.26- 4,9ppm), (1-
Sppm)

Asetilen
Etan (3-100 ppb)

Etanol
Formaldehit (1-8 ppm)
Hidrojen

Hidrojen peroksit

Izopren (saglikh kisi 89+36ppb, hastada
hemodiyaliz 6ncesi 138163 ppb, hemodiyaliz
sonrasi 184+95ppb), hastada 40-400 ppb)

Sulfur Hekzafloriir
Karbondisulfid
Amonyum, mercaptanlar, alifatik asitler

Metan (Hastada 1-8 ppm)

Monometilamin, dimetilamin, trimetilamin,
amonyak
Nitrik oksit (saglikli kisi 5-20ppb, hastada 30-
80ppb)

Pentan (Hastada 4-20ppb)

Akciger kanseri

Karaciger fonksiyonlari, siroz, karaciger
ensefalopatisi

Diyabet, ketozis
Akciger fonksiyonlart
Yag peroksidasyonu, oksidatif stres
Diyabet hastalig
Kanserli timor
Mide bagirsak hastaliklari, yorgunluk belirtisi

Astiml1 hastalar

Kolesterol sentezleri, hemodiyaliz cevabi, akut
miyokardiyal damar tikaniklig1, bobrek
yetmezligi

Akciger fonksiyonlar1
Kalp damarlarinin kan pihtis1 ile ttkanmasi
Karaciger, siroz

Sindirim fonksiyonlari, kolik fermantasyon
Kronik bobrek yetmezligi

Astiml1 hastalar

Yag peroksidasyonu, oksidatif stres, kalp nakil
reddi, bagisiklik cevabi, gégiis ve akciger
kanseri, bronsit, damar tikanikligi, sizofreni,
romatizmali kireglenme

2.1. Biyolojik Burun ve Elektronik Burun Sistemlerinin Karsilastirmasi

Ucucu organik bilesenlerin akilli sistemler tarafindan tespiti, karmasik bir arastirma

konusudur ve basta sinyal isleme olmak {izere sensor gesitleri, gelismis Oriintii tanima
yontemleri gibi birgok adimla ilgili kapsamli bir analiz igermektedir. Bir elektronik burun,
belirli gazlara maruz kaldiginda i¢ direng degeri yiikselen veya diisen bir dizi gaz
sensoriinden olusmaktadir [43]. Elektronik burun guvenilir ve tekrarlanabilir sonuglar verir,
diisiik maliyete sahiptir, uzman kullanimi gerektirmez, hizli performansa sahiptir ve
tasinabilir boyuttadir. Insan burnu her tiirli VOC’ye kars: hassas degildir. Bu sistemler

oncelikle kimya endUstrisinin bltan, metanol, toluen, etanol, etilen, propan, izopropil alkol,



hidrojen, amonyak ve kloroform gibi gazlar algilamasi i¢in gelistirilmistir. Bazilar
zehirlidir ve bazilarinin hi¢ kokusu yoktur. E-burun sistemleri, insan burnunun
algilayamadig1 karbon monoksit ve dogalgazi da algilayabilirler. Ayrica, insanlar icin
tehlikeli olan VOC’ler igin bir algilama sistemine sahip olmak da énemlidir. Insan burnunda
bir siire sonra yorgunluk durumu olusmakta ve ortamdaki gazlar1 tantyamamaktadir. Kisi
ayn1 yogunluktaki kokuyu farkli nitelendirebilmektedir. Ayrica nezle, grip gibi bazi iist
solunum yolu rahatsizliklarinda insan burnu kokular1 eski hassasiyetiyle alamamaktadir.
Bunun disinda insan burnu, kisiye 6zgii farkli hassasiyet gostermektedir. Oysa elektronik
burunlar ayn1 kokulara her zaman ayni1 sonuglari verirler yani objektiftirler. Hasta olmazlar.
Yillarca ayni isi gorebilmekte ve insan burnunun algilayamadig1 gazlar1 kullandiklar1 gaz
algilayici sensor dizisine bagli olarak rahatlikla algilayabilmektedirler [32, 44, 45].
Biyolojik burun ile karsilastirma yapilmadan elektronik burun tartisilamaz. Biyolojik
burun i¢in; burun boslugunda bulunan mukoza ve tlycukler (silya) koku molekillerinin
filtrelenmesi ve konsantrasyonunu saglar. Koku molekiilleri, akciger tarafindan saglanan
pasif basing nedeniyle koku alma (olfaktor) epiteline getirilir. Olfaktor epiteli milyonlarca
algilama hiicresi igerir ve bu hiicrelerin membranlarinda olfaktor reseptorleri bulunur. Tek
bir koku alma reseptorii genellikle birkag koku maddesine yanit verir ve her bir koku
molekiilii, birden fazla koku alma reseptorii ile etkilesime girebilir. Reseptorler, kimyasal
sinyalleri elektrondrografi sinyallerine donistiiriirler. Bu elektrondrografik sinyallerin
benzersiz drintisu, olfaktor korteksi sinir agi tarafindan yorumlanir. Sekil 2.1°de biyolojik

burun koku alma sistemi gdsterilmektedir [11, 46].

Olfaktir bulbus

Kribriform kemik
Olfaktér sinir

Olfaktir epitel

mukus
Burun

boslugu

Burun Ic Kesiti

Sekil 2.1. Insan koku alma sistemi [32].

Elektronik burun sistemi, koku alma reseptor hiicrelerinin bir kimyasal sensor dizisi
ile degistirildigi yapay bir koku alma sistemidir. Sensorler, bir kokunun sensoriin kendisiyle

etkilesimine yanit olarak zamana bagh bir elektrik sinyali tiretir. Koku sogancigi, sensor
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kaymasin1 ve giiriiltiiyii dengeleyen bir veri 6n isleme birimi tarafindan temsil edilir. Yapay
koku almanin son agamasi, insan beynine karsilik gelen Oriintli tanima sistemidir. Sekil
2.2’nin st paneli, biyolojik bir burnu ve 6nemli 6zelliklerini gosterirken, Sekil 2.2’nin alt

paneli ise yapay elektronik burnu gostermektedir.

Insan koku
alma
reseptoru

Koku
sogancigi

~

Veri toplama Isleme Tanimlama

Kokuyu veya
nesne tardni
tanima

Koku
molekdilleri

Sensor dizisi
veya toplama
cihazi

Sinyal
Onisleme

Sekil 2.2. E-burun ve insan burnunun sistem bloklar1

Elektronik burun, biyolojik burun gibi farkli gaz karisimlarini karakterize etmek igin
kullanilir. Bununla birlikte hem donanimda hem de yazilimda bazi temel farkliliklar vardir.

Elektronik burun ve insan burnu arasindaki karsilastirmalarin detaylar1 Tablo 2.2°de

listelenmistir.



Tablo 2.2. Elektronik burun ile insan burnunun karsilagtirilmasi [11].

Biyolojik Burun

Elektronik Burun

Kokuyu epitel tabakasina getirmek igin

akcigerleri kullanir.

Kokuyu almak i¢in bir pompa kullanir.

Filtre gorevi gorecek mukus, zar ve

thycukler (silya) vardir.

Filtreleme saglayan giris 6rnekleme

sistemi vardir.

Insan burnu, benzersiz bir sekilde koku
veren maddelerle etkilesime giren
milyonlarca algilama hiicresi igeren koku

alma epitelini igerir.

Elektronik burun, bir grup koku
molekiliyle farkli sekilde etkilesime

giren c¢esitli sensorlere sahiptir.

Insan reseptérleri, kimyasal yaniti,
yorumlama i¢in {ist beyne ulasmadan
once, benzersiz 6runtileri karmasik bir ag
yoluyla néronlar tarafindan yayilan

elektronik sinir uyarilarina doniistiiriir.

Benzer sekilde elektronik burundaki
kimyasal sensorler de drnekle reaksiyona
girerek elektrik sinyalleri Uretir. Bir
bilgisayar, sinyallerin benzersiz

Oruintisini okur ve bunlar1 oriinti

siiflandirma algoritmasiyla analiz eder.

2.2. Elektronik Burun Sistemlerinin Calisma Prensibi

Elektronik burun sistemlerindeki amag, her kokunun bilesenlerinin karakteristik bir
Orintisinu birakmasindan kaynaklanmaktadir. E-burun sistemlerinin genel ¢aligma prensibi
su sekildedir: Ucucu bilesiklerin sensoriin aktif malzemesinin yiizeyi ile etkilesime
girmesiyle baslayan siire¢, kimyasal reaksiyon bir elektrik sinyaline doniistiiriildiigiinde
gerceklesen her bir sensorden gelen sinyal yanitlariin bir araya getirilmesiyle baslar.
Kimyasal sensorlerin ¢ogu, cesitli analitik yontemler icin bir yanit profilini temsil eder.
Algilanmasi beklenen kokularin segicilik derecesi ve tiirii, biiyiik dl¢iide se¢cim yontemine
ve sensOr sayisina baglidir. Gaz akisini kontrol etmek i¢in gaz girisleri ve ¢ikislarini igeren
sensoOrleri monte etmek igin hava gecirmez bir hazne kullanilir. Bu hazne genellikle sabit
sicaklik ve neme sahiptir, aksi halde gaz molekiillerinin adsorpsiyonunu etkileyecektir. Her
sensorden gelen sinyaller bir analogdan dijitale doniistiiriicii (A/D) kullanilarak 6lg¢iiliir ve
islenir, dijital sinyali okuyan ve ¢iktiy1 goriintiileyen bir bilgisayar mikroislemcisi vardir.
Sinyal islemeden sonra, verileri doniistiirmek i¢in ¢oklu sensoér yanitinin karmasikligini

azaltmak icin tasarlanmis ¢esitli on isleme teknikleri uygulanir. Daha sonra, Oriintii tanima,
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gaz molekdllerini birbirinden ayirt etmek veya bilinen yanitlarin bir koleksiyonuna dayali
bir siiflandirma saglamak iizere sistemi egitmek ic¢in uygulanabilir. Kisaca elektronik
burunlar, tek tek kimyasallarin veya kimyasal karisimlarin analizini saglayarak insanin koku
alma duyusunu taklit edebilecek sekilde tasarlanir. Gazlari ve kokular1 analiz etmek ve
karsilastirmak igin etkili bir yol sunarlar [47]. Sekil 2.3’te tipik bir e-burun sisteminin

donanim ve yazilim birimlerinin ¢aligsma prensibi sematik olarak gdsterilmektedir.

E-Burnun Fiziksel Boliimi

R S g ——

Sensir dizisi

4

Sinval o
- Veri t
# viikseltici ve ‘ st toplama
kosullandirma

Reaksivon haznesi

I |
N - I
, | Oriintil _ Veri isleme ||
;| tanima |
1 |
1 |
1 I

Sekil 2.3. Tipik bir e-burun sisteminin sematik diyagrami [45].

Elektronik burun sistemi, farkli secicilige sahip bir dizi kimyasal sensor, bir sinyal 6n
isleme {initesi ve bir Oriintli tanima sisteminden olusur. Ugucu organik bilesikler (VOC) ile
bir sensor dizisi, tanima sisteminde Onceden kaydedilmis oOriintiilerle karsilagtirilarak
tanmabilecek karakteristik bir parmak izi olusturur. Daha genis anlamda, bir elektronik
burun cihazi ti¢ birimden olusur [41, 44, 46, 48, 49]): 6rnek tasima birimi, sensor birimi ve

Orunti tanima birimi.

2.2.1. Ornek tasima birimi

Bu birim, analiz edilecek 6rnek kokulart ve ugucu bilesikleri sensorlerin bulundugu
kisma tasima gorevini yerine getirmektedir. Ornekler arasindaki nem, sicaklik ve
konsantrasyon gibi parametrelerin degisimini minimum seviyede tutmakla gorevli kisimdir.
Amaci sinyali zenginlestirmek, temizlemek ve gelistirmek olan bir 6n islem adimini igerir.
Bu adim yavag ve emek yogun olma egiliminde olsa da uygun bir 6rnekleme teknigi
benimseyerek analizin kalitesini artirir. Ornek tasima biriminin gdrevi, rnegi toplamak,

kosullandirmak ve sensér haznesine aktarmak ve ardindan bir temizleme prosediirii
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araciligryla sensorii eski haline getirmektir. Bu biriminin tasarimi, sensor tepkilerini
etkileyebilecek sicaklik, nem vb. tim faktorleri saglamalidir. Bu faktdrler gerekli
parametreler altinda tutulur, boylece 6rnekte sadece koku bilesimi korunur. Bu tip 6rnekleme
birimi tasarimi, iyi stabilite, tekrarlanabilirlik, hizli sensor yanitlar1 ve yiliksek genlikli
sinyaller saglar. Ornekleme, veri toplamanin ilk temel adimi oldugundan ve dolayisiyla
yiriitiilmesi, birbirini takip eden tiim adimlar1 etkilediginden, bu faktdrler oldukga
onemlidir. Orneklerden ¢ikarilan ugucu bilesiklerin elektronik burun algilama sistemine
sokulmasina yonelik mevcut ana teknikler bundan sonra agiklanmaktadir.

Dagitim sistemi, gaz Orneklerini sensor haznesine getirir. Dagitim manuel veya
otomatik olabilir. Manuel dagitim yonteminde, 6rnegi dogrudan sensor bélmesine enjekte
etmek i¢in bir siringa kullanilabilir ve homojen bir karigimi garanti etmek i¢in icerideki hava
kiigiik bir fan ile kanstirilabilir. Ancak, bu dagitim yaklagimi zaman alicidir ve ¢ok kesin
olmayabilir. Otomatik dagitim sisteminde, tekrarlanabilirligi garanti etmek ve sensoriin
yanit kaymasini en aza indirmek i¢in akis hacmi, hiz kontrolii, nem ve sicaklik diizenlemesi
olan otomatik bir pompa kullanilabilir. Sensoriin 6nceki 6rneklerle zehirlenmesini azaltmak
icin her 6rneklemeden 6nce ve sonra temiz havanin pompalandig1 bir temizleme dongiisii
kullanilir [44].

E-burunda, 6l¢iim Ornegini islemek icin iki ana yontem vardir: Tepe boslugu
orneklemesi ve ¢evrimici 6l¢lim. Bu iki stratejideki farkliliklar temel olarak farkl bir bakis
acisindan kaynaklanmaktadir. Tepe boslugu 6rneklemesi durumunda, “6rnekleme eylemi”,
ornegi E-burna iletmektir, cevrim igi 6lcim durumunda ise "6rnekleme eylemi® igin E-burun

ornek ortamina getirilmektedir.

a) Tepe boslugu o6rneklemesi: Tepe boslugu d6rnekleme yonteminde [41, 50, 51], tepe
boslugu, bilesimini degistirmeden miimkiin olan en yiiksek verimlilikle 6rneklenmelidir. Bir
ornegin Tepe Boslugu (HS) ugucu organik bilesikler igerir. Kimyasal gaz sensorleri
tarafindan tepe boslugunun dl¢iimii, 6rnegin dogasi ve bilesimi hakkinda bilgi verir. Bu tepe
boslugu veya gaz hacmi, daha fazla analiz i¢in 6rnek tasima birimi tarafindan sensor
haznesine getirilir.

Bu yontemin dogru ve etkili bir sekilde uygulanmasi, ayrilim katsayisi (k) ve faz
oraninin (B) dikkatli bir sekilde izlenmesi ile elde edilir. Ayrilim katsayist k, (2.1)’de

verilmektedir.

12



_ Ci(s)
= Ci(9)

(2.1)

Burada, C;(s) siwvi/kati oOrnek fazidir, C;(g) ise analitin gaz fazindaki
konsantrasyonlaridir. Diisiik k degerlerine sahip bilesikler, gaz fazina daha kolay ayrilma
egiliminde olacak ve nispeten yiiksek tepkilere ve diisiik tespit limitlerine sahip olacaktir.

Ayrilim katsayisiyla eslesmesi igin bir diger 6nemli parametre, (2.2)’de verildigi gibi
ornek sigesindeki 6rnek hacmine (v(s)) kiyasla tepe boslugunun (v(g)) nispi hacmi olarak
tanimlanan faz oranidir (B). k ve P i¢in daha diisiik degerler; yani, daha biiyiik 6rnek boyutu,

ucucu bilesikler i¢in daha yiiksek tepkiler verecektir.

_v()
— v(s)

B (2.2)

b) Dogrudan maruz kalma: Dogrudan maruz kalma yonteminde [52, 53], belirli bir
uygulama dogrudan izlenir. Herhangi bir hazne olmadan kokunun iletilmesine “Dogrudan
Maruz Kalma” denir. Bu yontem, dogrudan hava kosullarina maruz kalan ¢evresel E-burun
uygulamalari i¢in kullanishdir. Aslinda bu yontemde koku isleme ve dagitim sistemi
herhangi bir 6rnek akis iinitesine ihtiyag duymaz. Bunun yerine, statik sistemlerde
“Dogrudan Maruz Kalma” hazneleri kullanilir. Sensor dizisinin bir hazne ig¢ine monte
edildigi durumlarda, koku isleme ve dagitim sistemi dinamiktir ve bir 6rnek akis {initesi
kullanir. Haznenin girisinde ve ¢ikisinda iki adet valf kullanilarak hedef gaz icin kisa siireli
kapal1 bir dongii olusturulabilir. Difiizyon yontemi, permeasyon (sizdirma) yéntemi, bubbler
(baloncuk tipli) yontemi ve 6rnekleme torbalari gibi yontemler 6rnek akis sisteminin farkl

tarleridir.

2.2.2. Sensor birimi

Elektronik burun cihazlariin en 6nemli elemanlari kimyasal gaz sensorleridir. Sensor
biriminde [10], sensorler tarafindan ortamdan toplanan sinyaller elektronik sistemler
araciligryla ikili kodlara doniistiriilerek analize hazir hale getirilir. Elektrokimyasal
prensipte calisan gaz sensorleri, VOC’lere maruz kalmalari sonucunda olusan kKimyasal
bilgileri elektriksel bilgilere doniistirmek igin kullanilir. Kullanilan sensorlerin her biri
farkli kimyasal ugucu bilesiklere karsi1 farkli hassasiyete sahip oldugundan; sensorlerin

voltaj, iletkenlik, kapasite, iclerinden gecen akim gibi 6zellikleri de farkli olacak ve farkl
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elektriksel tepkiler ureteceklerdir. E-burnun yaniti, dizideki tim sensdrlerin yanitlarinin
uygun sekilde islenmesiyle elde edilir.

Daha iyi algilama igin, tek bir sensor yerine sensor dizileri tercih edilir. E-burnun
calisma hassasiyeti, kullanilan sensoriin algilama 6zelligine ve sinyal isleme biriminin
¢Oziiniirliigline baghdir. Sensorler ne kadar iyi algilarsa, sonu¢ o kadar dogru olur.
Kullanilacak sensor, kullanim amaci ve konumu dikkate alinarak c¢ok iyi secilmelidir.
Sensorlerin hedef gaza duyarhiligi, sensoriin yapildigt malzemeye ve sensoriin nasil
calistigina baghdir. ideal sensorler bazi kriterleri karsilayabilmelidir. Bunlar, sicaklik ve
neme karsi diisiik hassasiyet, kimyasal bilesiklere (insan burnu gibi) kars1 yliksek hassasiyet,
yiiksek stabilite, dayaniklilik, kisa reaksiyon siiresi, kolay kalibrasyon, kolay islenebilir veri
cikisi, yiiksek giivenilirlik ve yiiksek tekrarlanabilirliktir [54].

Elektronik burunda [55], dizideki her bir sensor farkl1 hassasiyete sahiptir. Ornegin, 1
No’lu gaz oOrnegi, bir sensorde yiiksek tepki ve digerlerinde daha disiik tepkiler
tiretebilirken, 2 No’lu gaz 6rnegi, 1 No’lu gaz 6rnegini “alan” sensor disindaki sensorler igin
yliksek okumalar tretebilir. Onemli olan, sensérler arasindaki yanit 6riintistintn farkli gaz
ornekleri i¢in farkli olmasidir. Bu ayirt edilebilirlik, sistemin sensor yanitlarinin
Orntlsinden bilinmeyen bir kokuyu/gaz 6rnegini tanimlamasina olanak tanir. Dizideki her
sensor, test edilen VOC spektrumuna benzersiz bir yanit profiline sahiptir. Dizideki tiim
sensOrlerdeki yanit modeli, gaz Ornegini tanimlamak ve/veya karakterize etmek igin
kullanilir.

Sensorlerden alman bir elektrik sinyali, bilgisayarda islenmek i¢in yeterli
olmadigindan sinyal kosullandirmasi yapilmalidir [56]. Ardindan, bilgisayarda uygulanan
oOrlintli tanima biriminde islenmek iizere sinyale bir analogdan dijitale doniistiirme uygulanir
[10, 32].

Tez calismasinda kullanilan veri tabani elde edilirken Figaro sensorler kullanilmistir.
Figaro sensorlerinin en biiylik avantaji, ticari olarak diisiik bir fiyata temin edilebilmeleridir.
Figaro sensorleri yanici ve kokusuz zehirli gaz dedektorleri gibi endiistriyel uygulamalarda
da kullanilmaktadir. Bu sensorlerin birgogunun dogada bulunan organik bilesiklerden ve
solventlerden, gidalardan, alkollerden ve baz1 zehirli gazlardan kaynaklanan ugucu buharlara
da duyarh oldugu bulunmustur. Figaro sensorleri ayrica sigara dumani, benzin ve mazot

egzozu gibi dogal olmayan kokular1 da algilayabilir [44].

a) Metal Oksit Yar1 fletken (Metal Oxide Semiconductor, MOS) Gaz Sensorii:

Yari iletken metal oksitlerin kimyasal duyarliligina dayanan gaz algilama teknolojisi, diger
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gaz sensorleri smiflarindan ziyade koku dlgiimiinde diziler olusturmak icin yaygin olarak
kullanilmaktadir. Elektronik burunlarla ilgili ilk aragtirmalarin ¢cogunda MOS [47, 57, 58],
sensOr dizilerini olusturmak i¢in en baskin teknoloji olmustur. MOS, c¢alisma prensibi
acisindan MOSFET’e benzer ve yar iletken, en tipik olarak kalay dioksit (SnO2) ile
kaplanmis bir 1sitma elemanindan olusur. Algilayict malzeme daha sonra az miktarda
katalitik metal katki maddesi Orn. paladyum veya platin ile katkilanir. Sensoriin
katkilanmasi, sinterlenmis malzemenin pargacik boyutunu degistirerek calisma kosullariin
degismesine neden olur, buna gore sensoriin farkli maddelere olan segiciligi tizerinde de bir
etki gosterir.

MOS yiizeyindeki redoks reaksiyonlarinda yer alan VOC’lere veya MOS c¢alisma
sicakliklarinda oksitleyici gibi davranan NO gibi gazlara maruz kalindiginda direngte bir
degisiklik olur. Islem, oksitleme ve indirgeme asamalar1 ile aciklanabilir. Oksitleme
asamasinda, havadan O, adsorbe edilir, yari iletkenin iletim bandindan serbest elektronlari
yakalar ve sensoriin direncini arttirir. Adsorbe edilen oksijen, metal oksit igindeki pargacik
(grain) smirlar1 arasinda potansiyel bir bariyer olusturur. indirgeme asamasinda, adsorbe
edilen oksijen VOC ile reaksiyona girer, bu da oksijenin yiizey yogunlugunun azalmasina,
elektron yakalama etkisinin azalmasina ve bdylece elektronlarin iletim bandina geri
donmesine izin verir. Direngteki degisiklik, metal oksit pargacik boyutunun yani sira,
algilama ylizeyinde adsorbe edilmis oksijen ile reaksiyona giren VOC’ye baglidir. Segicilik,
katalizor veya sensor icin calisma kosullar1 degistirilerek elde edilebilir. MOS, sensor
yiizeyinde hizli ve geri doniisiimlii reaksiyonlara izin verir ve VOC’ler ile reaksiyonu
onleyecek bir kimyasal olarak emilmis su tabakasinin olugmasini 6nler. Alkoller gibi yanici
maddelere kars1 hassastirlar, ancak nitrojen ve kiikiirt bazli kokular tespit etmede daha az

hassastirlar. Sekil 2.4’te MOS sensoriiniin yapisi sematik olarak gosterilmektedir.

Eatlal metal oksit
Eleltrot kaln veya ince
.. / alzilama tabakasi
Is1tma .
elematy ---_-'“‘“--_._q__h ‘H“— —
— — Silikon dioksit

Silikon
taban —

Sekil 2.4. MOS sensoriiniin sematik gosterimi [57].
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Sensdrlerin iki voltaj girisi vardir: Isitict voltaji (Vi) ve devre voltaji (V). Isitict voltaji
(Vy), sensorin gazla kimyasal tepkimeye girebilmesi icin, sensort uygun olan belirli bir
sicaklikta tutmak amaciyla devreye uygulanir. Sensorle seri olarak baglanan yiik direnci (R)
uzerinden voltaj (V,,;) Ol¢limiine izin vermek i¢in devre voltaji (V) uygulanir. Sensoriin
polaritesi oldugundan devre voltaji i¢in DC voltaji gereklidir. Sensorlin elektrik
gereksinimlerini kargilamak igin V- ve Vj icin ortak bir gii¢c kaynagi devresi kullanilabilir.
Yuk direncinin (R;) degeri, yari iletken gii¢ tiiketimini (Pg) 15mW sinirinin altinda tutarak
esik degerini optimize edecek sekilde secilmelidir. Glg¢ tuketimi (Ps), gaza maruz kalmasi
durumunda Rg degeri R, ’ye esit oldugunda en yiiksek olacaktir. Sensor devresi Sekil 2.5°te

gosterilmektedir.

{;}
F 3 G 3‘(-"—}
T 4
\Y R R
H = 5
l —T——Fﬁ; \§\
GAS
Vi o—
(—)
T
RL:,E\--E "{HL
1‘1-" . 2 -
(—)

Sekil 2.5. Sensor Devresi

Giig tiiketiminin degeri (PS), asagidaki formiil kullanilarak hesaplanabilir:

v vV 2
Ps ( Cc - out) RL
s (2.3)

Sensor direnci (Rg) ise, asagidaki formiil kullanilarak olgiilen bir V,,; degeri ile
hesaplanir:

Ve — Ve,
Ry =——FLp
s VrL t (2.4)
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b) Metal Oksit Yar fletken Alan Etkili Transistor (Metal Oksit Yari letken Alan
Etkili Transistor, MOSFET): MOSFET’in galisma prensibi, ugucu organik bilesiklerin
MOSFET’in kap1 kismindaki metal ile reaksiyon olusturmasina ve bu reaksiyonun sensor
cikisinda gerilim degisimi meydana getirmesine dayanmaktadir. MOSFET’ ’in metal kap1
(gate) ucuna uygulanan potansiyel akimi belirler. Yari iletken-yalitkan sinirinda elektrik
akimmin kaynaktan (source) savaga (drain) akmasina izin veren bir kanal olusturur.
Transistoriin savak akimi, yari iletkenin ylizey potansiyeli tarafindan kontrol edilir. Metal
kap1 veya yalitkan 6zelliklerinde bir degisiklige neden olan herhangi bir gaz reaksiyonu,
MOSFET sensorlerinin elektriksel o6zelliklerinde ve dolayisiyla savak akiminda bir
degisiklikle sonuglanacaktir; ancak MOSFET’ler igin sensOr tepkisi genellikle, savak
akimini Onceden se¢ilmis bir degerde sabit tutmak icin gereken kapi gerilimindeki
degisiklikle olciilir. MOSFET’lerin ¢alismast icin farkli sicakliklarda calismak, kapi
metalinin degistirilmesi ve metal kapinin kalinligr ve goézenekliliginin 6nemli oldugu
gosterilmistir. Gaz algilama i¢in hem n hem de p kanalli MOSFET ler kullanilmaktadir.
Sekil 2.6’da MOSFET’in yapis1 sematik olarak gosterilmektedir [57].

] D
M P
GO—{ P +O Sub Go—[ M -0 Sub
A all
Si0: _ Si0 !
3 3
N-kanal MOSFET P-kanal MOSFET

Sekil 2.6. MOSFET’in Yapist [57]

c) Iletken Polimer (Conducting Polymer, CP) sensorler: iletken polimerler [41, 47],
farkl: tersinir fiziksel kimyasal 6zellikler ve ugucu bilesik gruplarina karsi yiiksek hassasiyet
sagladiklar1 i¢in elektronik burunlarda sensér elemanlart olarak yaygin olarak
kullanilmaktadir. CP’ler, organik bilesiklere yanit olarak iletkenliklerini ayarlama
yeteneklerine sahiplerdir. iletken polimerler, ¢ok gesitli organik buharlara duyarli olduklar
icin metal oksit sensoriinden farklidir. Ayrica cihazlar kiigliktiir ve diisiik gii¢ tiiketimi ile
oda sicaklhiginda calisabilir. Bu sensorlerde, polimerler ve ugucu bilesikler arasindaki
etkilesim, sensor ylizeyindeki iletken polimerlerin direncinde degisiklige yol acar. Farkli

polimerler, farkli fizyokimyasal 6zelliklere sahip ¢esitli ugucu bilesiklere tepki verir ve
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CP’lerin oOzellikleri biiyiik olgiide katki diizeyine, katki maddesinin iyon boyutuna,
protonasyon diizeyine ve su igerigine baghdir. Yiiksek sicaklikta c¢alisgan MOS ile
karsilastirildiginda, CP sensorleri ortam sicakligi kosullarinda VOC’lere hizli bir sekilde
yanit verebilir. Bununla birlikte, CP’ler, polimerin zamanla oksidasyonu nedeniyle nemden
ve sensOr kaymasindan kolayca etkilenmektedirler. CP sensoriiniin yapis1 Sekil 2.7°de

gosterilmektedir.

CP
Eleltrot

Diiz Polimer
Substrat

Sekil 2.7. CP sensoriiniin sematik gosterimi [54].

d) Optik sensorler: Optik sensorler [37, 41, 59], hassas bir sekilde Olgiilebilen
tepkileri nedeniyle bir¢ok uygulamada gaz sensorleri olarak yaygin sekilde kullanilmaktadir.
Bir optik sensor, bir 151k kaynagi, bir algilama platformu, 151k dalga kilavuzlart ve bir 151k
detektoriinden olusur. Optik sensorler ugus halindeki pargaciklari olger. Algilama
mekanizmasi, 15181n ve algilama katmaninin hedef gaz molekiillerine maruz birakilmadan
onceki ve sonraki etkilesimlerine dayanir. Isik yogunlugunun degismesi veya 1s13in dalga
boyunun kaymasi, ilgilenilen analitlerin varliginda meydana gelebilecek temel
degisikliklerdir. Bu sensorlerin ¢alisma prensibi soyledir: Bir sensor ve bir 1s1k hiizmesi
birbirine belirli bir acida yerlestirilmistir. Parcacik 15181n 6niinden gectiginde, 151k sensore
geri yansir. Sensor, yanstyan bir 151k algiladiginda bir sinyal {iretir. Sensoriin etrafindaki
hava akis1 sabitse, bu sinyalin uzunlugu parcacigin boyutunu tespit etmek i¢in kullanilabilir.

Optik sensor sistemleri, elektrik direncindeki degisikliklere dayali transdiiksiyon
mekanizmalarina sahip tipik sensor dizi sistemlerinden biraz daha karmasiktir. Algilama
sistemindeki bir optik sensor dort temel bilesenden olusur: bir 151k kaynagi, 15181 sensore ve
sensorden yonlendirmek igin uygun optikler, algilama malzemeleri veya sensor ve sensdrden
gelen 151k sinyallerini algilamak igin bir fotodedektdr. Cikis sinyallerini algilamak igin
fotodiyotlar, Yiik Baglasimli Cihaz (Charge Coupled Device, CCD) ve Bitunleyici Metal
Oksit Yar1 iletken (Complementary Metal Oxide Semiconductor, CMOS) kameralar
kullanilabilir, ancak se¢im dikkatli bir sekilde yapilmali ve hassasiyet, algilanabilirlik,

giirtiltii, spektral tepki ve tepki stiresi gibi gerekli 6zellikler dikkate alinmalidir.
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Optik sensorler genel olarak igsel optik ve digsal optik sensorler olmak Gzere iki tire
ayrilabilir. I¢sel bir sensor i¢in, gaz halindeki bilesikler, sogurma, emisyon veya rezonans
dalga boylarinda absorbans, floresans ve kirilma indisi gibi algilama yiizeyindeki optik
Ozelliklerdeki degisiklikler Olgiilerek dogrudan tespit edilebilir. Bu fikirden yola ¢ikarak,
dalga kilavuzlar1 yontemi, yiizey plazmon rezonansi, girisim veya yansima tabanli yontem
ve taramali 151k darbesi teknigi gibi elektronik burunlara uygulanan bazi yaklagimlar
gelistirilmistir. Harici bir sensor i¢in, bir optik substrat iizerine baglanarak analiti saptamak
icin bir gosterge tlrii kullanilir. Gostergeler, sinyal modiilasyonu iiretmek icin analitle
etkilesime giren boyalar, polimerler veya diger malzemeler olabilir. Kolorimetrik yontem,

bu teoriyi kullanan en yaygin kullanilan tekniktir.

Dedektor

Cikis

Giris e

.

9 OF

Gelistirme Referans
leatmani dedektorii

Emitar

Sekil 2.8. Optik sensor yapist

e) Piezoelektrik sensorler: Piezoelektrik sensorleri [2], belirli kristallerin uygulanan
mekanik gerilimle orantili bir elektrik potansiyeli iirettigini belirten piezoelektrik etkiye
dayanir. Tersine, bir elektrik potansiyeli uygulandiginda, piezoelektrik kristaller mekanik bir
deformasyona ugrar ve bu da mekanik bir basing olusturabilir. Bu sensdrlerde piezoelektrik
kristaller, kristallere uygulanan kiitle degisimine olduk¢a duyarli olan bir rezonans
frekansina sahiptir. Piezoelektrik sensorleri, membran kapli bir piezoelektrik kuvars kristali
ve bir elektrik alani olusturan iki altin elektrottan olusur. Ugucu molekiillerin membran
ylizeyine adsorpsiyonu, cihazin kiitlesini artirarak rezonans frekansinin degismesine neden
olur. Kuvars kristal mikro terazi (Quartz Crystal Microbalance, QCM) ve yuzey akustik
dalga (Surface Acoustic Wave, SAW) sensorleri, elektronik burunlarda uygulanan en
kullanigh piezoelektrik sensorlerden ikisidir.

QCM, gelismis bir mikro terazi kiitle sensorii tiiriidiir. Kuvars malzemenin
piezoelektrik 6zelliklerine dayanan doniistiiriiclisii, sensdrlerde uygulanmistir. QCM,

karakteristik bir frekansta (10-30 MHz) titresen, polimer kapl rezonansh kuvars diskten
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yapilmustir. Kristal yilizeyinde siirlayicr kiitle artarken salinim frekansi azalir. Ayrintili
olarak, gaz molekiillerinin kristal yilizeyinde biriken algilama filmlerine adsorpsiyonu,
kuvars kristali (QC) rezonans frekansinda kaymaya neden olur. Gaz molekiilleri polimer
ylizeyine adsorbe edildiginden rezonans frekansini diistiriir ve azalma adsorbe edilen koku
kiitlesi ile orantilidir. Metal elektrotlarla (6rn. altin) donatilmis QC, QCM sensoriiniin temel
malzemesidir. QCM sensoriiniin segiciligi, sensor yiizeyinde kaplanmis hassas malzemelere
baghdir. Kaplamalarin kalinligi, QCM sensdrlerinin hassasiyetini etkiler. Ayrica sicaklik,
nem ve diger bazi ¢evresel kosullar da QCM sensorlerinin hassasiyeti lizerinde etkilidir.
SAW ve QCM’nin her ikisi de kiitleye duyarli sensorlerdir. Ancak, SAW bir ylizey akustik
dalga sensorii kullanirken, QCM bir Toplu Akustik Dalga (Bulk Acoustic Wave, BAW)
sensOrii kullanir. SAW sensorleri, dalgalarin cihazin yiizeyi iizerinde hareket etmesini
gerektirir. SAW sensorleri daha yiksek frekanslarda (100-1.000 MHz) ¢alisir ve bu nedenle
frekansta daha biiyiik bir degisiklik olusturur. Cikis doniistiiriiclisii ve giris doniistiiriiciisi,
SAW’m temel bilesenleri olan dijital doniistiirticiilerdir (IDT’ler). Doniistiiriicliniin ortami
degistiginde, Ornegin absorbe edilen gaz molekiilleri, titresim frekans1 degisecektir.
Dolayisiyla, gaz molekiillerinin agirlik bilgisi, ¢ikis IDT lerinin sinyallerinin girig IDT’leri
ile karsilagtirilmasiyla elde edilebilir. BAW ve SAW sensorlerinin yapisi Sekil 2.9°da, QCM

sensoriiniin yapist ise Sekil 2.10°da gosterilmektedir.

BAW Kaplama

Elekirot

SAW Elektrotlar
Kristal

Sekil 2.9. BAW ve SAW sensorlerinin sematik diyagramlari [54].
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Kuvars

Elektrot (Au)

L&

(@
Sekil 2.10. QCM sensoériinin a) 6nden gorinisl b) yandan goriiniisii [60].
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Tablo 2.3. E-burun uygulamalarinda kullanilan sensérler [37, 55].

Sensor Olgtilen . .
Tipleri By iklik Duyarhhk Avantajlar Dezavantajlan
Yiiksek sicaklikta
Ucuz, mikro caligma, yiiksek gii¢
fabrikasyon, yiiksek tuketimi, kikart ve
Metal Oksit hassasiyet, hizli yanit zayif asit
Yari Iletken Iletkenlik | 5—500 ppm ve kurtarma siresi, zehirlenmesi,
(MOS) Olcum devresine tasinabilir sistemlerde
kolayca entegre siirli uygulama,
edilebilir neme duyarli, sinirh
sensOr kaplamalari
Mikro fav\brlkasyon, oda Neme ve sicakliza
sicakliginda ¢alisma, ;
) ; kars1 yuksek
bircok VOC’ye duyarl, - N
; .y .- | hassasiyet, kisa 6miir
Iletken fletkenlik 0.1-100 pom kisa yanit siiresi, ¢esitli siiresi
Polimer (CP) ' PP sensor kaplamalari, ; .
) zamanla sensor tepkisi
ucuz, sensor kavmasi
zehirlenmesine kars1 Y
direng
Diisiik maliyet, Yete_r3|z_ te k_rar
. R uretilebilirlik,
Kuvars Kristal . hizli tepki siiresi,
. . . . 1,0 ng kiitle . . karmasik devre, zay1f
Mikroterazi | Piezoelektrik A yuksek hassasiyet, . et
degisimi s ) sinyal-giirtiltii orani,
(QCM) cesitli sensor 9
neme ve sicakliga
kaplamalar1
duyarli
Yiiksek hassasiyet, hizli | Nispeten zayif sinyal-
Ylzey yanit siresi, gesitli giiriiltii performansi,
Akustik . . 1,0 pg kiitle sensor kaplamalari, karmagik devre,
Piezoelektrik S P :
Dalgast degisimi klcik, ucuz, neredeyse yetersiz
(SAW) tim gazlara kars1 tekrarlanabilirlik,
hassasiyet sicakliga duyarlt
Metal Oksit . . Qevr(?_sel kontrol,
. Elektronik araytiz sensor sapmasi,
Yari lletken A
Alan Etkili Ak%n_l— Diisiik ppm devreleri ile entegre, amonyak ve
. Gerilim kicuk sens6r boyutu, karbondioksite karst
Transistor ucuz igletme maliyetleri diisiik hassasiyet
(MOSFET) $ Y § _ y
gerektirmesi
Yuksek elektriksel
giiriiltii bagisikligi,
gok yuksek ha.ssaSIyEt’ Isik kaynaklarinin
. - karigimlardaki tek tek
Optik Floresans Disiik ppb S stnirlt
bilesiklerin e e
kullanilabilirligi

tanimlanmasi, ¢ok
parametreli algilama

yetenekleri
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2.2.3. Oriintii tanima birimi

Veri hesaplama sistemlerinde, sensor dizisi tarafindan {iretilen ¢ok degiskenli yanitin
veri islemesi i¢in Oriintii tamima teknikleri [41, 46, 61] kullanilir. Tanima siireci, sensor
sinyalleri alindiktan ve bilgisayarda saklandiktan sonra baslar. Oriint(i tanima biriminde,
aralarinda ortak 6zellik bulunan veri drneklerini bazi tespit edilmis 6zellikler aracilig ile
tanimlama veya siniflandirma islemi gergeklestirilir. Arayiiz devreleri tarafindan {iretilen
elektrik sinyali, 6rlintly( tanimak i¢in genellikle yeterli degildir. Bu sinyaller daha fazla
islenmelidir. Orlintli tanima birimleri, e-burun sistemlerinin yazilim birimleridir.

Sayisal sinyal tanimlama i¢in On isleme, 6znitelik ¢ikarma, siniflandirma/regresyon ve
dogrulama asamalarindan gegirilir. Sinyal 6n isleme, sensor kaymasini telafi etmeye, sensor
dizisi yanmitindan tanimlayict parametreleri ¢ikarmaya ve Oznitelik vektoriinii sonraki
islemler icin hazirlamaya odaklanan tiim siirecin ilk asamasidir. On isleme asamasinda,
sensor tepkilerinin referans noktalarinin belirlenmesi, sensor tepki alanlariin tiim sensorler
icin normallestirilmesi ve sensor tepki Oriintlilerinin belirlenmesi igin gerekli islemler
yapilir. Oznitelik gikarimi, veri kiimesinden oriintiileri tanimaya yardimer olan &zellikleri
belirlemek ve veri kiimesinin boyutunu azaltmak i¢in kullanilir. Siiflandirmada 6ncelikle
veri seti diislik boyutlu uzaya doniistiiriiliir ve daha sonra gesitli siniflandirma yontemleri
kullanilarak olast VOC’lerin oruntileri belirlenir. Simiflandirma, veri tabaninda 6nceden
ogrenilen VOC maddelerinden bilinmeyen bir VOC 6rneginin belirlenmesini saglar.
Regresyon, gaz orneklerinin konsantrasyon ve kalite gibi 6zelliklerini tahmin etmektir.
Dogrulama, bir smiflandiricinin verileri en iyi sekilde siniflandirmasi i¢in gereken
parametrelerin belirlenmesidir. Bu sekilde genelleme performans: yiiksek bir siniflandirict
belirlenir.

Oriintii tanima yontemleri, denetimli ve denetimsiz 6grenme olarak iki kategoriye
ayrilabilir. Denetimli 6riintii tanima i¢in, bilinmeyen bir VOC test edilir ve egitim drneginin
icerdigi siniflar hakkinda 6nceden bilgi gerektiren bir bilgi tabanina gore siniflandirilir. Buna
karsilik, denetimsiz yontemler, karsilik gelen VOC sinifi agiklamalar1 olmadan bilinmeyen
VOC vektorleri arasinda ayrim yaparak, farkli siniflart tepki vektoriinden ayirmayi
Ogrenirler.

Calismada Oriintii tanima ile ilgili kullanilan yontemler Boliim 3’te agiklanmaktadir.

23



3. METODLAR

Bu ¢alismada, sensorlerden elde edilen gaz verileri {izerinde gesitli islemler yapilarak
gaz ornekleriyle ilgili bir veri tabani1 olusturulmus ve bu veri tabanindan yararlanilarak
belirlenmesi istenilen gaz 6rneklerinin analiz edilmesi ve yorumlanmasi i¢in gesitli sinyal
isleme teknikleri kullanilmistir. Sinyaller kullanilarak planlanan siniflandirma ve regresyon
stirecleri dort temel asamadan olugsmaktadir. Birbirine yakindan bagli bu dort asama sirasiyla
on isleme, Oznitelik ¢ikarma, smiflandirma ve regresyondur. Bu asamalar asagidaki alt

bolumlerde ayrintili olarak agiklanmaktadir.

3.1. On isleme

On isleme asamasi, oriintii tanima biriminin ilk adimidir. On isleme [32, 47, 62, 63],
veriyi kullanmadan once daha basarili sonuglar elde edebilmek amaciyla verinin bazi
islemlerden gecirilmesidir. E-burun gibi bir coklu sensor sistemi ile 6lgim yaparken buyiik
miktarda veri {retilir. Sensorlerin verdigi tepkilerin dinamiklerini agiklamak igin her
sensorden daha fazla sinyal parametresi hesaplanabilir. Boylece, ilgilenilen 6zelliklere baglh
olarak veri sayisin1 azaltmay1 gerektiren biiylik miktarda veri iretilir. Sensorlerden elde
edilen veriler girulta icerebilir ya da sensor sapmasi gibi problemler olusabilir. Bu nedenle,
sensOr yanitlarindan gikarilan verilerin genellikle 6nceden islenmesi gerekir, Oznitelik
cikariminda yaniltict etkileri ortadan kaldirmak i¢in orlintii lizerinde bazi islemler yapilir.
Verilerden anlamli bilgiler elde edilerek kullanim degerleri daha gii¢lii hale getirilir,
Oznitelik ¢ikarma isleminin giivenilirligi arttirilir. Analogdan dijitale doniistiirmeye kadar
izlenen gurdltinin ve anormal veri okumalarinin azaltilmasi saglanir.

On isleme asamasinda, Oncelikle verilerin iletkenlige cevrilmesi islemi
gerceklestirildi. Sensor tepkilerinin referans noktalar1 referans diizeltmesi yapilarak
ayarlandi, asagi-Ornekleme ile boyut kiiciiltme yapildi, sensor tepkileri min-maks
normallestirme ile her boyutta 0 ile 1 arasinda sinir degerler olacak sekilde sabitlendi ve
sensoOr tepki modellerinin belirlenmesi i¢in gerekli islemler yapildi. Sensor yanitlarindan
ilgili bilgiler ¢ikarilarak veriler model analizi igin hazir hale getirildi.

Referans diizeltme, isaret On isleme asamalarindan biridir. Sensorlerden elde edilen
ham verilerdeki farkliliklar1 gidermek icin uygulanmistir. Hepsinin ayni1 kosullar altinda
degerlendirilmesi icin referans gaz seviyesindeki farkliliklar giderilerek her sinyalin ayn
referans noktasindan baslamasi saglanmistir. Calismada kullanilan fark referans diizeltme

yontemi asagidaki sekilde formiile edilebilir:

24



Vijl,?s(tk) = Vt'),s(tk) - Vé,s(tl) v (j,S,k
(3.1)

Burada, 6=1...N; VOC o6rnegini, k=1...N; sensor cevaplarmin toplam ornekleme
sayisini Ve s=1...N; sensor sayisini ifade etmektedir. V; ;(t;) sensor yanitindan alinan ilk
ornektir, Vss(tx) ise sensOr yamitlarindan t aninda elde edilen gerilim degerini
gostermektedir.

Sensor verilerinden elde edilen bilgilerin iyi bir sekilde ayirt edilebilmesi igin veri
boyutunun biiyiik tutulmasi gerekir. Bununla birlikte, ¢cok biiylik ve karmasik verilerde
kendisini tekrar eden ve ise yaramayan bilgiler de yer alabilmektedir. Veri miktarinin fazla
olmasi siireci zorlastirir, hesaplama siiresini onemli Olglide uzatabilir ve sinyalleri
siniflandirirken hedeflenen basari oranina ulasmada zorluklara neden olabilir. Islem yiikiinii
azaltilmasi, siniflandirma ve regresyon performansinin arttirilmasi ve hatalarin azaltilmasi
icin asagi-Oornekleme kullanilarak boyut kicultme yapilmistir ve gaz sensorii verilerindeki
fazlaliklar giderilerek siniflandirma islemine uygun hale getirilmistir, verilerin karmasikligi
veya boyutu azaltilmaya ¢aligilmstir.

Min-maks normallestirme ile veriler genel veriler i¢inde agirliklandirilarak kolayca
yorumlanmasina olanak saglanir. Veri normallestirmesinin arkasinda iki motivasyon vardir.
Birincisi, degisen biiyiikliiklerde olabilen ¢oklu sensér girisleriyle basa ¢ikmaktir. Ikincisi
ise yapay sinir aglari gibi bir¢ok Oriintii tanima teknigi i¢in islem siiresi, tim girdi

degiskenleri ayni biiyiikliikte oldugunda azaltilabilir.
3.2. Sinyal Duzeltme

Sinyal dlizeltme [64, 65], zaman serilerindeki mantiksiz egilimleri ortadan kaldirmak
i¢in kullanilir, sinyallerden offseti veya egilimi ¢ikarir. Olgiilen sinyaller, verilere dzgii
olmayan genel oriintiiler gosterebilir. Bu egilimler bazen veri analizini engelleyebilir ve
kaldirilmas1 gerekir. Calismada kullanilan sinyal diizeltme fonksiyonu, dizenli olarak
orneklenen veri sinyallerinden ortalamayr veya en uygun c¢izgiyi (en kiiclik kareler
anlaminda) ¢ikarir. Veriler dort siitun icermektedir ve her bir veri siitununu ayri ayri ele alir.
Verilerden bir egilimin ¢ikarilmasi, analizin egilimle ilgili verilerdeki dalgalanmalara
odaklanilmasimi saglar. Egilimler anlamli olabilse de bazi analiz tiirleri, egilimler
kaldirildiginda daha iyi kestirim saglar. Kararli durum verileri i¢in hem giris hem de ¢ikis
sinyallerinden ortalama degerlerin ve dogrusal egilimlerin kaldirilmas: gerekir. Caligmada,

yontemin elde edilen sonuglar1 6nemli 6l¢iide diizeltebildigi gorilmiistiir.
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3.3. Oznitelik Cikarim

VOC’leri tanimlamak i¢in gaz bilesenlerinin konsantrasyonlar1 kullanilirsa, her
konsantrasyon VOC’nin bir 6zniteligi olarak almabilir. Ideal olarak, her bir bilesenin
konsantrasyonu bulunursa, VOC’ler konsantrasyon vektorii ile ayirt edilebilir. Bu
konsantrasyon vektorleri aslinda gazlarm Oruntileridir. Ancak, tum konsantrasyon
vektoriinii bulmak zor ve neredeyse imkansizdir. En karmasik VOC’ler, yuzlerce veya
binlerce gaz bileseninden olusur. Bir dizi gaz sensoriiniin uygulandigi e-burnun durumu géz
Ontine alindiginda, tiim konsantrasyon Orlntisind elde etmek i¢in her sensoriin yalnizca
belirli bir bilesene yanit vermesi gerektigi i¢in yiizlerce veya binlerce sensore ihtiyag vardir.
Bu ideal durum pratikte uygulanamaz. Sensor sayisi, maliyetleri ve boyutlari ile sinirhidir ve
mevcut sensorler, bir dizi bilesene yanit verir. Bir e-burunda, bir sensor dizisinin
kullanilmast, her bir sensoriin belirli bir gazdan ziyade bir gaz araligina veya sinifina tepki
vermesi gibi kismen ortiisen hassasiyetle sonuclanir. Gaz 6rneklerinin sensorler tarafindan
algilanmasi ve sonrasinda analiz edilmesi sirasinda bilgi karmasasi yasanabilmektedir.
Sadece belirli bir VOC turiine yanit veren sensorlerin yani sira birden fazla VOC turiine
yanit veren sensorler de oldugu i¢in sensdr yanitlarindan edindigimiz bilgiler ilgisiz veriler
de icerebilmektedir. Bununla birlikte, ortam sicakligi, nem, VOC’lerin sadece elde etmek
istedigimiz gaz Ornegini icermeyip baska gaz molekiillerini de i¢cermesi gibi durumlar da
karmasik bilgilere neden olabilmektedir. Bu gibi etkilerin ortadan kaldirilmasi veya en aza
indirgenebilmesi i¢in dznitelik ¢ikarma [63, 66-68] yontemleri kullanilmaktadir.

Sinyal duzeltme asamasindan sonra, veri setinden Oriintii tanimaya yardime1 6zellikleri
belirlemek ve her Ornekten Olgiilen veri sayisini azaltmak i¢in Oznitelik ¢ikarimi
yapilmaktadir. Sadece yapilmak istenilen islemle ilgili 6zniteliklerin en iyi kombinasyonu
secilir, digerleri veriden ayiklanir. Bu sekilde, islem zamanindan da kazang saglanir.
Oznitelik ¢ikarma islemlerinde hem veri boyutu kiiclltiilir hem de siiflarm en ayirt edici
karakteristik bilgileri tespit edilir. Oznitelik ¢ikarma ydnteminin amaci, daha az veri ile
karakteristik sensor yanitindan saglam bilgileri ¢ikarmaktir. Bu yontemle veri daha anlasilir
hale gelir.

Bu calismada farkli Ozniteliklerin basar1 {izerindeki etkileri incelenmistir. Ozellik
cikarma agamasinda verilere ¢ farkli yontem uygulanmistir. lk olarak, sensor yamitlarinin
maksimum degerleri alinarak 6znitelik ¢ikarma islemi gergeklestirilmistir. Ikinci olarak,
LSTM agindaki tam baglantili katmaninin giris verileri 6znitelik olarak alinmistir. Son

olarak da LSTM aginin tam baglantili katmanindaki degerler ¢ikis olarak alindi ve TCN
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modeline giris olarak verildi ve TCN’deki tam baglantili katmanin ¢ikis verileri 6znitelik
olarak alindi. Bu 6znitelikler yeni 6znitelik uzayini olusturmaktadir. Bu iglemler ile karmasik
ham veri setinden orijinal veriyi temsil eden veri altkiimeleri olusturulmustur. Cikarilan
Oznitelikler arasindan veri ile ilgili en 1yi 6znitelikler segilerek simiflandirma ve regresyon
basarilar1 artirilmistir. Oznitelik ¢ikarma asamasi, e-burun sisteminin performansinda en
etkili rollerden birini oynamaktadir. Bu ¢alismada, ham veriler, sensor yanitinin maksimum
degerleri ve Oznitelik olarak derin O6grenme aglarinin tam baglantili katman girisleri

karsilastirilarak siniflandirma ve tahmin basarisina etkisi incelenmektedir.

3.4. Simiflandirma

Siniflandirma asamasinda Karar Agaci, Dogrusal ve Karesel Ayirma Analizi, Naive
Bayes, SVM, k-En Yakin Komsu (K-Nearest Neighbours, KNN) ve Kolektif (Ensemble)
Denetimli siniflandirma algoritmalar1 kullanilmistir ve siniflandirma sonuglari birbirleriyle
karsilastirilmistir.

Veri seti diisiik boyutlu uzaya tasindiktan sonra gaz 6rneklerine ait oriintiiler, ¢esitli
siniflandirma yontemleri kullanilarak belirlenir. Siniflandirma algoritmalar1, veri kiimesinde
bulunan verileri en az hata ile kendilerine en yakin sinifa eglestirirler. Siniflandirmanin temel
amaci, yeni verilerin hangi sinifa/kategoriye girecegini belirlemektir. Tahmine dayali
modelleme yapilir. Egitim kiimesinden verilerin dagilim seklini 6grenirler ve sinifi belli
olmayan test verilerinin dogru bir sekilde siniflandirilmasini saglarlar. Siniflandirmada,
Oznitelik uzayr veri kiimesi lizerindeki siniflari belirten etiketlere gore karar bolgelerine
ayrilmaktadir. Cikarillan Ozniteliklerden oOriintiiniin hangi smifa ait olacagi belirlenir.
Calismada da farkli siniflandirma algoritmalart denenerek, kullanilan veriler i¢in optimum

sonucu belirleyen siniflandirma algoritmasi belirlenmistir.

3.4.1. Karar agaci

Calismada, gaz verilerini siniflandirmak i¢in kullanilan yontemlerden biri karar agaci
algoritmasidir [69-72]. Karar kiimelerini temsil eden aga¢ seklindeki yapilardir. Bu kararlar,
bir veri kiimesinin siiflandirilmasi i¢in kurallar olusturur. Siniflarini bildigimiz egitim veri
setinden tiimevarim yontemini kullanarak aga¢ seklinde karar yapilar1 olusturma islemine
karar agaclar1 denir. Karar agaclari, siniflandirma, 6znitelik ve hedefe gore karar diigtimleri
(decision nodes), yaprak diigiimleri (leaf nodes) ve dallardan olusan agag yapisi formunda
bir model olusturmaktadir. Bir karar diigiimii bir veya birden fazla dallanma igerebilir. ilk

diigime kok diigiim (root node) denir. Karar agaglari, kurallar1 ve iligkileri kesfetmek i¢in
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veri setinde bulunan bilgileri sistematik olarak parcalayan ve alt boliimlere ayiran bir dizi
analitik aractir. Karar kurallarinin olusturulmasi kokten baslar ve siniflar ayrilana kadar, yani
yapraklara ulasana kadar devam eder. Veri tabanindan elde edilen karar agaglarindan hangi
sinifa ait oldugunu bilmedigimiz bir veriye sahip oldugumuzda olusturulan kural setine gore
siif tahmin edilmektedir.

Agag¢ yapisindaki her degisken, agac yapisindaki baska bir diigiime iletir. Karar
agacinda st kisim kok diigiim, alt kisim ise yaprak diigiim olarak adlandirilir. K6k ve yaprak
diigtimleri arasindaki boliinme dallar olarak adlandirilir. Agag yapisindaki her dal, bir kural
olusturan fonksiyondur. Karar agaci, kok diigiimden baslayan ve deneysel birimlere
uygulanan evet-hayir cevaplarina gore devam eden yollardan olugsmaktadir. Sekil 3.1°de

karar agac1 yapis1 gosterilmektedir.

Kok Dagam

Sekil 3.1. Karar agaci yapisi [63].

Entropi degisken belirsizliginin dlglilmesinde kullanilmaktadir. Entropi, 0’a
yaklastik¢a belirsizlik azalir ve tahmin de o kadar iyi olur. (3.2)’de entropi denklemi

verilmektedir:

H=— Z p(x)logp(x
(x)logp(x) (3.2)
Burada, H entropiyi ifade ederken, p(x) ise belirli bir sinifa ait grubun yiizdesini ifade

etmektedir.
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Entropinin en aza indirgenmesi boliinmelerin ve tahminin basarili oldugunu
gostermektedir. Bilgi kazanci, en 1iyi bolinmeyi/tahmini belirlemek amaciyla

kullanilmaktadir. (3.3)’te bilgi kazanc1 denklemi verilmektedir:

v

Gain(S,D) = H(S) — Z HV) (3.3)

VeD

Burada, orijinal veri kiimesi S ile ifade edilirken, S’nin alt kiimesi ise V ile ifade
edilmektedir. D, kiimenin boliinmiis bir parcasidir.

Bu ¢alismada hem ham verilerde hem de 6znitelik ¢ikarimi yapildigi zaman en iyi
sonugclar ince agac algoritmasi ile elde edilmistir. Maksimum boliinme sayisi 100 olarak elde
edildi.

3.4.2. Dogrusal ve karesel ayirma analizi

Dogrusal ayirma analizi (Linear Discriminant Analysis, LDA) [32, 73-76] verilerdeki
farkli siniflara ait gruplarin lineer ayrilabilirligini maksimize ederek boyutu kiigtilten bir
yontemdir. Mevcut veri seti bilesenleri ayirmak i¢in ¢ok uygun olmadiginda, verileri daha
kolay ayrilabilir hale getirmek i¢in kovaryans matrisini kullanir. Dogrusal ayirma analizinde
tim gruplarin kovaryans matrislerinin esit oldugu varsayilir. Hangi gruba ait oldugu belli
olmayan ornekler en diisiik hata ile ait oldugu gruba atanir. LDA’da sinif i¢i 6rneklerin
birbirine olan uzakligi minimum, 6rneklerin siniflar aras1 uzakligi ise maksimum olacak
sekilde belirlenir. LDA, herhangi bir veri kiimesinde siniflar aras1 kovaryansin simif igi
varyansa oranini maksimize eder. Boylece siiflar basariyla ayrilir.

Dogrusal ayirma analizinde, boyut indirgeme isleminde siiflar arasi sag¢ilim matrisi
ve siif i¢i sagilim matrisi géz oniinde bulundurulmaktadir. S, siiflar aras1 sa¢ilim matrisi,
S, ise smifi¢i sa¢ilim matrisini ifade eder. Veri kiimesindeki sinif sayisi c ile ifade edilirken,
veri nesnelerinin ortalama degeri ise X ile ifade edilmektedir. Siniflar aras1 sagilim matrisi

ve smif ici sagilim matrislerinin formiilasyonlar1 (3.4) ve (3.5) esitliklerinde verilmektedir.

Cc

S= ) G-DE-

(3.4)

c N;

SW = (Etj—'f)(itj—'f)T

i=1j=1

(3.5)
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x;, i. siufin ortalama degeri, X; ; ise i. siifin j. 6rnegini ifade etmektedir. i. sinifin
ornek sayisi ise N; ile ifade edilmektedir.
Siniflar arast sacilim matrisi ve smif i¢i sa¢ilim matrisinin bulunmasindan sonra

genellestirilmis 0z degerler problemi (3.6)’daki gibi ¢ozulir:

Sga=AS,a (36)

Farkli siniflarin ortalamasi arasindaki mesafe olan Sz hesaplandiktan sonra smif ici
kovaryans matrislerinin ortalamasi S, hesaplanir. Sonrasinda A4, A, A3, ...A,. 6zdegerlerine
karsilik gelen r tane 6zvektor ile doniislim matrisi olusturulur.

Kovaryans matrislerinin esit olmadigi durumlarda, dogrusal ayirma analizi ile
olusturulan ayirma fonksiyonlarinin etkinligi azalmaktadir. Karesel ayirma analizinde
(Quadratic Discriminant Analysis, QDA) [77-79], gruplarin esit kovaryans matrislerine
sahip oldugu varsayimi yoktur, dolayisiyla her sinif i¢in ayr1 ayri tahminler yapilir ve bu,
dogru bir tahmin i¢in LDA’dan daha fazla veri gerektirir. Siniflarin varyans kovaryans
matrislerinin birbirinden farkli oldugu durumlarda veri matrislerinin ayrim analizinde
karesel ayirma analizi uygulanmistir.

Sinif ortalamalarinin tahmini, p, ile ifade edilir.

1 Nk
He = N_kzi=1xi 3.7)

Burada, X=x4, x5, x3, ... Xp orijinal degiskenleri ifade etmektedir, N,, k = 1,2, ...
siifindaki 6rnek sayisidir, K ve N toplam 6rnek sayisidir. mr, dagilimlarinin gercek degerleri

bilinmedigi i¢in tahmin edilmektedir, esitligi (3.8)’de verilmektedir.

"N (3.8)

Karesel ayirma analizi fonksiyonu (3.9)’da gosterildigi gibidir:

N
1 1 1 -1
800 = =3 log |5 > (=) G w5 (=" ) (=) +log (mo) (39)
i=1

Karar smirlart x’teki ikinci dereceden denklemlerdir. QDA genellikle verilere

LDA’dan daha iyi uyar, ancak tahmin edilmesi gereken daha fazla parametreye sahiptir.
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Bu ¢aligmada, hem 6nerilen metotlardan biri olan LSTM’nin tam bagli katmanindan
Oznitelik ¢ikarimi yapildiginda, hem de LSTM ve TCN’nin birlikte kullanildig1 6nerilen yeni

yontemle en iyi sonug¢ dogrusal ayirma analizi ile elde edilmistir.

2.0 : 0o .o
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Sekil 3.2. Esit sinif 6rneklem biiytikligi ile gosterimler: (a) iki sinif igin LDA, (b) iki sinif
icin QDA, (c) iki sinif i¢in Gauss Naive Bayes, (d) iki sinif i¢in Bayes, (e) ii¢ sinif i¢in
LDA (f) ti¢ stnif igin QDA, (g) ti¢ sinif i¢in Gauss Naive Bayes ve (h) ii¢ sinif igin Bayes
[78].

3.4.3. Naive Bayes

Naive Bayes siniflandirma algoritmasi [80-82], genellikle sonsal olasiliklari
hesaplamak icin kullanilan ve iki rastgele olayin kosullu olasiliklarini iligkilendiren bir

hipotezdir. Naive Bayes siniflandiricisi, giiclii bir bagimsizlik varsayimi tizerinde ¢alisir. Bu,
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bir 6zelligin olasiligmin digerinin olasiligini etkilemedigi anlamina gelir. Sonsal olasilik
ilkesine dayal1 bir teoremdir. Naive Bayes siniflandirmasi, en yliksek olasiliga sahip sinifin
orneklerini tahmin eden olasilik yontemlerinden biridir. Verilerin belirli bir sinifa ait oldugu
hipotezi vardir. Daha sonra hipotezin dogru olma olasilig1 hesaplanir. Bu, belirli problem
tiirleri i¢in en pratik yaklasimlardan biridir. Yaklasim, tiim verilerin yalnizca bir kez
taranmasini1 gerektirir. Ayrica, bir asamada ek egitim verileri varsa, o zaman her egitim
Ornegi hipotezin dogru olma olasiligin1 asamali olarak artirabilir veya azaltabilir. Bu
nedenle, belirsizlik iceren bir alan1 modellemek icin Bayes ag1 kullanilir. On bilgiler,
gozlemlenen verilerle birlestirilebilir. Naive Bayes smiflandirma algoritmasi, Bayes

Teoremine dayanan istatistiksel yontemlerden biridir. Bayes kurali:

P(Cy)

P(Ci1X) =PX|C). POX) (3.10)

C;, 1. sinifi temsil eder. X, bilinmeyen verileri temsil eder ve en yiiksek olasilik
sonuclarina gore bir sinifa aittir. Bu ¢alismada Onerilen yeni yontemle en iyi sonu¢ Gauss
Naive Bayes ile elde edilmistir ve ¢ekirdek tipi Gauss’tur. Tahmin ediciler siirekli bir deger
aldiginda ve ayrik olmadiginda, bu degerlerin bir gauss dagilimindan Orneklendigi
varsayllmaktadir. Sekil 3.2°de iki sinif ve ii¢ sinif i¢in LDA ve Bayes gosterimleri yer

almaktadir.

3.4.4. Destek vektor makineleri (Support Vector Machines, SVM)

SVM [45, 83-87], dogrusal veya dogrusal olmayan bir fonksiyon yardimiyla
simiflandirma yaparken verileri ayirt etmek i¢in en uygun fonksiyonun tahmin edilmesi
esasina dayanir. SVM, veri noktalarini, diizlem ile egitim kiimesi i¢indeki herhangi bir nokta
arasinda miimkiin olan en biiyiik marja sahip siniflara bolen bir ¢izgi veya diizlem olusturur
ve yeni verilerin dogru bir sekilde siniflandirilmasini saglar. Veri noktalari, g¢ekirdek
olusturma olarak bilinen bir siirecte, onlar1 ayirmak icin bir hiper diizlem olusturulana kadar
asamal1 olarak daha yiiksek boyutlara eslenir.

SVM’nin temel amaci, veri siniflarinin sinirlart arasindaki mesafeyi maksimum yapan
en uygun karar siirini bulmaktir. Bu algoritma, destek vektorleri denilen ve her bir sinifin
smirlarin belirleyen verileri tanimlayarak bu islemi gerceklestirmektedir. Iki boyutlu uzayda
verilerin birbirinden ayrilmasi i¢in dogrular kullanilirken, ¢ok boyutlu uzayda bu dogrularin
yerini hiper diizlemler almaktadir. Verilerdeki siniflarin ayrilmasi, ¢cok boyutlu bir alanda en

yiliksek marjin bulunmast ve SVM kullanilarak en uygun hiper diizlemin olusturulmasiyla
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saglanir. Hiper diizlemlerin yerlesimi, hiper diizlem ile siniflar arasindaki sinira en yakin
birkag nokta arasindaki mesafenin en aza indirilmesiyle belirlenir. Hiper diizlem arayisi tipik
olarak esitsizlik kisitlamalar1 ile amag¢ fonksiyonunu (marj) ¢ozerek, Lagrange carpani
yontemini kullanarak ve Karush-Kuhn-Tucker (KKT) kosullarini (¢6ziim igin gerekli ve
yeterli) uygulayarak elde edilir. Bu adimda, SVM egitilir. Hiper duizlem belirlendikten sonra,
simiflandirilmamig veriler SVM alania yansitilir ve hiper diizlemdeki konumlarina goére
smiflandirilir. Sekil 3.3’te, SVM yonteminde hiper dizlemin belirlenmesi ile ilgili
gosterimler yer almaktadir. SVM, aykir1 degerlere kars1 dayaniklilik gosteren ve yiksek
boyutlu Oznitelik uzaylarinda iyi performans gosteren bir algoritmadir. Yaygin olarak
kullanilan ¢ekirdek fonksiyonlari arasinda dogrusal, dogrusal olmayan, polinom, Gauss
cekirdegi, Radyal temel islev (RBF) ve sigmoid bulunur.

Calismada onerilen yonteme gore LSTM ve TCN birlikte kullanilarak o6znitelik
¢ikarimi yapildiginda en basarili sonug ikinci dereceden c¢ekirdek fonksiyonu ile elde

edilmistir. Cok sinifli verileri ayirmak i¢in kullanilan yontem ise bire kars1 birdir (one versus

one).
Destek VektGreri Destek Vekfbier
Aw-x+bh==%1 7w x+b=1l
@0 ©
9 ©@ © 9 © ©
Pogo © o0 ©
© © " x0 @
© v ©
o O O Y - Optimum Hiper-Dizlem ® O O \ R Optimum Hiper-Diizlem
L wex+h=0 v wx+h=0
Y
(@) (b)

Sekil 3.3. SVM yonteminde hiper diizlemin belirlenmesi (a) dogrusal olarak ayrilabilen
veri Ornekleri (b) dogrusal olarak ayrilamayan veri drnekleri [87].

SVM algoritmalarinda, dogrusal olarak ayrilabilen 6rnekler i¢cin k sayida d6rnekten
olusan iki simfli bir egitim verisinde {x;,y;}, j=I, ..., k oldugu kabul edilmektedir ve
optimum hiper-diizlemin olusturulmas: i¢in kullanilan esitsizlikler (3.11) ve (3.12)’de

verilmektedir.

w.xj+b=+1 Vy=+1 (3.11)
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w.xj+b<+1 Vy=-1 (3.12)
Bu esitsizliklerde, xeR"’de N boyutlu bir uzay1 ifade etmektedir, sinif etiketleri ye{-
1, +1} dir.
Agirlik vektorii w, egilim degeri ise b ile gosterilmektedir. Hiper diizlemleri olusturan

destek vektorleri (3.13)’teki esitlikte verilmektedir.

w.x; +b=+1 (3.13)

Sinirlamalar, (3.14)’deki esitlige gére bulunmaktadir:

yiw.xj +b)—1=0 yie{d, -1} (3.14)

(3.15) esitliginde verilen Lagrange denklemleri kullanilarak optimizasyon problemi

¢ozllmektedir. Denklemdeki a; ifadesi pozitif Lagrange ¢arpanidir.

k

k
1
L, = > llw]|? — Z a;y; (w.x; + b) + Z a; (3.15)

j=1 j=1

KKT kosullart kullanilarak (3.15)’te verilen esitlik sadelestirilir ve (3.16) esitligi elde
edilir.

1
Ly = Z aj — EZ &G YjyiXjXi  a; >0,V (3.16)
j=1 Jj,i

(3.16) esitliginin ¢6zmiinde, Lagrange carpanlarinin birgogu sifir olur, geriye kalan
pozitif a; degerli x; vektorleri destek vektorlerini olusturur.

Dogrusal olarak ayrilamayan veriler i¢in optimum hiper-dizlemin olusturulmasi igin

kullanilan esitsizliklere, g egitim hatas1 sapmasi da eklenerek (3.17), (3.18) ve (3.19)’de

verilen denklemler elde edilir.

w.xj+b=2+1-8§ Vy=+1 (3.17)
w.xj+b<-1+ § Vy=-1 (3.18)
§ 20,V
(3.19)
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(3.20) esitliginde verilen Lagrange denklemlerinde w; degeri, § i degerinin pozitif

olmasini saglamaktadir.

k K
L, = —||w||2 Z Za] y](w x; + b)—1+ Ej}
]:

j=1
(3.20)

M»

~.
1l
Juy

KKT kosullart kullanilarak (3.20)’de verilen esitlik sadelestirilir ve (3.21) esitligi elde

edilir.

Ld _za] Zzajaly]ylxjxl 0< aj < C, Vj (3.21)
j=1 Jii
Bu denklemde, 0 < a; < C, V; araliginda bulunan pozitif a; degerli x; vektorleri

destek vektorlerini olusturmaktadir.

3.4.5. K-en yakin komsu algoritmasi (K-Nearest Neighbours, KNN)

KNN simiflandirma yontemi [47, 88-91], mesafeye dayali bir siniflandiricidir. Benzer
ornekler smiftaki diger Orneklerin yanindadir ve benzer olmayan Ornekler siniftaki diger
nesnelerden uzaktir. Dolayisiyla, farkliliklarinin dl¢iimi, iki 6rnek arasindaki mesafedir.
Egitim siiresinde, KNN algoritmasi, 6znitelik setinden Orneklerin arasindaki mesafeleri
hesaplayan bir sireci igermektedir. En yakin komsular bize bu 6rnekler icin en kuglk
mesafeleri verir. Oklid, Minkowski veya Mahalanobis 6l¢tim tiirleri 6rnekler arasindaki
mesafeyi hesaplamak icin kullanilir. Bu calismada, (3.22)’de esitligi verilen Oklid uzaklig
ile mesafe hesaplamasi yapilmustir.

|A—B| = (3.22)

Sinif, o6znitelik uzayinda k-en yakin komsularin en yaygin sinifi olarak tahmin
edilmektedir. En yakin k egitim verisinin sinifina gore test 6rneginin sinifi belirlenir. Sistemi
test etmek icin kullanilan veriler, yakin oldugu smifa ait kabul edilir. Siiflandirilmak
istenen veri, egitim veri setindeki en yakin k adet komsu en fazla hangi sinifa ait ise o sinifa

atanir. KNN algoritmasinin performansi, metrik mesafeye ve en yakin egitim 6rnek numarasi
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olan k’ye baglidir. KNN, basit ama giiclii parametrik olmayan siniflandirma sistemleridir.
Caligmada 0znitelik ¢ikariminin yapildigi tiim yontemlerde komsu sayisi (k) 10 ve uzaklik
olciisii Oklid’dir.

K-en yakin komsularinin nasil hesaplanacagina iliskin algoritma asagidaki gibidir:

1. Once, K en yakin komsu sayis1 parametresi dnceden belitlenir. Gereksinimlere gore
K farkli degerler alabilir.

2. ikinci olarak, test rnegi ile tiim egitim &rnekleri arasindaki mesafe hesaplanir.
Istege bagli olarak herhangi bir mesafe algoritmas1 uygulanabilir.

3. Daha sonra, tim egitim Ornekleri igin mesafeler siralanir ve K’inci minimum
mesafeye gore en yakin komsu belirlenir.

4. Ardindan, bu yontem denetimli 6grenme oldugu i¢in K’nin altina diisen siralanmig
deger igin egitim verilerinin tiim Kategorileri alinir.

5. Son olarak, tahmin degeri olarak en yakin komsularin cogunlugu kullanilir.

Sekil 3.4’te gosterilen 6rnekte, 6znitelik alani iki boyutludur (x; ve x, degiskenleriyle)
ve k’nin degeri 4’tlr. KNN’de, atama i¢in kullanilan komsu sayisi k, bir hiper parametredir;
yani egitim siireci sirasinda optimize edilmemis bir model parametresidir. Sekil 3.4’teki
KNN ve SVM sniflandirma yontemlerinin karsilastirildiginda, KNN’de, gri noktanin
atanmasina katkida bulunan en yakin dort komsu gosterilmektedir. Gri noktanin
siniflandirilmasi, mavi yildiz siifidir. Dogrusal olmayan ¢ekirdege sahip varsayimsal
SVM’de ise, yeni veriler igin noktanin hangi bolgede oldugu siniflandirilir. Her iki 6rnekte

de Oznitelik uzayi iki boyuttan olugmaktadir.

KNN
i(z
|
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[ |
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* w [ ] | ]
. rey . ] x
=7

Sekil 3.4. KNN ve SVM smiflandirma yontemlerinin karsilastiriimasi [91].

36



3.4.6. Kolektif 6grenme (Ensemble learning)

Kolektif 6grenme yontemi [92, 93, 168], bir verinin en yiiksek basar1 oranini veren bir
algoritmadan ziyade, bir¢ok algoritmanin bir arada olusturdugu bir topluluk ile verilerin
siniflandirilmasina dayanmaktadir. Zayif regresyon ve smiflandirma kurallarinin
performansini iyilestirmek igin kullanilan birlestirme teknikleridir. Farkli 6znitelik kiimeleri
ve smiflandirma algoritmalari birlestirilerek yiiksek siniflandirma performansi elde edilmesi
amaclanmaktadir. Her siniflandirma algoritmasi tarafindan gerceklestirilen oylama islemi
ile siniflandirmanin yonii secilir. Bagka yontemler olmakla birlikte, yaygin olarak kullanilan
yontemler Torbalama (Bagging), Yikseltme (Boosting) ve Rastgele Alt Uzay (Random
Subspace) yontemleridir. Bu algoritmalarin hepsi egitim veri setini degistirir, bu
degistirilmis egitim setlerinde siniflandiricilar olusturur ve ardindan bunlar1 basit veya
agirliklt ¢ogunluk oyu ile nihai bir karar kuralinda birlestirir. Ancak, farkli bir sekilde
performans gosterirler. Sekil 3.5’te kolektif Ogrenme algoritmasinin genel yapisi

gosterilmektedir.
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Sekil 3.5. Kolektif Ogrenme Yonteminin Genel Yapisi [94].
3.4.6.1. Torbalama (Bootstrap Aggregation, Bagging) yontemi

Torbalama yonteminde [94-97], egitim verilerinin farkli bolimleri ile egitilen
siiflandiricilar bir araya getirilir. Bu yontem, rastgele veri kiimeleri olusturarak modelleri
paralel olarak egitir. Torbalama yOnteminin amaci, yeni veri setleri tiireterek farkliliklar
yaratmak ve boylece genel siniflandirma basarisini arttirmaktir. Torbalama algoritmalari,
toplama yoluyla varyansi azaltarak tahminleri iyilestirir.

Bu yontemde, regresyon agaglar1 olusturulurken orijinal veri seti ile ayn1 biiytikliikte
bir egitim seti olusturulur. Bu egitim setinde bazi1 6geler atlanabilirken, digerleri tekrar tekrar

kullanilabilir ve egitim setinin birden ¢ok siirlimii olusturulur. Bu veri setlerinin her biri,
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farkli bir bilesen smiflandiriciy1 egitmek i¢in kullanilir ve her bir bilesen siniflandiricinin
ortalamasi veya oyu temel alinarak nihai siniflandirma karari verilir.

Egitim verilerindeki kiigiik degisiklikler dogrulukta nispeten biiyiik degisikliklere yol
agryorsa, bir smiflandirici/6grenme algoritmasi kombinasyonu kararsiz olarak adlandirilir.
Genel olarak, torbalama, bu tiir siireksizliklerin etkin bir sekilde ortalamasini aldigindan,
kararsiz siniflandiricilar i¢in tanimayi gelistirir. Torbalamadaki karar kurali, ¢ogunlukla
bilesen simiflandiricilar arasinda basit bir oylama ile olusan bilesen siniflandiricilarin
¢iktilarim1 birlestirmenin veya entegre etmenin en temel yontemidir. Rastgele orman
(Random Forest, RF) torbalama yontemine Ornek bir algoritmadir. RF, bir topluluk
olusturmak i¢in birlikte galisan birgok bireysel karar agacindan olusur. RF, egitim setinde
rastgele yeniden drnekleme ile olusturulan, egitim seti ile ayn1 boyuttaki veri setleri lizerinde
egitilmis bir Siniflandirma ve Regresyon Agaclari toplulugudur (CART). Sekil 3.6’dan da

goriildiigi gibi torbalama yonteminde veriler paralel olarak egitilmektedir.

Veri Seti

L 1 R
Model 1 Model 2 Model 3
L 1

Birlestirilmis

Tahmin

Sekil 3.6. Torbalama (Bagging) yonteminin yapisi [94].

Calismada, ham verilerde, 6znitelik olarak maksimum degerler se¢ildiginde ya da
Oznitelik ¢ikarimimda LSTM ve TCN’nin birlikte kullanildig1 6nerilen yontemde topluluk
ogrenmesi algoritmasi olarak torbalama kullamlmigtir. Ogrenme tipi, maksimum bolme

sayis1 ve Ogrenen sayisi sirastyla karar agact 1279 ve 30 olarak secilmistir.

3.4.6.2. Yukseltme (Boosting) yontemi

Yukseltme teknigi [92, 98, 99], 6grenme algoritmasinin performansini arttirmak igin

gelistirilmis bir topluluk 6grenme teknigi yaklasimidir. Yukseltme algoritmasinda, egitim
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kiimelerinin ve smiflandiricilarin algoritmanin 6nceki adimindan rastgele ve bagimsiz,
paralel olarak elde edildigi torbalamanin aksine hem egitim veri setleri hem de
siniflandiricilar algoritmada sirali olarak elde edilir. Gliglendirmenin her adiminda, egitim
verileri, yanlis siniflandirilan 6rneklerin yeni, degistirilmis bir egitim setinde daha biiyiik
agirliklar alacagi sekilde yeniden agirliklandirilir. Buna gore de yanlis siniflandirilan veriler
stirekli tekrarlandig1 i¢in basari orani artar ve dogru siniflandirma saglanir. Sekil 3.7°de
yukseltme yoOnteminin yapisi gosterilmektedir. Yikseltme yonteminde amag, zayif
o6grenme modellerinin gii¢lendirilmesini saglamaktir. Uyumlu artirici (Adaboost), Egim
Artirma (Gradient Boosting), Asir1 Egim Artirma (Extreme Gradient Boosting, XGBoost),
Hafif Gradyan Artirma Makinesi (Light Gradient-Boosting Machine, Light GBM), Kategori

Yukseltme (Category Boosting, CatBoost) bu yontemi kullanan algoritmalardir.

Egitim Ornekleri
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Sekil 3.7. Yukseltme (Boosting) yonteminin yapist [94].
3.4.6.3. Rastgele Alt Uzay (Random Subspace)

Rastgele alt uzay algoritmasinda [92, 93, 98, 100], egitim setinin veri uzay1 yerine
Ozniteliklerin uzay1 kullanilir. Cikartilan 6znitelikler arasindan rastgele se¢im yapilarak
modeller egitilir ve yap1 olusturulur. Egitim sonuglari, siniflandiricilarin algoritmalarinin bu
alt uzaylar tizerinde egitilmesiyle elde edilir. Amagc rastgele hatay1 azaltmaktir.

Oznitelik Torbalama olarak da bilinen RF, verilen sinyalleri dogru bir sekilde
siiflandirmak i¢in bilgilendirici 6zniteliklerin alt kiimesini bulmada 6nemli bir rol oynayan,
en sik kullanilan topluluk 6grenme yontemlerinden biridir. Yontem, test 6rneklerini secilen
bir smiflandirici ile tiim olas1 dzniteliklerin rastgele se¢ilmis alt kiimeleriyle yinelemeli ve

degistirmeli olarak smiflandirarak uygulamir. Oznitelik tabani, her yinelemede ayn1 sayida



rastgele izin verilen ozniteliklerle degistirilir. W Oznitelik sayist ve S secilecek 6znitelik
say1st olsun (S < W). Her bir alt uzayda S 6zniteliginin rastgele segildigi bu 6zniteliklerin K
alt uzay1 olusturulur. Alt uzay siiflandiricilarinin her biri, goreli olarak segilen 6znitelikler
kullanilarak egitilir ve 6grenilen modeli kullanarak goriinmeyen test verileri icin etiketleri
tahmin eder. K tane alt uzay oldugu i¢in, K ayr1 siniflandirict ve bunlarin goriinmeyen test
veri kuimeleri tzerindeki tahminleri vardir. Bu yontemin avantaji, yiliksek boyutlu verilerde
meydana gelebilecek sorunlarin azaltilmasini saglamasidir.

LSTM aginin tam bagl katmanindan elde edilen degerler 6znitelik olarak secgildiginde,
topluluk yontemi, 6grenen tipi, 6grenen sayisi ve alt uzay boyutu sirastyla alt uzay, en yakin

komsular, 30 ve 6 olarak alinmistir.

3.5. Regresyon

Regresyon [72, 91], c¢iktinin siirekli degere sahip oldugu tahmin igin kullanilan
denetimli bir 6grenme yontemidir. Algoritmay1 kontrol etmek i¢in her zaman goézleme yanit
olarak bir ¢ikt1 degeri vardir. Burada istenilen ¢ikt1 degeri siirekli degiskenlerden olusuyorsa
bu Ogrenme problemi regresyon olarak adlandirilir. Regresyon algoritmalarinda amag,
kesikli veya siirekli degiskenleri tahmin etmektir. Bazi durumlarda, tahminler 6znitelikler
arasindaki dogrusal iliskiyi agiklamak i¢in kullanilabilir.

Regresyon analizi ile degiskenler arasindaki iliskinin varligi, varsa bu iliskinin giicii
hakkinda bilgi edinilebilir. Regresyon analizi yapilirken gézlem degerlerinin ve etkilenen
olaylarin matematiksel bir temsille yani bir fonksiyon yardimiyla gosterilmesi
gerekmektedir. Bu modele regresyon modeli denir. Bununla birlikte, regresyon analizi, iki
veya daha fazla degisken arasindaki temel iligskiyi belirlemek i¢in kullanilan, ¢ikarim ve
tahmin i¢in kullanilan bir yontemdir.

Bu tanimlamalar ve tahminler, modelin bilinmeyen parametreleri tahmin edilerek
yapilir. Basit bir regresyon 6rnegi, y = mx + b bi¢imindeki dogrusal bir modele uygundur;
burada x girdi degiskenine dayali olarak y c¢ikti degiskeninin tahmini i¢in bir model
olusturulur ve m ve b katsayilar1 verilerden dgrenilir. Ogrenme tipik olarak en kiigiik kareler
regresyon yaklagimiyla yapilir ve hatalarin kareleri toplamini en aza indirir.

Siniflandirma asamasindan sonra gazlarin konsantrasyon degerlerine gore regresyon
yapilmistir. Ik &nce gaz tiirii simflandirmasi yapilmistir ve daha sonra gazlarin
konsantrasyonlari tanimlanmistir. Regresyon calismalart ile gaz Orneklerinin her bir
konsantrasyon degerine ne kadar yakin oldugu bulunmaya ¢aligilmistir. Calismada Dogrusal

SVR, Gauss SVR, Karar Agac1 Regresyonu, Kolektif Ogrenme Regresyonu, Gauss Siireci
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Regresyonu ve Dogrusal Regresyon yontemleri kullanilarak konsantrasyon degerlerine gore

her bir gazin ortalama karesel hatalar1 bulunmustur.

3.5.1. Dogrusal Destek Vektor Regresyonu (Support Vector Regression, SVR)

Siniflandirma problemlerinde basarili bir sekilde uygulanan SVM, alternatif bir kayip
fonksiyonu  vererek  regresyon  problemlerine  uygulanabilmektedir.  Cekirdek
fonksiyonlarmma dayandigi i¢in parametrik olmayan bir tekniktir. & toleransli kayip
fonksiyonu, SVR’de [85, 101-105] kullanilmaktadir. SVR’de, egitim noktalari ile regresyon
hiper diizlemi arasindaki e’dan kiclk hatalar gérmezden gelinmekte ve bazi veriler ¢
toleransl kayip fonksiyonu ile hatali olarak temsil edilebilmektedirler. Regresyon hiper
diizlemi etrafinda bir tolerans marji1 olusturulmaktadir, hatas1 €’dan kiigiik veya esit olan
verilerdeki sapma 6nemsenmemekte ve hatasiz olarak kabul edilmektedir. Bu marjin disinda
kalan hatalar &, " olarak gosterilmektedir, bir diizenlilestirme terimi (C) ile
Olceklendirilmekte ve kayip fonksiyonunda hatali olarak kabul edilmektedir. & toleransh
kayip fonksiyonu sayesinde, regresyon problemindeki maksimum egitim hatasi,
optimizasyon probleminin basinda belirlenebilir. SVR’nin amaci, gergek ¢ikis degerlerinin
en fazla € sapma ile tahmin edildigi ve bulunan fonksiyona paralel olan ve bununla birlikte
egitim girdilerini igeren iki diizlem arasindaki mesafenin en az oldugu bir fonksiyon
bulmaktir. Tahmin fonksiyonu (3.23) esitligindeki gibi tanimlanir. Denklemde, tahminlerin
(v), D-boyutlu giris 6znitelik uzayinin (x) bir fonksiyonu olarak yazildigi dogrusal bir

durumda regresyon hiper diizleminin denklemini gosterir.

f(x)=w.x+b  weRP, beR
(3.23)

Burada, w agirlik vektdriinii, b ise egilim degerini temsil etmektedir. ||w||? minimize
edilerek (3.23) esitliginde verilen fonksiyonun diiz olmas1 saglanabilir.
Hata minimizasyon probleminin giderilmesi ve en iyi regresyon dogrusunun

bulunabilmesi igin (3.24) esitliginin ¢oziilmesi gerekir.

N
1 2 *
min [Iwl +C;(Ei+fi) (3.24)

Kayip fonksiyonun kisitlayici kosullari, (3.25) esitliginde verildigi gibidir:
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Vi—w.x;—b<e+§ i=12,.. N
wxi+b—y <e+y’ i=12,..,N
€, =0 i=12,..,N (3.25)

(3.24) esitligi, SVR algoritmasinin kayip fonksiyonunu temsil etmektedir. Burada, C
diizenlilestirme faktoriidiir ve §,, §,” tolerans marji disindaki hatalardir. (3.24)’te w’yi en aza
indirerek, egitim verilerine daha diiz bir hiper diizlem uydurarak ezberleme riski azaltilir. C
degeri, kayip fonksiyonundaki hatalara ne kadar agirlik verildigini belirler. C igin kigUk bir
deger, hatalarin etkisini en aza indirecek ve bu nedenle daha diiz bir regresyon hiper dizlemi
ile sonuclanacaktir. Buna karsilik, C icin biiylik bir deger, hatalarin etkisini biiyiitecek,
ezberlemeye ve goriinmeyen verilerden kotii tahminler tiretmeye yatkin karmasik bir hiper
dizleme neden olacaktir.

Konveks optimizasyon problemi (3.26) esitligindeki gibi ifade edilir.

1
minE Iwll?y; — w.x; +b) < e (w.x; +b) — y; < ¢ (3.26)

w agirhik vektorleri, x; Orneklerinin dogrusal kombinasyonu olarak ifade
edilebilmektedir.

X
Sekil 3.8. Dogrusal SVR’de regresyon hiper diizlemi ve marji [106]
3.5.2. Karar Agac1 Regresyonu (Decision Tree regression)

Agag tabanli makine 6grenimi yontemleri, regresyon [107-111] veya siniflandirma ile
hedeflenen ¢iktiy1 tahmin etmek i¢in miithendislik problemlerine siklikla uygulanmaktadir.

Karar agaglari, agactaki her bir dali veya diigiimii tanimlayan bir dizi kurala dayali olarak
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verileri yinelemeli olarak bdliimlere ayiran yapilardir. Bir karar agaci, diiglimlerde
homojenlik agisindan miimkiin olan en iyi verilere sahip olmak igin verileri kdkten
yapraklara alt kiimelere ayirir. Bu teknik genellikle siniflandirma gorevleri igin kullanilsa da
yinelemeli bolumleme olarak da bilinen sayisal degerler {izerinde tahminler yapmak
amaciyla regresyon i¢in de kullanilmaktadir. Regresyon isleminde, tahmin edilecek olan
hedef 6znitelik verileri siirekli degiskenlerden olusur. Karar agaci regresyonu algoritmas,
aga¢ yapist kullanilarak bagimli bir degiskenin sayisal degerlerinin tahmin edilmesi
yontemidir. Karar degiskenleri agacin diigiimlerinde bulunurken, tahmin edilen hedef
degerler ise yapraklarda bulunur.

Karar agaci regresyon siireclerinde bilgi kazanci yerine standart sapma (3.27)
kullanilir. Hedef igin standart sapma hesaplandiktan sonra, 6znitelik ve hedef ciftleri igin
standart sapmalar hesaplanir. Iki parametreli standart sapmanin hesaplanmasinda (3.28) ve
(3.29) formiilasyonlar1 kullanilir. En biiyilk SDR degerine sahip o6znitelik kok olarak
belirlenir. Bu durumda, veriler yeniden islenir. Yinelemeli olarak, tiim alt digiimler

hesaplanir ve karar agaci elde edilir.

2(x —p)?

S = n (3.27)

S(T, X) = ZCEXP(C)S(C) -

SDR(T,X) = S(T) — S(T, X) 3.29)

3.5.3. Kolektif Ogrenme Regresyonu (Ensemble Learning Regression)

Topluluk 6grenmesi regresyonlart [110, 112, 113] birden fazla regresyon
algoritmasinin birlesip en uygun sonucun bulundugu modellerdir. Bir regresyon toplulugu,
coklu regresyon algoritmalarinin agirlikli bir kombinasyonundan olusan tahmin edici bir
modeldir. Genel olarak, ¢oklu regresyon yontemlerinin birlestirilmesi, tahmin performansini
arttirir. Topluluk Regresyonunda kullanilan bazi yontemler sunlardir:

Torbalama (Bagging) regresyonunda, orijinal veri kiimesinden rastgele alt kimeler
olusturulur. Rastgele secilen orneklerden bazilar1 ¢ogaltilir ve egitim veri seti 100%’e

tamamlanir. Bdylece, birbirinden farkli egitim setleri elde edilir. Regresyon probleminde,
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tahmin ediciler egitildikten sonra, tahminlerin ortalamasi alinir ve tahminler birlestirilir.

Sekil 3.9’da torbalama regresyon algoritmasinin yapisi gosterilmektedir.

mxd

<)

7, I_if_l e ?:(
[Model‘l] [Model 2] “nw @E{]

[y 3 L

nxd nxd nxd

Bag 1 Bag 2 Bag K

Sekil 3.9. Torbalama algoritmasi [114]

Rastgele orman regresyonunda (Random Forest Regression, RFR) birden fazla karar
agaci olusturulur ve aralarindan en iyi sonug segilir. Rastgele secilmis alt veri setlerine karar
agaci regresyon algoritmasi uygulanir ve agaglar olusturur. Tahmin sirasinda, olusturulan
agaclara birer tahmin degeri {irettirilir. Daha sonra, iretilen bu tahmin degerlerinin
ortalamasi1 alinir ve boylece kendi tahmin degerini olusturur.

Y1gin regresyonda (Stacking Regression, STCKR), tahmin sonucunun iyilestirilmesi
icin birden fazla regresyon algoritmasi tim veri kiimesi kullanilarak egitilir ve bunun
sonucunda tahminler dretilir. Onceki veri seti kullanilarak, tahminlerle yeni bir veri kiimesi
uretildikten sonra bir regresyon modeli yeni veri kiimesi ile son tahminlerin tretilmesinde
kullanilmaktadir.

Uyumlu artiric1 regresyonda (Adaboost Regression, ADBR) karar agaci regresyonu
egitim seti lizerinde egitilir ve tahmin yapilir. Daha sonra, bir sonraki regresyon isleminde
ilk regresyonda yanlis tahmin edilen verilerin egitim verilerinin goreli agirligi arttirilir ve
veri seti bu arttinnlmis agirliklar ile egitilir ve tekrar tahmin yapilir. Agirliklar yine
giincellenir ve durma kosulu olusana kadar regresyon islemi bu sekilde devam edilir.

Gradyan artirilmis regresyon (Gradient Boosting Regression, GRBR) algoritmasi,

bir¢ok regresyon agacini ileriye dogru asamali bir sekilde optimize eden bir ek topluluk
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o6grenme yontemidir. Algoritmada, temel regresyon modeli veri kimesi ile egitilir. Yeni
tahmin ediciler, dnceki tahmin ediciler tarafindan yapilan hatalardan 6grendigi giiclendirme
teknigini kullanir. Tahmin edilen hata degerleri, sonraki tahmin edilen degerlere eklenir.
Agaclar bagimsiz olarak degil, sirayla egitilir. En iyi ayrilma noktalar1 segilerek agaglar
olusturulur ve kayip en aza indirilir. Modellerdeki agaclar degistirilmez ve yeni agaclar teker
teker eklenir. Yeni agaglar icin, kayb1 en aza indirmek i¢in bir gradyan inig prosediirii
uygulanir. Yeni agacin ¢iktisi, modelin nihai ¢iktisini artirmak igin mevcut agag¢ serisinin
ciktisina eklenir. Zayif tahmin ediciler birbiri ardina eklenerek mevcut tahmin edicinin
eksiklikleri giderilir ve zayif tahmin edicilerin birlesimiyle gii¢lii bir 6grenici olusturulur.
Son aga¢ modelinin tahminleri, dnceki aga¢ topluluklarinin yaptigi tahminlerin agirlikli

toplamidir.

3.5.4. Gauss Sureci Regresyonu (Gaussian Process Regression)

Bir Gauss Siireci, ortak bir olasilik yogunluk fonksiyonu olarak ¢ok degiskenli bir
Gauss dagilimina sahip olan sonlu sayida rastgele degiskenin bir koleksiyonudur. Gauss
Sireci, denetimli 6grenme kapsaminda, giris ¢ikis verilerini iliskilendirmek igin dogrusal
olmayan ve parametrik olmayan bir Bayes yaklagimidir. Gauss Sureci Regresyonunda
(Gaussian Process Regression, GPR) [115-121], girdi 6zelliklerini hedef degiskene esleyen
fonksiyonlar iizerinde bir sonsal dagilim, 6nsel bir dagilimdan ve egitim verilerinin
olasiligindan Bayes ¢ikarimi ile elde edilir. Hedef degisken sifir etrafinda ortalanabildiginde,
onsel dagilimin ortalamasi genellikle sifira ayarlanir. Gauss sreci regresyon modelleri,
cekirdek tabanli olasiliksal modellerdir. Kovaryans matrisi, veri noktalar1 arasindaki
bagimliligi mesafelerine gére modelleyen bir Kernel (gekirdek) fonksiyonu kullanilarak
tanimlanir. Cekirdek fonksiyonunun se¢imi, ortaya ¢ikan fonksiyonlarin seklini belirler.

GPR, ortak bir Gauss dagilimina sahip rastgele degiskenler kiimesine dayali rasyonel
tahminler yapar. GPR’nin calisma prensibi, ortak olasiliksal yogunluk fonksiyonlarina
dayanmaktadir. Ortak bir, ¢ok degiskenli olasilik yogunluk fonksiyonu araciligryla mevcut
bilgileri kullanarak sistem yanitini inceler. Ardindan, olasilik fonksiyonunu es zamanl
olarak giincellerken gozlemleri kullanarak tahminlerde bulunur. Tahminler, egitim veri
noktalar1 ile test veri noktalari arasindaki mesafe karsilastirilarak yapilir. Parametrik
olmayan modeller, benzer ¢ikt1 degerlerine sahip veri noktalarinin veri uzayinda birbirine

yakin oldugunu varsayar.
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Gauss surecinin matematiksel gosterimleri (3.30), (3.31), (3.32)’de verildigi gibidir.
Denklemlerden de goriildiigii gibi Gauss sureci, kovaryans fonksiyonu K(x, x") ve ortalama

fonksiyon p(x) ile tanimlanir. Bu esitliklerde, x, x'e X rastgele degiskenlerdir.

fOO)~GP(u(x)K (x, x")) (3.30)
u(x) = E[f(x)] (3.31)
K(x,x)) = E[(f(x) — n@) (f () — u(x"))] (3.32)

Gauss siirecini regresyon i¢in kullanmanin diger yontemlere gore birgok avantaji
vardir. GPR yonteminin ¢ok fazla girdi ozelligi gerektirmeden degiskenler arasindaki
karmagik ve tamamen dogrusal olmayan iliskileri bulabilmesidir. Ayrica, dogrusal regresyon
yontemlerinin yaptig1 gibi agik¢a tantmlanmis bir 6grenme modeli sunmak yerine, tahmin
icin tamamen kapali formda ¢6ziim adimlar1 saglar. Gauss siire¢ modelleri, egitim verilerini
kendi i¢inde saklar ve aralarindaki dagilim (interpolasyon) 6zelliklerini 6grenir. Sinir aglar
gibi diger parametrik makine 6grenimi yaklasimlari, egitim verilerini saklamaz ve bu,
dogrulamalarinda zorluk yaratir. Gauss siireci (GP) modelleri, parametrik olmamas1 ve veri

koruma 6zelligi nedeniyle tiim bilesenler i¢in esnek bir modelleme yaklasimina sahiptir.

3.5.5. Dogrusal Regresyon (Linear Regression)

Dogrusal regresyon [109, 122, 123], bagimsiz degisken olan girdiler ile bunlara dayali
olarak hesaplanan ¢ikt1 arasindaki iliskinin dogrusal olarak belirlendigi bir algoritmadir.
Dogrusal regresyon, bir ya da daha fazla bagimsiz degisken (X) ile bagimli degisken (Y)
arasinda en uygun diiz ¢izgiyi kullanarak bir iliski kurar. Hata degeri minimuma
indirgenmeye calisilir. Dogrusal bir regresyon denklemindeki 8 degerleri, en kiigiik kareler
yontemi kullanilarak & hatasinin minimize edilmesiyle bulunur. Dogrusal regresyonda, Y
bagimli degiskeni, X bagimsiz degiskeni, 8; ve , bu degiskenin bilinmeyen parametrelerini
ve ¢ hata terimini ifade etmektedir. fy, fonksiyonun y eksenini kestigi noktayi, f; ise
dogrunun egimini temsil etmektedir. Lineer regresyon analizi, basit lineer regresyon ve

coklu lineer regresyon olarak incelenebilir. Basit dogrusal regresyon, bagimsiz degisken
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girdileri ile buna gore hesaplanan ¢ikti arasindaki iligskinin dogrusal olarak belirlendigi bir

algoritmadir. Basit dogrusal regresyon, (3.33) esitliginde verildigi gibi tanimlanabilir.
Y =00+ B X + & i=12,..,n (3.33)

Coklu dogrusal regresyonda, tek bir bagimli degisken ve birden fazla bagimsiz
degisken vardir ve bunlarin arasindaki dogrusal iliski ifade edilmektedir. (3.34) esitliginde,
X1, X,..., X ¢oklu degiskenleri, Y bagiml degiskeni, By, B, ..., B, bilinmeyen
parametreleri ve € hatay1 ifade etmektedir. Coklu dogrusal regresyon modeli, p adet bagimsiz

degisken ve n adet gozlem igin (3.34) denkleminde verildigi gibidir.

Y =B+ B1 X1i + B2 Xoi + Bp Xpi
+€i

i=12,..,n (3.34)
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4. DERIN OGRENME AGLARI

Derin Ogrenme [12, 124, 125], yapay sinir aglar1 ad1 verilen beynin yapisindan ve
fonksiyonundan esinlenerek olusturulan algoritmalarla ilgili olarak yapay zekadaki makine
Ogrenimi algoritmasinin sinifidir. Yapay sinir aglari (YSA) ve bunlara dayali yapay sinir ag1
tasarimlari, birbirine bagli bilgisayar birimlerinden olusan aglar derin 6grenme
algoritmalarinin fiziksel temelini olugturmaktadir.

Yapay sinir aglar1 [126, 127, 128], biyolojik beynin noronlarina benzeyen yapay
noronlar olarak bilinen birbirine bagli birimlerden veya diiglimlerden olusan bir agdir.
Yapay sinir aglari, genellikle bir giris katmani, gizli katman(lar) ve bir ¢ikt1 katmani igeren
¢ok katmanl1 bir yapiya sahiptir (Sekil 4.1). Insan beynindeki sinapslara benzer sekilde, her
baglant1 iki noron arasindaki iletisimi saglar. Her yapay ndron, bir sonraki yapay ndron
katmani tarafindan kullanilabilen girdiler ve ¢iktilar igerir. Girisler, veri 6rneginin 6zellikleri
veya Onceki katmanda bulunan diger néronlarin ¢iktilari olabilir. Son katmandaki néronlarin
ciktilar1 sistemin ¢iktilaridir. Bir néronun ¢iktisint hesaplamak i¢in tiim girdilerin agirlikli
toplami, noron baglantilariyla agirliklandirilmig, dogrusal olmayan bir aktivasyon
fonksiyonundan gegirilir (Sekil 4.2). Ogrenme siirecinde sonucun daha dogru olmasi ve hata
fonksiyonunun en aza indirgenmesi i¢in geri yayilim algoritmasiyla agin agirliklar
degistirilir.

Gizli Katman L, Gizli Katman L 4

Giris Katman L, Gizli Katman L g Cilas Katmam L

¥Ym

@
| @

W

(ay)

Sekil 4.1. Yapay Sinir Ag1 [129].
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Toplam

Girigler

Sekil 4.2. Yapay bir ndronun sematik gosterimi [128].

Derin 0grenme, verileri islerken ve karar vermede kullanilmak {izere modeller
olustururken insan beynini taklit eder. Temelde U¢ veya daha fazla katmana sahip bir sinir
agidan olusur. Buna gore, derin 6grenme mimarisi ¢ok katmanhdir. Ek gizli katmanlara
sahip sinir aglari, yaklagik tahminler yapabilen bir katmanli sinir aglarina kiyasla daha dogru
sonuclar Uretir. DL, tizerinde galisabilmesi i¢in biiylik miktarda veriye ihtiya¢g duyar ve
ayrica karmasik yapisi nedeniyle bu verileri isleyebilmek i¢in ¢ok giiclii donanimlara ihtiyag
duyar.

Derin 6grenme aglarinin énemli katkilarindan biri, geleneksel tam baglantili yapay
sinir aglarindaki parametre sayisini azaltmasidir. Belirli bir durum i¢in dogru 6znitelikleri
secmek genellikle zor bir konudur. Derin 6grenme algoritmalari, dnceden secilmis 6znitelik
yerine ham girdi verilerinden ilgili 6znitelikleri ¢ikararak o6znitelik secimi problemini
otomatik olarak ¢cdzmektedir. Bir DL algoritmasi, farkli soyutlama derecelerinde gesitli veri
ozelliklerini 6grenebilen ¢ok sayida isleme katmanindan olusmaktadir. Boylece ag farkli

seviyelerde farkli 6znitelikler 6grenebilmektedir.

4.1 Tekrarlayan Sinir Aglar1 (Recurrent Neural Networks, RNNSs)

RNN [12, 130-135], onceki durumun c¢iktisinin mevcut duruma girdi olarak
kullanildig: bir sirali sinir ag: tiiriidiir. Giris serisini sirayla islemek icin ayarlanmistir. Bu
yapinin ¢ekirdek birimleri, kendi ¢ikti degerleriyle kendilerini beslemeleriyle taninirlar.
Buna gore ¢ikti degeri iireten islemin hemen ardindan bu birimin bir dnceki girdiden

herhangi bir bilgi 6grenip 6grenmedigini test ederken bu degeri de kendisi i¢in girdi olarak

49



geri gonderir. Bu birimleri art arda bir araya getirmek, RNN aglarinin olusturulmasina izin
Verir.

RNN, dahili bellege sahip ileri beslemeli sinir aginin genellestirilmis halidir. RNN,
dogas1 geregi tekrarlayicidir. Cikis tretildikten sonra kopyalanir ve tekrarlayan aga geri
gonderilir. Karar verirken mevcut girdiyi ve bir onceki girdiden 6grendigi ¢iktiy1 dikkate
alir.

Geleneksel yapay sinir ag1 yapilari, bir 6rnek i¢indeki 6zelliklerin birbirinden bagimsiz
oldugunu varsayar. Yalnizca girislerden ¢ikislara eslenirler ve dongiisel baglantilar1 yoktur.
fleri beslemeli sinir aglarinin aksine, RNN’ler giris dizilerini islemek icin dahili durumlarini
(belleklerini) kullanabilirler. RNN’ler 6nceki tiim girislerden ¢ikislara eslenirler ve dongusel
baglantilar1 vardir, yani RNN’ler dizi verilerini modellemede iyi olan sinir aglaridir ve tim
girisler birbiriyle iliskilidir. RNN’ler, Sekil 4.1°den de goriildiigii gibi sinir agina onceki

bilgileri iletebilen bir dongl eklenerek olusturulmustur.

Sekil 4.3. Tekrarlayan sinir ag1 semasi [136].

Sekil 4.3’teki RNN yapis1 incelendiginde, A birimi sinir ag1 modelidir ve t zamaninda
x; girigsine karsilik h; ¢ikist tiretilmektedir. RNN’lerde kullanilan dongii yapist ile Uretilen
h; cikist t+1 zamaninda giris olarak kullanilabilmektedir. Birden fazla sinir ag1 zaman
icerisinde tekrarlanarak RNN modeli elde edilmektedir. Her bir birimde, o andaki veri

islenmekte ve elde edilen ¢ikt1 ise bir sonraki adima iletilmektedir.
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Sekil 4.4. Zaman adimlari igerinde tekrarlanan RNN modeli [136].

Sekil 4.4 g6z oniine alindiginda, genel ag girisleri bir dizi olarak almaktadir. Buna gore
tekrarlayan birim (gizli katman) hem ¢iktt hem de gegmis degeri olusturmaktadir. Daha
sonra olusturulan ge¢cmis degeri, bir sonraki girisle birlikte ayn1 tekrarlayan birime verilir.

Genel mekanizma, bir dizideki son girdi islenene kadar bu sekilde devam eder.
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Sekil 4.5. RNN’de mevcut durumun girisi ile nceki durumun ¢ikisinin birlikte
kullanilmas1 [136].

Sekil 4.5 incelendiginde, RNN su sekilde calisir: Girisler, makine tarafindan
okunabilen vektdrlere doniistiiriiliir. Daha sonra RNN, vektor dizisini birer birer isler. Isleme
sirasinda onceki gizli durumdan dizinin bir sonraki adimina geger. Gizli durum, sinir
aglarinin bellegi gibi davranir. Agin daha 6nce gordiigli onceki veriler hakkinda bilgi tutar.
Gizli durumun nasil hesaplanacagini gormek igin bir RNN hicresi incelenirse ilk olarak,
giris ve Onceki gizli durum bir vektor olusturmak i¢in birlestirilir. Bu vektor artik mevcut
giris ve Onceki girisler hakkinda bilgiye sahiptir. Vektor, tanh aktivasyonundan gecer ve

c¢ikti, yeni gizli durum veya agin hafizasidir.

hy = tany(Wpphe—1 + Wipxe + by)
4.1)
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Ve = tan,(Whpyhe + b,,)
(4.2)

Burada w agirlik matrisidir, whh 6nceki gizli durumdan hesaplanan agirlik matrisidir,
h gizli katman vektorl, wxh mevcut durum igin agirlik bilgisini temsil etmektedir, tan,, ve
tan,, genel ¢ikis degerinin -1 ile 1 arasinda olmasini saglayan aktivasyon fonksiyonlaridir.
RNN, adiminda her zaman bir 6nceki adimin gizli ¢iktisini kullanir. Béylece zaman adimlari

arasinda baglanti1 kurabilir.

4.2 Uzun Kisa-Sureli Bellek (Long Short-Term Memory, LSTM) Aglar

LSTM [12, 136-144], geri yayilma kullanilarak egitilmis RNN’lerin daha gelismis bir
cesididir ve standart RNN’de yaygin olan sorunlardan kaginmak icin tasarlanmis bir
tekniktir.

Ik ve son girdi arasindaki bosluk biiyiidiikge uzun ardisik veriler igin bilgileri
baglamakta zorluk yasayan RNN’ler ge¢miste gordiikleri bilgileri unutmaya baslar ve
bilgileri iligkilendirmeyi 6grenemez hale gelir. RNN’lerdeki kisa siireli bellek, kaybolan
gradyan probleminden kaynaklanmaktadir. Kisa sureli bellek ve kaybolan gradyan, sinir
aglarin1 egitmek ve optimize etmek icin kullanilan bir algoritma olan geri yayilimin
dogasindan kaynaklanmaktadir.

Bir sinir agini egitilirken dncelikle, bir ileri yayilim yapilir ve bir tahminde bulunulur.
Ikincisi, bir kayip fonksiyonu kullanilarak tahmin temel gergekle karsilastirilir. Kayip
fonksiyonu, agin ne kadar kotii performans gosterdigi ile ilgili bir hata degeri verir. Son
olarak, agdaki her diiglim i¢in gradyanlar1 hesaplayan geri yayilimi yapmak i¢in bu hata
degeri kullanilir.

Gradyanlar, bir sinir ag1 agirliklarini giincellemek i¢in kullanilan degerlerdir. Egim ne
kadar buytk olursa, ayarlamalar da o kadar blyk olur ve bunun tersi de gecerlidir. Sorunun
yattig1 yer burasidir. Geri yayilimi yaparken, bir katmandaki her bir diiglim kendi gradyanin
kendisinden Onceki katmandaki gradyanlarin etkilerine gore hesaplar. Dolayisiyla,
kendisinden 6nceki katmanlardaki ayarlamalar kicukse, mevcut katmandaki ayarlamalar
daha da kiigiik olacaktir.

Bu, asag1 dogru yayildigi igin gradyanlarin katlanarak kiiciilmesine neden olur. Ig
agirliklar son derece kiiciik gradyanlar nedeniyle zor ayarlandig: icin, 6nceki katmanlar

herhangi bir 6grenme gergeklestiremez. Ve bu, kaybolan gradyan problemidir. Kaybolan
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gradyan probleminde gradyan zaman icinde geri yayilirken kiigullr ve bir gradyan degeri
asir1 derecede kiigiik olursa, 6grenmeye c¢ok fazla katki saglamaz.

Bu durum, tekrarlayan sinir aglar1 i¢in de gecerlidir. RNN’lerdeki her zaman adimi bir
katman olarak diisiinulebilir. Gradyan degerleri, her zaman adiminda yayildikg¢a katlanarak
ktgulecektir.

Yine gradyan, sinir aglarinin agirliklarinda ayarlamalar yapmak icin kullanilir ve
boylece ogrenmesini saglar. Kiicliik gradyanlar, kiigiik ayarlamalar anlamima gelir.
Dolayisiyla tekrarlayan sinir aglarinda, kiigiik bir gradyan giincellemesi alan katmanlar
o0grenmeyi durdurur. Bunlar genellikle onceki katmanlardir. Dolayisiyla bu katmanlar
ogrenmedigi i¢in, RNN’ler daha uzun dizilerde gordiiklerini unutabilir ve bdylece kisa siireli
bir bellege sahip olabilir, zaman adimlarinda uzun vadeli bagimliliklart 6grenmez.

LSTM aglar1, ogeler arasindaki iligkileri 6grenirken uzun vadeli bagimliliklari
hatirlama yetenegine sahip, tekrarlayan sinir ag1 yapilarinin 6zel bir versiyonudur. Bu aglar,
uzun diziler boyunca bilgi tagirken dayanikli olmalariyla da bilinirler, tekrarlayan bir sinir
ag1 ile benzer bir kontrol akisina sahiptir. Ileriye dogru yayilirken bilgi aktaran verileri isler.
Farkliliklar, LSTM’nin hiicreleri igindeki islemleridir. Bu islemler, LSTM’nin bilgileri
tutmasina veya unutmasina izin vermek i¢in kullanilir. LSTM yapilari, LSTM nin ardisik
katmanlar araciligiyla bilgi iletmesine izin veren hiicre durumlar tarafindan desteklenir.
LSTM’nin i¢ yapist, hiicre durumlar tizerinde belirli islemleri gergeklestiren giris kapisi,
¢ikis kapisi ve unutma kapist olmak iizere ii¢ ana boliimden olusur. Unutma kapisi olan ilk
alt modil, hiicre durumundaki ilgisiz verilerden basitce kurtulur. Ote yandan, hiicre
durumuna yeni bilgi ekleme gorevi icin bir giris kapisi atanir. Son olarak, genel yapidan
yararli bilgilerin secilmesi ve ¢ikti verileri olarak gosterilmesi, ¢ikis kapisi tarafindan
tamamlanir.

i, giris kapisi, f; unutma kapisi, c;, o; Ve h;, t zamaninda sirastyla hiicre aktivasyon
vektorleri, ¢ikis kapist ve gizli vektordiir. x,, sistemin t zamanindaki girisini temsil eder, ©
ve O sirastyla lojistik sigmoid fonksiyonu ve eleman bazinda ¢arpmadir. Sekil 4.6°da LSTM
yapist gosterilmektedir.

Bir tanh fonksiyonu, degerlerin -1 ile 1 arasinda kalmasini saglayarak sinir aginin
cikisini diizenler. Kapilar, sigmoid aktivasyonlart igermektedir. Bir sigmoid aktivasyonu ise
tanh aktivasyonuna benzer, degerlerin -1 ile 1 arasinda olmasini saglamak yerine, O ile 1
arasinda olmasini saglar. Bu, verileri glincellenmesinde veya unutulmasinda kullanilir ¢link{
0 ile carpilan herhangi bir say1 0°dir, bu da degerlerin kaybolmasina veya unutulmasina

neden olur. 1 ile ¢arpilan herhangi bir say1 ayn1 degerdir, dolayisiyla bu deger ayni1 kalir veya
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tutulur. Ag, hangi verilerin 6nemli olmadigini 6grenebilir, bu nedenle unutulabilir veya

hangi verilerin tutulmasinin 6nemli oldugunu 6grenebilir.

h, Cikis
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Sekil 4.6. LSTM birimi igerisindeki bilesenler [138].

LSTM aglarinda, hiicre durumu tahminlerde bulunmak i¢in hiicreler arasinda anlamli
bilgiler tagiyan bir iletisim hattidir. Agin bellegi olarak agiklanabilir. Bu nedenle, daha
onceki zaman adimlarindan gelen bilgiler bile daha sonraki zaman adimlarina gecerek kisa
stireli bellegin etkilerini azaltabilir. Hiicre durumunun tasimasi gereken bilgiler kapilar
araciligiyla belirlenir. Hiicre durumu yolculuguna devam ederken, kapilar araciliiyla hiicre
durumuna bilgi eklenir veya c¢ikarilir. Kapilar, hiicre durumunda hangi bilgilere izin
verildigine karar veren farkli sinir aglaridir ve egitim sirasinda hangi bilgilerin gerekli veya
gereksiz oldugunu, hangi bilgilerin saklanmasi veya unutulmasi gerektigini 6grenebilirler.

a) Unutma Kapisi: Unutma kapisi, hangi bilgilerin unutulacagina veya saklanacagina
karar veren kapidir. Bir dnceki hiicreden (h;_;)) gelen bilgi ve mevcut bilgi (x;) sigmoid
aktivasyon fonksiyonuna girilir ve sonuca gore karar verilir. 0 ile bilgi unutulur ve 1 ile bilgi

hiicre durumu ile taginmaya devam eder. (4.3) esitliginde verildigi gibi ifade edilebilir.

fe = o(Wypxe + Wyphe_q + Wepceq + by)
(4.3)

b) Giris Kapisi: Giris kapis1 hiicre durumunu giinceller. 1k olarak, énceki gizli durum
(h¢_1) ve mevcut giris (x;) bir sigmoid fonksiyonundan gegirilir. (4.4) esitligi ile ifade edilen
(i¢) elde edilir. Sigmoid isleminin sonucuna gore dnceki ve giincel bilgilerin giincellenip
giincellenmeyecegine karar verilir. O ile verilen bilgiler 6nemsiz, 1 ile verilen bilgiler 6nemli

olarak kabul edilir. Ayrica, ag1 diizenlemeye yardimci olmak igin bilgilerin -1 ile 1
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arasindaki degerlerde olmasini saglamak i¢in onceki gizli durum (h._;) ve mevcut giris (x;),
tanh fonksiyonuna iletilir, (¢;) elde edilir (Sekil 4.4). Daha sonra, tanh ¢iktisi sigmoid
ciktisiyla garpilir. Sigmoid ¢iktisi, tanh ¢iktisindan hangi bilginin saklanmasi gerektigine

karar verecektir.

ir = o(Wyixe + Whihe—q + Weiceq + by) (4.4)
¢) Hiicre Durumu: Oncelikle, hiicre durumu (c,_,) unutma vektori (f; ) ile noktasal
olarak carpilir. Bu, 0’a yakin degerlerle ¢arpilirsa hiicre durumundaki degerleri diisiirme
olasiligina sahiptir. Ardindan, giris kapisindan ¢ikt1 alinir ve hiicre durumunu sinir aginin
ilgili buldugu yeni degerlere giincelleyen noktasal bir ekleme yapilir. Bu, yeni hicre

durumunu (c;) verir. (4.5) esitliginde yeni hiicre durumunun formiilasyonu gosterilmektedir.

¢t = froCr-1 + lrotanh(Wycxy + Wyche—q + b.) (4.5)

d) Cikis Kapisi: Cikis kapisi, bir sonraki gizli durumun ne olmasi gerektigine karar
verir. Gizli durum, dnceki girisler hakkinda bilgi icermektedir ve tahminler i¢in de kullanilir.
Ilk olarak, 6nceki gizli durum (h,_,) ve mevcut giris (x,) sigmoid fonksiyonundan gegirilir,
(4.6) esitligi ile ifade edilen (o;) elde edilir. Daha sonra, yeni degistirilen hiicre durumu (c;),
tanh fonksiyonuna aktarilir. Gizli durumun hangi bilgileri tasimasi gerektigine karar vermek
icin tanh ¢ikis1 sigmoid ¢ikisiyla (o;) ¢arpilir. Cikis, gizli durumdur (h;). Sonrasinda, yeni

hicre durumu (c;) ve yeni gizli durum (h;) bir sonraki zaman adimina taginir.

0y = O-(onxt + Whohe—1 + WeoCrq + bo) (4 6)

h; = ootanh(c) @.7)

Ozetlemek gerekirse, unutma kapisi dnceki adimlardan neyin saklanmasi gerektigine
karar verir. Giris kapisi, gegerli adimdan hangi bilgilerin eklenecegine karar verir. Cikis

kapisi ise bir sonraki gizli durumun ne olmasi gerektigini belirler.
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4.3 Evrisimli Sinir Aglar1 (Convolutional Neural Networks, CNNSs)

CNN’ler [12, 27, 145, 146] temel olarak yapay sistemlerde, goriintii tanima, goriintii
smiflandirmalar1 yapmak, benzerlikleri kiimelemek i¢in kullanilan derin sinir aglarindir.
Nesne algilama, yiiz tanima, video sinyal isleme vb. CNN’lerin yaygin olarak kullanildigi
alanlardan bazilardir.

Evrisimsel sinir agi, agirlikli olarak goriintii tanima ve siniflandirmada oldugu gibi
1zgara benzeri topolojiye sahip verilerin islenmesinde kullanilan bir yapay sinir ag1 tiirtidiir.
Diger goriintii siniflandirma algoritmalariyla karsilastirildiginda, CNN’lerin ana avantaji,
denetimsiz bir 6grenme bigimi olmasi ve verilerden oznitelikleri 6grenmek igin etiketli
ornekler gerektirmemesidir. Goriintiiler ve zaman serisi verileri gibi ¢esitli egitim verileri
kiimesinden 6znitelikleri verimli bir sekilde isleme ve 6grenme konusunda giiclii yetenekleri
vardir. CNN ile manuel 6znitelik ¢ikarma ihtiyact ortadan kalkmistir ve Oznitelikler
dogrudan CNN tarafindan 6grenilmektedir [147, 148]. Bu avantaji nedeniyle, CNN en
yaygin kullanilan derin 6grenme aglarindan biri haline gelmistir. CNN’ler ileri beslemeli bir
mekanizmaya dayali olarak tasarlanmig derin 6grenme aglaridir. CNN’de glincellenmesi
gereken parametrelerin sayisinin azaltilmasiyla ezberleme olmadan egitim kolaylhigi
nedeniyle de tercih edilmektedir [149].

CNN’ler, geleneksel yapay sinir aglari (Artificial Neural Networks, ANN) ile
karsilastirildiginda ANN’lerde, her giris noronu bir sonraki katmandaki ¢ikis néronlarina
baglidir ve buna tam baglantili katman yapist denir. Bununla birlikte, CNN’lerde,
Oznitelikleri ¢ikarmak igin evrisim katmanlari, her evrisim katmaninda farkli filtreler
kullanir. Daha sonra havuzlama katmanlari1 kullanilarak sonuglar birlestirilir, genel olarak,
havuzlama katmanlar1 evrisim katmanlarini takip eder. Havuzlama, énemli gdze carpan
oOznitelikleri korurken, oznitelikler haritasinin boyutunu azaltir. Her filtrenin belirli
Oznitelikleri tanimladig1 diistiniilebilir. Tam baglantili katman, onceki katmanlarda ¢ikarilan
Ozniteliklere dayali olarak girdi verilerini siniflandirmak veya tahminlerde bulunmak igin
kullanilir. Egitim asamasit boyunca bir CNN, yapacagi goreve gore filtreleriyle ilgili
degerleri otomatik olarak &grenecektir. Ornegin, goriintii siniflandirmast  igin
kullani1ldiginda, bir CNN birinci katmandaki ham piksellerden kenarlar1 algilamay1 6grenir.
Bundan sonra, ikinci katmandaki basit sekilleri algilamak i¢in kenarlar kullanilir ve ardindan
sekiller, en list katmanlardaki yiiz sekilleri gibi iist diizey 6zellikleri algilamak i¢in kullanilir.
Son katman, iist diizey 6zellikleri uygulayan bir siniflandiricidir [150]. Sekil 4.7°de klasik

bir CNN modelinin katmanlarinin semas1 gosterilmektedir.
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CNN, ¢ok boyutlu verilerde oldugu gibi 1 boyutlu sensor verilerinin siniflandirilmasi
ve regresyonu icin de kullanilmakta ve dogru tanima sonuglari tiretmektedir. Birgok gizli
katmana ve parametreye sahip ¢ok boyutlu CNN’ler, ¢ok blylk boyutlu bir goérsel veri
taban1 tizerinde egitilebilmeleri kosuluyla, karmasik nesneleri ve Oruntileri 6grenebilme
yetenegine sahiplerdir. Fakat bu, 6zellikle egitim verileri az oldugunda veya uygulamaya
6zel oldugunda, 1 boyutlu sinyaller iizerinden ¢ok sayida uygulamada gegerli bir segenek
olmayabilir. 1 boyutlu evrisimler, skaler ¢arpmalar ve toplamalar gergeklestiren 1-B
CNN’lerin basit ve kompakt yapilandirmasi nedeniyle gercek zamanli ve diisiik maliyetli

donanim uygulamalarint miimkiin kilmaktadir [151-153].

Tam Baglantih Katman

/_M

Evrisim Havuzlama Evrisim Havuzlama |

@
@ ;;'.1
@
®

Diizlestirme - :‘ 9

|

GIRIS KATMANI ARA KATMANLAR
CIKIS

KATMANI

Sekil 4.7. Klasik bir CNN modeli katmanlar1 [155].

CNN’ler, ileri beslemeli sinir ag1 yapisi lizerine insa edilen bir yap tiiriidiir. CNN’deki
katmanlar, 6znitelik 6grenme alt ag1 ve siniflandirma alt ag1 olmak {izere iki ana kategoriye
ayrilabilir. Siniflandirma goz Oniine alindiginda, 6znitelik 6grenme alt ag1, giris katmant,
evrisim katmani ve havuzlama katmani olmak iizere {i¢ farkli katmana ayrilabilirken,
siiflandirma katmani tam baglantili katman, soft-max katmani ve ¢ikis katmani olarak
ayrilabilir. Tiim bu alt aglar, belirli gérevleri yerine getirirler. Girig katmanu, girig verilerinin
genel aga verildigi katmandir. CNN’de verilerin bilgisayarlar tarafindan islenebilir bir
formata getirilmesi gerektigi i¢in goriintii ya da zaman serisi verileri matris formatinda alinir.
Cikis katmani ise elde edilen sonuglara karsilik gelen etiketlere eslenmektedir. Bunlarin
disinda evrisimsel sinir aglarinin sahip oldugu katmanlar sunlardir:

a) Evrisim Katmam (Convolutional Layer): Evrisim katman1 [127, 134, 155, 156,

157], verilerin Ozniteliklerini saptamak i¢in kullanilir ve hesaplamalarin ¢gogu bu katmanda
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gerceklestirilir. CNN algoritmalarinda giris verisini isleyen ilk katmandir. Giris matrisleri,
belirli degerlere sahip piksellerden olusan matrislerdir. Bu katman, giristeki diisiik ve yliksek
seviyeli 6znitelikleri ¢ikarmak i¢in girise bazi fitreler uygular. Evrisim katmaninda, orijinal
giris verisinin boyutundan daha kiigiik bir filtre matris iizerinde hareket ettirilerek ve bununla
birlikte basit matris carpimi yapilarak bu matrislerden belirli 6znitelikleri yakalamaya caligir.
Filtreden gecirilme sonucu olusan degerler O6znitelik matrisini olusturur. Birden fazla
Ozniteligin tespit edilmesi i¢in birden fazla filtre kullanilmaktadir. Evrisimsel sinir aginda,
birden fazla evrisim katmani bulunmaktadir. Ornek bir evrisim katmanmi Sekil 4.8’de
gosterilmigtir. CNN algoritmalarinda 6grenilen parametreler bu filtrelerdeki degerlerdir.
Model bu degerleri siirekli giinceller ve 6znitelikleri daha iyi algilamaya baglar.

Cok boyutlu filtreler, piksel degerlerinden olusmaktadir. Ornegin (4x4x2) filtresinde, 4
matrisin yiiksekligini ve genisligini, 2 matrisin derinligini temsil etmektedir.

Sekil 4.8’de verilen drnekte, giris matrisinin 4x4 boyutunda oldugu varsayilirsa ve filtre
matrisi 2x2 boyutunda olusturulursa basit matris carpimlart yapilarak 3x3 boyutunda

Oznitelik matrisi elde edilir.

1|01 |2 1| o 1 | o
) X
4 2 1 8 4 2 0 1
Yerel Alic1 Al Filtre Matrisi
3 1 4 0 ere 1c1 Alan (Kernel)
2 1 2 1

Girig

1x1 | oxo 1 2 1x1 +0x0 +4x0 +2x1 =3 1 o | 10| 2 0x1 +1x0+2x0+1x1=1
3 3 1
dx0 | 2x1 1 8 4 | 2x0 | 1x1 | 8
3 1 a4 i} Kemel 3 1 a 0
Bovutu=1
2 1 2 1 .. 2 1 2 1 Aenitelile Matrisi
Oznitelik Matrisi Omitelik Matrisi
Evrisim Evrisim

Sekil 4.8. Evrisim katmaninda filtrenin uygulanig1 [129].

Evrisim katmani islemi, (4.8) esitligindeki gibi matematiksel olarak ifade edilebilir.

(f@lnl= ) flmlgln—m]

m=—oco

(4.8)
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Burada, f[m] girisi, g[n — m] ise giristeki ¢ekirdek evrisimini ifade etmektedir [158].

Giris matrisi genellikle filtre matrisinden daha biiylktiir. Cekirdek, veri seti Gzerinde
sadece bir alan1 tarayabildigi ve veri seti digina ¢ikamadigi i¢in veri setinin sinirindaki veri
noktasi, veri setinin merkezindekiler gibi dogru bir sekilde Ogrenilememektedir. Filtre
boyutu giris matrisiyle eslesmiyorsa dolgu (padding) kullanilir. Sifir dolgusu ile giris
matrisinin etrafi sifirlarla doldurulur ve bdylece giris matrisinin sinirlarinda kaybolan veriler
Oznitelik haritasina dahil edilmis olur. Diger bir yontem ise giris matrisinin yalnizca gecerli
kisimlarin1 tutan gecerli dolgu kullanmaktir. Giris matrisinde filtrenin uymadigi kisim
birakilir. Sifir dolgu eklemek genis evrigimdir, Sifir dolgu eklememek dar evrisimdir.

Adim (stride), filtrenin giris matrisi lizerinde hareket ettigi mesafe veya piksel
sayisidir. Adim 1 oldugunda, filtreler her seferinde 1 piksel tasinir. Adim 2 oldugunda,
filtreler her seferinde 2 piksel taginir ve adim sayisina gore kaydirma islemi yapilir. Sekil
4.6’da verilen O6rnekte stride=1 olarak alinmstir.

Elde edilen wverilerin dogrusal olmamasindan dolayr veriler aktivasyon
fonksiyonundan gegirilir. Her evrisim katmanindan sonra 6znitelik matrisine bir aktivasyon
fonksiyonu uygulanarak aga dogrusal olmama durumu eklenir. Her ndronun cikisi,
aktivasyon fonksiyonlari tarafindan 1 ile O (veya -1 ile 1) arasinda bir araliga normallestirilir.
Cesitli aktivasyon fonksiyonlar1 vardir, calismamizda sinir ag1 egitiminin hizi konusunda en
iyi sonucu Dogrultulmus Lineer Unite (Rectifier Linear Unit, ReLu) fonksiyonu verdigi igin
bu fonksiyon kullanilmistir. Ayrica diger aktivasyon fonksiyonlarina gére daha hizli sonug
uretmektedir. Sekil 4.9’da aktivasyon fonksiyonlarmin grafikleri ve formiilasyonlari
gosterilmektedir.

RelLu fonksiyonunda, gelen girisler sifir ile sonsuz arasindaki ¢ikiglara dontistiriiliir.
Bu fonksiyonun diger aktivasyon fonksiyonlarina gore avantaji, tiim ndronlar1 ayni anda
aktive etmemesi, ¢ok hizli hesaplanabilmesi ve kaybolan gradyan sorununa karsi dayanikli
olmasidr.

ReLU fonksiyonunda, tiim negatif girdiler sifira ¢evrilmekte ve ndron
aktiflesmemektedir. Her seferinde birkag ndron etkinlestirildigi i¢in hesaplama agisindan
cok verimli hale getirir. ReLU fonksiyonu, tanh ve sigmoid aktivasyon fonksiyonlarindan

alt1 kat daha hizli yakinsar.
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Sekil 4.9. Aktivasyon Fonksiyonlar1 [148].

b) Havuzlama Katmam (Pooling Layer): Konvoliisyon katmaninin evrisim
isleminden sonra verilerin 6znitelikleri ¢ikarilmaktadir ancak ¢ikarilan 6znitelik boyutlar
cok yuksektir, bu nedenle bu sorunu ¢ozmek, daha az parametre uygulayarak agin egitim
stresini azaltmak ve Oznitelik boyutunu azaltmak icin evrisimden sonra bir havuzlama
katmani eklenir. Havuzlama katmani1 [127, 134, 148], elde edilen matrisi daha diisiik bir
vektor uzaymda temsil ederek devreye girer, verilen giris i¢in 6lgek kiigiiltme islemi
gerceklestirir. Ezberlemeyi kontrol etmeye de yardimci olur. Cogu durumda, havuzlama
katmani iki evrigsim katmani arasinda konumlandirilir. Bu katman ile evrisimsel sinir aginin
Oznitelik c¢ikarim kismi gorevini yerine getirmis ve elde edilen veriler bir sonraki
siiflandirma gérevinden sorumlu kisim i¢in hazir hale gelmis olur.

Bagimsiz fonksiyonlar, 0znitelik matrislerinin her biri {izerinde havuzlama katmani
tarafindan uygulanir. Sekil 4.10°da goriilebilecegi gibi, maksimum havuzlama, filtrenin
kapsadigi alandaki en biiyiik degeri alir ve 0znitelik matrisin en belirgin 6zelliklerini korur.
Ortalama havuzlama, filtredeki degerlerin ortalamasini alir ve 6znitelik matrisinin ortalama
degerlerini korur. Minimum havuzlama ise filtrenin kapsadigi alandaki en klglk degeri alur.

Bu katmanlar, boyutu ve islem giiclinii azaltir ve temel 6zellikleri korur.
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Sekil 4.10. Havuzlama Ydntemleri [148].

c) Diizlestirme Katmami (Flattening Layer ): Tam baglantili katman igin verileri
hazirlar. Bu katmanin goérevi, son katman olan tam baglantili katmanin girisindeki verileri
hazirlamaktir. Sinir aglari, genelde giris sinyallerini tek boyutlu situn vektérinden
almaktadirlar. Bu sinir agindaki veriler, evrisimli katman ve havuzlama katmanindan gelen

verilerin tek boyutlu matrise ¢evrilmis halidir.

5]
6 9 Diizlestirme o}
4 7 il
i

Sekil 4.11. Diizlestirme Islemi [159].
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d) Tam Baglantih Katman (Fully Connected Layer): Tam baglantili katman [129,
160, 161] siniflandirma isleminde kullanilan standart sinir agidir. Diizlestirme katmanindan
verileri alir ve bu veriler lizerinden geleneksel sinir ag1 islemlerini gerceklestirirken, ileri
besleme ve geri yayilim faaliyetleri gerceklestirerek yapay noronlar arasindaki agirliklar: ve
sapmalar1 hesaplar ve ayarlar. Girdiyi agirlik matrisi ile ¢carpar ve ardindan bir sapma vektorii
ekler. Onceki katmandaki tiim noronlar, tam baglantili katmandaki néronlara baghdir.
Siniflandirma gorevleri igin, son tam baglantili katman, onceki katmanlardan ¢ikarilan
Ozniteliklere dayali olarak siniflandirma gercgeklestirir ve tam baglantili katmanin ¢ikti
boyutu, veri setinin sinif sayisina esittir. Regresyon gorevleri i¢in, son tam baglantili
katmanin ¢ikti boyutu, yanit degiskenlerinin sayisina esit olmalidir. Tam baglantili
katmanlar, CNN mimarisinin sonunda bulunur. Girisleri diizgiin bir sekilde siniflandirmak
icin softmax aktivasyon fonksiyonu genellikle son tam baglantili katmana uygulanir.
Softmax yonteminde [157], sinif sayis1 kadar diigiim olusturulur ve siniflandirma islemi
icerisinde olusturulan diigiimlerin bir sinifa ait olmalar ile ilgili (0-1) araliginda olasilik
degerleri tretilir.

Tam baglantili katmanlarin sayisi, 6grenme derinligini artirmanin yani1 sira
hesaplanacak parametre sayisini da artirir. Gizli katman sayisinin belirlenmesi, CNN
mimarisinde kritik bir gorevdir. Diisiik katman sayisi, karmasik Oriintiilerin 6grenilmesine
izin vermez. Cok sayida katman, 6grenmeden ¢ok ezberlemeye yol agabilir. Bu da egitim
stiresini artirmaktadir. Gizli katman sayisi, agin performansi icin belirleyicidir. Sezgisel
olarak katman sayisinin giris ve ¢ikis katmanlarinin sayisi ve egitim parametrelerinin sayisi
ile iliskili oldugu sdylenebilir.

Derin sinir aglarinda, iki ardistk tam baglantili katman arasinda ezberlemenin
engellenmesi i¢in seyreltme katmani (dropout layer) ve aktivasyon fonksiyonu kullanilir.
Seyreltme katmani, belirli eslemeleri 6grenmemek icin baglantilarinin segilebilir bir
ylizdesini rastgele birakir ve 6grenilen agirliklara fazlaliklar uygular. Zayif bilgilere sahip
olan diigiimler birakilarak hata optimizasyonuna katilmasi engellenir. Boylece,
ezberlemenin Oniine gecilir ve aga dahil edilmeyen nodronlar hesaplanan toplam hatanin

geriye yayilimi sirasinda da surece dahil edilmezler.
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Sekil 4.12. Tam Baglantili Katman

4.3.1 Zamansal Evrisimli Aglar (Temporal Convolutional Neural Networks,
TCNs)

TCN [162-164], dizileri islemek i¢in CNN {izerine insa edilmis bir mimaridir. Standart
CNN, ¢ogunlukla gorsel verileri islemek i¢in kullanilir ve diziler {izerinde ¢alismaz. TCN,
zaman serisi igeren 0grenme gorevlerinde yiiksek basari elde etmektedir. Ayni uzunlukta bir
c¢ikt1 iiretmek i¢in herhangi bir uzunlukta bir girdi dizisi alabilen bir mimaridir. Calismada,
LSTM aginin tam baglantili katmaninin ¢ikisi, TCN’nin girigine baglanmugtir.

Agm alic1 alan boyutu, R = (f — 1) (2X-1) +1 olarak ifade edilebilir. Bu ifadede K,
evrisim katmanlariin sayisidir, f filtre boyutudur, adim 1°dir ve (2¥-1), k’inci evrisim
katmaninin genisleme faktoriidiir. TCN mimarisi sekil 4.13°te gosterilmektedir ve ¢calismada
kullanilan TCN blogu sekil 4.14’te gosterildigi gibidir. TCN’nin iki dizi genisletilmis
nedensel evrigsim katmani vardir ve bunlar ayni genisleme faktoriine sahiptir. Daha sonra
evrisimsel filtrelere normalizasyon uygulanmistir, arkasindan aktivasyon fonksiyonu olarak
ReLU uygulanmistir. Diizenlilestirme i¢in ise ReLU’nun arkasindan bir uzamsal seyreltme
uygulanmustir. Girdi ve ¢ikt1 boyutlar1 ayn1 olmadiginda 1x1 evrisim eklenmistir [163]. 1
genisleme faktorii ile baslayarak, her biri bir 6nceki katmanin iki kat1 genigleme faktoriine

sahip olan bu bloklardan dordiinii seri halinde igeren bir ag tanimlanmistir.
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Sekil 4.13. TCN Mimarisi

TCN’de nedensel evrisim vardir. Nedensel evrisimler, gelecekteki verilerin sonuglari
etkilemesini engelledigi i¢in yalnizca gecmis ve giincel bilgileri kullanarak dizi
siniflandirmasina izin verir. TCN ayrica verilere daha geriden itibaren bakabilmek i¢in
genisletilmis evrigimler kullanir. Yalnizca nedensel evrisimler kullanildiginda, TCN ag
derinligine dogrusal derinlikte bir gegmise bakabilir. Genisletilmis evrisimler, agin gegmisi
ag derinligine gore stel derinlikte tutmasina izin verir [165, 166]. Nesne tanima alaninda
kullanilan evrigimli katmanlar iki boyutluyken, dizi modelleme alaninda tek boyutlu

evrigimli sinir aglar1 (1D CNN) kullanilmaktadir [12].
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5. TEZ KAPSAMINDA YAPILAN CALISMALAR

5.1 Kullanilan Veri Taban

Bu ¢alismada [167] de verilen veri seti kullanilmistir. Insan beyni, tiim ugucu kimyasal
bilesikleri ayr1 ayr1 siniflandirmadan koku olarak algilar. Bu nedenle e-burun sistemlerinde
kullanilan sensorlerin  de c¢ok g¢esitli kimyasallara karsi hassasiyet gostermesi
beklenmektedir. Farkli bir sicaklikta ¢alisan bir metal oksit (Metal Oxide, MOX) gaz sensori
farkli davranir. Bu nedenle, sensor verileri, farkli sicakliklarda ayn1 VOC yogunluguna
maruz kaldiginda farklilik gosterir. Sicaklik degisimlerinin olumsuz etkilerini ortadan
kaldirmak i¢in devreler sicaklik kompanzasyonu saglayacak sekilde tasarlanmalidir.

Bu veri seti, 8 MOX gaz sensor dizisinin 5 kopyasinin kayitlarini icermektedir. Her
biri 8 MOX gaz sensor dizisi igeren ve ayni tasarimda olan 5 bagimsiz kimyasal tespit
Unitesinin cevabimi 6lgmek i¢in ayni deney protokolii takip edilmistir. Sensor c¢alisma
sicaklig1 kontrolii ve sinyal kosullandirma i¢in 6zel olarak tasarlanmis elektronik bilesenleri
entegre eder. Ayni sensor tipinin tekrarlar1 farkli sicakliklarda calisir. Kanal, sensor tipi ve
sensor tipine gore tespit edilen VOC tirleri Tablo 5.1’de gosterilmistir. Her birimde, her

sensor tipinden 2 adet vardir.

Tablo 5.1. MOX sensor tipleri ve sensor tipine gore tespit edilen VOC tiirleri

. Sensor tipine gore tespit edilen
Kanal Sensor tipi VOC tiirleri
0 TGS2611 CO, etanol, etilen, metan
1 TGS2612 CO etanol, etilen, metan, propan,
bltan
2 TGS2610 propan, butan
3 TGS2602 CO, etangl, _ etllfzn,_ metan,
amonyak, hidrojen slfit

Veri setinin referans makalesinde [167], sensor kaymasi problemi, standardizasyon
yontemleri kullanilarak kalibrasyonla incelenmistir. Bu tez ¢alismasinda ise kalibrasyon
diizeltme yontemleri kullanilmadan Oznitelik ¢ikarma, siniflandirma ve regresyon
yontemleri kullanilarak dogrulugun arttirilmasi tizerine ¢alisilmistir. Siniflandirma testleri
gazlar arasinda ayrim yaparken model dogrulugunu 6l¢mektedir, regresyon testleri ise

konsantrasyon tahminlerinin dogrulugunu belirlemektedir. Farkli konsantrasyon degerleri
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icin karbon monoksit, etanol, etilen ve metan gazlari ile toplam 640 farkli 61¢iim yapilmustir.
Her bir gaz i¢in siniflandirma gruplari, konsantrasyon seviyeleri ve konsantrasyon degerleri
Tablo 5.2°de verilmektedir. Siniflandirma gruplari her 4 gaz igin diisiik seviye, orta seviye

ve yuksek seviye konsantrasyon degerleri dikkate alinarak belirlenmistir.

Tablo 5.2. Her bir VOC i¢in sunulan konsantrasyon seviyelerine gore siniflandirma
gruplar1 ve agiklamalari.

Gaz Etilen Etanol Karbonmonoksit Metan

Sinif 1 2 3 4 5 6 7 8 9 10 11 12

Konsantrasyon | 125 | 50 | 100 | 125 | 50 | 100 | 25 | 100 | 200 | 25 | 100 | 200
a;‘(znﬁ;]eri 25 | 625 | 1125 | 25 | 625 | 1125 | 50 | 125 | 225 | 50 | 125 | 225

375 | 75 | 125 [375| 75 | 125 | 75 | 150 | 250 | 75 | 150 | 250
87,5 875 175 175

Farkli gaz ve farkli konsantrasyonlara ait gaz sensorlerinden degerlerin elde edilmesi
icin yapilan deney su asamalardan olusmaktadir: Oncelikle, algilama haznesinde 50 saniye
boyunca sabit bir hava akimi (bir tasiyici gaz) dolasmistir. Daha sonra, tasiyic1 gaz segilen
gaz ile sabit hava akisinda istenilen konsantrasyon seviyesinde karistirilmis ve elde edilen
gaz karistmi 100 saniye boyunca sirkiile edilmistir. Son olarak, temizleme asamasi
gerceklestirilmistir ve buhar, test haznesinden temiz hava sirkilasyonu ile sonraki 450
saniye boyunca temizlenmistir. Her deneyin siresi 600 sn’dir ve her sensoriin 6rnekleme
frekans1 100 Hz.’dir. Bir 6l¢iimde, bir sensdrden 60.000 veri elde edilmistir.

Referans makalesinde [167], ayni sensor tipinin tekrarlart farkli sicakliklarda
calistirilarak kullanilmistir. Ayni veriler ayni anda iki kez 6l¢iilmiistiir. Bu nedenle, deneysel
kurulum aslinda bir algilama {initesinde 4 sensérden olusmaktadir. Ancak 4 sensor iki kez
kullanilmustir (ikiz sensérler) ve ilk dérdi ana (master), diger dordii de bagimli (slave) olarak
kullanilmistir. Kalibrasyon diizeltme yontemleri ile bir taraftaki verilerden hareketle diger
taraf onunla uyumlu hale getirilmeye c¢alisilarak kalibrasyon farkliliklar1 giderilmeye
calisilmistir. Kalibrasyondan sonra konsantrasyon degerleri elde edilmis ve karsilagtirmalar
yapilmistir. MOX gaz sensor dizileri arasindaki kalibrasyon transferi, sensorlerin sapmasi
da dahil olmak Uzere incelenerek sensor kaymasi azaltilmaya galisilmistir.

Kullanilan veri seti, siiriiklenen sensor yanitlarindan olusmaktadir. Bu sapmalar
nedeniyle, tahmin ve simiflandirma gorevi zor bir veridir. Derin 6grenme uygulamalarinda

veri setinin boyutu ve ¢esitliligi 6grenme i¢in en 6nemli faktordiir. Ne kadar ¢ok veriye sahip
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olursak, model o kadar iyi 6grenir. Daha biiyiik veriler, model performansindaki artigin yani
sira ezberlemeyi de 6nleyecektir. Bu tezde, bu 4 sensdriin veri seti cogaltilds. Tlk 4 sensér ve
sonraki 4 sensor birbiri ardina eklendi. Bu nedenle ilk 4 sensor ile 640, son 4 sensor ile 640
olgiim yapilmustir. Yani veri seti bilyiitiilmiis ve 1280 dl¢iim olarak almmistir. Olgiimler bu

sekilde arttirilmastr.

5.2 On Isleme Asamasi

Oncelikle veri seti, veri girisi i¢in hazir hale getirildi. Sonrasinda ise 6n isleme asamasi
gerceklestirildi. Isaret on isleme asamasi ile boyut indirgemenin yam sira, giiriiltiiniin ve
sensor kaymasi problemlerinin de sinyal iizerindeki etkisi azaltilmaktadir. On isleme
asamasinda, Verilerin iletkenlige doniistiiriilmesi islemi gerceklestirildi. Tim sensor
yanitlarinin ayni kosullarda degerlendirilmesini saglamak i¢in referans noktalar1 ayarlanarak
fark referans diizeltme yontemi uygulandi, her bir sinyal ayni referans noktasindan
baslayacak sekilde tiim sinyaller baslangic degerlerinden ¢ikarildi. Sonrasinda ise sinyal
diizeltme islemi gerceklestirildi ve diizenli olarak 6rneklenen veri sinyallerinden en kiigiik
kareler hatasini minimize edecek en uygun ¢izgi ¢ikarildi. Boyut kiiguiltmede, 6n isleme
asamasindan gecen gaz verilerinin yiliksek boyutu veya fazlaligi nedeniyle siniflandirma
islemine uygun hale getirilmesi i¢in boyut kiiciiltiilmektedir. Normallestirme ile, veriler
genel veriler i¢inde agirliklandirilarak verilerin kolay yorumlanmasima olanak saglanir.

Sinyal 6n islemeye iliskin ¢aligmalar asagida ayrintili olarak agiklanmaktadir.

Etilen i¢in 4 sensorden elde edilen ham verilerin sinyalleri Sekil 5.1°de, bu verilerin
iletkenlige doniisiimii ile elde edilen sinyaller Sekil 5.2°de, referans diizeltme uygulandiktan
sonra ayni referans noktasindan baslayan 6n islemeli sinyaller Sekil 5.3’te ve sinyal

diizeltme uygulandiktan sonra elde edilen sinyaller Sekil 5.4°te gosterilmektedir.
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Sekil 5.1. Etilen icin 4 MOX gaz sensérinun ham sinyalleri.
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Sekil 5.2. Etilen igin 4 MOS gaz sensorunun iletkenlik sinyalleri.
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Sekil 5.3. Etilen i¢in 4 MOS gaz sensoriiniin ayni referans noktasindan baslayan iletkenlik
(6n iglenmis) sinyalleri.
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Sekil 5.4. Etilen i¢in 4 MOS gaz sensoriiniin sinyal diizeltmesi uygulandiktan sonra elde
edilen iletkenlik sinyalleri
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5.3 Ham Verilerin islenmesi

Ham verilerin islenmesi su sekildedir: MOX sensorlerinin sinyalleri incelendiginde
(Sekil 5.1) ilk 400 saniyenin bilgi i¢erdigi goriilmektedir. 400 sn sonra elde edilen sinyal,
test odasinin temizlik asamasinda elde edilen sinyaldir. ilk 400 saniyeden sonra sinyaller
yeterli bilgi igermedigi i¢in tiim Sl¢iimlerin boyutlart 400 sn’ye disiiriilmiistiir. LSTM’de
stral1 veriler kullanildig1 i¢in her sensorden elde edilen veri bir satir vektor olmak {izere bir
6l¢iimde 4 sensorden elde edilen verilerle matris olusumu gergeklestirildi. 40.000 veriye
(400 sn, 100 Hz. 6rnekleme frekansi) sahip 4 sensor arka arkaya alinmis ve bir 6l¢iim igin
1*160000 boyutunda bir satir vektori elde edilmistir. Bu vektor ilk 6lgimdar; yani, matrisin
ilk satiridir. Toplamda 1280 6l¢iim oldugu icin 1280 satir ve 160.000 siitundan olusan bir
matris olusturulmustur. Asagi Ornekleme yontemi kullanilarak 100 kat veri kigiltme
yapilmistir. Bdylece matris boyutu 1280*1600 olarak elde edilmistir. Yavas sensor yaniti
nedeniyle, 100 faktoru ile asagi 6rnekleme bilgi kaybina neden olmaz. Matrisin 6rnekleme
hiz1 azaltildi. Siniflandirmada, konsantrasyon seviyeleri Tablo 5.2°de gosterildigi gibi 12
smifa ayrilmistir. Etiket matrisi, giris matrisinin yamitidir. Etiket matrisi 1280*1
boyutundadir. 1280*1600 boyutundaki giris matrisi ile 1280*1 boyutundaki etiket matrisi
birlestirilerek bir veri tabani olusturulmustur. Daha sonra, bu veri taban1 Karar Agaci,
Dogrusal ve Karesel Ayirma Analizi, Naive Bayes, SVM, k-En Yakin Komsu (k-Nearest
Neighbours, KNN) ve Kolektif (Ensemble) Ogrenme algoritmalari ile simiflandirmalar igin
kullanilmistir. Siniflandirma i¢in test agsamasinda 10 kath ¢apraz dogrulama kullanilmistir.
Regresyonda her gazin 320 6l¢iimii vardir. Regresyon, her bir gaz 6rneginin konsantrasyon
degerleri i¢in ayr1 ayr1 yapilmistir. Regresyonda kullanilacak her bir gaz o6rnegi icin
320*1600 boyutunda giris matrisleri ve 320*1 boyutunda etiket matrisleri olusturulmustur.
Ortalama karesel hatalar elde edilirken Dogrusal Destek Vektor Regresyonu, Karar Agaci
Regresyonu, Kolektif Ogrenme Regresyonu, Gauss Slreci Regresyonu ve Dogrusal

Regresyon yontemleri kullanilmistir.

5.4 Sensér Yamtlarinin Maksimum Degerlerine Gore Oznitelik Cikarimi

Veri setine farkli 6znitelik ¢ikarma yontemleri uygulanmistir. Cikarilan bu farkli
Oznitelikler kullanildiginda elde edilen basarilar hem siniflandirma hem de regresyon
gorevleri igin karsilastirilmistir. Gaz sensor verilerinde en ¢ok kullanilan 6znitelik her bir
sensor sinyalinin maksimum degeridir. Bu nedenle, 6znitelik ¢ikarma yontemi olarak sensor

yanitinin maksimum degerleri alinmis ve 1280 dl¢iim ve 4 maksimum sensor degerlerini
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iceren bir matris olusturulmustur. Oznitelik ¢ikarma yéntemi olarak sensér yanitlarinin
maksimum degerleri kullanildigi zaman &znitelik uzay1r 1600°’den 4’e diismektedir. Bu
nedenle, her 6l¢timiin 4 6zniteligi olmaktadir. Gaz drneklerinin konsantrasyon duizeylerinin
smiflandirilmasi i¢in 1280*4 boyutunda bir matris elde edilmistir. Ancak regresyonda
karbon monoksit, etilen, etanol ve metan gazlarmin her biri i¢in ayr1 ayr1 320*4 boyutunda
matrisler elde edilmistir. Gaz Orneklerindeki konsantrasyon seviyelerine (Tablo 3.2°de
verilen 12 smif) gore smiflandirmalar yapilmis ve bu smiflandirmalarin dogrulugu
incelenmistir. Siniflandirmalar daha once belirtilen siniflandirma yontemleri kullanilarak
yapilmistir. Siniflandirma basarisi, 10 kath ¢apraz dogrulama yontemi kullanilarak elde
edilmistir. Regresyon igin ek bir siniflandirma modeli de gergeklestirilmis ve her bir ugucu
maddenin konsantrasyon degerleri icin ayr1 siniflandirma yapilmistir. Regresyon ¢alismalari
ile gazlarin her bir konsantrasyon degerine ne kadar yakin oldugu tespit edilmeye
calistlmistir. Regresyon gorevinde, gazlarin konsantrasyon degerlerini tahmin etmek icin

bes farkli regresyon yontemi kullanilarak ortalama karesel hatalar (MSE) elde edilmistir.
5.5 LSTM Aglarinin Tam Baglantih Katmanindan Oznitelik Cikarimi

Bu calismada gelistirilen yOontemlerden birisi, LSTM aglarinin tam baglantili
katmaninin giris verilerini kullanarak O6znitelik ¢ikariminin yapilmasidir. Sekil 5.5,
siniflandirma i¢in kullanilan LSTM ag mimarisini gostermektedir. LSTM ag1, dizi veya
zaman serisi verilerini aga giren bir dizi giris katmani ve zaman serisi veya dizi verilerinin
zaman adimlar1 arasindaki uzun vadeli bagimliliklar1 6grenen bir LSTM katmana ile baglar.
Ag, tam baglantil1 bir katman, bir softmax katmani ve siif etiketlerini tahmin etmek i¢in bir
simiflandirma ¢ikis katmani ile sona erer. Sekil 5.6, regresyon i¢in kullanilan LSTM ag
mimarisini gostermektedir. LSTM agi, bir dizi giris katmani, bir LSTM katman ile baglar.
Ag, tam baglantili bir katman ve bir regresyon ¢ikis katmani ile sona erer. Bu boliimde,
LSTM agmin tam baglantili katmanindan veriler alinarak bir dznitelik ¢ikarimi yapilmakta
ve daha sonra bu veriler i¢cin smiflandirma ve regresyon algoritmalari kullanilarak

smiflandirma ve tahmin analizleri yapilmaktadir.

Tam

Dizi Girisi Baglantili Softmax Siniflandirma

Katman

Sekil 5.5. Smiflandirma i¢in LSTM A§ Mimarisi
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Tam Baglantili

s . Regresyon
Dizi Girisi Katman

Cikist

Sekil 5.6. Regresyon i¢in LSTM Ag Mimarisi

Dizi ham verilerini siniflandirmak ve dizi verilerinin bireysel zaman adimlarina dayali
tahminler yapmak icin, 1280 dizi 4 * 400 boyutlu bir matris (1280*1600) olusturuldu. Gaz
Orneklerindeki konsantrasyon seviyelerine gore olusturulan tepki matrisi 1280*1 boyutlu bir
vektordiir. Egitim verileri, 12 smif konsantrasyon seviyesi i¢in zaman serisi verilerini
icermektedir. LSTM agi bir 6znitelik ¢ikarici olarak kullanildigi zaman her bir 6lglimden 12
Oznitelik elde edilmistir ve ¢ikarilan bu 6znitelikler ile 1280*12 boyutunda bir matris elde
edilmistir. 12 konsantrasyon seviyesi sinifina karsilik gelen “17, “2”, “3”, .., “12”
etiketlerinin kategorik bir vektoriinii igeren bir yanit matrisi olusturulmustur. LSTM ag
mimarisi su sekildedir: 4 sensor kullanildig: i¢in giris verilerinin boyutu 4 boyutlu diziler
olarak belirlenmistir. Gizli birim sayis1 100’diir ve LSTM katmaninin ¢ikis modu ‘son’
olarak ayarlanmistir. Daha sonra, tam baglantili bir katman, ardindan bir softmax katmani
ve bir simiflandirma katmani dahil edilerek 12 sinif belirlenmistir. Dizi giris katmaninin
boyutu, giris verilerinin 6znitelik sayisina gore ayarlanmistir. Boylece 1280*12 boyutunda
bir matris elde edilmistir. 1600 (4 sens6r*400 saniye) veriden, LSTM ag1 kullanilarak 12
Oznitelik ¢ikarilmistir. Egitim segenekleri su sekildedir: Optimizasyon algoritmas: ‘adam’
olarak belirtilmistir. Uyarlanabilir Moment Tahmini (Adaptive Moment Estimation, Adam),
karelerin ortalamasinin karekokii yayilimi (Root Mean Square Propagation, RMSprop) ve
momentumu birlestiren bir algoritmadir ve her bir parametre i¢in dinamik bir sekilde
ogrenme oranini (learning rate) gunceller. Veri seti grubu (mini-batch) parametresi olarak
belirlenen deger ile 6grenme kiiciik gruplar iizerinde gercgeklestirilir, bu nedenle egitim
Merkezi Islem Birimi (Central Processing Unit, CPU) icin daha uygundur. Yiiriitme ortami
“cpu” olarak belirtilmistir. Gradyan esigi, maksimum devir sayis1 (epoch) ve mini-yigin
boyutu sirasiyla 1, 2000 ve 27 olarak ayarlanmistir. Verilerin karistirilmasi “asla” olarak
ayarlanmistir, bdylece veriler sira uzunluguna gore siralanmis olarak kalmaktadir. Dizi
uzunlugu ‘en uzun’ olarak belirtilmistir, buna gore veriler, en uzun dizilerle ayni uzunluga
sahip olacak sekilde doldurulur. Siniflandirmada Oznitelikler tam baglantili katmandan
almmustir. Daha sonra LSTM agindan elde edilen Oznitelikler ile olusturulan veriler

kullanilarak geleneksel siniflandirma yontemlerine gore siniflandirmalar yapilmistir.
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Regresyon i¢in, dizi verilerinden sayisal degerleri tahmin etmek iizere derin sinir agini
egitmek i¢in bir LSTM ag kullanildi. 4*400 boyutlu matrislerden olusan 320 dizi
olusturuldu. Her bir gaz 6rnegi icin konsantrasyon degerlerine gore olusturulan yanit matrisi
320*1 boyutunda olan matrislerdir. Veri seti, her bir gaz 6rneginin ayr1 ayr1 konsantrasyon
degerleri i¢in zaman serisi verilerini igermektedir. Regresyonda tam baglantili katmandan
Oznitelikler ¢ikarilirken, alinan 6znitelikler matrise doniistiiriilerek her gaz icin 320*400
boyutunda bir matris elde edilmistir. 1600 (4 sensér x 400 sn) veriden, LSTM ag1
kullanilarak 400 &znitelik cikarilmistir. Oznitelikleri iceren matris ve etiket matrisi,
regresyon icin bir veri tabani olusturmak tizere birlestirildi. LSTM katmaninda gizli birim
sayist 200, tam baglantili katmanin boyutu 50 ve seyreltme (dropout) orani katmani 0,5
seyreltme olasiligina sahiptir. Girig matrisi olarak tam baglantili katmandan elde edilen
verilerin kullanildigt LSTM aginda, maksimum devir sayist 2000, mini-y1gin boyutu ise 64
olarak belirlenmistir. Optimizasyon algoritmasi ‘adam’ ve ogrenme orani 0,01 olarak
belirlendi. LSTM’nin tam baglantili katmanindan elde edilen ¢iktilar kullanilarak regresyon
gerceklestirilmis ve daha sonra belirtilen regresyon yontemleri kullanilarak konsantrasyon
degerleri tahmin edilmistir. LSTM ag1 ile yapilan siniflandirma ve regresyonlarda en yiiksek
basart oranlart ve en az MSE yukarida belirtilen parametreler kullanilarak

gerceklestirilmistir.

5.6 TCN Mimarisinin Tam Baglantih Katmanindan Oznitelik Cikarimi

Caligmada uygulanan ti¢lincii 6znitelik ¢ikarma yonteminde ise LSTM aginin tam
baglantili katmanindan elde edilen Oznitelikler TCN modeline giris verisi olarak
uygulanmistir ve TCN’nin tam baglantili katmanindan elde edilen Oznitelikler ise gaz
orneklerinin konsantrasyon seviyelerine gore smiflandirilmasinda ve konsantrasyon
degerlerine gore regresyon yapilmasinda kullanilmistir. LSTM ve TCN algoritmalarinin tam
baglantili katmanindan elde edilen verileri kullanan 6znitelik ¢ikarma yontemi igin veri
isleme akis semasi1 Sekil 5.7°de gosterilmektedir. LSTM ve TCN’deki ag yapilar1 ve hiper-
parametre ayarlamalar1 ile ilgili yapilan islemler i¢in akis semasi ise Sekil 5.8°de
gosterilmektedir. Siniflandirmada, LSTM agindan ¢ikarilan 6znitelikleri (1280*12) TCN’ye
giris olarak uygulamak icin 1*12 boyutlu matrislerden 1280 dizi olusturuldu. Gaz
orneklerindeki konsantrasyon seviyelerine gore olusturulan tepki matrisi 1280*1 boyutlu
vektordlr. TCN’nin ag yapisi, BOlum 4’te ayrintili bir sekilde agiklanmustir. Siniflandirma
icin kullanilan TCN mimarisinde, girise kayan evrisim filtreleri uygulayarak 6znitelikleri

ogrenen bir TCN katmanindan sonra tam baglantili bir katman, bir softmax katmani ve gaz
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verilerini konsantrasyon seviyelerine gore ayirmak i¢in bir siniflandirma ¢ikti katmani ile
dizi modelleme gorevi gergeklestirilmektedir. 1 boyutlu evrisim katmanlari igin filtre sayisi
ve filtre boyutu 10’a ayarlanmistir ve uzaysal birakma katmanlar igin seyreltme faktor
0,005’e ayarlanmistir. Uygulanan filtre sayis1 10 oldugu i¢in, TCN’nin tam baglantili
katmanindan her bir 6l¢lim i¢in 120 6znitelik ¢ikarilmistir ve boylece 1280*120 boyutlu bir
matris elde edilmistir. Egitim segenekleri asagidaki gibidir: Optimizasyon algoritmasi
‘adam’ olarak ayarlanmistir. Maksimum devir sayisi ve mini-y1gin boyutu sirasiyla 200 ve
1 olarak ayarlanmistir. TCN’nin tam baglantili katmanindan elde edilen matris ve yanit
matrisi ile bir veri tabani olusturulmustur. Bu veri tabani ile geleneksel siniflandirma
yontemlerine gore siniflandirmalar yapilarak birbirleriyle karsilastirilmistir.

Regresyonda, LSTM agindan ¢ikarilan 6znitelikleri (320*400) TCN’ye giris olarak
uygulamak igin 1*400 boyutlu matrislerden 320 dizi olusturulmustur. 320*1 boyutlu matris
olan tepki matrisi, her bir gaz 6rneginin konsantrasyon degerlerini igermektedir. Veri seti,
her bir ugucunun konsantrasyon degerleri i¢in ayr1 ayri zaman serisi verilerini igerir.
Regresyon igin kullanilan TCN mimarisinde, TCN katmanindan sonra gaz verilerinin
konsantrasyon degerlerini tahmin etmek i¢in tam baglantili bir katman ve bir regresyon ¢ikis
katmani ile regresyon gorevi gerceklestirilmektedir. 1-boyutlu evrisim katmanlari igin filtre
sayis1 ve filtre boyutu 10 olarak belirlenmistir. Uzaysal seyreltme katmanlar1 i¢in seyreltme
faktori 0,005 olarak belirlendi. TCN’de kullanilan egitim segenekleri ise su sekildedir:
Optimizasyon algoritmasi ‘adam’ olarak belirlenmistir. Maksimum devir sayis1 ve mini-
yigin boyutu sirasiyla 200 ve 1 olarak belirtildi. Uygulanan filtre sayis1 10 oldugu igin,
TCN’nin tam baglantili katmanindan her bir 6l¢iim i¢in 4000 Oznitelik ¢ikarilmigtir ve
boylece 3204000 boyutlu bir matris elde edilmistir. LSTM nin tam baglantili katmanindan
elde edilen ciktilarm TCN’ye giris olarak kullanildigt ve TCN’nin tam baglantili
katmanindan elde edilen verilerin ¢ikis olarak kullanildig1 yapida, gaz Orneklerinin
konsantrasyon degerlerine gore tahmin edilmesi i¢in geleneksel regresyon yontemleri
kullanild1 ve elde edilen sonuglar birbirleriyle karsilastirildi. LSTM ve TCN ile yapilan
simiflandirma ve regresyonlarda en yiiksek bagar1 oranlar1 ve en az MSE degerleri yukarida

belirtilen parametreler kullanilarak gerceklestirilmistir.
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Sekil 5.7. LSTM ve TCN’nin tam baglantili katman verilerini kullanan 6znitelik ¢ikarma
yontemi i¢in veri islemenin akis semas.
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Sekil 5.8. LSTM ve TCN’deki ag yapilarinin islemleri i¢in akis semasi
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6. TARTISMA VE YORUM

Bu calismada, tim sensorler dahil olmak tzere karbon monoksit, etilen, etanol ve
metan gazi Orneklerinin bagar1 oranlar1 c¢esitli simiflandirma yontemleri kullanilarak
konsantrasyon seviyelerine gore incelenmistir. Oncelikle sinyal diizeltme uygulanmadan
basar1 oranlar1 incelenmistir, sonrasinda ise sinyal diizeltme uygulandig1 zaman elde edilen
basar1 oranlart incelenmis ve birbirleriyle karsilastirilmistir. Siniflandirma yapilirken
oncelikle ham verilerin dogruluk oranlar elde edilmistir. Ham veriler i¢in basar1 oranlari
incelendiginde, sinyal diizeltme uygulanmadan 6nce en yiiksek dogruluk orani 76,7% ile
SVM siniflandirma algoritmasinda elde edilmistir. Sinyal diizeltme uygulandiktan sonra ise
en yiiksek dogruluk oraninin 82,4% ile SVM siniflandirma algoritmasinda elde edildigi
gorilmektedir. 6 farkli simiflandirma yontemi kullanilarak, sinyal dizeltme
uygulanmadiginda ve sinyal diizeltme uygulandiginda ham verilere dayali olarak gaz
orneklerinin konsantrasyon seviyelerine gore elde edilen basari oranlari sirasiyla Tablo 6.1
ve Tablo 6.2°de g6sterilmistir. Bu sonuglar, 6znitelik uzayi biyuk oldugunda SVM’nin diger
yontemlere gore daha saglam bir algoritma oldugu seklinde yorumlanabilir. Oznitelik say1s1
siif sayisindan ¢ok fazla oldugunda SVM algoritmasi diger yontemlere gore oldukca
basarilidir. Ayrica sinyal diizeltme uygulandiginda siniflandirmadaki basari oranlarinin
arttigr goriilmektedir. SVM, yiiksek genelleme performansina sahip verimli siiflandirma

algoritmalarindan biridir [169-174].

79



Tablo 6.1. Sinyal diizeltme uygulanmadigi zaman ham veriler kullanilarak gaz

orneklerindeki konsantrasyon seviyelerine gore bagar1 oranlari.

Algoritmalar

Dogruluk

Tahmin Hizi

Egitim
Zaman

Parametreler

Karar Agaci

63,0%

~570 obs/sn

126,72 sn

On Ayar: Ince Agag
Maksimum Bolinme
Sayisi: 100

Ayirma
Analizi

40,9%

~290 obs/sn

140,56 sn

On Ayar: Dogrusal Ayirma
Kovaryans Yapisi: Tam

Naive Bayes

28,0%

~6.1 obs/sn

2501,9 sn

On Ayar: Kernel Naive
Bayes
Sayisal Tahminciler i¢in
Dagitim Adi: Kernel
Kategorik Tahminciler icin
Dagitim Adi:
Cok Degiskenli, Cok Terimli
Kernel Turd: Gauss

SVM

76,7%

~120 obs/sn

736,06 sn

On Ayar: Kibik SVM
Kernel Fonksiyonu: Kiibik
Kernel Olgegi: Otomatik
Kutu Kisitlama Diizeyi: 1
Coklu Simf Yontemi: Bire
Kars1 Bir
Verileri Standartlastirma:
Dogru

KNN

71,5%

~200 obs/sn

678,34 sn

On Ayar: Fine KNN
Komsu Sayisi: 1
Mesafe Metrigi: Oklid
Mesafe Agirhgi: Esit
Verileri Standartlastirma:
Dogru

Kolektif
Ogrenme

76,5%

~500 obs/sn

858,77 sn

On Ayar: Torbalama
Agaclari
Kolektif Yontem: Torba
Ogrenici Tiirii: Karar Agaci
Maksimum Bélinme
Sayisi: 1279
Ogrenici Sayisi: 30




Tablo 6.2. Sinyal diizeltme uygulandigi zaman ham veriler kullanilarak gaz 6rneklerindeki
konsantrasyon seviyelerine gore basari oranlari.

Egitim

Parametreler
Zamanm

Algoritmalar | Dogruluk | Tahmin Hiz1

On Ayar: Ince Agag
Karar Agaci 70,2% ~440 obs/sn 85,363 sn Maksimum Bolinme
Sayisi: 100
Ayirma 57.2% | ~3600bsisn | 16539sn | OnAYar: Dogrusal Ayma
Analizi Kovaryans Yapisi: Tam
On Ayar: Kernel Naive
Bayes
Sayisal Tahminciler icin
Naive Bayes 59,1% ~5.1 obs/sn 2213,6 sn Dagitim Adi: Kernel
Kategorik Tahminciler igin
Dagitim Adi: Uygulanamaz
Kernel Turd: Gauss
On Ayar: Karesel SVM
Kernel Fonksiyonu: Karesel
Kernel Olgegi: Otomatik
Kutu Kisitlama Diizeyi: 1
Coklu Simif Yontemi: Bire
Kars1 Bir
Verileri Standartlastirma:
Dogru
On Ayar: Agirlikli KNN
Komsu Sayisi: 10
Mesafe Metrigi: OKklid
Mesafe Agirhg: Kareli ters
Verileri Standartlastirma:
Dogru
On Ayar: Torbalama
Agaclari
. Kolektif Yontem: Torba
Kolektif 0 _ R B
Ogrenme 79,6% 540 obs/sn 2395,3 sn Ogremc1.Turu. K"a?ar Agact
Maksimum Bolinme
Sayisi: 1279
Ogrenici Sayisi: 30

SVM 82,4% ~200 obs/sn 485,71 sn

KNN 77,9% ~210 obs/sn 1276,2 sn

Ham veriler ile gergeklestirilen simiflandirmadan sonra sensdrlerin maksimum
degerleri kullanilarak 6znitelik ¢ikarma islemi gergeklestirilmistir. Oznitelik ¢ikarma ile
girdi olarak saglanan sensor verilerini kullanarak tiiretilmis degerler (&znitelikler)
olusturulmustur. Elde edilen degerlerin bilgilendirici ve gereksiz verilerden arindirilmig
olmasi, 6grenme siirecini kolaylastirmasi ve daha iyl yorumlanmasi amaglanmistir.

Siiflandirma icin veri tabani olusturulurken, 6znitelik olarak secilen maksimum degerler
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giris matrisi olarak kullanilirken etiket matrisi olarak gazlarin konsantrasyon seviyeleri
kullanilmistir. TUm sensorler dahil edilerek gaz drneklerinin konsantrasyon seviyelerine
gore siniflandirma islemi gerceklestirilmis, sinyallere 6znitelik alt se¢imi uygulanmamustir.
En yiiksek dogruluk orani 83,6% ile SVM siniflandirmasinda elde edilirken, sinyal diizeltme
uygulanmadan 6nce bu oran 81,1% ile yine SVM smiflandirma yonteminde elde edilmistir.
Belirtilen siniflandirma yontemlerine gore elde edilen dogruluk oranlar1 Tablo 6.3 ve Tablo
6.4’te verilmistir. Burada sinyal diizeltme ile tiim simiflandirma yontemlerinde basari
oranlarinda artis oldugu goriilmektedir. Buna ek olarak, ham verilere gore de kiyasladigimiz
zaman sensOr cevabinin maksimum degeri olarak segilen 6znitelikler kullanildiginda SVM
algoritmasinin basarisinin yaninda tim algoritmalarin basarilar1 da artmaktadir. Buradan
verilerin ilgisiz bilgilere sahip oldugu anlasilmaktadir. Ilgili dzellikler artirilirsa basar1 da
artacaktir. Bu nedenle de ¢alismada, derin ag yapilarindan olan LSTM ve TCN kullanilarak
diisiik ve yiiksek seviyeli Ozniteliklere ulasilmasit hedeflenmistir. Ayrica, kullanilan bu
yontemle daha az sayida Oznitelik uzayma gecis oldugu icin de basarida artisin oldugu
diistiniilmektedir.

Siniflandirmada kullanilan ve gelistirilen diger 6znitelik ¢ikarma yontemi ise, LSTM
aginin tam baglantili katmaninin giris verilerinden ¢ikarilan 6znitelikleri kullanmaktir. Gaz
orneklerini konsantrasyon seviyelerine gore siniflandirirken 6nerilen bu metodoloji ile en
yiiksek dogruluk orani 93,6% ile SVM siniflandirma algoritmasinda elde edilmistir. Sinyal
diizeltme kullanmadan 6nce elde edilen en yiiksek dogruluk ise yine SVM siniflandirma
yonteminde 90,8% ile saglanmistir. LSTM aginin tam baglantili katmanindan elde edilen
Ozniteliklere bagli olarak 6 farkli siniflandirma yontemi kullanilarak elde edilen basari
oranlar1 Tablo 5.5 ve Tablo 6.6’da gortlmektedir. Kullanilan diger yontemlere gore tiim
simiflandirma algoritmalarinda gozle goriiliir bir basar1 orani elde edilmistir. Derin ag
yapilarindan LSTM aglarmmin, zaman serisi verilerinde olduk¢a basarili oldugu
gortlmektedir. Onerilen 6znitelik ¢ikarma yontemi, yiiksek ve diisiik seviyeli 6znitelikleri
cikararak ayrilabilir 6znitelik uzayini olusturmustur. Boylece, siniflandirma basarisinda artis

olmustur.
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Tablo 6.3. Sinyal duzeltme uygulanmadigi zaman Oznitelik ¢ikariminda maksimum
degerler kullanildiginda gaz 6rneklerindeki konsantrasyon seviyelerine gore basari

oranlari.

Algoritmalar

Dogruluk

Tahmin Hizx

Egitim
Zamani

Parametreler

Karar Agaci

74,8%

~7200 obs/sn

2,9209 sn

On Ayar: Ince Agag
Maksimum Bolinme
Sayisi: 100

Ayirma
Analizi

75,6%

~8400 obs/sn

4,0517 sn

On Ayar: Karesel Ayirma
Kovaryans Yapisi: Tam

Naive Bayes

74,1%

~1600 obs/sn

11,316 sn

On Ayar: Kernel Naive
Bayes
Sayisal Tahminciler icin
Dagitim Adi: Kernel
Kategorik Tahminciler
icin Dagitim Adi:
Cok Degiskenli, Cok
Terimli
Kernel Turd: Gauss

SVM

81,1%

~880 obs/sn

28,756 sn

On Ayar: Karesel SVM
Kernel Fonksiyonu:
Karesel
Kernel Olgegi: Otomatik
Kutu Kisitlama Diizeyi: 1
Coklu Simif Yontemi: Bire
Karsi1 Bir
Verileri Standartlastirma:
Dogru

KNN

78,8%

~11000 obs/sn

37,228 sn

On Ayar: Agirlikli KNN
Komsu Sayisi: 10
Mesafe Metrigi: Oklid
Mesafe Agirhgi: Kareli ters
Verileri Standartlastirma:
Dogru

Kolektif
Ogrenme

77,7%

~1700 obs/sn

48,609 sn

On Ayar: Torbalama
Agaglar
Kolektif Yéntem: Torba
Ogrenici Tiirii: Karar
Agaci
Maksimum Bolinme
Sayisi: 1279
Ogrenici Sayisi: 30
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Tablo 6.4. Sinyal diizeltme uygulandigi zaman 6znitelik ¢ikariminda maksimum degerler
kullanildiginda gaz 6rneklerindeki konsantrasyon seviyelerine gore basar1 oranlari.

Algoritmalar

Dogruluk

Tahmin Hizx

Egitim
Zamani

Parametreler

Karar Agaci

77,5%

~2600 obs/sn

5,2481 sn

On Ayar: Ince Agag
Maksimum Béliinme Sayisi:
100

Ayirma
Analizi

78,4%

~5800 obs/sn

37,842 sn

On Ayar: Karesel Ayirma
Kovaryans Yapisi: Tam

Naive Bayes

76,3%

~940 obs/sn

55,569 sn

On Ayar: Kernel Naive
Bayes
Sayisal Tahminciler icin
Dagitim Adi: Kernel
Kategorik Tahminciler igin
Dagitim Adi: Uygulanamaz
Kernel Tura: Gauss

SVM

~1400 obs/sn

89,113 sn

On Ayar: Karesel SVM
Kernel Fonksiyonu: Karesel
Kernel Olgegi: Otomatik
Kutu Kisitlama Diizeyi: 1
Coklu Simif Yontemi: Bire
Kars1 Bir
Verileri Standartlastirma:
Dogru

KNN

79,8%

~9000 obs/sn

124,46 sn

On Ayar: Agirlikli KNN
Komsu Sayisi: 10
Mesafe Metrigi: OKklid
Mesafe Agirhg: Kareli ters
Verileri Standartlastirma:
Dogru

Kolektif
Ogrenme

80,5%

~3300 obs/sn

165,04 sn

On Ayar: Torbalama
Agaclari
Kolektif Yontem: Torba
Ogrenici Tiirii: Karar Agaci
Maksimum Boliinme Sayisi:
1279
Ogrenici Sayisi: 30




Tablo 6.5. Sinyal duzeltme uygulanmadigi zaman Oznitelik ¢ikariminda LSTM aginin tam
baglantili katmani kullanildiginda gaz 6rneklerindeki konsantrasyon seviyelerine gore
basar1 oranlari.

Algoritmalar

Dogruluk

Tahmin Hizx

Egitim
Zamani

Parametreler

Karar Agaci

86,6%

~5600 obs/sn

4,8225 sn

On Ayar: Ince Agag
Maksimum Boliinme Sayisi:
100

Ayirma
Analizi

89,0%

~2100 obs/sn

5,5793 sn

On Ayar: Karesel Ayirma
Kovaryans Yapisi: Tam

Naive Bayes

87, 7%

~460 obs/sn

35,43 sn

On Ayar: Kernel Naive
Bayes
Sayisal Tahminciler icin
Dagitim Adi: Kernel
Kategorik Tahminciler icin
Dagitim Adi:
Cok Degiskenli, Cok Terimli
Kernel Turd: Gauss

SVM

90,8%

~830 obs/sn

26,739 sn

On Ayar: Karesel SVM
Kernel Fonksiyonu: Karesel
Kernel Olgegi: Otomatik
Kutu Kisitlama Diizeyi: 1
Coklu Simif Yontemi: Bire
Kars1 Bir
Verileri Standartlastirma:
Dogru

KNN

90,2%

~6800 obs/sn

44,146 sn

On Ayar: Agirhkli KNN
Komsu Sayisi: 10
Mesafe Metrigi: OKklid
Mesafe Agirhigr: Kareli ters
Verileri Standartlastirma:
Dogru

Kolektif
Ogrenme

90,1%

~610 obs/sn

68,356 sn

On Ayar: Alt Uzay KNN
Kolektif Yéntem: Alt Uzay
Ogrenici Tiirii: En Yakin
Komsgular
Ogrenici Sayisi: 30
Alt Uzay Boyutu: 6




Tablo 6.6. Sinyal diizeltme uygulandig1 zaman 0znitelik ¢ikariminda LSTM aginin tam
baglantili katmani kullanildiginda gaz 6rneklerindeki konsantrasyon seviyelerine gore
basar1 oranlari.

Egitim

Parametreler
Zamani

Algoritmalar | Dogruluk Tahmin Hiz1

On Ayar: Ince Agag
Karar Agaci 89,1% ~15000 obs/sn 3,9624 sn Maksimum Bdélinme
Sayisi: 100
Ayirma 92.2% | ~11000obsisn | 4,8154sn | OnAvar: Dogrusal Ayima
Analizi Kovaryans Yapisi: Tam
On Ayar: Kernel Naive
Bayes
Sayisal Tahminciler icin
Naive Bayes 91,2% ~530 obs/sn 25,552 sn Dagitim Adi: Kernel
Kategorik Tahminciler icin
Dagitim Adi: Uygulanamaz
Kernel Turd: Gauss
On Ayar: Kibik SVM
Kernel Fonksiyonu: Kiibik
Kernel Olgegi: Otomatik
Kutu Kisitlama Diizeyi: 1
Coklu Simf Yontemi: Bire
Kars1 Bir
Verileri Standartlastirma:
Dogru
On Ayar: Agirhikli KNN
Komsu Sayisi: 10
Mesafe Metrigi: Oklid
Mesafe Agirhigr: Kareli ters
Verileri Standartlastirma:
Dogru
On Ayar: Alt Uzay K-EYK
Kolektif Yéntem: Alt Uzay
'I'(volektlf 93.0% 810 obs/sn 66542 sn Ogrenici Tiirii: En Yakin
Ogrenme Komsular
Ogrenici Sayisi: 30
Alt Uzay Boyutu: 6

SVM 93,6% ~2000 obs/sn 36,253 sn

KNN 92,5% ~5800 obs/sn 42,936 sn

Siiflandirmada onerilen son oznitelik ¢ikarma yontemi ise, LSTM agmnin tam
baglantili katmanindan ¢ikarilan 6zniteliklerin TCN’ye giris olarak verilmesi ve TCN’nin
tam baglantili katmanindan ¢ikarillan Ozniteliklerin ise gaz Orneklerinin konsantrasyon
seviyelerine gore siniflandirilmasinda kullanilmasidir. Calismada, bu metodolojiden kisaca
LSTMFCL-TCNFCL olarak soz edilmektedir. Onerilen bu metodoloji ile en yiksek

dogruluk orani 94,7% ile SVM simiflandirma algoritmasinda elde edilmistir. Sinyal diizeltme
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kullanmadan 6nce elde edilen en yiiksek dogruluk ise yine SVM siniflandirma yonteminde
91,5% ile saglanmistir. Kullanilan diger yontemlere gore en iyi basar1 orani bu gelistirilen
metodoloji ile elde edilmistir. Elde edilen basar1 oranlar1 Tablo 6.7 ve Tablo 6.8’de
gosterilmektedir. Bu 6znitelik ¢ikarma yonteminde LSTM aginin yarattigi etki TCN ile
giiclendirilerek siniflandirmada en yiiksek basarinin elde edilmesi saglanmistir. Veri seti
analiz edildiginde, yeni yontem daha gii¢lii 6znitelik ¢ikarma yetenegi gostermektedir ve gaz
konsantrasyonlarmi iyi bir sekilde tespit edebilmektedir. Onerilen yontemle, yiiksek ve
diisiik seviyeli Oznitelikler ¢ikarilarak ayrilabilir 6znitelik uzayir olusturulmustur. 1-B
evrisim katmani, 1-B girige kayan evrisim filtreleri uygulayarak dznitelikleri 6grenmektedir.
1-B evrisimli katmanlar1 kullanmak, tekrarlayan katmanlari kullanmaktan daha hizl
olmaktadir; yinelenen katmanlar, girdinin zaman adimlarin1 yinelerken evrisimli katmanlar,
girisi tek bir islemle isleyebilmektedir. SVM, dogrusal olmayan sorunlar1 ¢6zmek i¢in farkl
bir gekirdek fonksiyonuna sahiptir. Bu caligmada da siniflandirma problemi dogrusal
olmadig i¢in gaz verileri i¢in ayrilabilir bir hiper ylizey bulma sansi olusmustur. Buna ek
olarak, SVM algoritmas1 destek vektorleri kullanildig: i¢in aykir1 degerlerden veya giiriiltiilii
verilerden etkilenmez. Bundan dolay1 da iyi bir genelleme kabiliyetine sahiptir ve bu da
ezberlemeyi onler. Bu nedenlerle, siniflandirmada gaz verileri i¢in SVM y0nteminin daha
basarili oldugu yorumlanmustir. Karar Agaci, Dogrusal ve Karesel Ayirma Analizi, Naive
Bayes, SVM, KNN ve Kolektif Ogrenme algoritmalar1 kullanilarak, ham veriler ve
uygulanan 6znitelik ¢ikarma yontemlerine gore sinyal diizeltme uygulanmadiginda ve sinyal
duzeltme uygulandiginda, gaz orneklerinin konsantrasyon seviyelerine gore elde edilen
basarili oranlarmin karsilastirmali analizi sirasiyla Tablo 6.9 ve Tablo 6.10°da yer

almaktadir.
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Tablo 6.7. Sinyal diizeltme uygulanmadigi zaman 6znitelik ¢ikariminda LSTMFCL-
TCNFCL modeli kullanildiginda gaz 6rneklerindeki konsantrasyon seviyelerine gore
basar1 oranlari.

Algoritmalar

Dogruluk

Tahmin Hizi

Egitim
Zamani

Parametreler

Karar Agaci

87,7%

~6500 obs/sn

13,177 sn

On Ayar: Ince Agag
Maksimum Boliinme Sayisi:
100

Ayirma
Analizi

90,9%

~3100 obs/sn

20,44 sn

On Ayar: Dogrusal Ayirma
Kovaryans Yapisi: Tam

Naive Bayes

88,5%

~300 obs/sn

30,477 sn

On Ayar: Gauss Naive Bayes
Sayisal Tahminciler icin
Dagitim Adi: Gauss
Kategorik Tahminciler icin
Dagitim Adi: Uygulanamaz

SVM

91,5%

~1200 obs/sn

62,933 sn

On Ayar: Karesel SVM
Kernel Fonksiyonu: Karesel
Kernel Olgegi: Otomatik
Kutu Kisitlama Diizeyi: 1
Coklu Simif Yontemi: Bire
Kars1 Bir
Verileri Standartlastirma:
Dogru

KNN

91,0%

~2400 obs/sn

125,44 sn

On Ayar: Agirhikli KNN
Komsu Sayisi: 10
Mesafe Metrigi: OKklid
Mesafe Agirhigr: Kareli ters
Verileri Standartlastirma:
Dogru

Kolektif
Ogrenme

91,1%

~1800 obs/sn

221,82 sn

On Ayar: Torbalama
Agaglari
Kolektif Yontem: Torba
Ogrenici Tiirii: Karar Agaci
Maksimum Béliinme Sayisi:
1279
Ogrenici Sayisi: 30
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Tablo 6.8. Sinyal diizeltme uygulandig1 zaman 0znitelik ¢ikariminda LSTMFCL-TCNFCL
modeli kullanildiginda gaz 6rneklerindeki konsantrasyon seviyelerine gore basari oranlari.

Algoritmalar

Dogruluk

Tahmin Hizi

Egitim
Zaman

Parametreler

Karar Agaci

91,8%

~9100 obs/sn

8,3824 sn

On Ayar: Ince Agag
Maksimum Béliinme Sayisi:
100

Ayirma
Analizi

93,9%

~5900 obs/sn

10,124 sn

On Ayar: Dogrusal Ayirma
Kovaryans Yapisi: Tam

Naive Bayes

92,8%

~390 obs/sn

22,814 sn

On Ayar: Gauss Naive Bayes
Sayisal Tahminciler i¢in
Dagitim Adi: Gauss
Kategorik Tahminciler icin
Dagitim Adi: Uygulanamaz

SVM

~1200 obs/sn

37,403 sn

On Ayar: Karesel SVM
Kernel Fonksiyonu: Karesel
Kernel Olgegi: Otomatik
Kutu Kisitlama Diizeyi: 1
Coklu Simf Yontemi: Bire
Kars1 Bir
Verileri Standartlastirma:
Dogru

KNN

94,0%

~2200 obs/sn

124,32 sn

On Ayar: Agirliklt KNN
Komsu Sayisi: 10
Mesafe Metrigi: Oklid
Mesafe Agirhg: Kareli ters
Verileri Standartlastirma:
Dogru

Kolektif
Ogrenme

94,2%

~2100 obs/sn

229,79 sn

On Ayar: Torbalama
Agaclari
Kolektif Yontem: Torba
Ogrenici Tiirii: Karar Agaci
Maksimum Boliinme Sayisi:
1279

Ogrenici Sayisi: 30
Orneklenecek Tahmin Edici

Sayisi: TUmunu Seg




Tablo 6.9. Sinyal diizeltme uygulanmadigi zaman Onerilen yontem ile geleneksel
yontemlerin elde edilen basari1 oranlarinin karsilagtirilmasi

LSTM’nin Tam

Ogrenici Sayisi: 30

Ogrenici Sayist: 30

Oznitelik Olarak Basl LSTMFCL-
Ham Verilere ve Maksimum & TCNFCL’den
. B . Katmanindan
Secilen Degerlerin Cikarilan
. Cikarilan e
. Parametrelere Secimine ve w Ozniteliklere ve
Algoritmalar . . Ozniteliklere ve .
Dayali Dogruluk Secilen . Secilen
Secilen
(%) Parametreler Parametrelere Parametrelere
Dayal Dogruluk Dayah Dogruluk Dayali Dogruluk
0, 0,
63,0% 74.8% B6,6% 87,7%
ince Aga Ince Agac Ince Agac ince Aga
Karar Agaci . gas Maksimum Maksimum . gas
Maksimum Bélinme e e Maksimum Béliinme
Savist: 100 Boliinme Sayist: Boliinme Sayisi: Savist: 100
yist 100 100 ISt
Ayirma 40,9% 75,6% 89,0% 90,9%
Analizi Dogrusal Ayirma Karesel Ayirma Karesel Ayirma Dogrusal Ayirma
28,0% 74,1% 87, 7% 88,5%
Naive Bayes | Kernel Naive Bayes | Kernel Naive Bayes | Kernel Naive Bayes | Gauss Naive Bayes
Kernel Turu: Gauss | Kernel Turd: Gauss | Kernel Turi: Gauss | Kernel Tirid: Gauss
76,7% 81,1% 90,8% 91,5%
Kernel Fonksiyonu: | Kernel Fonksiyonu: | Kernel Fonksiyonu: | Kernel Fonksiyonu:
SVM Kibik Karesel Karesel Karesel
Coklu Sinif Coklu Sinif Coklu Sinif Coklu Sinif
Ydéntemi: Bire Kars1 | YOntemi: Bire Kars1 | Yodntemi: Bire Kars1 | YOntemi: Bire Karst
Bir Bir Bir Bir
71,5% 78,8% 90,2% 91,0%
KNN k=1 k=10 k=10 k=10
Oklid Oklid Oklid Oklid
77,7%
0, ! 0
7?’5/,(,) Kolektif Y6ntem: 90,1% 9.1'14)
Kolektif Yontem: e Kolektif Yontem:
Torba Kolektif Yontem:
Torba Ogrenici Tirii: Alt Uza Torba
Kolektif Ogrenici Turt: Karar & ,u ' N y Ogrenici Tirh: Karar
. . Karar Agaci Ogrenici Tiirii: En .
Ogrenme Agact . Agaci
. - Maksimum Yakin Komsular . -
Maksimum Béllinme s . Maksimum Bélinme
Savist: 1279 Boliinme Sayisi: Ogrenici Sayist: 30 Savist: 1279
YISl 1279 Alt Uzay Boyutu: 6 sk

Ogrenici Sayis1: 30
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Tablo 6.10. Sinyal diizeltme uygulandig1 zaman Onerilen yontem ile geleneksel
yontemlerin elde edilen basar1 oranlarinin karsilastirilmasi

LSTM’nin Tam

Oznitelik Olarak Basl LSTMFCL-
Ham Verilere ve Maksimum . TCNFCL’den
. g . Katmanindan
Secilen Degerlerin Cikarilan
o Cikarilan e
. Parametrelere Secimine ve w Ozniteliklere ve
Algoritmalar . . Ozniteliklere ve .
Dayali Dogruluk Secilen . Secilen
Secilen
(%) Parametreler Parametrelere Parametrelere
Dayali Dogruluk Dayah Dogruluk Dayali Dogruluk
0 0, 0,
. 70,2? . 77,5? . 89,1? 91.8%
Ince Agac Ince Agac Ince Agac ince Aga
Karar Agaci Maksimum Maksimum Maksimum Maksimgur(;
Boliinme Sayist: Boliinme Sayisti: Boliinme Sayist: Bélinme Savist: 100
100 100 100 4 vk
Ayirma 57,2% 78,4% 92,2% 93,9%
Analizi Dogrusal Ayirma Karesel Ayirma Dogrusal Ayirma Dogrusal Ayirma
92,8%
0 1
59,1% Ker:16e,l3l\ﬁ ive 91,2% Gauss Naive Bayes
Naive Bayes | Kernel Naive Bayes Kernel Naive Bayes | Sayisal Tahminciler
o Bayes . L -
Kernel Turu: Gauss e Kernel Turd: Gauss icin Dagitim Adt:
Kernel Turd: Gauss
Gauss
82,4% 83,6% 93,6% 94.7%
Kernel Fonksiyonu: | Kernel Fonksiyonu: | Kernel Fonksiyonu: | Kernel Fonksiyonu:
SUM Karesel Karesel Kibik Karesel
Coklu Smif Coklu Sinif Coklu Sinif Coklu Simif
Yontemi: Bire Kars1 Yontemi: Bire Yontemi: Bire Yontemi: Bire Karsi
Bir Kars1 Bir Kars1 Bir Bir
77,9% 79,8% 92,5% 94,0%
KNN k=10 k=10 k=10 k=10
Oklid Oklid Oklid Oklid
79,6% 80,5% 94,2%
Kolektif Yontem: Kolektif Yontem: 93,0% Kolektif Yontem:
Torba Torba Kolektif Yontem: Torba
. Ogrenici Tiirii: Ogrenici Tiirii: Alt Uzay Ogrenici Tiirii:
Kolektif . . T, -
Ofrenme Karar Agaci Karar Agaci Ogrenici Tiirii: En Karar Agaci
& Maksimum Maksimum Yakin Komsular Maksimum
Boliinme Sayist: Boéliinme Sayist: Ogrenici Sayisi: 30 Béliinme Sayisi:
1279 1279 Alt Uzay Boyutu: 6 1279

Ogrenici Sayist: 30

Ogrenici Sayisi: 30

Ogrenici Sayisi: 30

Gaz orneklerinden elde edilen veriler ile her bir konsantrasyon degeri arasindaki iligki

regresyon cgalismasi ile analiz edilerek tahmin sonuglarinin gergek sonuglara ne kadar yakin

oldugu bulunmaya calisilmistir. Regresyonda, her bir gaz 6rneginin konsantrasyon degerleri

alinmis ve konsantrasyon degerlerinin tahmin analizinde basar1 kriteri olarak MSE
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kullanilmistir.  Oncelikle, ham verilere gére tahmin yapilmis ve MSE degerleri
incelendiginde her bir gaz i¢in en yiikksek MSE degerlerinin ham verilerle elde edildigi
goriilmiistiir. Daha sonra, sensorlerden elde edilen verilerin maksimum degerleri 6znitelik
olarak se¢ilmistir ve ham verilere gore daha iyi MSE degerleri elde edilmistir. LSTM agimin
tam baglantili katmanindan ¢ikarilan 6znitelikler kullanildiginda ise 6nerilen metodoloji ile
tahmin analizinde hem ham verilere gore hem de maksimum degerlerin 6znitelik olarak
secildigi ¢alismaya gore daha diisiik MSE degerleri elde edilmistir. Son olarak ise LSTM
aginin tam baglantili katmanindan ¢ikarilan 6zniteliklerin TCN’ye giris olarak verilmesi ve
TCN’nin tam baglantili katmanindan c¢ikarilan Ozniteliklerin kullanilmasi ile Onerilen
metodoloji ile diger yontemlere gore cok daha diisiik MSE degerleri elde edilebilmistir. Son
Onerilen metodoloji ile regresyon sonuglar1 daha da iyilestirilmis ve bu metodoloji ile her bir
gaz Ornegi icin en iyi MSE degerlerinin elde edilmesi saglanmigtir. Karbon monoksit igin
regresyon degerleri incelendiginde, ¢alismada Onerilen son metodoloji ile en iyi MSE
degerinin sinyal diizeltme uygulamasi yapilan ¢alismada 0,0129 ile GPR’de elde edildigi
gorilmektedir. Sinyal diizeltme uygulandiginda ve uygulanmadiginda, karbon monoksit igin
elde edilen regresyon degerleri Tablo 6.11 ve Tablo 6.12’de sirasiyla gosterilmektedir.
Etanol i¢in elde edilen regresyon degerleri incelendiginde ise en iyi MSE degerine 0,0062
ile LSTM ve TCN’nin birlikte kullanildigi yontemle GPR’de ulasildigi goriilmektedir.
Etanolde de yine en iyi sonug gelistirilen son yontemle ve sinyal diizeltme uygulanarak elde
edilmistir. Tablo 6.13 ve Tablo 6.14’te etanol i¢in regresyon degerleri verilmektedir. Etilen
icin elde edilen regresyon degerleri, sinyal diizeltme uygulanmasi ve uygulanmamasi
durumuna gore Tablo 6.15 ve Tablo 6.16’da gosterilmektedir. Buna gore etilen icin en iy1
sonug sinyal dizeltme uygulanarak LSTMFCL-TCNFCL ile 0.0044 olarak elde edilmistir.
Tablo 6.17 ve Tablo 6.18 incelendiginde ise, metan gazi igin elde edilen regresyon
sonuglarina gdre en iyi MSE degerine yine LSTM ve TCN’nin birlikte kullanilarak
Ozniteliklerin ¢ikarildigr yontem ile ulasildig1 goriilmektedir. Metan icin en diisiik MSE
degeri 0,0022 ile GPR algoritmasinda elde edilmistir ve burada da sinyal dizeltme
uygulandiginda, sinyal diizeltme uygulanmamasina goére daha iyi sonuglar elde edildigi
gorulmektedir. Tahmin sonuglari, gercek sonuglarla iyi bir tutarlilik gostermektedir ve

hatalar kicuktar.
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Tablo 6.11. Karbon monoksit i¢in sinyal diizeltme uygulanmadigi zaman elde edilen
regresyon degerleri.

LSTM’nin LSTMFCL -
) Tam Baglantih TCNFCL
Maksimum
] Ham Verilere Katmanindan Modelinden
Karbon Monoksit Degerlere Gore ] )
Gore MSE MSE Elde Edilen Elde Edilen
Verilere Gore | Verilere Gore
MSE MSE
Dogrusal SVR 0,3224 0,3611 0,1373 0,0819
Agac¢ Regresyonu 0,4811 0,4615 0,3741 0,2645
Topluluk
Ogrenmesi 0,4680 0,4028 0,3834 0,2712
Regresyonu
Gauss Sureci
0,0840 0,2473 0,0631 0,0565
Regresyonu
Dogrusal
0,9638 0,6944 0,6490 0,4058
Regresyon
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Tablo 6.12. Karbon monoksit i¢in sinyal diizeltme uygulandigi zaman elde edilen

regresyon degerleri.

LSTM’nin . LSTMFCL LSTMFCL - LSTMFCL’ye
LSTMFCL igin o
Ham . Tam Bagh - TCNFCL TCNFCL igin Gore
Maksimum SC
Karbon Verilere Katmanindan Modelinden SC LSTMFCL -
. Degerlere . Kullamldiginda .
Monoksit Gore Elde Edilen Elde Edilen | Kullamldiginda | TCNFCL’deki
Gore MSE Hata Azalma
MSE Verilere Gore o Verilere Hata Azalma Hata Azalma
rani
MSE Gore MSE Oram Oram
Dogrusal
0,2829 0,3256 0,0181 87% 0,0151 82% 17%
SVR
Agac
0,3728 0,3451 0,0318 92% 0,0221 92% 31%
Regresyonu
Topluluk
Ogrenmesi | 0,3621 0,3374 0,0296 92% 0,0214 92% 28%
Regresyonu
Gauss
Sdreci 0,0824 0,2312 0,0145 7% 0,0129 7% 11%
Regresyonu
Dogrusal
0,6320 0,5426 0,0289 96% 0,0161 96% 44%
Regresyon
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Tablo 6.13. Etanol i¢in sinyal diizeltme uygulanmadigi zaman elde edilen regresyon

degerleri.
LSTM’nin Tam LSTMFCL -
] Baglantih TCNFCL
] Maksimum )
Ham Verilere Katmanindan Modelinden
Etanol Degerlere Gore ] )
Gore MSE MSE Elde Edilen Elde Edilen
Verilere Gore Verilere Gore
MSE MSE
Dogrusal SVR 0,3171 0,1581 0,0274 0,0218
Agac¢ Regresyonu 0,2472 0,2013 0,0434 0,0314
Topluluk
Ogrenmesi 0,1893 0,1881 0,0464 0,0342
Regresyonu
Gauss Sureci
0,0818 0,0930 0,0242 0,0214
Regresyonu
Dogrusal
0,8909 0,6476 0,0352 0,0220
Regresyon
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Tablo 6.14. Etanol i¢in sinyal diizeltme uygulandig1 zaman elde edilen regresyon degerleri.

LSTM’nin . LSTMFCL LSTMFCL - LSTMFCL’ye
LSTMFCL igin .
Ham . Tam Bagh - TCNFCL TCNFCL igin Gore
. Maksimum SC .
Verilere Katmanindan Modelinden SC LSTMFCL -
Etanol Degerlere Kullanildiginda
Gore Elde Edilen Elde Edilen | Kullamldiginda | TCNFCL’deki
Goére MSE . Hata Azalma .
MSE Verilere Gore o Verilere Hata Azalma Hata Azalma
rani
MSE Gore MSE Oram Oram
Dogrusal
0,2082 0,1408 0,0100 64% 0,0084 62% 16%
SVR
Agac
0,2102 0,1670 0,0166 62% 0,0117 63% 30%
Regresyonu
Topluluk
Ogrenmesi | 0,1728 0,1626 0,0159 66% 0,0106 69% 33%
Regresyonu
Gauss
Sureci 0,0746 0,0872 0,0071 71% 0,0062 71% 13%
Regresyonu
Dogrusal
0,4765 0,3561 0,0150 57% 0,0087 61% 42%
Regresyon

96




Tablo 6.15. Etilen i¢in sinyal diizeltme uygulanmadigi zaman elde edilen regresyon

degerleri.
LSTM’nin Tam LSTMFCL -
) Baglantih TCNFCL
] Maksimum )
] Ham Verilere Katmanindan Modelinden
Etilen Degerlere ] ]
Gore MSE Elde Edilen Elde Edilen
Gore MSE ) )
Verilere Gore Verilere Gore
MSE MSE
Dogrusal SVR 0,2701 0,2371 0,0197 0,0148
Agac¢ Regresyonu 0,3393 0,2411 0,0395 0,0277
Topluluk
Ogrenmesi 0,3326 0,2165 0,0462 0,0338
Regresyonu
Gauss Sureci
0,0231 0,1080 0,0146 0,0120
Regresyonu
Dogrusal
0,6983 0,6007 0,0239 0,0151
Regresyon
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Tablo 6.16. Etilen i¢in sinyal diizeltme uygulandigi zaman elde edilen regresyon degerleri.

LSTM’nin . LSTMFCL LSTMFCL - LSTMFCL’ye
LSTMFCL i¢in =
Ham . Tam Bagh - TCNFCL TCNFCL icin Gore
. Maksimum SC .
. Verilere Katmanindan Modelinden SC LSTMFCL -
Etilen Degerlere Kullanildiginda
Gore Elde Edilen Elde Edilen | Kullamldiginda | TCNFCL’deki
Goére MSE . Hata Azalma .
MSE Verilere Gore o Verilere Hata Azalma Hata Azalma
rani
MSE Gore MSE Oram Oram
Dogrusal
0,2300 0,2237 0,0075 62% 0,0054 64% 28%
SVR
Agac
0,2697 0,1920 0,0106 73% 0,0072 74% 32%
Regresyonu
Topluluk
Ogrenmesi | 0,2376 0,1846 0,0098 79% 0,0068 80% 31%
Regresyonu
Gauss
Sureci 0,0224 0,1018 0,0055 62% 0,0044 63% 20%
Regresyonu
Dogrusal
0,3412 0,3856 0,0093 61% 0,0056 63% 40%
Regresyon
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Tablo 6.17. Metan i¢in sinyal diizeltme uygulanmadig1 zaman elde edilen regresyon

degerleri.
LSTM’nin Tam LSTMFCL -
) Baglantih TCNFCL
) Maksimum )
Ham Verilere Katmanindan Modelinden
Metan Degerlere Gore . .
Gore MSE MSE Elde Edilen Elde Edilen
Verilere Gore Verilere Gore
MSE MSE
Dogrusal SVR 0,8851 0,0787 0,0412 0,0306
Agacg
0,2147 0,1071 0,0475 0,0322
Regresyonu
Topluluk
Ogrenmesi 0,2401 0,1127 0,0492 0,0344
Regresyonu
Gauss Sureci
0,0919 0,0426 0,0275 0,0232
Regresyonu
Dogrusal
0,8906 0,6317 0,0446 0,0269
Regresyon
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Tablo 6.18. Metan i¢in sinyal diizeltme uygulandig1 zaman elde edilen regresyon degerleri.

LSTM’nin . LSTMFCL LSTMFCL - LSTMFCL’ye
LSTMFCL i¢in =
Ham . Tam Bagh - TCNFCL TCNFCL icin Gore
. Maksimum SC .
Verilere Katmanindan Modelinden SC LSTMFCL -
Metan Degerlere Kullanildiginda
Gore Elde Edilen Elde Edilen | Kullamldiginda | TCNFCL’deki
Goére MSE . Hata Azalma .
MSE Verilere Gore o Verilere Hata Azalma Hata Azalma
rani
MSE Gore MSE Oram Oram
Dogrusal
0,1436 0,0721 0,0049 88% 0,0035 89% 29%
SVR
Agac
0,1624 0,0829 0,0102 79% 0,0068 79% 33%
Regresyonu
Topluluk
Ogrenmesi | 0,1582 0,0804 0,0094 81% 0,0064 81% 32%
Regresyonu
Gauss
Sureci 0,0566 0,0376 0,0027 90% 0,0022 91% 19%
Regresyonu
Dogrusal
0,2634 0,2595 0,0070 84% 0,0037 86% 47%
Regresyon
GPR algoritmasi, kendisini analitik yollarla hesaplayamadigimiz fonksiyonlar igin

tahmin yapmak amagli kullanilmaktadir. Gauss Siire¢ Regresyon yaklagimi yiiksek boyutlar,
dogrusal olmama gibi karmasik regresyon problemlerinin ¢éziimiinde kullanima uygun,
parametrik olmayan bir yaklasimdir ve giiglii genelleme yetenegine sahiptir. Parametrelerin
kullanim1 yerine gozlemlerle tutarli olan olasi tiim fonksiyonlar iizerinde bir dagilim
bulmamiza yardimci olur. Gauss siireci, Gauss olasilik dagiliminin bir genellemesidir ve
sonsuz boyuttadir. Ozellikle biytk boyutlu fonksiyonel verilerle ugrasirken, model yapisini
yorumlama, model Ogrenme ve c¢ikarim gerceklestirme konusunda verimli yollar
saglamaktadir. GPR, gaz konsantrasyonunun tahmini gibi dogrusal olmayan regresyon
problemlerinin ¢6ziimiinde kullanilmaya uygundur. Tahmin yapmak igin ortalama ve
kovaryans fonksiyonlarini kullanir ve bu fonksiyonlarin se¢imi, diizgiinliik varsayimlarin
uygular. Bu nedenlerden dolay1, calismamizda kullanilan gaz verileri igin GPR algoritmasi

ile basarili sonuglar elde edilmistir.
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Tablo 6.19. Karbon monoksit, etanol, etilen ve metan gazlari i¢in elde edilen en iyi
regresyon degerleri.

Karbon )
] Etanol Etilen Metan
Monoksit
Gauss Sdreci
0,0129 0,0062 0,0044 0.0022
Regresyonu

Tezde kullanilan veri seti igin literatiirdeki diger ¢alismalarda incelenmistir. Buna
gore: [175]’te ylkselen pencere protokoliine ve ham sinyallerin erken bir bélimunin
islenmesine dayali olarak hizli algilama yaklasimin1 dogrulamak icin ii¢ farkli DL
algoritmasi ve bir Destek Vektor Makinesi (SVM) yontemi kullanilmgtir. Olgiim verilerinin
ilk 30%’u veya daha azi kullanilarak guvenilir tahminler elde edilmistir. Birinci pencere
(wl) bilgilerin ilk 10%’una karsilik gelmektedir, ikinci pencere (w2) 6lglim verilerinin
20%’sini icermektedir ve 6lcuim verilerinin 100%’{nd igeren onuncu pencereye (w10) kadar
devam etmektedir. SVM algoritmasiyla diger yontemlere gore daha fazla yiiksek dogruluk
oranlari elde edilmistir. Bu caligmayla, 6lguim verilerinin kiglk bir bélimuyle de guvenilir
tahminler yapilabildigi ve egitim siiresinin azaltilabildigi gosterilmistir. Bununla birlikte,
referans makalesinde verilerin hepsi kullanildig1 zaman DL algoritmalar: ile elde edilen
dogruluklar genel olarak verilerin ilk 30%’u veya daha az1 kullanilarak elde edilen
dogruluklardan daha az basar1 gostermistir.

[176] da siniflandirma dogrulugunu ve 6l¢iim hizini iyilestirmek igin sensor dizisinin
zaman igindeki enerji degisimini ¢ikaran, daha sonra ise enerji degisimine dayali olarak hizli
gaz tespitinde hangi zaman periyodunun daha elverisli oldugunu belirlemek igin
siniflandirma modellerini birlestiren yeni bir algoritma dnerilmistir. Olgiim hizimi arttirmak
icin sensdrlerin veri toplama siiresi azaltilmistir. Bunun i¢inde gaz tanimasinda kullanilan
sensdrlerin orijinal 6rnekleme noktalart azaltilmistir. Onerilen algoritma ile 6lgiim
verilerinin ortalama olarak ilk 23,68%’i kullanilarak olgiim siiresi azaltilmis ve yliksek
siniflandirma dogrulugu elde edilmistir.

[177]’de gaz tanmima i¢in hafif DNN modellerinin smiflandirma performansini
iyilestirmek i¢in CL tabanli ii¢ yaklasim Onerilmistir: Alan bilgisi, 6rneklerin yanitlari
arasindaki korelasyon giicii ve ¢oklu 0gretmen modellerinden siniflandirma zorlugu ve

anlagmazIlik. Bu yaklasimlarin uygulanmasiyla da veri setindeki ¢esitli DNN modellerinin
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gaz smiflandirma dogrulugu ve F1 puani sirasiyla ortalama 9,9% ve 10,9% oraninda
lyilesmistir.

Bu caligmalarin tliglinde de gaz verileri 4 sinifa ayrilarak gaz tipi tespit edilmistir. 5
bagimsiz kimyasal tespit linitesi i¢in ayr1 ayri siniflandirma islemleri gerceklestirilmistir.
Tezde ise konsantrasyon degerlerine gore bir siniflandirma islemi yapilarak veri setindeki
Olctimler 12 sinifa ayrilmistir ve tiim veri seti kullanilarak siniflandirma ve tahmin islemleri
gergeklestirilmistir.

[178]’de sensor kaymasi probleminin ¢éziimiinde gelencksel yontemler yerine hedef
alandan seg¢ilen az sayida etiketli 6rnegi kullanarak diisiik boyutlu bir ayirt edici alt uzayi ve
giiclii bir siniflandiriciy1 6grenen etki alanlart arasi 6znitelik alt uzay transfer 6greniminden
ve etki alanlar1 aras1 adaptasyon asir1 6grenme makinesinden (CFST-AELM) olusan bir
yontem kullanilmistir. Alan uyarlamali 6grenme ve transfer 0grenmeden esinlenerek,
Oznitelik diizeyinde etki alani hizalama ve 6n dagitim ayarlamasi yapilmistir, bununla
birlikte aktarim 6rnekleri araciligiyla daha iyi tahmin performansin gergeklestirilmesi adina
karar diizeyinde etki alanlar aras1 uyarlanabilir bilgi aktarim1 gergeklestirilmistir. Oncelikle,
Replika 1 kaynak alan olarak sabitlenmistir ve Replika K (K=2,3,4,5) hedef alan olarak
sirayla test edilmistir. Daha sonra ise Replika 5 kaynak etki alan1 olarak sabitlenmistir ve
Replika K (K=1,2,3,4) sirayla hedef etki alani olarak test edilmistir. Sonuglar, siniflandirma
dogrulugu acisindan birkag yOntemle Kkarsilastirildiginda, CFST-AELM yonteminin
digerlerine gore daha iistiin performansa sahip oldugunu gostermektedir. Bu ¢alismada da
gaz tipine gore sonuglar elde edilmistir ve 6l¢iim verileri 4 siifa ayrilmistir.

[167]’de, sensor kaymasi problemi, standardizasyon yontemleri kullanilarak
kalibrasyonla incelenmistir. Buna gdre ayni iinite ve farkli {initeler arasindaki sensor
degiskenligi, cihazlar arasindaki kalibrasyon transferi ve ayni cihaz igindeki kalibrasyon
transferi i¢in tahmin hatalar1 incelenmistir. Tezde ise kalibrasyon dizeltme yontemleri
kullanmadan gazlarin konsantrasyon seviyesine gore siniflandirilmasi ve regresyonu iizerine

bir calisma gerceklestirilmistir.
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7. SONUC

Bu ¢alismada, 10 farkli konsantrasyon seviyesinde olan etanol, metan, etilen ve karbon
monoksit gazlarinin siniflandirilmasi ve konsantrasyon degerlerinin tahmin edilmesi i¢in 4
metal oksit gaz sensorii kullanilarak gelistirilen elektronik burundan elde edilen 640 farkli
veriye siniflandirma ve regresyon basarisinin arttirtlmasi i¢in  farkli yontemler
uygulanmistir. Bu amagla, Oriintii tanimada sinyal on isleme, Oznitelik ¢ikarma ve
siniflandirma asamalar1 gergeklestirilmistir. Oznitelik ¢ikarma asamasinda ise LSTM aginin
tam baglantili katmanindan c¢ikarilan 6znitelikler TCN’ye giris olarak verilmistir ve
TCN’nin tam baglantili katmani kullanilarak faydali bilgilerin ¢ikarilmasi igin bir yontem
gelistirilmistir. Cikarilan 6znitelikler, siniflandirma asamasinda Karar Agaci, Dogrusal ve
Karesel Ayirma Analizi, Naive Bayes, SVM, KNN ve Kolektif Ogrenme siniflandirma
algoritmalarinda kullanilirken regresyon asamasinda ise Dogrusal Destek Vektor
Regresyonu, Karar Agaci Regresyonu, Kolektif Ogrenme Regresyonu, Gauss Sireci
Regresyonu ve Dogrusal Regresyon algoritmalarinda kullanilmistir. Onerilen yontemler
bugune kadar e-burun caligmalarinda farkli gaz tiirlerinin konsantrasyon degerlerinin
siiflandirilmasinda ve regresyonunda uygulanmamaistir.

Coklu 0Oznitelik seviyelerini veya verilerin temsillerini 6grenmeye dayanan
makinelerin yapay zekd yaklasimlarindan biri olan derin 6grenme aglari kullanilarak
geligtirilen bu yoOntemlerin hem siniflandirma hem de regresyon sonuglarinda
kullanilmastyla diger 6znitelik ¢ikarma yontemlerine gore yliksek dogruluk elde edilmistir.
Siniflandirma agamasinda en yiiksek dogruluk oranlar1 ham verilere gore 82,4%, Oznitelik
olarak sensorlerden elde edilen verilerin maksimum degerleri kullanildiginda 83,6%,
Onerilen yontemlerden biri olan LSTM aginin tam baglantili katmanindan elde edilen veriler
oznitelik olarak kullamldiginda ise 93,6% ile SVM algoritmasinda elde edilmistir. Onerilen
ikinci yontemle SVM’de elde edilen basar1 orani ise 94,7%’dir. Regresyon asamasinda,
LSTM aginin tam baglantili katmanindan 6znitelik ¢ikarimi gerceklestirildigi zaman, GPR
algoritmasinda elde edilen MSE degerleri karbon monoksitte 0,0145, etanolde 0,0071,
etilende 0,0055, metanda 0,0027’dir. Onerilen ikinci yontemle ise, GPR’deki en diisiik
ortalama karesel hatalar karbon monoksitte 0,0129, etanolde 0,0062, etilende 0,0044,
metanda 0,0022 olarak elde edilmistir. Derin 6grenme bir yapay zeka algoritmasidir ve
dogrusal olmayan kestirimlerde dikkate deger avantajlar saglar. Sonuglardan da goriildigi
uzere onerilen yontemlerle hem simiflandirma hem de regresyonda daha yiiksek basarilar

elde edilmistir. Deneysel sonuglar da bu iddiay1 dogrulamaya hizmet etmektedir. Elde edilen
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dogruluk bazinda diger sonuglara kiyasla, 0nerilen yontemlerin etkinliginin yuksek oldugu
kanitlanmistir. LSTM aglarinin yani sira TCN derin 6grenme aglarin da zaman serisi
verilerinin ayirt edilmesinde kullanilabildigi gaz sensorii verilerinden ayirt edici 6zelliklerin
ortaya ¢ikarilmasiyla dogrulanmaktadir.

Oznitelik ¢gikarma asamasinda ise gelistirilen ikinci yontemde, LSTM ag1 ve TCN
birlestirilerek modelleme ve tahmin sonuglarinda iyilestirmeye gidilmistir. Evrisimsel sinir
aglari, temel olarak goriintiileri siniflandirmak, benzerlikleri kiimelemek ve nesne tanima
yapmak icin kullanilan derin yapay sinir aglaridir. Bununla birlikte, evrisimsel sinir aglar
tek boyutlu sensor verilerinin siniflandirilmasi ve regresyonu i¢in de kullanilabilmektedir.
LSTM’nin ¢ikislari, TCN’nin yapisina sekil bazinda ¢ok uygun oldugu i¢in boyle bir model
olusturulmustur. Bu nedenle, LSTM’nin tam baglantili katmanindan elde edilen 6znitelikler,
simiflandirma ve regresyonda TCN ile yeniden 6znitelige sokulmustur. Buna ek olarak,
evrisimsel sinir aglarinin, tipik dizi modelleme gorevlerinde tekrarlayan aglarin
performansiyla eslesebilecegi de gosterilmektedir. Onerilen yontemler, simdiye kadar
elektronik burun c¢alismalarinda farkli gaz tiirlerinin konsantrasyon degerlerinin
siiflandirilmasi ve regresyonunda uygulanmamastir.

Gelecekteki ¢aligmalar i¢in bu yontem farkli LSTM ve TCN yapilari kullanilarak ya
da RNN, RBM, Giiriiltii Giderici Ozkodlayic1 Aglar (Denoising Autoencoders, DAE), Derin
Inang Aglari (Deep Belief Networks, DBN) gibi farkli derin sinir aglar1 kullanilarak, ag
yapilar1 optimize edilerek gelistirilebilir, model dogrulugu ve tahmin sonuglarinda
tyilestirme gercgeklestirilebilir. Ayrica Elektronik Burun uygulamalarinda, veri sayisi
genelde derin 0grenme yoOntemleri i¢in az oldugundan yine derin 6grenme yoOntemleri
kullanilarak veri cogaltmanin basari iizerindeki etkileri incelenebilir. Olumlu etkileri olmasi
durumunda deneysel olarak zaman kazandiran veri ¢ogaltmanin literatiire oldukca katki

saglayabilecegi diisiiniilmektedir.
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