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MUZiK UST-VERI TAHMINi iGIN TURKGE SARKI SOZU MADENCILIGI

Basar KIRMACI
Baskent Universitesi Fen Bilimleri Enstitlis(i
Bilgisayar Muhendisligi Anabilim Dall

Muzik geri getirimi, internet ve ilgili teknolojilerin eglence amacli yaygin kullanimi
ile birlikte dnemli bir problem haline gelmigtir. Kullanicinin aradigi sarkiya daha
kolay ulasabilmesi, aradigi sarkiya benzer diger sarkilari daha kolay bulabilmesi,
dinlemek isteyebilecedi sarkilari listeleyebilmesi i¢cin mizik geri getirim sistemleri
gelistirilmigtir. Uygulanacak yontem ne olursa olsun muizik nesnelerinin analiz
edilmesi ve bu analizlere bagh olarak muzik nesnelerinin anlamlandiriimasi
gerekmektedir. Muzik analizi ile ilgili bu c¢alismalar iki veri tara Gzerine
yogunlasmistir. Bunlar; muizik geri getirim sistemleri icin melodik ve aranjman
Ozniteliklerin kullanildigi igerik sinyali ve sarkinin adi, turu, bestecisi gibi verilerin
bulundugu Ust-veri bilgileridir. Sarki s6zi metninin kullanimi ¢ok azdir. Bu ¢alisma
muzik geri getirim uygulamalarinda Turkce sarki s6zU metninden muzik Ust-
verilerinin tahmin edilebilirligine dayali bir altyapi saglamaktadir. Hazirlanan sarki
soOzleri veri kumeleri Uzerinden Turkce metnine ve dilbilgisi yapisina gore
Oznitelikler segilmigtir. Segilen 06znitelikler kullanilarak bir makine 6grenme
algoritmasi ile sarki s6zu yazarini, turinu ve yayin tarihini tahmin edebilen bir
sistem onerilmis ve farkli tarzlardaki s6z yazarlarindan olusturulan genis bir sarki
veri kiimesinde performansi degerlendiriimistir. Elde edilen sonuglar boyle bir
yaklagimin muzik veri madenciligi ve bilgi geri getirimi ¢aligmalarinda faydali

olabilecegini gostermektedir.

ANAHTAR SOZCUKLER: Metin siniflandirma, veri madenciligi, orinti tanima,

muzik bilgisi geri getirimi, Gst-veri analizi, sarki siniflandirma.

Danisman: Dog.Dr. Hasan OGUL, Baskent Universitesi, Bilgisayar Miihendisligi

Bolumu.



ABSTRACT

TURKISH LYRICS MINING FOR MUSIC META-DATA ESTIMATION

Basar KIRMACI
Bagkent University Institue of Science and Engineering
Computer Engineering Department

Music retrieval has become an important problem with the widespread use of
internet and related technologies for entertainment purposes. Music retrieval
systems were developed for users to find songs they are looking for and similar
ones in an easier manner, and list songs they might want to listen. Music objects
should be analyzed and interpreted according to those analyses independent of
the method that is going to be implemented. These studies on music analysis are
mainly focused on two data types; content signal that is based on melodic and
musical arrangement properties for music retrieval systems and meta-data
information, such as name, genre, composer of the song. The use of lyrics text is
very few. This study provides a basis for the prediction of meta-data of music from
lyrics text in music retrieval applications. Features were chosen on the song lyrics
data sets prepared according to the Turkish text and grammar structure. A system
that can predict the writer, genre and relaese date of the song using the chosen
features and a machine learning algorithm was presented and its performence on
a large song data set generated from song writers with different styles was
evaluated. Results show that this kind of an approach might be useful for music

data mining and information retrieval studies.

KEYWORDS: Text classification, data mining, pattern recognition, music

information retrieval, meta-data analysis, song classification.
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1. GIRIS

internet ve ilgili teknolojilerin giinliikk hayatta kullaniminin yayginlasmasi ile birlikte
sunulan veri miktarinin hizla artigi, var olan veriyi anlamlandirarak kullaniciya
sunabilen akilli bilgi sistemlerine gereksinimleri artirmigtir. Internetin en yaygin
kullanildigi alanlardan biri edlence sektorudur. Eglence igerigi oyun, video, muzik
gibi coklu ortam verilerine erisim saglar. Eglence amagli iceriklere erisim ihtiyacina
paralel olarak bilgisayar ve bilisim bilimlerinde bilgi geri-getirimi, veri madenciligi,

tavsiye sistemleri gibi alanlarin yeni gozumler tretmelerine neden olmusgtur.

Son zamanlarda insanlarin muzik dinleme aliskanliklarindaki degisikliklere yanit
olarak muzik endustrisindeki modada belirgin bir degisime rastlanmigstir. Bireysel
albim kayitlarina kiyasla kolektif cevrimici magazalar ve kutliphaneler artik daha
populer hale gelmistir. Bunun sonucunda, internet Gzerinden ulasilabilir olan muzik
veri miktari son yillarda acgik bir sekilde artmistir. Kullanicilarin ulasabilecegi,
icerikten daha verimli ve rahat bir sekilde keyif alabilecegi ve icerikle
etkilesebilecedi akilli araglarin gelistiriimesi oldukga gereklidir. Bu ihtiyagc mobil
cihazlarin ¢evrimic¢i muzik icerigine ulasmasiyla daha belirgin hale gelmistir. Bu
nedenle, son on yilda bu tarz zorluklari asabilmek icin muzik bilgi geri getirim ve

Oneri sistemleri Uzerine yapilan arastirmalar 6nemli bir sekilde artmistir [1 - 3].

Muzik ¢ok icerikli bir yapiya sahiptir: ses sinyali, sarki sézleri ve sarkici, besteci,
yazar, tlr, yayinlanma tarihi ve sosyal veri gibi girdiyle alakali aciklayici bilgi
saglayan diger metinsel dipnotlari icerir. Bu metinsel veri genellikle Ust-veri olarak
adlandiriimaktadir ve cevrimici medyada igerige ulagilmasi, icerigin arastiriimasi
ya da dizenlenmesi i¢cin muizik girdisinin 6z ama faydali bir sekilde temsil
edilmesini saglar. Muzik bilgisi geri getirimi dijital kituphanelerde muzik icerigine
bir sekilde ulasma Uzerine yapilan bir ¢alismadir. Bu c¢alisma genellikle mizik
nesnelerini temsil etmek icin bir 6zetleme teknigi ve ulasilabilir depolardaki ilgili
muzik girdilerini toplamak amaciyla bir kiyaslama modeli gerektirir. Mzik nesneleri
icin bu Ozetleme gorevi Ust-veri ya da ses igerigi yaklagimi kullanilarak
gerceklestirimektedir [4, 5]. Genellikle Ust-veri yaklagsimini kullanmayi kisitlayan
pratikte iki temel neden bulunmaktadir. Birincisi, bazi 06zelliklerin veritabani
yoneticisi veya veriyi sunan kisi tarafindan eksik ya da yanhs girilmis olmasidir.

ikincisi, mizik girdisini diistiniilen amag dogrultusunda karakterize edebilmek igin
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var olan ozniteliklerin yeterli olmamasidir. Ornek olarak, eger var olan Ust-veri
yapisl sarkinin yayinlanma gunu hakkinda bir 6znitelik sunmuyorsa kullanicinin
belirli bir doneme ait benzer sarkilar edinmek istemesi durumunda bu Ust-veri
yapisi kullanigsiz olmaktadir. Muzik geri getirim ¢alismalarinda kullanilan diger bir
yontem; muzik igerisindeki ses sinyal icerikleri ile mizigin tanimlanmasidir [6 - 9].
Ses, bir muzik girdisinin ana unsuru ve bir 6znitelik Ureticisi olmasina ragmen,
mizik nesnesinin siniflandiriimasi sirasinda bazi kisitlari vardir. Ornek verilecek
olursa, her bir enstrimantal ses, sarkicinin sesi ve arkaplan gurultusu gibi gesitli
sinyalleri icermektedir. Bundan dolayi, ses igerigini duzgun bir yapida elde etmek
zor bir gorevdir [10]. Dogrusu bir sarkinin ses igeriginden, frekansa ait 6znitelikleri

hatasiz ve kayipsiz bir sekilde elde edecek bir yontem yoktur [3].

Genel olarak muzik algisi ses igeriginden olusan melodik ve akustik igeriklerle
temsil edilse de, bir batln olarak enstrimental olmayan sarki algisi sarki s6zleri de
dahil olmak Uzere tum yontemleri g6z 6nunde bulunduran bir yapi olarak
aciklanabilir. Ses ve sarki sOzlerinin beyinde birbirinden badimsiz bir sekilde
islenerek algimizi tamamlandigi konusunda gugcli bir kanit vardir [11]. Sarki
sozleri bazen “agk sarkilar”, “protesto sarkisi” ve “okul sarkilar” gibi belirli tarler
icin ses igeriginden ba@imsiz bir icerik 6zgunligi saglayabilir. Onceki bir
calismada sarki sozlerinin sese Kkiyasla sosyokulturel kavrayigi daha iyi

yansitabildigi de tartigiimistir [12].

Birgok kavrami karakterize etme potansiyeline ragmen, sarki s6zu bazli muzik
bilgisi geri getirimi ve siniflandiriimasi tzerine arastirma cabalari ¢gok azdir. Sarki
sozlerinin belirli bir duygu durumunu vurgulayan sozcuksel 6geler icerebilecegdi ve
aslinda altinda yatan duygusal durumunu teshis edebilmek icin kullanilabilecegi
varsaylimigtir [13]. Bu hipotez, duygu durumunun kelime tercihini etkiledigini ve
sozcuksel ogelerin duygusal durumu ifade edebilecegini beliten daha eski bir
calismayla kanitlanmistir [14]. Aslinda, “mutlu”, “sinirli”, “gulimse” ve “0lU” gibi
kelimelerin gugli duygulu bir sesle hecelenmesine gerek yoktur. Bu baglamda,
sarkilari  “mutlu”, “Gzgln”, “depresif’ ve “tutku” gibi birgcok farkh duygu
kategorilerine goére siniflandirmakta sarki soézleri kullaniimigtir [15, 16]. Bazi
calismalarda benzer girigsimler, sarkilara yumusak kalpli ve sert kalpli gibi uygun
his etiketleri atayan sarki s6zi bazli sarki his siniflandiriimasi olarak

adlandirilmigtir [17]. Sarki s6ztinden sarkinin tlrdnidn tahmin edilebilir oldugu
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gosterilmigtir [18, 19]. Nordik dilinde yazilmig bir sarki s6zinden sarkinin tarinin
anlasiimasi igin bir deneme ¢alismasi sunulmustur ve bu g¢alisma arastirmalarimiz
kapsaminda literatiirde ingilizce disinda baska bir dilde sarki sézii bazli sarki
siniflandirmayi dederlendiren tek g¢alismadir. Bazi ¢alismalar sarki s6zu bilgisinin
ses Oznitelikleriyle birlestirildiginde duygu durumuna ya da ture gore muzik
siniflandiriimasinin netligini gelistirebildigini gdstermistir. Burada “Dogal Dil isleme
Klatiphaneleri” ve “Muzik Bilgi Geri Getirim” teknikleri  birlestirilerek
kullaniimaktadir. Sinirli ve rahat muzik tarzlari igin ses verisi tek basina belirleyici
olabilmektedir; fakat mutlu ve Uzgun muzik tarzlarinda ses ve sozlerin beraber
kullaniimasi performans Uzerinde daha etkilidir [20]. Muzige ait sembolik ve
kulturel kaynaklarda, ses verisi ve sarki sozleri ile muzik tarzinin bulunmasina
yonelik c¢alismalar bulunmaktadir. Eskiden sarki sozlerinin muzik tarzi
siniflandirmaya etkisi sembolik, kultirel ve ses verisine goére daha azdi. Ancak
bazi yeni 6zniteliklerin bulunmasi ve bunlarin birlestiriimesiyle bu durum degisti.
Ayrica Ozniteliklerin belirlenmesi asamasinda internet Uzerindeki kaynaklardan
dznitelik cikaran cesitli araglar bulunmaktadir. Ornegin; “LyricFetcher” ve “jLyrics”
gibi uygulamalar internet Uzerindeki garki sozlerinden oznitelik ¢ikarmaktadir.
Diger bir konu ise kaynaklarda bulunan sarki soOzlerinin XML ya da bagka
formlarda standart halde olmamasi sebebi ile ortaya guralti ¢ikmasidir [21]. Ses
verisi ile sarki sozlerinin nasil birlestirilebilecegine ait literattirdeki diger bir yontem
de multi-modal siniflandirmadir [22]. Yeni ydntemlerde sarki tarzlarinin
siniflandiriimasi icin otomatik sistemlerde sarki melodisinin tek basina tahminde
yeterli olmayacagindan ve genelde birgcok farkli muizik bilgi geri getirim
yontemlerinin birlestirilerek kullanilmasinin genel performansi artiracagindan
bahsediliyor. Ses verisinden c¢ikartilan o6zniteliklerin direk olarak tek basina
kullaniimasi, sarkilarin tarzlarinin belirlenmesinde performans igin zararli bir
durumdur. Bundan dolayr birden ¢ok igerik tabanli yontem kullanilarak
siniflandirma performansi artiriimaktadir. Ayrica birden ¢ok 6znitelik vektérinin
beraber kullaniimasi, tek oOznitelik vektort kullanilan yontemlere gore daha
basarilidir. Buradaki diger bir konu ise kullanilacak olan 6znitelik vektor gruplarinin
hepsinin kullaniimasinin mi1 daha etkili olabilecedi yoksa bu Oznitelik vektdr
gruplari igerisinden siniflandirmay etkileyebilecek olanlarinin segilmesi ve sadece

o Oznitelik gruplarinin kullanilmasinin mi daha etkili olabilecegi sorusudur.



Ozniteliklerin belirlenmesi isleminin gergeklestiriimesi igin uygulanan bir yontem
genetik tabanli algoritmalardir. Genetik tabanl algoritmalar, 6znitelik vektorlerinin
kisa ve etkili bir sekilde ifade edilmesi icin de kullaniimaktadir. Bu sekilde hangi
Ozniteliklerin siniflandirma asamasinda daha 6nemli rol oynadigi belirlenecektir
[23]. Metin verisi ile ses verisini birlikte kullaniimasi igin gergeklestirilen bir diger
yontem ise, dilbilimsel yapi, yazim stili ve ses verisi Uzerinden g¢ikartilan
Ozniteliklerin bir arada kullaniimasidir. Metin verisi ve ses verisinin bir arada
kullaniimasi daha az 6érneklem ihtiyaci ve daha iyi performans saglamaktadir. Bu
yontemler ile otomatik muzik tarzi  siniflandirma  yontemleri muzik

kUtuphanelerinde kullanilabilmektedir [24].

Sarki soézlerinin  siniflandiriimasi bir metin  dokimaninin 6nceden belirlenen
kategorilerden birine atanmasini gerektiren metin siniflandirma probleminin 6zel
bir durumu olarak tanimlanabilir. internet sayfasi kategorizasyonu [25], spam
tespiti [26] ve fikir madenciligi [27] gibi bu gorevin farkli ortamlarda birgok drnegiyle
kargi karsiya gelmekteyiz. Bizim galismamizla daha benzer bir amag¢ tasimakta
olan yazar tanima, yazili bir metnin énceden bilinen yazarlardan hangisi oldugunu
tahmin etmek icin kullanilan diger bir metin siniflandiriimasi uygulamasidir [28,
29]. Genel olarak, metin siniflandiriilmasi metin igeriginin sabit sayida sayisal
Ozniteliklerle temsil edildigi ve veriyi 6nceden belirlenen siniflardan birine atabilen
bir makine 6grenme siniflandiricisinin kurgulandigi bir altyapi tGzerine kurulmustur
[30, 31].

Bu galismada, 6nceden belirtilen zorluklari ele almak i¢in sadece sarki s6zlerinden
yazar, tlr ve vyayinlanma tarihi gibi Ust-veri niteliklerinin tahmini Gzerine
yogunlasmis bulunmaktayiz. Sarki sdzlerinin siniflandiriimasi icin hazirlanan
Oznitelik kiimeleri icerisinde bulunan bazi 6znitelik gruplari bu calismaya 6zgu
hazirlanmis ve literatlrde ilk defa kullaniimigtir. Literatlirde sarki s6zlerinden tur ve
duygu durumu siniflandirilmasi Gzerine birkag¢ girisim vardir. Ancak bu g¢alisma,
arastirmalarimiz kapsaminda literatirde bulunan sarki s6zlerinden sarkinin yazari
ve yayinlanma tarihinin tahmini igin ilk girisimdir. Calismamizda ayrica, sarki
sozlerini temsil ettigine inandigimiz ¢ok sayida yeni Oznitelik dnermekteyiz. Tez

kapsaminda asagidaki arastirma sorularina cevap aranmistir:



e Sarki s6zleri muzik igeriginin temsilinde ne kadar etkilidir?

e Metin iceriginin temsilinde hangi 6znitelikler faydaldir?

e Kelime koékundn kullaniimasi temsili ne kadar glgclendirir?

e Sarki sozlerinin  siniflandiriimasinda  6znitelik segim  algoritmalari

siniflandirmayi ne kadar guglendirir?

Yukarida belirtilen bu sorular ile ¢alismamizin diger yontemler ile olan farkina
cevap bulmaya calismaktayiz. Genellikle, daha once gercgeklestirilen yontemler
muzik ses verisi ve metin verisini beraber kullanarak sadece muzik tarzinin
siniflandinimasi Gzerine kurulmustur. Biz ise bu calisma kapsaminda muzik ses
verisi olmadan sadece sarki s6zu metin bilgisi ile sarki sdzleri yazarlarinin, tarzinin
ve yil araliklarinin tahmini UGzerine bir ¢alisma sunmaktayiz. Ayrica yapilan
arastirmalar dogrultusunda bu galisma sarki s6zleri metni kullanarak Turkce sarki
sozlerinin siniflandirilmasi Uzerine yapilan ilk ¢alismadir. Yapilan arastirmalar
sonucunda bu calisma kapsaminda bulunan ve kullanilan vyeni Oznitelik
kimelerinin gelecek calismalarda da kullanilabilecek olmasi elde edinilen

kazanimlardan bir tanesidir.

Tez kapsaminda yapilan her bir deney adimi sarki s6zd metinlerinin
siniflandinimasi igin ayri ayri bilgi icermektedir. Yapilan galismalarda siniflandirici
algoritmalarinin, 6znitelik kimelerinin, kelime kok alma durumunun ve 6znitelik
secim algoritmalarinin siniflandirma sonuglarini ne yonde etkiledigi tartisiimistir.
Deneyler sonucunda elde edilen veriler ile mizik bilgi geri getirim c¢alismalarina
yeni yontemler ve bilgiler sunulmustur. Bu c¢aligmada, muzik tarzinin
siniflandinimasinda muizik ses ve metin verisinin bir arada kullaniimasi yerine
sadece metin verisi ile nasil ¢iktilar elde edilebilecegi tartisilacak. Ayrica yapilan
arastirmalar sonucunda literatlrde benzer bir galisma bulunmayan ve bu ¢alisma
kapsaminda ilk defa gerceklestirilen sarki s6zi metninden s6z yazari ve yil araligi
siniflandirmanin  ve bu siniflandirma deneyleri ile elde edilen sonuclarin

g6zlemlenmesi gergeklestirilecektir.

Bu calismada toplanan genis bir Turk¢e sarki veri kimesi Uzerinde titiz bir
deneysel plan gergeklestirip detayli analizin sonuglarini sunmaktayiz. Deneysel
sonuglar onerilen teknigin muzik bilgi geri getirimi uygulamalarinda tamamlayici bir

arac olarak kullanilabilecegini 6ne sirmektedir.



2. YONTEMLER

Tez kapsaminda gergeklestirilen ilk is veri kimesinin hazirlanmasi olmustur.
internet (izerindeki cesitli kaynaklardan, verilerin karsilastirilip dogrulanmasi ile
1048 adet sarkidan olusan veri kimesi hazirlanmistir. Daha sonra hazirlanan veri
kimesinin her bir elemani igin o sarki 6gesine ait bilgi dosyalari olusturulmusgtur.
Sarkiya ait bilgi dosyalari icerisinde o sarkinin ¢iktigi yil, seslendiren, s6z, muzik,
vb. bilgileri bulunmaktadir. Sarkinin bilgilerinin tutuldugu dosya her bir sarki igin
hazirlandiktan sonra, sarki s6zu metinleri MySQL veritabanina aktariimistir. Sarki
sozlerinin veritabanina aktariimasi sirasinda Hibernate teknolojisi ile birlikte, tez
kapsaminda gelistirilen Java uygulamalarn kullaniimistir.  Sarki  soézlerinin
veritabanina aktarilmasindan sonra, sarki sozu metinleri ve bu sarkilara ait diger
bilgileri kullanarak siniflandirma iglemi igin diger adimlara gegcilmigtir. Sarki
sozlerinden Ust-verinin  tahmin edilmesi sirasinda hazirlanan verileri ve
gerceklestirilen iglemleri gosteren ve sistemin genel yapisi hakkinda bilgi veren

sema Sekil 2.1’'de gosterilmektedir.

Sarki Sézleri

Oniglemler

Metin Verisi
Egitim Ornekleri

Oznitelik Cikarimi Oznitelik Gikarin

Oznitelik Vektarleri Oznitelik Vektorleri
Model Ogrenimi —— “ > Siniflandirma

Ust-Veri Tahmini

I

Sekil 2.1 Sarki s6ztinden s6z yazari tahmini genel gérinimu

Hazirlanan sarki soOzleri ilk olarak Oniglemlere alinmigtir. Her bir sarki s6zunun
bilgileri (sarki s6zu yazari, bestecisi, yili, kategorisi, vb.) internet lzerindeki birgok

kaynaktan kontrol edilerek, her bir sarki i¢in ayri bir dosyada saklanmaktadir.



Daha sonra sarkiya ait bilgilerin bulundugu dosyadaki veriler veritabanina
aktarilmigtir. Sarkilara ait bilgiler veritabanina aktarildiktan sonra, sarki szl
metinleri Gzerinden 6znitelik ¢ikarim islemine gecilmektedir. Burada Turkge'nin
yapisina uygun ve sarki sozlerinin siniflandiriimasinda ayirt edici nitelikte olan
Oznitelik gikarimina dikkat edilmigtir. Sarki s6zlU metnine 6zgu olarak bu tez
kapsaminda bazi Oznitelikler hazirlanmistir. Bu Oznitelikler sarki sdzlerinin
karakteristik Ozellikleri hakkinda bize bilgi verebilmektedir. Veri kimesi Uzerinde
incelemeler yapilimig ve basli soz yazarlarinin kullandiklari metinsel yapinin
digerlerinden farkl oldugu anlagilmistir. Ornegin veri seti igerisinde bulunan “Pop”,
“‘Rock” ve “Arabesk-Fantezi” muzik turlerini birbirleri arasinda satir uzunluklari
acgisindan farkli davraniglar sergilemektedir. “Rock” kategorisindeki sarki sozleri
birkag  kelimeden olusan satirlardan  olusabilirken, “Arabesk-Fantezi’
kategorisindeki sarkilar genelde uzun satir uzunluklari icermektedir. Bu gibi “Sarki
s6zu yazan”, “Yil arahdr”” ve “Kategori’ gibi siniflar i¢in belirleyici olabilecek

Oznitelik gruplar tez kapsaminda dustunulmus ve deneylerde uygulanmistir.

Her bir sarki sozu icgin Ozniteliklere karar verildikten sonra bu 0znitelikler
veritabanina aktariimistir. Ornegin; 6znitelik vektdriinde kullanilacak olan n-gram
Oznitelikleri bu asamada sarki s6zu metinlerinden tek tek c¢ikartilip, veritabanina
aktariimistir. Boylece her bir sarki igin veritabaninda kendisine ait 6znitelikler hali
hazirda bulunmaktadir. Bu sayede gerceklestirilecek her olasi siniflandirma islemi
icin performans kazanci saglanmistir. Veritabani Gzerinden her bir sarkiya ait
Oznitelikler iligkili tablolar arasinda tutulmakta ve gerektigi durumda hizli bir sekilde

bu o6znitelikler isleme alinmaktadir.

Ogrenme asamasinda, Weka Uzerinde o deney icin gerceklestirilecek adimlar
sirastyla hazirlanan oOznitelik vektorune uygulanarak bir model ortaya cikarilir.
Buradaki Onislemler; Oznitelik secim yontemleri, siniflandirici algoritmasi gibi
adimlardir. Uygulanacak adimlar segildikten sonra, ilgili 6znitelik vektorleri icin bu
deneyler siniflar Gzerinde uygulanir. Burada bahsedilen siniflar bu ¢alisma igin;
s6z yazari, kategori ve yil araligidir. Siniflandiricilar ilgili sinifa (s6z yazari,
kategori, tarih) uygulanir ve ortaya ¢ikan sonug¢ degerlendirilir. Bu iglem birden ¢ok
Oznitelik kimesi icin gergeklestirilir ve hangi 6znitelik vektorlerinin hangi siniflar

icin belirleyici oldugu degerlendirilir.



Bu galisma kapsaminda, siniflandirma iglemine alinan sarki sayisinin ¢ok olmasi
ile dogru orantili olarak, her bir sarki i¢in ¢ikartilacak olan Oznitelik sayisi da
fazladir. Bu sebeple deneye alinacak oOznitelik veri kimesi boyutu arttikga
siniflandirma isleminin de siresi artmaktadir. Dolayisiyla eklenen her bir dznitelik
icin deney seti ¢cok daha fazla olasilik icermektedir. Ayrica siniflandiricilarin kendi

aralarinda da calisma suresi farki bulunmaktadir.

Tez calismasi kapsaminda, hazirlanan veri kimesi Uzerinden 6znitelik vektorleri
hazirlanmistir. Oznitelik vektorleri kimeleri icerisinde kelimenin koku, karakter n-
gramlar, sonek n-gramlar, global istatistikler ve satir uzunlugu istatistikleri gibi
farkli 6znitelik kiimeleri bulunmaktadir. Oznitelik vektorleri olusturulduktan sonra,
bu vektorler Uzerinde Oznitelik segimi yontemleri uygulanmistir. Bu yontemler Ki-
Kare ve ReliefF algoritmalaridir. Oznitelik secimi asamasindan sonra ise
siniflandirma asamasina gecilmistir. Bu calismada Naif Bayes ve Destek Vektor
Makineleri siniflandirma yontemleri olarak segcilmistir. Naif Bayes algoritmasinin
temel hali ve Multinom versiyonu; Destek Vektdér Makinelerinin ise Lineer
Fonksiyon ve Radyal Tabanli Fonksiyonlari bu c¢alismada siniflandirma
asamasinda kullaniimistir. Siniflandirma algoritmalari uygulandiktan sonra elde
edilen sonuglar dogruluk-hata orani, anma, duyarhlik, 6zgullik, f-Olgutl ve roc
egrisi gibi model basarim olgutleri ile degerlendirilmistir ve elde edilen veriler bu

kriterler Gzerinden degerlendirilmigtir.
2.1 Siniflandirma
2.1.1 Multinom Naif Bayes

Adini ingiliz matematikgi Thomas Bayes'ten alan ve Bayes istatistigine dayanan
olasilikgi bir siniflandiricidir. Naif Bayes siniflandiricisi olasilik ilkelerine goére
tanimlanmis bir dizi hesaplama ile, problemdeki verilerin siniflarini tespit etmeyi

amaglar.

Verilen 0znitelik vektorlerindeki elemanlarinin gergekte birbiri ile iligkisi olmasina
ragmen, ¢6zum sirasinda bu elemanlar her biri bagimsiz sekilde isleme alinir. Bu
sekilde her elemanin problemin ¢ézumune geri kalan diger elemanlardan bagimsiz
olarak katki sagladigi farz eder. Naif (Naive) Bayes ismindeki "naive" kelimesi bu
kabulden dolayi sifat olarak eklenmistir. Yontemdeki "naive" varsayimina ragmen,



bayuk veriler Uzerinde gergeklestirilen problemlerde siniflandirma performansi

yuksektir.

Bayes kurali su sekilde formulize edilebilir;

P(G|x) = LA 2.1)
e p(x|C)) : Sinif j'den bir 6rnegin x olma olasiligi.
e P(C) : Sinif j'nin ilk olasiligi
e p(x) : Herhangi bir 6rnegin x olma olasiligi
e P(Glx) : x olan bir érnegin sinif j'den olma olasilig

Bir drnek Uzerinden Naif Bayes siniflandiricisinin nasil cgalistigi asagida

acgiklanmigtir:

Cizelge 2.1 Naif Bayes igin 6rnek veri kimesi

. Ogrenci Kredi Bilgisayar

Yas Gelir Mi? Durumu | Alabilir Mi?
<=30 YUksek Hayir Makul Hayir
<=30 Yuksek Hayir Mukemmel Hayir
31-40 YUksek Hayir Makul Evet
>40 Orta Hayir Makul Evet
>40 Az Evet Makul Evet
>40 Az Evet Mukemmel Hayir
31-40 Az Evet Mukemmel Evet
<=30 Orta Hayir Makul Hayir
<=30 Az Evet Makul Evet
>40 Orta Evet Makul Evet
<=30 Orta Evet Mukemmel Evet
31-40 Orta Hayir Mukemmel Evet
31-40 YUksek Evet Makul Evet
>40 Orta Hayir Mukemmel Hayir

Cizelge 2.1'de verilen veri kimesinde yas, gelir, 6grencilik durumu ve kredi
durumu bilgilerine bagh olarak bireylerin bilgisayar alip alamayacagini gosteren
tablo verilmistir. Bu tabloya gbre Naif Bayes yontemiyle asagidaki o6rnegin

bilgisayar alabilecegini ya da alamayacagini hesaplayacak olursak;

e Ornek verii X= (yas = geng, gelir=Az, dgrenci mi? = Hayir, kredi

durumu=Mukemmel) Bilgisayar alabilir mi?



Cizelge 2.2 Naif Bayes ornegi icin 6zniteliklerin siniflara gére dagilimi

PC . PC PC
Yasg PC Alir Alamaz Gelir Alir Alamaz
<=30 2/9 3/5 Yuksek 2/9 2/5
31-40 4/9 0/5 Orta 4/9 2/5
_>40 3/9 2/5 Az 3/9 1/5
Ogrenci PC Kredi PC PC
Mi? PC Alir Alamaz Durumu Alir Alamaz
Evet 6/9 1/5 Makul 6/9 2/5
Hayir 3/9 4/5 Miukemmel 3/9 3/5
PC
Alir Alamaz
9/14 5/14

P(Evet)= = P(C;)= 2 %>+ =%~ = 0.0082

P(Hayir)= = P(C,)= = 0.0577

ulw

*

ul |-

4
* — %
5

v|lw

Cizelge 2.2'de butun oznitelikler iki sinifta hesaplanmigtir. Daha sonrasinda verilen
ornekteki oznitelikler Cizelge 2.2'deki degerlerine goére "PC Alabilir" ve "PC
Alamaz" siniflari icin hesaplanmistir. Siradaki islem ise her sinifin toplam olasiligi

hesaba katilir ve dzniteliklerin olasiliklari ile ¢carpilir.

9
P(Evet) = 0.0082 * 2= 0.0053

5
P(Hayir) = 00577 = 2= 0.0206

Burada P(Hayir) degeri daha ¢ok ¢iktidi icin, verilen érnekteki bilgisayar alabilir mi

sorusunun cevabi "Hayir" olarak etiketlenir.

Naif Bayes modellerde parametre tahminini en ylksek olasilik (maximumlikehood)
kullanilarak yapilir. Multinom Naif Bayes (MNB) yonteminde, multinom olasilik

dagilimi oldugu kabul edilmigtir.
Bayes Teoremi diger bir sekilde ifade edilirse;

X = {Xq,Xg, e o ,Xq} veri kumesi Uzerinden, olasi C = {cy,cy, ..,cq} siniflari
arasindan C; sinifinin sonsal olasiligi (posterior probability) olusturulmak
istenmektedir. Daha iyi bir sekilde ifade edilirse, X 6znitelik veri kimesini, C ise

siniflarin kiimesini temsil etmektedir. Bayes kurali ile yazilan asagidaki ifade:

p(CilXq, X3, cvy Xq) = P(Xq,Xg, .., Xq1Ci) P(C)) (2.2)

10



p(Cilx4, %5, ..., Xq) sinifina ait olma ile ilgili sonsal olasiliktir, bu da X’in C; sinifina
ait olma olasiligi demektir. Naif Bayes her bir bagimsiz degiskenin kosullu
olasiliklarini istatistiksel olarak bagimsiz kabul ettiginden, olasilik terimler

garpimina cgevrilebilir:

p(XIC;) = [f=; P(xk|Cy) (2.3)

Bu durumda sonsal olasilik agagidaki sekilde yeniden yazilabilir:

p(CilX) = p(Co) [Ti=1 p(xx|Ci) (2.4)

Yukaridaki Bayes kuralini kullanarak, bir X 6rnegini en yuksek sonsal olasiliga
ulasan C; sinifi ile atayabiliriz. Degiskenlerin her birinin bagimsiz olmasi varsayimi
her zaman dogru olmamakla birlikte, siniflandirma islemini buylk oranda
kolaylastirmaktadir. Bunun sebebi p(xy|C;) ifadesinin her degisken igin tekrar
hesaplanmasina izin vermesidir. Bu sayede ¢ok boyutlu is tek boyutlu bir ise
gevrilir.  Bunun Otesinde, varsayim sonsal olasiliklari buyuk o6lgude

degistirmediginden, siniflandirma isini etkilemez.
2.1.2 Destek Vektor Makinesi

Destek Vektdor Makineleri (DVM), veri madenciliginin kapsadidi alanlardan birisi
olan siniflandirma probleminin ¢6zimuU igin gelistirilmis bir makine 6grenme
algoritmasidir. Alexey Chervonenkis ve Vladimir Vapnik tarafindan 1960'li yillarda
baglatip 1970'li yillarda gelistirilen bir yontem olan Destek Vektor Makineleri,
baglangicta iki sinifli dogrusal veriler Uzerinde siniflandirma islemleri igin
tasarlanmisken, daha sonrasinda ¢ok sinifli ve dogrusal olmayan problemler igin

genigletilmigtir.

DVM'leri siniflandirma islemlerinde ylksek performans gostermesi bakimindan
oldukga kullaniglidir. DVM'lerinde isleme alinacak érnek sayisinin bir dnemi yoktur
ve DVM'leri bu agidan genellestirebilme 6zelligine sahiptir. Diger tekniklere gore
DVM'lerinin bu genellestirebilme 6zelligi, DVM'lerini iyi bir alternatif yontem
yapmaktadir. DVM'lerinin iyi bir alternatif olmasindan dolayi, 6runti tanima,
goruntu igleme, arttirlmis gerceklik, biyoloji, tip, gen analizleri, veri madenciligi gibi

bircok alanda verilerin siniflandiriimasinda DVM yogun olarak kullaniimaktadir.

DVM icin en temel siniflandirma problemi, dogrusal olarak ayrilabilen iki sinifli bir

verinin siniflandiriimasidir. Destek Vektor Makineleri, bu problemin ¢6zUmu igin

11



verilen iki sinif arasindaki ayrimi en optimize sekilde yapan ve siniflari birbirinden
ayiran sinirin maksimum oldugu bir hiper-duzlemi belirlemeye c¢alisir. Verinin iki
boyutlu olmasindan dolayl hiper-dizlem bir cizgidir. Sekil 2.2'de iki sinifi

birbirinden ayiran optimal hiper-dizlem goértlmektedir.

Hiper Dirlemiler Destek Vektarlen

Margin (Simir)

Destek Vektorleri

Sekil 2.2 iki sinifi birbirinden ayiran optimum hiper-diiziem ve Destek Vektorleri

Sekil 2.2'deki gibi iki sinifi birbirinden ayiran tek bir hiper diizlem yerine yine bu iki
sinifi birbirinden ayiran baska hiper dizlemler de c¢izilebilir. Hangi duzlemin daha
iyi oldugunu ve optimal dizlemin nasil bulunacagi dnemli bir problemdir. Destek
Vektér Makinelerindeki amag Sekil 2.3'de goéruldugu gibi optimal ayrimi yapan
hiper-dizlemi bulabilmektir.

Destek Vektérleri

Maksimum Margin

Sekil 2.3 Maksimum margininin hesaplandigi Destek Vektor Makinesi

Verileri siniflandirma sirasinda en iyi hiper-dizlemi bulabilmek igin, her iki sinifin

verilerine en yakin sekilde gegecek olan $ekil2.2'de gorildigu gibi hiper-dizlemler

cizilir. Bu iki hiper-duzlem birbirlerine paraleldir ve bu hiper-duzlemler arasindaki
12



mesafe optimum hiper-duzlemin basarisini belirlemektedir. DVM'leri bu agamada
iki sinif arasindaki siniri belirlemede ve optimum hiper-duzlemin tanimlanmasinda
kullanilir. Destek vektorler, hiper dizlemler, optimum hiper dizlem ve margin Sekil

2.2'de gosterilmistir.

Sinifa ait veriler deney i¢cin DVM'lar tarafindan isleme alinir. Bu iglem sonucunda
elde edilen gkt test edilen verinin ayirt edici skorudur. Elde edilen sonug pozitif bir
deger ise verinin o sinifa ait olduguna isaret eder. Ortaya ¢ikan deger sifirdan

buyuk ise bu, sistem igin iyi bir skor olarak kabul edilir.

Destek Vektor Makinelerinde iki durum ile karsilagilabilir, bunlardan birincisi
siniflandirma iglemi gergeklestirilirken verilerin lineer olarak ayrilabilmesi durumu,
digeri ise verilerin lineer bir sekilde ayrilamayacak durumda olmasi sonucunda
ortaya c¢ikan durumdur. Lineer olarak ayrilmis verilerin bulundugu durumda
Sekil2.3'de de gorllebilecegi gibi maksimum marginin hesaplanmasi kolaydir;
fakat lineer olarak ayrilamayan veriler lineer olarak siniflandirilabilecekleri baska

bir uzaya aktariimahdirlar.
DVM'leri matematiksel olarak asagidaki gibi tanimlanir:

DVM yontemi ile siniflandirma iglemleri 2. dereceden bir denklemin ¢ozumu ile
gerceklestirilir. Sirasiyla X; destek vektorleri y;ait olduklari sinif etiketleri olmak
uzere, X; € RT ve y; = {+1,—1} N uzunlugundaki (x;y;) ciftine bagh optimum

hiper duzlem denklemi su sekilde tanimlanir:
wxx+b=0 (2.5)

Formdalde belirtilen (w,b) en iyi ayirici dizlem parametreleridir.
w, agirhk vektorudur ve hiper duzleme dik bir vektor tanimidir.
B, egilim degerlerini ifade etmektedir.
DVM'lerinin siniflandirma fonksiyonu olarak bu formalu kullanirsak,

f(x) = sign(w * x +b) (2.6)
formaline ulaginz.

Veri kimesinde bulunan bir érnek olan x; formulde yerine koyulursa Sekil 2.4'te de

goruldugu optimum hiper-dizlemin belirlenmesi igin bu dizleme paralel olan ve
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duzlemin sinirlarint belirleyen iki hiper-duzlem belirlenir. Bu iki duzlem igin

asagidaki gibi bir sonug ortaya cikar:
xi*w+b =>+1lisey; = +1 (2.7)

xi*w+b <—lisey; =—1 (2.8)

Sekil 2.4 Formdller Gzerinden hiper dizlemler
Duzlem formdillerini daha basit sekilde ifade edecek olursak;
yixi*xw+b) =1 (2.9)

denklemi siniflandirma icin kullanilacak olan veri kimesi icerisindeki her érnek igin

dogru olur.

x; noktasinin geometrik olarak hiper dizleme olan uzakhgini hesaplarken w'nin
degeri normalize edilir. BOylece x; noktasinin hiper duzleme olan uzakligi su

sekilde ifade edilebilir:

d((w,b),x;) = L&) 5 L (2.10)

wll = liwll

x; hoktasinin hiper dizleme uzakligi maksimize edilmek istenildigi icin yukaridaki
formaldeki ||w|| ifadesinin minimize edilmesi gerekir. Bunun igin kullanilan baslica
yontem Vapnik'te de belirtildigi gibi Lagrange carpanlaridir [32]. Bu ydntem

kullanilarak ifade asagidaki ifadenin minimize edilmesine dénusturuldr.
W) = -, o+ S I BN yiyjouoq(x] * x) (2.11)
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Yukardaki ifade ile her bir veri igin bir tane olmak tUzere toplam L tane a degeri
bulunur [33]. Bulunan alfa degerlerinden sifirdan buyuk olanlar destek vektorleri
olarak tanimlanmistir. Ornek olarak 1000 verilik bir egitim setinde ¢ikan o
degerlerinin birgodu sifir olacaktir [33]. Bu noktalar veriyi ayiran maksimum margin
ile tanimlamis hiper dizlemin disinda kalan noktalardir. Fakat a; degeri sifirdan
blyUk ise bu degerin ait oldugu xi vektort destek vektoru olarak tanimlanir. Destek
vektorlerinin bulunmasi ile dogrusal olarak ayrilan veriler i¢cin maksimum margine

sahip hiper duzlem bulunmus olur.

Yukarida bahsedilen veri kimesinin DVM ile dogrusal olarak ayrilabildigi
varsayllmigtir; fakat siniflandirma problemlerinde veri kimesi genel olarak
dogrusal ayrilamaz. Sekil 2.5'te dogrusal (lineer) olarak ayrilamayan bir veri

kimesi goOsterilmektedir.

Sekil 2.5 Destek Vektér Makineleri icin dogrusal ayrilamayan veri kimesi

Uygun bir @ fonksiyonu ile veri kimesinin dogrusal olarak ayrilabilece@i yuksek
boyutlu bir sisteme tasindigi farz edilirse, yeni olusan ¢ok boyutlu uzay 6znitelik
uzayl H olarak adlandirabilir. Bu uzayda bulunan bir hiper dizlem ile mevcut

veriler dogrusal olarak ayrilacaktir [34] (Sekil 2.6).
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hyperplane

Girdi Veri Seti (Sarkilar) Oznitelik Uzay!

Sekil 2.6 Veri kimesinin hiper dizlemde dogrusal olarak ayriimasi

Dogrusal (Lineer) olarak ayrilamayan veriler igin elde edilen optimum hiper
duzlemin formall, dogrusal olarak ayrilabilen veri kiimesi igin olan formul ile birebir
aynidir. Tek fark formuldeki x; vektorlerinin d boyut olmasi yerine, ®(xi) vektérinin

sonsuz boyut gibi daha yuksek boyutta olmasidir.
W) = 3N o+ 3N, T vy (] * b (x))) (2.12)

Formul incelendigi zaman fark edilen en 6nemli nokta c¢ok boyutlu uzaydaki
vektorlerin nokta carpimi ile ilgilidir. Vektorlerin yuksek boyutlu uzaya tasinmig
halindeki q)(xiT)*cp(x]-) nokta carpimini yiksek boyutlu uzayda yapilmasi ¢ok
maliyetli bir islemdir [33]. Verinin sonsuz boyutlu uzaya tasinmasi durumda bu
formuli gergeklestirmek imkansiz duruma gelmektedir. Boéyle bir durum
gerceklestigi zaman c¢ekirdek fonksiyonlari veri kimesinin aktarilmis uzaydaki
nokta carpimlarini verirler. Cekirdek fonksiyonlar sayesinde verinin aktarildig1 uzay

hakkinda bilgi olmamasina ragmen bu uzaylar kullanilabilmektedirler. Bu durum;

K c¢ekirdek fonksiyonu ve ® vektorleri yiksek boyuta tagima fonksiyonu olmak

uzere
K(x,y) = ¢(x) * p(y) (2.13)
formuld ile ifade edilebilir.

BlUyuk boyuttaki vektorleri cok sayili boyuta tasiyan fonksiyon hakkinda higbir bilgi

bilinmemesine ragmen destek vektér makineleri bu fonksiyonlari verimli bir sekilde
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kullanabilirler [35]. DVM yonteminde kullanilan c¢ekirdek fonksiyonlari asagida

verilmigtir:

e Dogrusal Fonksiyon

Radyal Tabanli Fonksiyon

Polinomiyal Fonksiyon

Sigmoid Fonksiyon

Dogrusal Fonksiyon: Dogrusal c¢ekirdek, siniflandirma iglemini dogrular gizerek
tanimlar. Vektorlerin i¢ carpimlarina sabit bir deger ekleyerek bulunmasi
sonucunda bu fonksiyon ortaya cikar. Veri kiimesinin dogrusal olarak dizgun bir
sekilde ayrilamayacagi durumlar igin dogru bir secim degildir. Asagidaki gibi

formullze edilir [36];
KGoy) =x" sy +c (214)

Radyal Tabanh Fonksiyon: Dogrusal olmayan veriyi daha yuksek boyutlu bir
uzaya taglyarak siniflandirma islemini gergeklestirir. Dogrusal fonksiyonun aksine
verilerin dogrusal sekilde siniflandirilamayacagi durumlarda verimli bir sekilde
calisabilir. Oznitelik vektériiniin  sayisinin ¢ok fazla olmasi durumlarinda
kullaniimasi tavsiye edilmez. Radyal Tabanli Fonksiyon, dogrusal ¢ekirdek ile ceza

parametresinin birlesmis halidir. Asagidaki gibi formultze edilir [36] :
K(x,y) = exp (—allxi - x,-llz) , >0 (2.15)

Polinomiyal Fonksiyon: Radyal Tabanli Fonksiyona gbére daha fazla parametre
icerir. Bu sebepten dolayl, RTF c¢ekirdeginin daha az sayisal zorluklar
bulunmaktadir. Egitim veri kumesindeki tum degerlerin normalize edildigi

problemlerin kullaniminda tercih edilebilir. Asagidaki gibi formulize edilir [36] :
Kxy) = (ax"y+c)4a>0 (2.16)
Sigmoid Fonksiyon:
Asagidaki gibi formuliuze edilir [36]:
K(x,y) = tanh(axTy + ¢) (2.17)

Tez calismasindaki sarki sozlerinin siniflandiriimasi iglemi sirasinda, Dogrusal

(Linear) fonksiyon ve Radyal Tabanli Fonksiyon ydntemleri uygulanmistir. Ayrica

tez kapsaminda, LIBSVM [37] uygulamasindaki varsayillan parametreler
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kullaniimistir. Bu parametreler “-s” icin 0 degeri; “-t” icin ise Dogrusal yontem igin

0, Radyal Tabanli yontem igin ise 2 olarak kullaniimistir.
2.2 Oznitelikler

Metin verisinden yazar tanima ¢alismalarinda yazarlarin, kategorilerin ve benzeri
siniflarin ayirt edilebilmesi igin 6znitelik segimi 6nemli bir asamadir. Ozniteliklerin
dogru bir sekilde secilmesinden sonra bu 0Ozniteliklerin metin verisinden
cikartiimasi ve iglenmesi agamasi gelmektedir. Yazar tanima, kategori tanima gibi
calismalarda cok c¢esitli 6znitelik kumeleri kullaniimaktadir. Daha o6nceki
calismalarda [38] belirtildigi gibi bine yakin 6zniteligin kullaniimasina ragmen
henliz metin Uzerinden yazar tanima, kategori tanima gibi sinif tanima
calismalarinda kullanilan uzlagiimig ve net kabul gormus bir Oznitelik kimesi
bulunmamaktadir. Bunun sebeplerinden birisi de her dilin kendine 6zgu bir dil
bilgisinin bulunmasidir. Ornegdin; Tiirkge eklemeli bir dil iken, ingilizce ¢ekimli bir
dildir. Bundan dolayi dilin kokenine bagl olarak c¢ikartilacak oznitelikler basari

Olgutunu olumlu etkileyebildigi gibi olumsuz da etkileyebilecektir.

Metin Uzerinden sinif tanima yontemlerinde ilk yapilan galismalarda genellikle tek
bir 6znitelik kimesi Uzerinde durulmustur. S6zclik uzunluklarinin [39] ve cumle
uzunluklarinin [40] 6znitelik olarak kullanilmasi buna érnek verilebilir. Daha sonraki
calismalarda birden ¢ok 6znitelik kimesinin birbirleriyle kombinasyonu kullanilarak
¢ok cgesitli bir dznitelik kimesi kullanimi yayginlagmistir. Kullanilan gesitli 6znitelik
kUmelerinin yani sira istatistiksel ¢ozimler de 6znitelik kimelerine eklenerek genis
bir 6znitelik kombinasyonu elde edilmistir. Oznitelik kiimelerinin genislemesi ile
birlikte, kullanilan kimelerin daha anlasilir bir sekilde aktarilabilmesi igin
Oznitelikler belirli kurallara goére gruplara ayristiriimistir. Yaygin olarak kullanilan

bes tlr 6znitelik grubu bulunmaktadir.

e Sdzciiksel Oznitelikler (Lexical Features): Metin icerisinde bulunan kelime
ve harf verilerine dayal istatistiksel 6znitelik kiimesidir. Ornegin; sdzciik
sayisi, farkh s6zcuk sayisl, harf sayisi, toplam harf sayisi, ortalama kelime
uzunlugu, v.b.

e Sozdizimsel Oznitelikler (Syntactic Features): Tir tabanh istatistiksel
dznitelik kiimesidir. Ornegin; Sézcik dizileri (N-Gram), noktalama isaretleri,

sOzcuk turleri, v.b.
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Yapisal Oznitelikler (Structural Features): Metin verisinin genel yapisina
iligkin O0znitelik kumeleridir. Metindeki bagslik kullanimi, yazi tipi 6zellikleri,
metin icerisindeki resim ya da baglantilar, v.b. bu 6znitelik kimesine ornek
olarak gosterilebilir.

Icerige Ozgti Oznitelikler (Content-Specific Features): Metin Gzerinden sinif
tanima calismalarinda siniflandirmaya bagh olarak metin icerisindeki bazi
kelime ya da cumleler kullanilma nedeni, metin icerisinde gecme sikligi gibi
sebeplerden dolayl diger kelime ya da cumlelere gore daha onem
tasiyabilmektedir. Bu kelime ya da cumlelerin sayilari gibi istatistiksel veriler
bu 6znitelik kimesinde kullanilabilir.

Kisiye Ozgli Oznitelikler (ldiosyncratic Features): Metinin sahibi olan
yazarin kullandigi yanhg sozcuk kullanimlari ya da gramer hatalar gibi

veriler bu 0znitelik kimesine aittir.

Tarkge sarki s6zu madenciligi ¢alismasinda, kullanilan sarki sozleri Uzerinde

yukarida belirtilen 6znitelik kUmelerinin tumuU ya da 6znitelik kimeleri igerisindeki

Ozniteliklerin bazilari agagida belirtilen sebeplerden dolayi kullaniimamistir;

Sozdizimsel 6znitelik kiimesi igerisindeki noktalama isaretleri 6zniteligi sarki
sozlerinin bulundugu kaynaga aktariimasi sirasinda aktaran kisiye bagli
olarak kullanilan noktalama isaretlerinin degiskenlik gostermesinden dolayi
kullaniimamisgtir.

Yapisal oznitelik kimesi sarki s6zU madenciliginde kullanilamaz. Bunun
sebebi; sarki sozlerinin icerisinde baglik bilgisi, resim ya da baglanti
bilgilerinin bulunmamasi ve ayrica sarki s6zu i¢in yazi tipinin bir anlam ifade
etmemesidir.

Kisiye 06zglu Oznitelik kimesi, sarkiya ait metnin, bulundugu kaynaga
aktariimasi sirasinda degiskenlik gosterebilecedi i¢cin bu c¢alismada

kullaniimamistir.

Tez calismasi sirasinda yukarida bahsedilen durumlar dikkate alinarak hizli, dogru

ve etkili sekilde uygulanabilecek, sonuclarin elde edilmesi sirasinda en dogru ve

anlasilir ¢iktilari verecek, verilerin hazirlanmasi sirasinda kullanilan kaynaklara

gore (internet gibi) degisiklik gdstermeyecek ve Turkge'ye ait dil kullanim sekillerini

kapsayacak Oznitelik kiimeleri segilmistir. Ozniteliklerin segilmesi ve gikartiimasi
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sirasinda bazi dznitelikler icin Zemberek [41] adh Dogal Dil isleme (Natural
Language Processing — NLP) kutuphanesinden faydalanan bir uygulama
gelistirilmigtir. Bu uygulama sayesinde metin igerisindeki kelimelerin kokleri elde

edilmis ve tez ¢aligmasi kapsaminda kullaniimigtir.
Tez kapsaminda kullanilan 6znitelik kimeleri Cizelge 2.3’te gorulmektedir.

Cizelge 2.3 Oznitelik tanimlari ve kisaltmalari

Oznitelik Adi Kisaltmasi Oznitelik
KK34 Kelime Kéku + 3Gram + 4Gram
HS Harf Sayisi
KS Kelime Sayisi
FKS Farkli Kelime Sayisi
OKU Ortalama Kelime Uzunlugu
MMF Satir igin Maksimum Minimum Farki
MED Medyan
OoSsu Ortalama Satir Uzunlugu
SS Standart Sapma
S23 Kelime Sonu 2 Gram ve 3 Gram
E23 Satir Sonu 2 Gram ve 3 Gram

Tez calismasinda sonuglarin daha iyi analiz edilebilmesi ve karmasikhgin
onlenmesi igin Cizelge 2.3'de belirtilen 6zniteliklerden olusan 6znitelik kiimelerine
kisaltmalar verilmigtir. Tez c¢alismasinin butininde de kullanilacak olan bu

kisaltmalar Cizelge 2.4’te verilmistir.
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Cizelge 2.4 Oznitelik kiimeleri ve kisaltmalari

KK34

KK34 + HS

KK34 + KS

KK34 + FKS

KK34 + HS + KS

KK34 + HS + FKS

KK34 + KS + FKS

I | /Mm|m|o|lO|m|>

KK34 + HS + KS + FKS

| | KK34 + HS + KS + FKS + OKU

J | KK34 + HS + KS + FKS + MMF

K | KK34 + HS + KS + FKS + MED

—

KK34 + HS + KS + FKS + OSU

KK34 + HS + KS + FKS + SS

KK34 + HS + KS + FKS + VAR

KK34 + HS + KS + FKS + OKU + MMF + MED + OSU + SS + VAR

Kelime Kokl

Kelime Kokl + S23 + E23

KK34 + S23 + E23 + HS + KS + FKS + OKU + MMF + MED + OSU + SS +

Kelime Koku + S23 + E23

KK34 + S23 + E23

<|C|ld|w|XmM|T|O |2 |<Z

KK34 + S23 + E23 + HS + KS + FKS + OKU + MMF + MED + OSU + SS +

2.2.1 Oznitelik gruplari
2.2.1.1 Kelimenin koku

Sarki metninden alinan kelimeler, Zemberek Dogal Dil isleme Kiitiphanesi’nden
de yararlanilarak tez galismasi kapsaminda gelistirilen bir uygulama sayesinde
koklerine ayristirimigtir.  Kelimenin kendisi yerine o kelimenin koklerini

kullanmanin daha verimli oldugu gorulmustar. Bunun sebebi kullanilan bir
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kelimenin, Tuarkge’'nin yapisindan dolayr farkh ¢ekimler, ekler gibi yapisal
degisiklikler sonucunda farkli bir kelime gibi davranmasinin 6nune gecilmesidir.
Ornegin; sarkici belirli bir kelimeyi cok sik kullanmaktadir; ama kelimenin Uzerine
belirli ekler geldigi zaman siniflandirma ydntemlerinde kullanilacak 6znitelik
kimesinde bu kullanilan kelime farkli kelime gibi davranacaktir. Boylece sarkici
tarafindan kullanilan ayni kelime olmasina ragmen bu kelime 6znitelik kimesinde
farkh kelimeler gibi algilanacaktir. Bunun 6nline gecmek icin metin igerisindeki
kelimelerin kokleri alinmistir. Sekil 2.7°de tek bir kok kelimenin birden farkli sekilde
kullanabilecegi ve bu kelimelerin kokleri alindiktan sonra ayni kok kelimeyi

gOsterdigi gosterilmigtir.

Kelimenin Kokiinii Alma
anlayacagim (Uygulama — Zemberek) anla (fiil)

2.2.1.2 Karakter N-Gramlar

Sekil 2.7 Kelimelerin koklerinin alinmasi

N-gram, bir karakter katarinin n adet karakter dilimidir. N-gram tabanl
siniflandirma yontemi, sarki metni icerisindeki karakter tabanli n-gram’larin
kullanim sikhigina dayali bir iglemdir [42]. Bu calismada, n-gram’in farkli birkag
uzunlugu alinarak 2-, 3- ve 4-gram’lar kullaniimistir. N-gram’larin elde edilmesinde
izlenen yolu bir 6rnek ile aciklayacak olursak: Ornekte bosluk karakterini

gOstermek igin altcizgi karakteri kullanilimistir.

Cumlemiz “Sarki Tanima” ise, bu cumlenin ngram’lart;

2-gram,|ar: “Sa”, “ar”’ “rk”, “kl”, ”I_”’ “_T”’ “Ta"’ “an”, “nl”, “Im”’ “ma”
3_gram’|ar: ”Sar”’ “ark”, “rkl”, “kl_”’ “I_T”, “_Ta”, “Tan”’ “anl”, “nlm”’ “Ima”
4-gram’lar: "Qark”, “arki”, “rki_”, ‘ki_T “_Ta_”, “ Tan”, “Tan/”, “anim”, “nima”

seklinde gikarilir.

N-gram yontemi, metinlerin benzerliklerinin incelenmesinde ve kumeleme

calismalarinda kullanildigi gibi genelde buyuk boyutlu metinlere uygulanir ve metin
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icinde kullanilan her kelimenin olasiliklari hesaplanarak elde edilen sonuglar, takip

eden kelimelerin gorulme olasiliklarina yansitilir.

Sarki s6zi madenciligi ve genel olarak metin siniflandirmada N-gram yodntemi
basit ve guvenilir bir yontem olarak kullaniimaktadir. N-gram yontemi ile elde
edilen ozniteliklerin kullanilmasindaki bir diger neden ise N-gram Ozniteliklerinin
dilden bagimsiz bir sekilde c¢alismasidir. Ayrica siniflandirma iglemi metin
icerisindeki karakterlerin kullanim sikligindan yararlanilarak yapildigi i¢in, ornegin

t1) 113 ” “*

icerik bir agk sarkisi ise kelimenin ilgili formalari icin (“sev”, “sevmek”, “seviyorum”,

“seveceksin”, “sevsen”) elde ettigimiz n-gram’larin sikhgi ile siniflandirma islemini
kolayca yapabiliriz. Ozet olarak N-gram &zniteliginin en blyiik avantajlari dilden
badimsiz olmasi ve metin icerisinde kullanilan, ekler ve ¢ekimler yuzinden farkh
formlarda ifade edilmesine ragmen ayni kdk kelimenin siniflandiriilmasinda kolayhk

saglamasidir.

Bu calismada, sarki s6zu metninden elde edilen 2-gram, 3-gram ve 4-gram’lar

Oznitelik vektoérine eklenmistir ve kullaniimistir.

2.2.1.3 Sonek N-Gramlar

Sonek N-gram’lar, bu c¢alisma kapsaminda karakter = N-gram’larin
Ozellestiriimesiyle elde edilmistir. Sonek N-gram’lan iki kategoride kullaniimistir;
bunlardan ilki kelime sonu sonek N-gram’lari, digeri ise satir sonu sonek N-

gram’laridir.

Tuarkge eklemeli bir dil oldugu igin kelime sonundaki ekler, sarki szl
siniflandirmada belirleyici bir rol oynamaktadir. Ornegin; bir sarki sézli yazari
gecmis zamani ¢ok kullanirken, diger bir sarki s6zu yazari gelecek zamani daha
sik kullanabilmektedir veya bir sarki s6zu yazari ilgi eklerini sikhkla kullanirken,
diger bir sarki s6zu yazari iyelik eklerini daha sik kullanabilmektedir. Bu sebepten
dolayl, kelime sonu sonek N-gram’lari sarki sozlerini siniflandirmada etkili

olabilecek 6zniteliklerdir.

Turkge sarki sozlerinde kullanilabilecek en dnemli 6zniteliklerden bir tanesi satir
sonundaki kafiyelerdir. Kullanilan kafiyeler sarkici ve kategori i¢in ¢ok belirleyici bir
Oznitelik olabilecegdi icin, satir sonu N-gram’lar Oznitelik vektér kimesine dahil

edilmigtir. Sekil 2-8’de satir sonu sonek N-gram’lara érnek verilmistir.
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Ii=i:‘|iiil|l Ii=i:‘|iiil|l Mustafa Sandal

Gurbetin kahrini sen gekemezsin,
Diser bir kotiye giirir gidersi
Ellerin koynunda nasil yaf L
Birak su gurbeti garip sevdigim.

Ananm babamn eli yiizinde,

Umit verenlerin durmaz soziinde,_
Sakiz oldun elalemin agzinda,
Birak su purbeti garip sevdigim,
Sakiz oldun elalemin agzinda aman
aman,

Birak su gurbeti artik garip sevdigim.

Bir yuva kuralimvar ile yoktan,
Affettim inan ki ben ¢ eni goktan,
Sende kurtar beni boy le yanmaktan,

Birak su gurbeti baht: kara sevdigim,

Sende kurtar beni b

Bir tiirlii aklimdan ¢ikmiyorsun sen,
Feryadimi duyup donmuyorsun sen,
Ne vard: sanki boyle kiistip kacacak,
Sevildigini bilmiyorsun sen.

Dén gel artik cahil civelek yarim,
Bir bilsen seni ben nasi | severim,
Takma bagina kir gigek lerini,

Cigeklerden daha ¢ok g izelsin yarim.

Hayalin kargimda gorildiagn an,
igerim titriyorfirperi: 1
Yoklugun atesten sicak yakiyor beni,
Sanki damla damla ben eriyorum.

Don gel artik cahil civelek yarim,
Bir bilsen seni ben nasil severim,
Takma bagina kir gigeklerini,

Seninle yollarimiz kesigir mi

Belli olmaz kader bizi

Bulusturup tanigtirsr mi

Konusmadan kelimeler gok duyulmaz
Iyi de sen hazir misin

Inadi birak gec bunlari geg bunlary

Artik geride kalsin

Gergegi bilen bir senve ben
Yarim kalan her sey tamamlansin
Litfen...

Herkes seni taniyor dive
Sakin bana hava atma
Aym mevsimi doniip
Dolagtirip da bana satma

Cigeklerden daha ¢ok gzelsin yarim. .

sevdigim...
Sekil 2.8 Satir sonu sonek N-Gram

Sekil 2.8’de de goruldugu gibi Ferdi Tayfur adli sarki s6zu yazari iki sarkisinda da
kafiyeler kullanmigtir. Birinci sarkisinda “yoktan”, “coktan”, “yanmaktan” gibi
kelimeler kullanirken, ikinci sarkisinda ise “yarim”, “severim” gibi kafiye olusturacak
kelimeleri se¢gmistir. Mustafa Sandal adli sarki s6zU yazarinin sarkisinda ise
herhangi bir kafiyeye rastlanmamistir. Sekil 2.8’deki drnekte goruldugu gibi, satir
sonundaki ekler ve kafiyeler siniflandirma islemi gerceklestirilirken kullanilacak
olan Oznitelik veri kimesine eklenmesi, sarki s6zl yazarlarinin yazim tarzlari
hakkinda bilgi verebilecedi icin siniflandirma sonuglarini  olumlu yonde

etkileyecektir.

Tez kapsaminda, “Karakter N-Gramlar” belirlenirken ve kullanilirken 3 Gramdan 4
Grama gegildigi zaman 6znitelik sayisinda bariz bir artis gézlenmistir. Bu sayi 4
Gramdan 5 Grama gegis yapilirken daha da bariz artacaktir. Her bir “Karakter N-
Gram” Oznitelikleri sayisindaki bu artis dogru orantili olarak veritabani boyutunu ve
siniflandirma performansini etkilemektedir. Yapilan deneyler sonucunda, “Karakter
N-Gram” oznitelikleri igin 2, 3 ve 4 Gramlarin kullaniimasinin etkili ve yeterli oldugu
g6zlemlenmistir. Bu nedenlerden dolayr bu calisma kapsaminda “Karakter N-
Gramlar” i¢cin 2, 3 ve 4 Gramlar tercih edilmistir. “Sonek N-Gram” oznitelikleri icin
ise metin icerisindeki ekleri ve kafiyeleri belilemede 2 Gram ve 3 Gramlar yeterli
olmaktadir. Bu sebepten dolayl tez kapsaminda “Sonek N-Gram” o6znitelikleri

seciminde 2 ve 3 Gramlar tercih edilmistir.
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2.2.1.4 Global istatistikler

Global istatistikler, daha oOnce bahsedilen so6zcliksel &znitelikler grubuna
girmektedir. Sarki s6zU metnindeki harf sayisi, kelime sayisi, farkli kelime sayisi

ve ortalama kelime uzunlugu bu ¢alismadaki global istatistiksel 6zniteliklerdir.
Harf Sayisi: Sarki s6zU metnindeki tim harflerin toplam sayisidir.
Kelime Sayisi: Sarki s6zi metnindeki toplam kelime sayisidir.

Farkli Kelime Sayisi: Sarki s6zu yazarinin sarki s6zt metninde kullandidi farkh

kelimelerin sayisidir.

Ortalama Kelime Uzunlugu: Sarki s6zU yazarinin sarki s6zu metninde kullandigi

kelimelerin ortalama uzunlugudur.

Global istatistiksel 6znitelikler sarki s6zl yazarlarinin sézcukleri kullanim 6zellikleri
hakkinda bilgi vermektedir. Ornegin; bir sarki s6zii yazari sdz yazarken uzun
kelimeleri ve/veya uzun sarki sézlerini tercih ederken, diger bir sarki s6zu yazari
daha kisa kelimeler kullanarak daha kisa sarkilar yazabilmektedir. Bu sebeplerden
dolay! sarki s6zu siniflandirmada bahsedilen global istatistiksel 6znitelikler Gnem

kazanmaktadir.

2.2.1.5 Satir uzunluqu istatistikleri

Satir uzunlugu istatistikleri, global istatistiklere benzer bir sekilde bu proje
kapsaminda gelistiriimis ozniteliklerdir. Sarki s6zi siniflandirmada, sarki s6zu
yazarlarinin sozleri yazarken satirlari farkh sekilde kullandiklari gézlemlenmigtir.
Sarki s6zlU metinlerinde kisa cumlelerden olusan satirlar bulundugu gibi uzun
cumlelerden olusan satirlar da bulunmaktadir. Ornegin; Baris Manco’nun yazdigi
sarkilarda satir uzunluklar fazlayken Teoman’in yazdidi sarkilarin satir uzunluklari
Baris Mancgo sarkilarina gore nispeten daha kisadir. Bu ¢alisma kapsaminda satir

uzunlugu istatistik 6znitelikleri igin disunulen degerler sunlardir;

Satir icin Maksimum Minimum Farki: Sarki metni igerisindeki en uzun satir ile

en kisa satirin farkidir.

Medyan: Medyan, bir sayisal veri serisi siralandiginda ortada kalan sayidir. Bu
calismada sarki s6zU metnindeki tum satir uzunluklari bir diziye atilmaktadir, daha
sonra bu dizi Uzerindeki sayisal de@erler siralanip ortada olan deger medyan
Ozniteligi olarak kullaniimaktadir.
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Ortalama Satir Uzunlugu: Ortalama, bir sayi serisindeki sayilarin toplaminin
serinin eleman sayisina bolunmesi sonucu elde edilen degerdir. Sarki s6zu
igerisindeki satir uzunluklari bir diziye atildiktan sonra bu dizi Uzerindeki sayisal
degerin ortalama satir uzunlugu (mean) degeri hesaplanmistir ve bir 6znitelik

kullaniimistir.

Standart Sapma: Standart sapma, bir sayi serisindeki sayilarin, serinin aritmetik
ortalamasindan farklarinin karelerinin toplaminin dizinin eleman sayisinin bir
eksigine bolumunun karekokudir. Bu tez kapsaminda standart sapma

hesaplamak igin;

- Ortalama satir uzunluklari hesaplanir.

- Her bir satir uzunlugunun ortalama satir uzunlugundan farki bulunur.

- Bulunan farklarin her birinin karesi hesaplanir.

- Farklarin kareleri toplanir.

- Elde edilen toplam, satir uzunluklarinin atildigi serinin eleman sayisinin bir
eksigine bolundar.

- Bulunan sayinin karekoku alinir.

Standart sapma ile satir uzunluklarinin ne kadarinin ortalamaya yakin oldugunu
buluruz. Eger standart sapma kugukse satir uzunluklari ortalamaya yakin yerlerde
dagiimiglardir. Bunun tersi olarak standart sapma buyukse satir uzunluklar
ortalamadan uzak yerlerde dagilimisglardir. Butln veri degerleri ayni olursa standart
sapma sifir olur. Standart sapma sarki s6zu igerisindeki satir sayisi arttikga ve

daha buyuk diziler elde edildikge daha anlamli veriler kullanilacaktir.

Bu calisma kapsaminda kullanilan satir uzunlugu istatistiksel oznitelikler
siniflandirma  yéntemleri kullanirken, sarki s6zl yazarlari hakkinda bilgi
vermektedir. Bazi yazarlar sarki igerisinde ¢ok uzun ve ¢ok kisa satirlar halinde
s6z yazabilmektedirler. Ayni sekilde bazi sarki s6zU yazarlarinin yazdiklar

sarkilarda satir uzunluklari yaklasik olarak benzerdir.

Satir uzunlugu ile ilgili istatistiksel 6znitelikler, bu calisma kapsaminda sarki
sozlerini kategorize etmede de 6nem teskil etmektedir. “Rock” tlrundeki sarkilar
uzun cumleler iceren satirlardan olusurken, “Pop” sarkilari nispeten daha kisa satir

uzunluklarina sahiptir. Bu yuzden “Rock”, “Arabesk-Fantezi” ve “Pop” sarkilarini

siniflandirirken bu tur istatistiksel 0znitelikler 6nem kazanmaktadir.
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2.2.2 Oznitelik vektorii

Ogrenme ve siniflandirma asamalarinda kullanilacak olan 6znitelik vektorleri daha
once bahsedilen 0znitelik gruplarinin hepsi ya da bazilarinin bir araya

gelmesinden olusmaktadir.

Tez kapsaminda gerceklestiriien deneylerin farkliik gostermesinden dolayi
kullanilan o6znitelikler de farkhlik gostermektedir. Bu sebepten dolayl 6znitelik
vektorleri icerisinde kullanilan 06znitelik kUmesi de deneye baglh olarak
degisebilmektedir. Tez c¢alismasinin ilerlemesiyle birlikte 6znitelik vektori de
guncellenerek, buyumuastur. Tezin ilk deneylerinde kullanilan toplam 6znitelik
cesitliligi ve dogru orantili olarak 0Oznitelik sayisi, tez c¢alismasi kapsami
genisledikge ve ilerledikgce artmistir. Cizelge 2.5’te drnek bir deneyde kullanilan
Oznitelik kimesi ve bu 6zniteliklerin her bir ayri sarki metni igerisinde kullaniima

sayllari gosterilmektedir.

Cizelge 2.5 Sarki s6zu siniflandiriimasi sirasinda kullanilan metin tabanli 6rnek
Oznitelik kimesi

Oznitelik Kiimesi Oznitelik Sayisi
Kok kelimenin 4084
Karakter 3-Gram 5713
Karakter 4-Gram 23651
Kelime sonu 2-Gram 321
Kelime sonu 3-Gram 1733
Satir sonu 2-Gram 234
Satir sonu 3-Gram 1042
Toplam harf sayisi 1
Toplam kelime sayisi 1
Farkli kelime sayisi 1
Ortalama kelime uzunlugu 1
Satir igin Maksimum Minimum Farki 1
Medyan 1
Ortalama Satir Uzunlugu 1
Standart Sapma 1
Toplam 36786
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Tez kapsaminda yapilan deneylerin en son versiyonlarinda, her bir sarki metni
Ogesi icin 36786 adet Oznitelik kullaniimistir. Calismalarda kullanilan ve daha
onceden hazirlanan veri kumesinde toplam 1048 sarki bulunmaktadir ve
deneylerin buyuk bir kisminda her bir sarki i¢in 36786 6znitelik kullaniimaktadir; bu
da hazirlanan Oznitelik vektor setinde toplam olarak 38551728 adet Oznitelige
denk gelmektedir. Yaklasik olarak 40 milyon adet 6znitelik WekaTool araciligi ile
ogrenme ve siniflandirma islemine alinmaktadir. Her bir deney icin yapilan bu
calisma, sonug¢ duUretilmesi ve sonuglarin yorumlanmasi sirasinda zaman
almaktadir. Ozniteliklerin sayisinin gok olmasinin sebebi; 1048 adet sarkida gegen
toplam kelime kokleri ve butun kelimeler igin hesaplanan karakter 3-gram, karakter
4-gram, kelime sonu 2-gram, kelime sonu 3-gram, satir sonu 2-gram ve satir sonu
3-gram oOznitelik sayilarinin ¢ok olmasidir. 2-gram Oznitelikleri ile 3-gram
Oznitelikleri arasinda fark ve ya 3-gram Oznitelikleri ve 4-gram Oznitelikleri
arsindaki farkin bu kadar fazla olmasinin sebebi n-gram hesaplamalar yapilirken
n degerinin artmasi ile Uretilen sonuglarin kombinasyonun artmasidir. Ornegin;
“seviyorsun” kelimesinin kelime sonu 2-gram’i “un” kismidir. Kelimenin “un” kismi
bir baska sarkida gegen “costun” veya “sordun” kelimelerinin “un” kismi ile ayni
oldugu icin oznitelik vektorinde bir adet 6znitelik olarak temsil edilmektedir; fakat

“seviyorsun”, “costun” ve “sordun” kelimelerinin kelime sonu 3-gramlari sirasi ile
“sun”, “tun” ve “dun” kisimlaridir. Farkli kelimelerin, kelime sonu 2-gram’lari “un” ile
bitebilirken, kelime sonu 3-gram’larn ¢ok farkl sekilde davranabilir. Bu sebepten
dolayi, bu galisma kapsaminda kullanilan n-gram’larin n degeri arttikga kullanilan

Oznitelik sayisi da artmaktadir.

Cizelge 2.6’da 6znitelik vektorlerinin daha net anlasiimasi igin bir 6rnek verilmistir.
Oznitelik vektoriniin - blyikliginden dolayr her &znitelik Cizelge 2.6'da

verilmemistir, bunun yerine belirli 6znitelik gruplarindan bazilari segilmistir.
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Cizelge 2.6 Ornek 6znitelik vektori

Sarki | 01| ..[|02 | 03| ../ 04| 05| .. 06|07 |..{08| 69 | O10 | 611 | 012 Yazar
1 2 -] 0 1 - 2 0 - 1 0 - 0 | 496 78 59 6.36 Sezen
Aksu
2 o |[-]0 0 - 4 0 - 0 0 - 0 677 | 127 106 | 5,33 | Mustafa
Sandal
3 o[- 2 3 - 0 3 - 1 0 - 1 527 | 100 55 5,27 | Sebnem
Ferah
4 0 - 0 6 - 0 0 - 2 1 - 2 697 147 79 4,74 Hakan
Altun
1048 3 - 4 0 - 0 6 - 1 0 - 2 364 83 47 7,74 Ferdi
Tayfur
Kisaltmalar

O1: Kelime kokii 1. Oznitelik

02: Kelime kdki 4084. Oznitelik

O3: Karakter 3-Gram 1. Oznitelik

O4: Karakter 3-Gram 5713. Oznitelik
0O5: Kelime sonu 2-Gram 1. Oznitelik
O6: Kelime sonu 2-Gram 321. Oznitelik
O7: Satir sonu 2-Gram 1. Oznitelik

O8: Satir sonu 2-Gram 234. Oznitelik
O9: Toplam Harf Sayisi Ozniteligi

O10: Toplam Kelime Sayisi Ozniteligi
O11: Farkli Kelime Sayisi Ozniteligi
O12: Ortalama Kelime Uzunlugu Ozniteligi

Cizelge 2.6'da O1 ve 02 olarak verilen kelime koki 6znitelikleri, sarki
metinlerindeki kelimelerin koklerinden alinmis iki kok kelimenin sarkilarda gegme
frekansidir. Ornek (izerinden agiklayacak olursak, O1 dzniteliginde frekans degeri
hesaplanan kelime koku, “anliyorum”, “anlamak”, vb. kelimelerin kdku olan “anla”
kelimesi olsun. Cizelge 2.6’da bakacak olursak, “anla” kelime koki 1.sarkida 2
kere 1048. sarki da ise 3 kere gecmistir. Burada ayrica O1lile 02 6znitelikleri
arasinda toplamda 4082 adet kelime kokl frekansi bulunmaktadir. O1 ile 02
Oznitelikleri arasinda her biri birbirinden farkh kelime koku igin; bu kelime koklerinin
sarkilarda gecen frekans degerlerini icermektedir. O3 ile O4 dahil olmak Uzere
toplam 5713 adet karakter 3-gram oznitelikleri bulunmaktadir. Ornek verecek

olursak, O3 ve 04 dahil olmak lizere 5713 adet dznitelik, “guy”, “raz”, “Gcu” gibi her
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biri birbirinden farkli 3-gram’larin sarkilarda gegme frekansini igermektedir. O3
icin, “cuy” 3-gram’i 3. sarkida 3 kere gegerken, 4. sarkida 6 kere gecmektedir.
Ayni sekilde, 05-O6 arasi kelime sonu 2-gram ve O7-O8 arasi satir sonu 2-gram
Oznitelikleri de sarki metni icerisindeki kendi frekans dederlerini temsil etmektedir.
Oznitelik vektérinin ¢ok biylk olmasindan dolayi karakter 4-gram, kelime sonu
3-gram, satir sonu 3-gram ve satir uzunlugu istatistiksel 6znitelikleri Cizelge 2.6'da
belirtimemistir. 09, 010, O11 ve O12'de belirtilen 6znitelikler global istatistiksel
dzniteliklerdir. O9 dzniteligi, bir sarki metnindeki toplam harf sayisi degeridir.
Ornegin; 2. sarkidaki metin igerigi toplam 677 adet harften olusurken, 3. sarkidaki
metin igeriginde toplamda 527 harf bulunmaktadir. 010, her bir sarki metni igin
toplam kelime sayisini; O11 her bir sarki metni igerisinde kullanilan farklh kelime
sayisi degerlerini belirtmektedir. 012 ise bir sarki metni icerisinde kullanilan
kelimelerin ortalama uzunlugunu temsil eder. O12 ile belirtilen “Ortalama Kelime
Uzunlugu” Ozniteligi, bir s6z yazarinin sarkilarinda uzun ya da kisa kelimeler
kullanip kullanmadigini anlamada yardimci olur. WekaTool’a girdi olarak verilen bu
Oznitelik vektorinde en son deger ize sinifi temsil etmektedir. Cizelge 2.6’da sinif,
yazar olarak tanimlanmigtir. Tez kapsaminda yapilan deneylerde belirtilen sinif

deger, “yazar”, “kategori”’ ve “yil-araligi” olarak degismektedir.

Sarki s6zi siniflandirma calismasinda, her bir 6znitelik vektérld girdi olarak
WekaTool’'a verilmigtir. Her bir deney igin, farkli siniflandirma algoritmalari, farkl
Oznitelik secim algoritmalari  denenmis ve gergeklestirilien siniflandirma
islemlerinden sonra ¢ikti olarak Uretilen sonuglar gozlemlenmigtir. Boylece hangi
Oznitelik vektorinin sarki s6zu siniflandirmada daha etkili ve verimli oldugu

deneyler sonucunda anlasiimistir.
2.3 Oznitelik Segimi

Oznitelik secim ydntemleri, belgeleri terimlerin bileskesini alarak daha diisik
boyutlu yeni bir uzayda kaynastiriimis yeni 6zniteliklerle ifade eder. Bu sayede
veri, sayica daha az ve orijinallerinden bagimsiz 6zniteliklerle ifade edilmis olur.
Oznitelik secimi dogruluk ve 6lgeklenebilirlik gibi sebeplerden dolayi kullanilir. Veri
kUmesi icerisindeki bazi 6znitelikler sonucu direk etkileyebilecek gurultiye sahip
olabilirler ve bu nedenle bu Ozniteliklerin veri kiimesi igerisinden ¢ikartiimasi
sonucun dogrulugunun artmasinda etkili olacaktir. Ayrica Oznitelik segimi

sonrasinda algoritmalarda kullanilacak olan verinin boyutu da azalacagi igin islem
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gucu, hafiza ihtiyaci ve depolama gibi islem sureci Uzerinde de performans

kazanci saglayacaktir.

Oznitelik segimi ydntemleri filtreleme ve sarmalama olarak iki gruba ayrilr.
Sarmalama yontemleri en iyi 0Oznitelik se¢iminde siniflandirma yontemleri
kullanarak en iyi 6znitelik kiimesini bulmaya calisir. Filtreleme yodntemleri ise,
Oznitelik iligkilerinin belirlenmesinde istatistiksel yontemlere basvurur ve belirlenen
bir esik degerinin Uzerinde kalan &znitelik kiimesini secer. Ozniteliklerin
deg@erlendiriimesi ve gereksiz Ozniteliklerin elenmesi esnasinda sarmalama
yontemi tUm veri kimesi Uzerinde uygulanirken, filtreleme yontemleri ise her

Ozniteligi bagimsiz olarak degerlendirir [43].

Bu calismada, her bir 6zniteligin diger 6zniteliklere gére degerlendiriimesi ve hangi
Ozniteliklerin siniflandirma asamasinda daha etkili oldugunu belirleyebilmek igin

Ki-kare ve ReliefF 6znitelik se¢im yontemleri uygulanmigtir.
2.3.1 Ki-Kare (Chi-square)

Ki-kare testi (x?) iki degisken arasindaki iligkinin bagimli veya bagimsiz oldugunu
belirlemeye yarayan ayrik veriler igin kullanilan bir hipotez test yontemidir [43]. Ki-
kare istatistigine dayali 6znitelik segimi metodu iki adimi icermektedir. Yontemin ilk
kisminda 6zniteliklerin siniflara gére ki-kare istatistikleri hesaplanir. ikinci kisimda
serbestlik derecesi ve belirlenen 6nemlilik seviyesine goére ki-kaynasimi (chi-
merge) prensibi ile ki-kare degerlerine bakilarak veri kimesi icerisindeki tutarsiz
Ozniteliklerin bulunana kadar art arda oOzniteliklerin ayngtiriimasidir [44]. Ki-
kaynasimi algoritmasi 1992 yilinda RandyKerber tarafindan yazilmis ve 1995
yihinda HuanLiu ve RudySetiono tarafindan ise yeniden dizenlemistir. Veri kiimesi
icinde yer alan bir faktor icin hesaplanan ki-kare degeri, o faktdrin sinif icerisindeki
bagimlihgini dlgmektedir. Sifir degerine sahip bir faktor o kime icinde bagimsiz
oldugunu gosterir. Ylksek bir ki-kare degerine sahip olan faktor, veri kimesi igin
daha tanimlayicidir. Ki-kare degerinin hesaplanmasinda kullanilan genel esitlik
asagida verilmigtir.

x? = ?:@j&w (2.18)

Eij

Bu esiklikte k sinif sayisi, A;;g0zlenen frekans degeri (i satir, j sttun)ve E;jise

beklenen (teorik) frekans degeridir.
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2.3.2 ReliefF

Relief yontemi, 6zniteliklerin degerini aralarinda bulunan ya da bulunmayan
bagimliliklari ortaya c¢ikarmaya calisarak bulmayl hedefler [45]. Relief
algoritmasinin ana fikri, k en yakin komsuluk algoritmasinin temel kuralina
benzemektedir. Yani verilen bir mesafeye daha yakin uzakliklarin ayni sinifa ait
olmalari ¢ok daha olasidir. Eger bir 6znitelik yararli ise, ayni sinifin en yakin
mesafeleri o Oznitelik boyunca verilen araliga, diger tim siniflarin en yakin
mesafelerinden daha yakin olmasi beklenecektir. Dolayisiyla, verilen i 6zniteliginin

onem derecesi [46] de hesapladigi gibi;
[Z}”:l —diff(xij, nearhitij) + diff(xl-j, nearmissij)] /m (2.19)

bigiminde verilir. Burada m 6rnek boyutu (egitim setinden rasgele secilmis bir alt
kime) ve diff(x;j, nearhit;;), rasgele segilmis j mesafesi igindeki i 6zniteliginin
degeri ile ayni sinifa sahip en yakin egitim Grnegindeki i 0zniteliginin (nearhit;;)
degeri arasindaki farktir. Paralel olarak, nearmiss;; farkli bir sinifa sahip en yakin
editim o6rnegindeki i'nin degderi olarak tanimlanir. Yararl Gznitelikler igin x;; ve
nearhit;; degerlerinin gok yakin olmasi beklenir. Eger bir 6znitelik yararl degil ise,

her iki farklihgin da hemen hemen ayni dagilimi almalari beklenir [47].
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3. SONUCLAR
3.1 Veri Kiimesi

Tarkge sarki s6zu madenciligi galismasinda farkli cinsiyetlerden ve farkli mazik
tarzlarindan 12 sarki s6zU yazarina ait toplam 1048 sarkidan olusan bir veri
kimesi olusturulmustur. Sarki soézleri verileri hazirlanirken, verilerin dogrulugunu
kontrol edebilmek igin sarki sozu yazarlarinin kendi siteleri oncelikli olarak
kullanilmigtir. Eger sarki s6zu yazarinin resmi internet sitesinde, kendisine ait
sarki sozleri bulunmuyor ise birgok farkli kaynaktan kontrol edilerek sarki sozleri
hazirlanmistir. Hazirlanan sarki sozleri daha sonra lokal dosya veritabani olarak
hazirlanmis ve daha sonrasinda bu veriler MySQL veritabanina aktariimistir.
Hazirlanan veri kimesinin lokal dosya tabanli saklandigi yapi Sekil 3.1'de

g6zukmektedir.

1972_Daglar Daglar
1972_fste Hendek Iste Deve
1972_Kol Dagmelesi
1972_Seher Vakti
1975_Acth da Baga Vir
1975_Baykoca Destan: Galme Ha Galme
1975_Durma Ha Durma
1975_Kayalann Oglu
1975_Vur Ha Vur
1975_Yine Yol Goranda
1975_Yol Verin Agalar Beyler

1977_Ben Biliim 1519:58

1977_Kaheylan

info.tt

Kol Dagmeleri.tat

Sekil 3.1 Veri kiimesinin dosya tabanli tutuldugu yapi

Sekil 3.1'de belirtilen yapida tutulan sarkilar bazi dnislemlerden gecirilerek ve
Oznitelikleri ¢ikartilarak daha hizli bir sekilde islem yapabilmek amaci ile MySQL
veritabanina aktariimistir. Calismaya yeni bir 6znitelik eklenmesi durumunda
veritabani Uzerinde sarkilarin bulundugu tabloya, bir iligki tablosu Uzerinden
eklenen yeni 6zniteliklerin tablosu baglanarak islemler gergeklestirilebilmektedir.

Bu sayede deneylerde kullanilacak olan her bir sarkinin kendisine ait bilgileri ve
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Oznitelikleri daha kolay bir sekilde elde edilmekte ve performans agisindan kazang

saglanmaktadir.

Veri kimesi hazirlanirken Turkiye'de populer olan muzik turleri dikkate alinmistir.
Sarki s6zl vyazarlari "Pop", "Rock" ve "Arabesk-Fantezi" olmak uzere g
kategoriye ayrilmistir. Veri kimesinde bulunan s6z yazarlari ve bu s6z yazarlarinin
bulundugu kategoriler esit sayida olacak sekilde hazirlanmistir. Her kategori igin
dort adet sarki s6zl yazari bulunmaktadir. Veri kimesine dahil olan s6z

yazarlarinin ve s6z yazarlarinin ait oldugu muzik tarzlari Cizelge 3.1’de verilmistir.

Cizelge 3.1 Veri kimesindeki sarki s6zU yazarlarinin ait oldugu kategoriler

So6z Yazari Tar
Sezen Aksu Pop
Serdar Ortag Pop

Yasar Pop
Mustafa Sandal Pop
Teoman Rock
Haluk Levent Rock
Baris Manco Rock
Sebnem Ferah Rock
Selami Sahin Arabesk-Fantezi

Yildiz Tilbe Arabesk-Fantezi
Ferdi Tayfur Arabesk-Fantezi
Hakan Altun Arabesk-Fantezi

Veri kimesinde bulunan 1048 adet sarki s6zU dort adet kategori ve U¢ adet yil
araligina ayrilirken, her gruba yakin sayida sarki atanmasina dikkat edilmistir.
Cizelge 3.2'de tum veri kiimesinin yil araliklari, kategoriler ve sarki s6zu yazarlari
uzerindeki dagilimlari gosterilmistir. Ayrica Cizelge 3.2’de her bir alan igin kag adet
sarki s6zU bulundugu ve bu alanlarin olusturdugu gruplarin toplamda ka¢ adet

sarki s6zu igerdigi belirtilmistir.
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Cizelge 3.2 Veri kimesinin gruplara ve sarki s6zU yazarlarina gore dagilimi

Sezen Aksu 53 55 16 124
Serdar Ortag 0 75 59 134 POP
Yasar 0 38 11 49 365
Mustafa 0 42 16 58
Teoman 0 55 13 68
Haluk 9 45 3 57 ROCK
Barig Man¢o 67 9 0 76 266
Sebnem 0 44 21 65
Selami 52 37 3 92
Yildiz Tilbe 0 39 18 57 FANTEZI
Ferdi Tayfur 112 65 0 177 417
Hakan Altun 0 59 32 91

Sarki sozleri yil araliklarina ayrilirken Turkiye’'deki sosyokultirel degisim goz
onune alinmistir. Bu yontem ile sarki sozlerindeki yapisal degisiklikler 1993
oncesi, 1994 yili ile 2006 yili arasi ve 2007 yili sonrasi olarak 6n goérulmugtur.
1993 yil Turkge pop muizigin ylkselmeye basladigi yildir. Sehirlerde dinlenen
muzik turlerinde, Ozellikle arabesk muzik ile kargilastirilirsa 1993 yilindan sonra
Turkge pop muzik giderek popdulerligini arttirmigtir. Turk Pop Muazigi, 1995'lerden
sonra, alaturka muzikle beslenmeye baslamistir. Turk Pop MuUzigi, dinya pop
gizgisinden kaymis ancak kendi gizgisini nispeten de olsa olusturabilmistir. Bu
sonuglar dogrultusunda daha eski eserlerdeki muhafazakar ve artistik modalara
kiyasla, hem ezgi hem de soOzlerde daha serbest tarzda bir ortaya ¢ikmasini
saglamistir. Turkiye’de 2000’li yillarin ortalarinda, yeni nesli dnemli &lgude
etkileyecek birgok rock muzik grubu ortaya gikmaya baslamistir. Rock muzigin
populerligi genel olarak sarki so6zlerindeki yaplyr da etkilemigtir. Gunlik
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konusmalardaki kelime ve ifadeler ile yazilan sarki sozleri yerine daha yaratici
sarki soOzleri ortaya ¢ikmistir. Yukaridaki gibi belirtilen kriterlerden dolayi sarki
sozlerinde ortaya ¢ikan yapisal degisikliklerden dolayi sarki sozleri Ug adet gruba

ayrilmistir.

Tez calismasi kapsaminda veri kumesi hazirlanirken yil araliklarina ve
kategorilere gore sarki sozlerinin secilmesine ve dagilimina dikkat edilmigtir. Veri
kimesinde, kategorilere gére bakacak olursak, "Pop" tlrl igin 365; "Rock" turl icin
266 ve "Arabesk-Fantezi" tlrl igin ise 417 adet sarki bulunmaktadir. Ayni sekilde
yil araliklarina gore, 1972 ile 1993 yillar1 arasinda 293; 1994 ile 2006 yillari
arasinda 563; 2007 ile 2014 yillar arasinda ise 192 sarki bulunmaktadir. Cizelge
3.2'de sarki sozlerinin kategorilerinin yillara goére gosterdigi degisimde net bir
sekilde gozukmektedir. Elde edilen veri kimesindeki her tlre ait yazar sayisi esittir
ve her kategorideki drnek sayisi birbirine ¢ok yakindir. Yayinlanma tarihlerini baz
alarak sarkilari siniflara atarken, o tarihlerde Ulkede meydana gelen sosyo-kulturel
degisiklikler konusuyla ilgilendik. 1993, Turkge pop muzigin Ozellikle kentsel
topluluklarda buyuk bir patlama yasadigi ve arabeske kiyasla ¢ok populer hale
geldigi bir yil olmustur. Bu durum eski eserlerdeki daha tutucu ve artistik modaya
kiyaslandiginda hem melodi de hem de sarki s6zinde 6zgur tarzda bir icerikle
sonuglanmigtir. 2000’li yillarin ortasinda Ulkede yeni neslin dinleme tarzini 6nemli
derecede etkileyen bir¢cok rock grubu ortaya ¢ikti. Rock muzigin populerligi sarki
s6zu tarzini genel anlamda etkilemistir. GUnluk diyaloglardan sbézcuk ve tabirler
kullaniimasi yerine, sarki s6zU yazarlari sarki sdzlerinde yaratici dilsel tasarilar
kullanmaya zorlanmaktaydi. "Arabesk-Fantezi" tlrlndeki sarki sozleri 1972 ile
1993 yillari arasinda diger muzik tirlerine gbére daha fazlayken, "Pop" muzik tirG
ise 2007 ile 2014 yillari arasinda diger kategorilere gore fazla sayida veri
icermektedir. 1994 ile 2006 yillar arasinda ise her muzik turine ait sarki s6zu
birbirlerine yakindir. Sarki s6zi madenciliginde, siniflandirma ¢alismalarina
baslanmadan dnce veri kiimesinin hazirlanmasi asamasinda yukarida bahsedilen
verilerin dagilimina, deneylerin dogru ve etkili bir sekilde gerceklestirimesi igin

Ozellikle dikkat edilmigtir.

Tlarkge sarki s6zi madenciligi ¢alismasinda kullanilan tim veri kimesi

"www.baskent.edu.tr/~hogul/lyrics" adresinde bulunmaktadir.
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3.2 Deney Diizenegi
3.2.1 N-Kat gapraz dogrulama yontemi (N-Fold cross validation)

Tez kapsaminda kullanilan sarki s6zu siniflandirma algoritmalarinin performansi
genellikle tahmin hatasi ile dl¢ciimektedir. Siniflandirma islemlerinin gogunda hata
tam olarak hesaplanamamaktadir ve bu hata tahmin edilmelidir. Dolayisiyla bu
asamada uygun bir tahmin edici yonteminin secilmesi onemlidir. N-kat capraz
dogrulamada veri kimesi n adet esit pargcaya bolinmektedir ve bir siniflandirici n-
1 parca ile egitimektedir ve geri kalan pargcada siniflandirici ile veri kimesi
Uzerinde test edilerek bir hata degeri hesaplanmaktadir. Sekil 3.2°de 6rnek olarak
6 kat capraz dogrulama modeli gosterilmistir. N-kat capraz dogrulama iglemi
gerceklestirilirken hata tahmini, her pargadaki elde edilen hatanin ortalama degeri
olarak elde edilmektedir. N-kat ¢apraz dogrulama islemi gercgeklestirilirken hata
tahmin edici yontem iki etmene baglhdir; birisi egitim setiyken, diger etmen ise

bolunen pargalardir.

Y o .

Test Seti Egitim Seti
[[2Kat > | I ' 1 )

Egitim Seti Test Seti Egitim Seti
Egitim Seti Test Seti Egitim Seti
I L I , 1 J
Egitim Seti Test Seti Egitim Seti
L | ] )
Egitim Seti Test Seti Egitim Seti
L A . )
Egitim Seti

Test Set

Sekil 3.2 6 Kat gapraz dogrulama modeli

Sarki soOzlerini modellerken performansi hesaplamak igin kestirim hatasinin
tahmini gerekmektedir. N-kat capraz dogruluma, kestirim hatalarinin tahmin
edilmesi agsamasinda ¢ogunlukla kullanilmaktadir. N-kat ¢apraz dogrulamadaki n
degeri kiglk oldugunda gercek veri analizinde bir problem galine gelebilmektedir.

N-kat capraz dogrulama, veri kimesi Uzerinde model segimi igin kullaniimaktadir
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fakat daha iyi bir kestirim hatasi tahmini yontemi, daha iyi bir veri kimesi Uzerinde

model segim kriterine goturmek zorunda degildir.

Bu calismada, siniflandirma performansi degerlendirmeleri 10-kat caprazlama
deneyleri ile yapilmistir. Bunun igin, her defasinda veri kimesinin farkl bir onda
dokuzu egitim kimesi kalan onda biri de test kimesi segilerek, toplam on kez
siniflandirma algoritmasi uygulanmisgtir. Boylece her bir sarki nesnesi bir kez
siniflandirmaya tabi tutulmustur. Bu islem secilen her 6znitelik kombinasyonu igin

tekrarlanmigtir.
3.2.2 Model basarim olgutleri

Model basarisi degerlendirilirken kullanilan olgutler arasinda dogruluk-hata orani
(accuracy-error rate), anma (recall), duyarhlik (precision) ve F-Olgitl (F-measure)
yer almaktadir. Sarki s6zu siniflandirmada modelin basarisi, dogru sinifa atanan

ornek sayisi ve yanlis sinifa atanan ornek sayisi nicelikleriyle ilgilidir.

Model Uzerindeki basari testinin yapilmasi sirasinda, basari oranini dogru
Olcebilmek igin veri kimesindeki ogrenme veri kimesini isleme almamak gerekir.
Veri kimesindeki 6grenme veri kimesi disinda kalan verilere test veri kimesi
denilmektedir. Ogrenme veri kiimesi (izerinde model olusturulduktan sonra olugan

model test veri kimesinde sinanir.

Test sonucunda ulasilan sonuglarin basarnlilik bilgileri hata matrisi ile ifade
edilebilir. Hata matrisinde satirlar test kimesindeki orneklere ait gercek sayilari,
kolonlar ise modelin tahminlemesini ifade eder. Cizelge 3.3'de iki sinifli bir veri
kimesinde olusturulmus bir modelin hata matrisi verilmistir. Sinif sayisi ikiden
fazla oldugunda 2x2 boyutundaki bu matris, n sinif sayisi olmak lGzere, n x n
boyutlarinda genisletiimis bir matris seklini alacaktir. TP ve TN degerleri dogru
siniflandinimis 6rnek sayisidir. False Pozitif (FP), aslinda 0 (negatif) sinifindayken
1 (pozitif) olarak tahminlenmis &rneklerin sayisidir. FalseNegative (FN) ise 1
(pozitif) sinifindayken 0 (negatif) olarak tahminlenmis Orneklerin sayisini ifade
eder. Genel olarak n x n boyutlarindaki bir hata matrisinde ana késegen dogru
tahminlenmis O6rnek sayilarini; ana késegen diginda kalan matris elemanlari ise

hatali sonuglari ifade etmektedir [48]. Hata matrisi Cizelge 3.3'de gosterilmektedir.
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Cizelge 3.3 Hata matrisi

Ongorilen Sinif

Sinif =1 Sinif=0
Sinif =
a b
Dogru 1
Sinif | ginif =
C d
0

a: TP (Dogru Kabul - True Pozitif)
b: FN (Yanhs Red -False Negatif)
c: FP (Yanhs Kabul - False Pozitif)
d: TN (Dogru Red - True Negatif)

Belirtilen bu tanimlar i¢in basarim dlgutleri hesaplanir. Buna gore;
3.2.2.1 Dogruluk-hata orani (Accuracy-error rate)

Model basariminin dlgulmesinde kullanilan en populer ve basit ydontem, modele ait

dogruluk oranidir.
Dogru siniflandinimig ornek sayisinin (TP + TN), toplam o6rnek sayisina (TP +
TN + FP + FN) oranidir. Dogruluk orani denklem seklinde ifade edilirse:

a+d TP+TN
at+b+c+d  TP+FP+FN+TN

Dogruluk = (3.1)

Hata orani ise bu degerin 1’e tamlayanidir. Diger bir ifadeyle yanhis siniflandiriimig
ornek sayisinin (FP + FN), toplam o6rnek sayisina (TP + TN + FP + FN) oranidr.

Hata orani denklem seklinde ifade edilirse:

b+c FP+FN
at+b+c+d  TP+FP+FN+TN

Hata Orani = (3.2)

3.2.2.2 Anma (Recall)

Dogru siniflandiriimig pozitif érnek (TP) sayisinin, toplam pozitif 6rnek sayisina

(TP + FN) oranidir. Duyarlilik denklem seklinde ifade edilirse:

TP
TP+FN

Duyarhlik = (3.3)
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3.2.2.3 Duyarlilik (Precision)

Kesinlik, sinifi 1 olarak tahmin edilmis True Pozitif (TP) érnek sayisinin, sinifi 1
olarak tahmin edilmis tim o&rnek sayisina (TP + FP)oranidir. Kesinlik denklem

seklinde ifade edilirse:

TP

Kesinlik =
€s TP+FP

(3.4)

3.2.2.4 Ozgqiilliik

Ozglillik, Dogru Red (TN) 6rnek sayisinin, sinifi negatif tahmin edilmis tim 6rnek

sayisina (TN + FN) oranidir. Ozguillik denklem seklinde ifade edilirse:

Ozgiilliik = ———

TN+FN (3'5)

3.2.2.5 F-olcutu (F-measure)

Kesinlik ve duyarlihk olgltleri tek basina anlamli bir karsilastirma sonucu
clkarmamiza yeterli degildir. Her iki ol¢citl beraber degerlendirmek daha dogru
sonuglar verir. Bunun igin f-6l¢uti tanimlanmistir. F-6I¢itl, kesinlik ve duyarlihdin
harmonik ortalamasidir [49]. Bu deder maksimum 1 olabilir. ilgili sinifin,
siniflandirici  algoritma tarafindan ne derece dogru siniflandirma tahmini
yapabilecegini gosterir. Deger 1’e yaklastik¢a ilgili sinifin algoritma tarafindan

ogrenilmesi o derece basarili anlamina gelir.

2xDuyarlilikxKesinlik
Duyarlilik+Kesinlik

F — olgiitii = (3.6)

F-Olgutu ozellikle veri kuimesi Uzerindeki egitim kumesinin hazirlanisinda,
uygulanacak siniflandiricinin  performansini  artirmak icin dnemli bir dlgit
olmaktadir. F-6lgutu, hem yanhg pozitif hem de yanlis negatif degerlerini
banyesinde barindirdigindan, basarim olguti olarak daha basarihdir ve tez
kapsaminda kullanilan siniflandirma algoritmalarinin birbirleri ile

karsilastiriimasinda daha verimlidir.
3.2.2.6 ROC (receiver operating characteristics) egrisi

ilk ROC egrisi 2. Diinya Savasi’'nda radar sinyallerinin analizi igin kullaniimistir.
Dusman ugaklarini, radar sinyallerini kullanarak daha dogru bir sekilde saptamak
amacliyla arastirmalara baslanmistir [50, 51]. Sinyal algilama c¢alismalarinda

kullanilan ROC egrileri daha sonra tani testi performanslarinin belirlenmesinde,

40



finansal calismalarda kredi skorlamada ve veri madenciliginde yaygin olarak
kullanilmaktadir. Bu calismada, sarki sozlerinin yazar, kategori ve yil araligi igin

siniflandiriimasi asamasinda ROC analizi kullaniimistir.

ROC egrisi, ikili siniflandirma sistemlerinde ayrim esik degerinin farkhlik gosterdigi
durumlarda, dogru pozitiflerin yanlis pozitiflere olan kesri olarak da ifade edilebilir.
ROC egrisini grafiksel olarak aciklayacak olursak, farkli degerler igin dikey eksen
Uzerinde dogru kabul (true pozitif) dederlerinin, yatay eksen Uzerinde ise yanlis
kabul (false pozitif) degerlerinin oranlarinin yer aldigi bir egridir. ROC egrisi
uzerindeki her nokta, farkli egik degerlerine karsilik gelen duyarlilik ve 6zgulluk
degerlerini ortaya koyar. Genelde dusuk yanlis pozitiflik oranlarini veren esik
degerleri, dustik dogru pozitifik oranina da sahiptir. Gergeklestirilien deneyin
basarili olarak adlandirilabilmesi icin; dogru pozitif oranin yuksek, yanlis pozitif
oranin ise dusuk olmasi gerekmektedir. ROC egrisi y eksenine (yanlis pozitif)
yaklastikca basarinin seviyesi duger. Sistemin basarisinin tek bir deger ile ifade
edilmesi gerekirse bu da ROC egrisinin altinda kalan alan ile ifade edilmelidir.
ROC egrisinin altindaki bu alan ne kadar buylk ise sistemin guvenilirligi ve
sonuglarin basarisi da o kadar yuksek olur. Sonuglar Uzerinde karar verebilmek
icin en dogru durum, dogru pozitiflik orani yuksek ve yanhs pozitiflik orani diguk

olma durumudur.

Area Under The Curve (AUC): ROC egrisinin altinda kalan alana verilen isimdir
ve siniflandirma Gstinlagu igin bir kargilagtirma oOlgutu olarak kullanilir. ROC egrisi
altinda kalan alan buyulk ise, egri x (dogru pozitif) eksenine daha yakin demektir,
bu da siniflandirma durumunun tahmin edilmesinde s6z konusu deney, iyi sonug¢
alinmis bir deneydir. Bu calismada ROC egrisi ile AUC (Area Under The Curve)
degerleri analiz edilmis, yorumlanmis ve bu sonuglara gore siniflandirma islemleri

gerceklestirilirken izlenen adimlari Gzerinde degerlendirmeler yapilmigtir.

ideal ve kotli performans gdsteren testlere iligkin ROC egrileri Sekil 3.3'te

verilmigtir.
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Sekil 3.3 Egrisi performans degerlendirmesi

Egri altindaki alanin de@erinin yorumlanmasinda derecelendirmeler kullanilabilir:

e 0.80-0.90 = iyi

e 0.70-0.80 = orta

e 0.60-0.70 = zayif

e 0.50-0.60 = basarisiz

Rasgele durumda, ROC egrisinin altinda kalan alan 0.50 degerine esittir.
Siniflandirma sirasinda dogruluk orani arttikga, sifir yanhs pozitif ve sifir yanhs
negatif degerleri elde edildikge alanin degeri 1.00 olacaktir. Bu da mukemmel

sonug¢ anlamina gelmektedir.

Siniflandirma islemleri Weka (Waikato Environment for Knowledge Analysis) araci

kullanilarak test edilmigtir.

Weka, Yeni Zelanda Waikato Universitesi'nde gelistirilen bir veri madenciligi ve
makine 6grenmesi yazilimidir. Weka yazilimi nesneye yonelik programlama
dillerinden olan Java ile gelistirilmistir; clnkl Java kullanimi birgok degisik
o0grenme algoritmalarinin  dizenli ve etkili bir bigimde kullanilabildigi bir
platformdur. Weka birgok siniflandirma teknigini bunyesinde bulundurdugu igin
siniflandirma g¢aligmalarinda gugla bir platformdur. Ayrica, Weka c¢alismalara
komut girilerek de galismasina olanak sagladigi igin tercih edilmektedir. Weka’'nin
icerisinde Veri isleme, Veri Siniflandirma, Veri Kimeleme, Veri iligskilendirme

ozellikleri mevcuttur.
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Calisma kapsaminda gergeklestirilebilecek bazi Weka yetenekleri sunlardir:

e Kullanilacak olan veri kimesi Uzerinde 6grenme metotlari uygulayabilir

Veri kiimesi igin istatistiksel ve sayisal bilgiler edinebilir

e Veri kimesi Uzerinde kullanilan o6zniteliklerin sec¢imi igin cesitli 6znitelik
secim algoritmalari uygulanabilir

e Veri kimesi deneyler ve ¢alisma dogrultusunda tekrar yapilandirilabilir

e Veriler gorsellestirilebilir.

e Siniflandirma igleminde kullanilacak egitim ve test veri kimeleri igin ilgili

parametreler ayarlanabilir.

Projenin amacina goére acilan sayfadaki uygun tabdaki (Siniflandirma, Kimeleme,
lliskilendirme) uygun algoritma veya algoritmalar secilerek veriler (izerine

uygulanmakta ve en dogru sonucu veren algoritma segilebilmektedir.

Bu calisma kapsaminda, veri kimesi Uzerinden ilgili siniflar (yazar, kategori ve yil
araligi) icin Weka programinda calistirabilmek icin ARFF (Attribute-Relation File
Format) dosyalari Uretilmistir. Weka'ya girdi olarak verilen bu ARFF dosyalari her
deney icin beri kimesi ayr bir sekilde duzenlenmistir. Weka araci ile ARFF
dosyasi iginde bulunan veri kimesine tez kapsaminda kullanilan 6znitelik se¢gme
algoritmalari, siniflandirma algoritmalari gibi c¢esitli yontemler uygulanmis ve

sonuglar detayl bir sekilde incelenmigtir.
3.3 Deneysel Sonuglar

Deneyler Uzerinde gercgeklestirilen siniflandirma performans degerlendirmeleri 10-
kat caprazlama deneyleri ile yapilmistir. Bunun icin, her defasinda veri kiimesinin
farkh bir onda dokuzu egitim kimesi kalan onda biri de test kiimesi secilerek,
toplam on kez Naif Bayes algoritmasi uygulanmistir. Boylece her bir sarki nesnesi
bir kez siniflandirmaya tabi tutulmustur. Bu islem secilen her 06znitelik

kombinasyonu igin tekrarlanmistir.
3.3.1 Siniflandirma algoritmalarina gore sonuglar

Bu calisma kapsaminda gercgeklestirilen deneyler, 6ncelikle hangi siniflandirma
algoritmasinin daha basarili oldugunu bulmak igin yapilmistir.  Veri kimesi
uzerinde 6ncelikle “O” 6znitelik veri kimesi igin dort adet siniflandirici denenmistir.

“O” 6znitelik kimesi Cizelge 2.3'te Oznitelik Kiimeleri ve Kisaltmalar tablosunda
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hangi 6zniteliklerden olustugu belirtilmistir. Secilen “O” 6znitelik kimesi Uzerinde
gerceklestirilen deneyler ROC egrisinin altinda kalan alan (AUC) deg@erlerine gore
degerlendiriimigtir.  Cizelge 3.4'te “O” Oznitelik kimesine uygulanan

siniflandiricilarin performanslari géztukmektedir.

Cizelge 3.4 Oznitelik kiimesi tizerinde siniflandirici performanslari

Kategori Yil Araligi
. Yazar Sinifi
Siniflandirma | Oznitelik Sinifi igin Sinifi igin
> icin AUC
Algoritmasi Kimesi 5 AUC AUC
Degerleri
Degerleri Degerleri
Radyal Tabanlh
Destek Vektor | 0.579 0.678 0.514
Makinesi
(LibSVM RBF)
Dogrusal
Destek Vektor
Makinesi @) 0.739 0.770 0.610
(LibSVM
Linear)
Naif Bayes O 0.679 0.687 0,578
Multinom Naif o 0.860 0.873 0.674
Bayes

Cizelge 3.4'te goruldugu gibi dort adet siniflandirma yontemi bulunmaktadir. Bu
dort adet siniflandirma yéntemi temel iki algoritmaya aittir. Bunlar; Destek Vektor
Makinesi ve Naif Bayes algoritmalaridir. Cizelge 3.4’te Dogrusal DVM’si
yonteminin Radyal Tabanli DVM’sine gore daha basarilh oldugu; Multinom Naif
Bayes yonteminin ise Gaussian Naif Bayes yontemine gore daha basarili oldugu
gorulmektedir. “O” Oznitelik kimesi Uzerinde gerceklestirilien siniflandirici
performanslari tg¢ sinif igin gergeklestiriimistir. Bunlar; s6z yazarlari, kategoriler ve
yil arah@ siniflaridir. Her a¢ sinif icin de “Multinom Naif Bayes” algoritmasi
uygulandi§i zaman, diger u¢ algoritmaya gobre daha basarili sonuglar elde
edilmigtir. Uygulanan siniflandirma algoritmalari sonucunda kategorilerin diger
siniflara gbére daha basarili siniflandiriidigi gértilmektedir. Cizelge 3.4’te belirtilen
deneyler sonucunda s6z yazarlari ise yil araliklarina goére daha basarili sekilde

siniflandinimistir. Bu deney ile elde edilen sonuglar ile giris kisminda bahsedilen
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“Sarki sozleri muzik igeriginin temsilinde ne kadar etkilidir?” sorusuna ilk cevap
olarak dustnulebilir. ik adimi gergeklestirilen deneyler sonucunda dért yéntemin
kullaniimasi performans kaybettirecegi icin; geri kalan ¢alismada “Dogrusal DVM”
ve “Multinom Naif Bayes” olmak Uzere en iyi iki siniflandirma algoritmasi

kullaniimistir.
3.3.2 Oznitelik kiimelerine gore sonuglar

En iyi iki siniflandirma algoritmasi secildikten sonra, O6znitelik kimelerinin
“Dogrusal Destek Vektor Makineleri” ile gercgeklestirilen siniflandirma Uzerindeki
etkisi gozlemlenmistir. Cizelge 3.5'te Ozniteliklerin “Yazar”, “Kategori” ve “Yil

At

Aralig1” siniflari Gzerindeki performanslari belirtiimigstir.

Cizelge 3.5 Oznitelik kiimelerinin Dogrusal Destek Vektdr Makinleri siniflandiricisi
ile siniflar Gzerindeki etkileri

) Yazar Sinifi Kategori Yil Aralig
Siniflandirma Oznitelik icin AUC Sinifiigin | Sinifiigin
Algoritmasi Kimesi y . AUC AUC
Degerleri Ded . < .
egerleri Degerleri
P 0.689 0.704 0.590
A 0.713 0.754 0.581
B 0.721 0.749 0.583
C 0.719 0.750 0.594
D 0.717 0.756 0.593
E 0.725 0.750 0.595
F 0.724 0.755 0.600
G 0.724 0.756 0.599
H 0.722 0.754 0.599
I 0.722 0.753 0.599
Dogrusal J 0.732 0.771 0.604
Destek Vektor K 0.728 0.760 0.607
Makineleri L 0.739 0.760 0.602
(LibSVM M 0.697 0.769 0.600
Linear) N 0.728 0.758 0.601
@) 0.739 0.770 0.610
R 0.697 0.722 0.600
S 0.733 0.770 0.604
T 0.697 0.723 0.599
U 0.717 0.745 0.593
V 0.733 0.770 0.604

Tez kapsaminda yapilan ilk deneylerde her dil icin uygun olacak temel 6znitelikler
kullanilmistir. Bunlar A ile | dahil olmak Uzere bu iki 6znitelik kimesi arasindaki

Oznitelik kumeleridir. Bu 6znitelik kimeleri yapilan arastirmalar ve c¢alismalar
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sonucunda ortaya ¢ikan kelimenin koku, kelime 3 gram, kelime 4 gram ve temel

istatistiksel Ozniteliklerdir. Sarki metninde gecen “Harf Sayisi”, “Kelime SayisI”,
“Farkli Kelime Sayisi” ve “Ortalama Kelime Uzunlugu” gibi istatistiksel verilerin
kombinasyonu ile A-l 6znitelik vektér kimeleri olusturulmus ve siniflandirma
uzerindeki performanslari ¢alisma kapsaminda gercgeklestirilen ilk deneyler
uzerinde gozlemlenmigtir. Daha sonraki galismalarda, yukarida belirtilen s6zcuksel
Ozniteliklere sarki s6zu metnindeki satir bilgilerini iceren istatistiksel 6znitelikler
eklenmistir. Satir uzunluguna bagh Ozniteliklerin bu c¢alisma kapsaminda
kullanilmasinin  nedeni; bu 0Oznitelik kumelerinin gsarki s6zu yazarlarinin
siniflandiriimasinda onemli bir etmen olabileceginin dugunulmesidir. Satir
uzunlugu ile ilgili kullanilan bu o6znitelikler; satir igin maksimum minimum farki,
medyan, ortalama satir uzunlugu ve standart sapmadir. Bu 6znitelikler Cizelge
3.5'te J ile O dahil olmak Uzere bu iki 6znitelik kimeleri arasindaki 6znitelik
kimeleridir. Gergeklestirilen bu asamaya kadar olan deneyler arasinda her bir sinif
icin en iyi secimin O Oznitelik kiimesi oldugu gorilmektedir. Kelime 3 gram ve
kelime 4 gram’in siniflandirma Uzerindeki etkisinin goértlmesi igin P 06znitelik
kimesi (Sadece Kelimenin Koku) ile A 6znitelik kimesinin (Kelimenin Koku +
Kelime 3 Gram + Kelime 4 Gram) karsilastirimasi gergeklestiriimistir ve s6z
yazarlarinin siniflandiriimasinda A 6znitelik kiimesinin P 6znitelik kimesine goére
daha basarili bir kime oldugu gézlemlenmistir. Satir istatistiksel 6zniteliklerinin
siniflandirma Gzerindeki basarili etkisi gozlemlendikten sonra kelime ve satir
sonundaki N-Gram’larin siniflandirma uzerindeki etkisi gozlemlenmistir. Kelime
sonu 2 gram ve kelime sonu 3 gramlarin s6z yazarlarinin kelimeler Uzerinde
kullandiklari ekler hakkinda; satir sonu 2 gram ve satir sonu 3 gramlarin ise sarki
sozlerinde kullanilan kafiyelerin belirlemesinde yol gosterecegi dustntlmuastir. R
ile V kiimesi dahil olmak Uzere bu iki kime arasindaki buatin 6znitelik kimeleri ile
gerceklestirilen deneyler O 06znitelik kimesi ile gergeklestirilen siniflandirma
deneylerini gegememistir. Sonug¢ olarak, Oznitelik kimelerinin siniflandirma
uzerindeki etkilerinin gézlemlendigi Dogrusal Destek Vektorleri siniflandirici ile
gerceklestirilen bu deneyler sonucunda O 06znitelik kimesinin diger Oznitelik

kimelerinden daha basarili oldugu gézlemlenmigtir.
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Cizelge 3.6 Oznitelik kiimelerinin Multinom Naif Bayes Siniflandiricisi ile siniflar
uzerindeki etkileri

_ Yazar Sinifi Kategori Yil Araligi
Siniflandirma Oznitelik icin AUC Sinifiigin | Sinifiigin
Algoritmasi Kimesi l')g"v' . AUC AUC
egerleri Deéd . b .
egerleri Degerleri
P 0.839 0.822 0.650
A 0.862 0.865 0.665
B 0.854 0.865 0.663
C 0.861 0.865 0.664
D 0.863 0.868 0.666
E 0.853 0.865 0.663
F 0.856 0.867 0.665
Multi Naif G 0.862 0.868 0.667
“tér;‘;/rgs al H 0.855 0.867 0.664
I 0.856 0.868 0.664
J 0.856 0.869 0.668
K 0.856 0.869 0.664
L 0.856 0.869 0.664
M 0.855 0.868 0.664
N 0.856 0.869 0.670
O 0.860 0.873 0.674
R 0.849 0.839 0.638
S 0.862 0.872 0.670

Oznitelik vektorlerinin “Dogrusal Destek Vektdr Makineleri” siniflandirici tizerinde
etkisi gdzlemlendikten sonra; Oznitelik vektorlerinin diger iyi siniflandirici olan
“‘Multinom  Naif Bayes” siniflandirici  Gzerindeki etkileri igin  deneyler
gerceklestiriimistir. Bu deneylerin sonuglari Cizelge 3.6’da goérulmektedir. A, G ve
S Oznitelik kimeleri “S6z Yazari” sinif icin en iyi se¢cim oldugu gorulmektedir.
“‘Multinom Naif Bayes” siniflandiricisi igin G ve S 06znitelik kiimeleri yerine A
Oznitelik kimesinin disk alani ve hiz agisindan kazang¢ saglamasi agisindan
sonraki deneylerde kullaniimasina karar verilmigtir. “Kategori” ve “Yil Aralik”
siniflar igin O 6znitelik kimesinin, “Multinom Naif Bayes” siniflandiricisi igin de
ayni “Dogrusal Destek Vektor Makineleri’/nde oldugu gibi diger 0Oznitelik

kimelerinden daha basarili oldugu gorulmektedir.

Cizelge 3.5 ve Cizelge 3.6’da elde edilen sonuclar neticesinde hangi sinif ve
siniflandirici igin hangi 6znitelik kiimelerinin daha basarili oldugu belirtiimigtir. Bu
adimda gercgeklestirilen deneyler ile giris kisminda belirtilen “Metin igeriginin

temsilinde hangi 6znitelikler faydaldir?” sorusuna cevap verilmistir.

47



3.3.3 Kelime kokii alinma durumuna goére sonuglar

Oznitelik kimelerinin segiminden sonra siniflandirma algoritmalari (izerinde
kelimelerin orijinal hali ile kelimelerin kéklerinin alinmig halinin etkisi arastiriimigstir.

Kelimelerin koOklerinin alinmasi igleminin “Yazar”, “Kategori” ve “Yil Araligi

siniflandinimasi Uzerindeki etkisi Cizelge 3.7°de verilmistir.

Cizelge 3.7 Kelime koku alinma durumunun siniflandirma tzerindeki etkisi

AUC Sl Dc_astel_( Vektor Multinom Naif Bayes
Makinesi
Oznitelik Kelimenin Koku Alinmis Mi1? | Kelimenin Koka Alinmig Mi?
Kamesi: O Evet Hayir Evet Hayir
Yazar 0.739 0.718 0.860 0.841
Kategori 0.770 0.751 0.873 0.875
Y1l Araligi 0.610 0.595 0.674 0.654

Sarki s6zt metnin de gecen kelimelerin baska ¢ekimler ve ekler ile kullaniimasi,
aslinda ayni kelimenin birden fazla kelime gibi davranmasi hem 06znitelik
vektorinu buyldtmekte hem de s6z yazarlarinin sik kullandiklari kelimeler hakkinda
yanlis bilgiler verebilmektedir. Bu sebeple kelimelerin kokleri Turkge Dogal Dil
isleme Kiitiiphanesi olan Zemberek Kiitiphanesi ile alinmis ve siniflandirma
uzerindeki etkisi incelenmigtir. Cizelge 3.7°de goruldigu Uzere iki sadece MNB
siniflandirici ile “Kategori” sinifi Uzerinde gergeklestirilen deney haricinde,
kelimenin koklerinin alinmasi siniflandirma performansini artirmaktadir. MNB
siniflandirici ile “Kategori” sinifi Gzerinde gerceklestirilen calisma sonucunda elde
edilen iki sonu¢ arasindaki fark goéz ardi edilebilecegi igin ve genel olarak diger
siniflar ve siniflandirma algoritmalari Uzerinde kelime kokunin alinmasi halinde
performans acisindan bariz bir artis olmasi sebebi ile geri kalan calismalarda
Oznitelik kimelerinde kelimelerin koklerinin kullaniimasina karar verilmistir. Bu
adimda gergeklestirilen deneyler ile giris kisminda belirtilen “Kelime koékunun

kullaniimasi temsili ne kadar guglendirir?” sorusuna cevap verilmigstir.
3.3.4 Oznitelik secim ydntemlerine gore sonuglar

Gergeklestirilen deneylerde kullanilan Oznitelik vektorleri icerisinde ¢ok fazla
Oznitelik bulunabilmektedir; fakat bu 6zniteliklerin bir kismi siniflandirma igin etkili
bir rol oynamamakta ve hem disk alani agisindan hem de iglem hizi agisindan
negatif etki yaratmaktadirlar. Oznitelik vektorleri icerisinde kullanilan 6znitelikler

arasinda kaliteli ve siniflandirma yontemlerini gercekten olumlu yonde etkileyecek
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olanlarini segmek amaciyla bazi 6znitelik se¢cme algoritmalari kullanilmigtir. Bu
calisma kapsaminda kullanilan 6znitelik se¢im algoritmalari “Ki-kare” ve “ReliefF”
algoritmalaridir. Ayrica bu 0znitelik segim algoritmalarinin kullanilmasi eger
performansa olumlu yodnde etki ediyorsa; deneylerde kullanilan Arff dosyalarinin
da boyutunda 6nemli bir azalmaya sebep olmaktadir ve bdylece deneylerin islem
hizli artmaktadir. Cizelge 3.8’de 06znitelik se¢im algoritmalarinin siniflandirmaya

olan etkisi gorulmektedir.

Cizelge 3.8 Oznitelik segim algoritmalarinin siniflandirma (izerindeki etkisi

Simiflandirma Yok Ki-kare ReliefF
Algoritmasi Sinif (AUC (AUC (AUC
9 Degerleri) Degerleri) Degerleri)
Dogruskal Yazar 0.739 0.679 0.718
Deste :
Vektor Kategori 0.770 0.789 0.720
Makinesi Yil Araligi 0.610 0.712 0.574
Yazar 0.862 0.784 0.854
Multinom .
Naif Bayes Kategori 0.873 0.925 0.796
Y1l Arahgi 0.674 0.818 0.675

Cizelge 3.8'de goruldugua gibi “Yazar” sinifi igin 6znitelik se¢im algoritmalarinin bir
etkisi olmamistir. Ayni sekilde ReliefF algoritmasinin “MNB” siniflandirici Gzerinde
gerceklestirilen “Yil Araligi” siniflandirma deneyi diginda higbir siniflandirma
deneyi Uzerinde olumlu etkisi yoktur. Ancak Ki-kare algoritmasi “Kategori” ve “Yil
Aralig1” siniflari Gzerinde bariz bir sekilde performansi arttirmistir. Ki-kare
algoritmasi ile Oznitelik vektorleri Uzerinde kaliteli Ozniteliklerin  segilmesi,

“Kategori” ve “Yil Aralik’larinin siniflandiriimasini olumlu etkilemistir.

Ki-kare 0znitelik segim algoritmasi sonucunda; “Kategori” sinifi igin kullanilan
33458 adet Oznitelik sayisi 2142'te dusmus, “Yil Arahdl” sinifi icin ise bu sayi
33458'ten 650 Oznitelige dusmustir. En iyi deney setlerini hazirlanmasi
asamasinda bundan sonra “Yazar’ sinifi igin Oznitelik segim algoritmalari
uygulanmazken, digeri iki sinif igin Ki-kare algoritmasi kullaniimigtir. Bu deney ile
elde edilen sonuglar ile giris kisminda belirtlen “Sarki  sézlerinin
siniflandinimasinda  6znitelik segim algoritmalari  siniflandirmayr ne kadar

guglendirir?” sorusuna da cevap verilmigtir.
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Oznitelik segim algoritmalari 6znitelikleri siniflandirma Gzerindeki etiklerine gére
siralamaktadir. Ki-kare algoritmasi Oznitelik vektorlu Uzerindeki her bir oznitelige
puan vererek Ozniteliklerin kalitelerini belitmektedir. Bu c¢alismada Ki-kare
algoritmasi ile gergeklestirilen 6znitelik segim islemi sonucunda her bir sinif igin en

kaliteli 12 adet 6znitelik Cizelge 3.9’da verilmistir

Cizelge 3.9 Her bir sinif igin en aciklayici 6znitelikler

Yazar Kategori Yil Araligi
Maksimum Satir Maksimum Satir
Uzunlugu ile Uzunlugu ile
Minimun? Satir Harf Sayist Minimun(::l] Satir
Uzunlugu Farki Uzunlugu Farki
Maksimum Satir
Kelime Sayis| Uzunlugu ile Ortalama Satir

Minimum Satir Uzunlugu
Uzunlugu Farki
Harf Sayisi Farléll Kelime “‘Ask” Kelimesinin
ayisl Frekansi
Farkl Kelime “Bir” Kelimesinin “Sevgi” Kelimesinin
Sayisi Frekansi Frekansi
“Barig” Kelimesinin “he” N-graminin “urb” N-graminin
Frekansi Frekansi Frekansi
“Bir” Kelimesinin “da” N-graminin “Kalp” Kelimesinin
Frekansi Frekansi Frekansi
Ortalama Satir Ortalama Satir “Umit” Kelimesinin
Uzunlugu Uzunlugu Frekansi
\./UCUF . “nda” N-graminin “ik” N-graminin
Kelimesinin
Frekansi Frekansi
Frekansi
“lar” N-graminin Qonu_l . “‘dim” N-graminin
Frekansi Kelimesinin Frekansi
Frekansi
“‘Ask” Kelimesinin “lar” N-graminin “‘Barig” Kelimesinin
Frekansi Frekansi Frekansi
“her” N-graminin “dd” N-graminin “Y1II” Kelimesinin
Frekansi Frekansi Frekansi
“‘da” N-graminin “mis” N-graminin “yad” N-graminin
Frekansi Frekansi Frekansi

Cizelge 3.9’a gore en bilgi verici dzniteliklerin satir ile ilgili istatistiksel dznitelikler

oldugu goérulmektedir. Bu tez kapsamina 6zgu olarak dusunllen en uzun satir

uzunlugu ile en kisa satir uzunlugu farkinin hesaplandigi “Maksimum Satir

Uzunlugu ile Minimum Satir Uzunlugu Farki” isimli 6znitelik, genel olarak

siniflandirma islemleri sirasinda en belirleyici ve en énemli 6znitelik olarak dikkat

cekmektedir. Oznitelik secim ydntemleri sonucunda elde edilen en etkili ve
50



siniflandirmada Dbelirleyici rol oynayan Ozniteliklerin igerisinde, bu c¢alisma
kapsaminda dusundlen satir uzunluklar ile ilgili 6zniteliklerin bulunmasi dikkat

cekmektedir. “Harf Sayisi”, “Kelime SayisI” ve “Farkh Kelime Sayisi” gibi global

istatistiksel Oznitelikler ise ikinci en ¢cok katkida bulunan o6znitelik kimeleridir.
Kelime koklerine bakacak olursak, “Ask”, “Sevgi”, “Vicut®, “Kalp”, “Barig”, “Umit”,
“Bir” ve “Y1I” kelimeleri diger kelime koklerine gore siniflandirma Uzerinde daha
belirleyicidir. Bu secilen kelime kokleri, sarki s6zu yazarlarinin yazim tercihleri ve
hangi ortak kelimeleri daha sik kullandiklari hakkinda bilgi vermektedir. En ¢ok
bilgi verici N-Gramlar ise; “lar’, “ik”, “dim”, “dU”, “mis” ve “da” N-Gramlaridir. Bu N-
Gramlar, ¢ogul eki (“ler”), birinci ¢ogul sahis icin gecmis zaman eki (“ik”), birinci
tekil sahis icin gecmis zaman eki (“dim”), Gglncu tekil sahis igin gecmis zaman eki
(“d0”), Gguncu tekil sahis igin 6grenilen gegmis zaman eki (“mis”) ve bulunma hali
(“da”) ekleridir. Secilen bu karakter N-gramlar, bazi kelime eklerinin dagilimini ve
bdylece sb6z yazarlarinin sarki sozleri yazarken kullandiklari gramer tercihlerini

belirlerler.
3.3.5 En basarnh deney setinin segilmesi

Oznitelik secimi ydntemlerinin uygulanmasi veya uygulanmamasi asamalarina
karar verildikten sonra, en basarili sonucu veren deney setine karar verilmistir.
Sarki sdzlerinin siniflandiriimasi ¢alismasinda, en basarili sonucu veren deneyler
kimesi bahsedilen adimlar ile olusturulmus ve bu nihai deney seti Uzerinden elde
edilen sonuglar bu tez kapsaminda elde edilen en basarili sonuglar olarak
kaydedilmistir. iki siniflandirma yéntemi (DDVM, MNB) ve i¢ sinif (“Yazar’,

“Kategori”, “Yil Araligi
Kelimenin Oznitelik Oznitelik
m Kok Kimesi Secimi

Y|I Arallgl

) icin en basarili deney setleri Sekil 3.4’te verilmistir.

Kategorl

Y|I Arallgl

Sekil 3.4 Her bir sinif icin en basarili deney setleri

51



Gergeklestirilen butin deney kimeleri icin kelimelerin koklerinin alinmasi islemi
gerceklestiriimistir. DDVM’leri igin en iyi 6znitelik kimesi “O” 6znitelik kimesidir.
NMB siniflandirici icin “Kategori” ve “Yil Aralik” siniflari igin en iyi 6znitelik kimesi
ayni sekilde “O” 6znitelik kimesiyken, “Yazar” sinifi igin ise bu “A” 6znitelik kimesi
olarak degismektedir. “Yazar® sinifina her iki siniflandirma algoritmasi da
uygulanirken, oznitelik segimi algoritmalarinin uygulanmamasi daha dogru bir
secimken, “Kategori” ve “Yil Arahid1”” siniflari igin Ki-kare Oznitelik segim

yontemlerinin uygulanmasi daha dogrudur.

Sekil 3.4°da belirtilen en basarili deney adimlari goézlemlenip, hazirlandiktan sonra
ilgili deneylerin sonuglari elde edilmis ve yorumlanmigtir. Cizelge 3.10'da DDVM

ve NMB iki siniflandirma algoritmasi igin elde edilen en iyi sonuglar verilmistir.

Cizelge 3.10 DDVM ve MNB siniflandiricilari i¢in elde edilen en iyi sonuglar

Dogru Yanhs
Sinif Siniflandir Siniflandir Duyarliik | Kesinlik | F-Olgitii AUC
ma ma
Yazar 53,435 46,564 0,534 0,523 0,521 | 0,739
Dogrusal | ategori 72,805 | 27,194 | 0728 | 0730| 0728 | 0,789
Destek
Vektor il
. ) 1
Makineleri 67,652 32,347 0,677 0,670 0,670 | 0,712
Aralig
Yazar 49,141 50,858 0,491 0,593 0,434 | 0,862
Multinom Kategori 81,488 18,511 0,815 0,817 0,815 | 0,925
Naif Bayes il
1
71,374 28,626 0,697 0,698 0,695 | 0,818
Aralig

Cizelge 3.10°da goraldugu gibi, DVM veri kimesi Uzerinde en iyi deney seti ile
birlikte uygulandigi zaman verilerin ~%53’0 dogru siniflandinimaktadir. 12 adet
s6z yazarinin bulundugu bir kimede, s6z yazarlarinin ~%53 gibi bir oranla dogru
siniflandiriimasi, neredeyse iki s6z yazarindan bir tanesinin dogru siniflandirildigi
anlamina gelmektedir. Veri kimesinde toplam U¢ adet kategori bulunmaktadir ve
bu siniflar icin “Dogru Siniflandirma” degeri ~%73’lerde goriilmektedir. Ug adet yil
aralk sinifinin bulundugu veri kimesinde ise bu deger ~%68 oranlarindadir.

“Duyarllik”, “Kesinlik” ve “F-Olgltl” degerleri igin en basarili sonuglar
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“Kategori’lerin siniflandiriimasinda elde edilmistir. Cizelge 3.10'da tez kapsaminda
temel model basarim olgutu olarak kullanilan “AUC” deg@eri; “Yazar” sinifi igin
0.739, “Kategori” sinifi icin 0.789 ve “Yil Araligi” sinifi i¢cin 0.712 degerleri elde

edilmigtir.

MNB siniflandirici ile elde edilen siniflandirma degerleri DDVM siniflandiricisi ile
elde edilen degerlere gore daha basarilidir. Veriler “Yazar’ sinifina gore
siniflandirilirken “Dogru Siniflandirma” dederi ~%49’ken, bu deger “Kategori” sinifi
icin ~%81, “Yil Arahdr” sinifi igin ise ~%71 olarak hesaplanmistir. “Duyarlik”,
“Kesinlik” ve “F-Olgltl” model bagarim dlgitleri icin hesaplanan degerler genel
olarak DDVM siniflandiricisina gore daha basarili gikmistir. Temel siniflandirma
degerlendirme kriteri olan “AUC” degerlerinde ise her ¢ sinif icin de MNB
siniflandiricisi DDVM siniflandiricisina gore daha basarihidir. “AUC” degeri
“Yazar’lar siniflandirilirken 0.862, “Kategoriler” siniflandirilirken 0.925 ve “Yil

Aralik’lar1 siniflandirilirken ise bu deger 0.818’e gikmaktadir.
3.3.6 Siniflara ait model bagarim ol¢uitu ve karisiklik matrisi sonuglari

Her bir sarki s6zu yazarinin MNB siniflandirici algoritmasi ile siniflandiriimasi

sonucunda elde edilen “Model Basarim Olgltleri” Cizelge 3.11°de verilmistir.

Cizelge 3.11 Her bir s6z yazari igin elde edilen model basarim olgutlu degerleri

Sinif = Yazar Duyarhilik Kesinlik F-Olgiitii AUC
Sezen Aksu 0,629 0,426 0,508 | 0,851
Serdar Ortag 0,821 0,415 0,551 | 0,908
Yasar 0,020 0,333 0,038 | 0,722
Mustafa Sandal 0,017 1,000 0,034 | 0,892
Teoman 0,691 0,758 0,723 | 0,980
Haluk Levent 0,140 0,800 0,239 | 0,827
Barig Manco 0,487 0,725 0,583 | 0,797
Sebnem Ferah 0,462 0,652 0,541 | 0,909
Selami Sahin 0,217 0,690 0,331 | 0,830
Yildiz Tilbe 0,053 0,750 0,098 | 0,717
Ferdi Tayfur 0,893 0,438 0,587 | 0,891
Hakan Altun 0,242 0,667 0,355 | 0,893
Ortalama Agirhik 0,491 0,593 0,434 | 0,862
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Cizelge 3.11'de, “Serdar Ortag” ve “Sebnem Ferah” isimli sarki s6zu yazarlarinin
degerlerinin diger sarki sbzu yazarlarina gore daha iyi siniflandinldig
goOrulmektedir. Bu sonuglar “Serdar Ortag¢”in sarkilarinin kendi icerisinde benzer
sozcuksel ve metinsel yapida oldugu; fakat diger sarkilar ile farklihk gdsterdigi
seklinde yorumlanabilir. Ayni gekilde, “Yildiz Tilbe’nin siniflandiriima sonuglari
dusuk ciktidr icin; “Yildiz Tilbe’nin yazdigi sarki sozlerinin diger sarki sozleri ile

benzerlik gosterdigi olarak yorumlanabilir.

Cizelge 3.12'de her bir sarki s6zU yazarinin siniflandiriimasi sonucu elde edilen

“Karigiklik Matrisi” (Confusion Matrix) verilmigtir.

Cizelge 3.12 Sarki s6zU yazarlariinin siniflandiriimasi sonucu elde edilen
karigiklik matrisi

Tahmin | SA SO Y MS T HL BM SF S$ YT FT HA

Gergek Deger

Sezen Aksu 78 20 0 0 2 0 5 4 2 0 12 1

Serdar Ortag 1 110 O 0 1 0 0 1 0 0 19 2

Yasar 17 10 1 0 1 0 1 0 0 0 18 1
Mustafa 0 25 o 1 1 o0 1 3 0 0 15 2
Sandal

Teoman 9 7 0 0 47 0 0 3 0 0 2 0
Haluk Levent 17 6 0 0 2 8 4 2 2 0 15 1
Baris Manco 13 9 1 0 1 1 37 2 1 0 11 0

Sebnem Ferah | 16 10 0 0 5 0 0 30 1 0 3 0
Selami Sahin 6 10 0 0 0 0 1 1 20 0 50 4
Yildiz Tilbe 9 28 0 0 0 1 0 0 1 3 15 0
Ferdi Tayfur 4 9 1 0 0 0 2 0 2 1 158 0

Hakan Altun 3 21 0 0 2 0 0 0 0 0 43 22

Karisiklik matrisi ile belirtilen tabloda, siniflandirma islemi sonucunda her bir sarki
s6zu yazarina ait sarkilarin, kendisi ve diger sarki s6zl yazarlarina ait olan
dagihmi veriimektedir. Ornegin; “Serdar Ortag” a ait 134 adet sarkinin, 1 tanesi
“Sezen Aksun’nun yazdidi, 1 tanesi “Teoman”in yazdigi, 1 tanesi “Sebnem

Ferah”in yazdigi, 19 tanesi “Ferdi Tayfur’un yazdig: ve 2 tanesi “Hakan Altun” un
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yazdigl sarki olarak yanls siniflandinimistir. Fakat 134 adet “Serdar Ortag”
sarkisinin 110 tanesi dogru olarak siniflandiriimis ve “Serdar Ortag” sarkisi olarak
Cizelge 3.12’de belirtilmigtir.

Cizelge 3.11°e benzer olarak Cizelge 3.13'de de “Kategori” sinifinin MNB
siniflandirici  algoritmasi ile siniflandirilmasi sonucunda elde edilen “Model

Basarim Olgtleri” verilmistir.

Cizelge 3.13 Her bir muzik kategorisi i¢in elde edilen model bagsarim Olgutu

degerleri
Sinif = Kategori Duyarlilik Kesinlik F- Olgiitii AUC
Pop 0,767 0,782 0,775 | 0,901
Rock 0,786 0,882 0,831 | 0,950
Arabesk-Fantezi 0,875 0,806 0,839 | 0,929
Ortalama Agirhk 0,815 0,817 0,815 | 0,925

Cizelge 3.13'de AUC degerlerine bakacak olursak, en iyi siniflandirma degerleri
“‘Rock” muzik kategorisine aittir. En basarisiz sonuglar ise “Pop” muzik sarki
sozleri kategorisinde elde edilmigtir. Bu sonuclar yorumlayacak olursak; “Rock”
turtne ait sarki sozleri birbiri igerisinde benzerlik gosterirken, diger turlere ait sarki

sozlerinden farklilik géstermektedir.

Cizelge 3.14'de muzik kategorilerine ait sarki sézlerini karisiklik matris sonugclari

verilmistir.

Cizelge 3.14 Muzik kategorilerinin siniflandirilmasi sonucu elde edilen karisiklik

matrisi
Tahmin
Pop Rock Arabesk-Fantezi
Gergek Deger
Pop 280 23 62
Rock 31 209 26
Arabesk-Fantezi 47 5 365

Cizelge 3.14’de goérildigu gibi, “Rock” muizik turine ait 266 adet sarki s6zunun,
31 tanesi “Pop” muzik turine, 26 tanesi de “Arabesk-Fantezi” muzik tlrune ait
sarki sdzlerine aitmis gibi yanlis siniflandiriimistir. Toplam 1048 adet sarki
sdzlinden, 280 tanesi “Pop”, “209” tanesi “Rock” ve 365 tanesi “Arabesk-Fantezi”

olmak Uzere toplamda 854 adet sarki s6zu turt dogru sekilde siniflandiniimigtir.
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“YiIl Arahgr” smiflarinin MNB siniflandirict  algoritmasi ile “Model Bagarim

Olglitleri’ne gére elde edilen sonuglar Cizelge 3.15'te verilmigtir.

Cizelge 3.15 Her bir yil araligi i¢in elde edilen model basarim dl¢utu degerleri

< - F-

Sinif = Yil Arahgi | Duyarhihk | Kesinlik Oliitii AUC
1972-1993 0,747 0,638 0,689 | 0,849
1994-2006 0,730 0,751 0,740 | 0,793
2007-2014 0,523 0,635 0,574 | 0,845

Ortalama Agirhik 0,697 0,698 0,695 | 0,818

< "

“Yil Araligr” sinifinin sonuglari Cizelge 3.15’te goruldigu gibi “Kategori” sinifinin
siniflandinima sonuglarina goére daha basarisizdir. “Kategori” sinifina ait “AUC
Ortalama Agirhk” degeri 0,925 iken bu deger “Yil Araligi” sinifi icin 0,818'dir.
Cizelge 3.15’te goruldugu gibi sarki sozleri yil araliklarina gore siniflandirilirken en
kotu degerler “1994-2006” yillar arasinda elde edilmistir. Bu da “1994-2006" yillar
arasinda yazilan sarkilarin kendi iclerinde belirleyici 6zellikler igermedigi ve diger
yil araliklarinda vyazilan sarki sozleri ile benzerlik gosterdigi seklinde
yorumlanabilir. Ornegin; “1972-1993” vyillari arasinda vyazilan sarkilar kendi
iclerinde benzerlik gosterirken, diger yil araliklarinda yazilan sarkilara gore farkhhk

gOstermektedir.

NMB siniflandirma algoritmasi ile “Yil Araligi” sinifi Gzerinde gergeklestirilen deney

sonucunda elde edilen karigiklik matrisi Cizelge 3.16’da verilmigtir.

Cizelge 3.16 Yil araliklarinin siniflandiriimasi ile elde edilen karigiklik matrisi

Tahmin
1972-1993  1994-2006 2007-2014
Gergek Deger
1972-1993 219 65 9
1994-2006 103 410 49
2007-2014 21 71 101

Cizelge 3.16’da toplam 1048 adet sarki sézundn yil araliklarina gore kendi
iclerinde nasil siniflandirildiginin dagilimi verilmistir. Ornegin; 1972 ile 1993 yillari
arasinda yazilan 293 adet sarkinin 65 tanesi 1994-2006 arasindaki yillara ait, 9
tanesi ise 2007-2014 vyillari arasindaki sarki sozlerine ait olarak yanlis
siniflandinimistir. Fakat 293 adet “1972-1993” sinifina ait sarki sézinden 219
tanesi dogru sekilde siniflandiriimistir. Toplamda ise 1048 adet sarki soziinden

730 tane sarki s6zU dogru yil araliklarina ait olarak siniflandiriimistir.
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4. TARTISMA VE GELECEK CALISMALAR

Tarkge Sarki sozleri kullanilarak s6z yazarinin, kategorisinin ve yil araliginin
siniflandinimasina yoénelik bir calisma yapilmis ve bu amacgla gelistirilen

siniflandirma modeli, bilgi geri-geri getirimi bakis agisiyla degerlendirilmigtir.

Tez sonugclarl gostermektedir ki; sarki s6zi metin verisinin otomatik analizi ve
siniflandinimasi, dijital ortamlarda bulunan muzik igeriklerinin erisilebilirligi,

organize edilebilirligi ve yonetilebilirligi agisindan umut verici bir agamadir.

Tarkce sarki sozlerinin ve bu sarki sozlerine ait Ust bilgilerin bulundugu genis bir
veri kimesi hazirlanmigtir. Hazirlanan bu veri kimesi Uzerinde, Turkce dil bilgisi
yapisina uygun olarak yapisal ve istatistiksel Oznitelik vektorleri hazirlanmistir.
Hazirlanan bu 6znitelik vektorlerine eklenen her bir yeni 6znitelik ve dznitelik grubu
icin sarki sozlerinin siniflandirilmasi gergeklestiriimistir. Bu sayede 06znitelik
kimesine eklenen her bir yeni Ozniteligin, sarki sozlerinin siniflandiriimasini
olumlu ya da olumsuz yonde etkileyebilecegi gozlemlenmistir. Bu calisma
kapsaminda kullanilan oznitelikler arasindan en iyi kombinasyonun segilmesi ile
ideal Oznitelik vektori olusturulmus ve olusturulan bu 06znitelik vektorinin

performansi nasil dogrudan olumlu etkiledigi gozlemlenmigtir.

Sarki sozleri metinlerinin siniflandiriimasi sirasinda gelistirilen 6znitelik gruplari
icerisindeki “Satir uzunlugu istatistikleri” 6znitelik grubu, gelecek calismalarda yol
gOsterici bir dznitelik grubu olarak 6n plana ¢ikmaktadir. Her bir kategoriye ait
sarki s6zu metinlerinde kullanilan satir uzunlugu vyapisi belirleyici rol
oynamaktadir. Tez kapsaminda arastirilan ve gézlemlenen bu durum deneylerde
kullanilmistir ve deneyler sonucunda elde edilen verilere gore, bu teze 6zgu
geligtirilen bu tip 6znitelik gruplari siniflandirma sirasinda belirleyici ve etkilidir.
Ozellikle 6znitelik secim asamasinda, en basarili dznitelik olarak gbze carpan
“Maksimum Satir Uzunlugu ile Minimum Satir Uzunlugu Farki” 6zniteligi bu tez
kapsaminda bulunmus ve uygulanmis “Satir uzunlugu istatistikleri” 06znitelik
grubuna ait bir 6zniteliktir. Bu kapsamda geligtirilen bazi 6znitelik gruplari gelecek
calismalarda yol gosterici rol oynayabilirler. Bu durum, bu tezin literatlre

kazandirabilecegi en dnemli 6zelliklerden bir tanesi olarak 6n plana ¢ikmaktadir.

Turkge sarki so6zu madenciligi ile ilgili gelecek caligmalar igerisinde, bu ¢alisma

kapsaminda kullanilan veri kimesinin ve sarki soézlerinin siniflandiriimasi
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asamasinda kullanilan 6znitelik vektorleri genisletilebilir. Bu ¢alismada kullanilan
12 adet sarki s6zu yazarinin yazdigi toplam 1048 adet sarkinin genisletiimesi ile
gerceklestirilen deneyler sonucunda elde edilen ciktilar yeni yontemlerin ve
calismalarin ortaya ¢ikmasina neden olabilir. Ayrica veri kimesinin genigletiimesi
ile paralel olarak, bu calisma kapsaminda Turkge sarki s6zu metinlerinden
cikartilan 6znitelik kiimeleri genisletiimesi planlanmaktadir. Ozellikle Tiirkge'ye ve
sarki s6zU metinlerine uygun yeni Ozniteliklerin ¢alismaya dahil edilmesiyle
siniflandirma basarisi arttirilabilecektir. Her bir muzik tlrQ i¢in kullanilan jargon
birbirinden farkh oldugu igin, muzik turleri arasindaki jargonu temel alarak
cikartilan yeni Oznitelikler performansi dogrudan etkileyecektir. Ayrica bu ¢alisma
kapsaminda sarki sozu yazarlarinin yaklasimlarinin yaklasik olarak her 10 yillik
doénemlerde degisebildidi tespit edilmigtir. Donemler igerisindeki bu degisiklik her
bir sarki s6zU yazarina ve muzik tlrlerine ait tarzlarin degismesine neden
olmaktadir. Daha sonra yapilacak calismalarda, yillara gore sarki sozlerindeki
degisen bu Uslubun dikkate alinmasi ile hazirlanacak yeni 6znitelik kimeleri

performansi dogrudan olumlu yénde etkileyecektir.

Sarki so6zlerinin siniflandiriimasi  sirasinda, siniflandirma ve 06znitelik segim
algoritmalarinin performans tzerindeki etkisini inceleyen bir alt yapi sunulmustur.
Bu alt yapi ile sistemin en iyi sekilde calismasini saglayan algoritmalarin
secilmesini saglamaktadir. Yapilan galismalarda kullanilan DVM, DDVM, NB ve
MNB algoritmalari icerisinden bu sistem igin en iyisi olan MNB siniflandirma
algoritmasi secilmistir. Ayni sekilde ¢ok buylk boyutlu olan 6znitelik vektori
icerisinden, en Kkaliteli ve siniflandirmayr en c¢ok etkileyecek 6zniteliklerin
secilmesini saglayan 6znitelik secim algoritmalarinin sistem performansini nasil
etkiledigi gozlemlenmis ve en basarili 6znitelik se¢im algoritmasinin en iyi deney
setinde kullaniimasina karar  verilmigtir. Sarki szl yazarlarinin
siniflandinimasinda herhangi bir 6znitelik se¢im algoritmasinin sistemi olumlu
yonde etkilememesinden dolayi s6z yazarlarini siniflandirirken en iyi deney seti
icerisinde Oznitelik segim algoritmasi kullanilmamigtir. Mazik turlerini ve vyil
aralhklarini siniflandirirken Ki-kare ve ReliefF algoritmalari kullaniimis ve bu iki
sinif i¢in Ki-kare 6znitelik se¢im algoritmasi sistemin performansini artirmistir.  Bu
adimlar gergeklestiriimesi ve en iyi yontemlerin sirasi ile segilerek sisteme dahil

edilmesinin sarki sézlerini siniflandiriimasinda dogrudan énemli bir rol oynadigi
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gOzlemlenmistir. Elde edinilen sonuglara gore baglangigta belirledigimiz arastirma
sorulari da kanita dayali olarak cevap bulmustur. Buna gore; sarki s6zlerinin muzik
iceriginin temsilinde etkili bir rol oynayabilecegi gozlemlenmistir. Yapilan deneyler
ile elde edilen sonuglara goére; “Sarki s6zlu yazar”, “kategori” ve “yil arahgl”
siniflarinin - siniflandiriimasinda sarki sozlerinin etkili oldugu go6zlemlenmistir.
Siniflandirma asamasinda kullanilacak hangi Ozniteliklerin faydali olabileceqgi
sorusu da bu galisma kapsaminda cevap bulmustur. Sarki metinlerinde kullanilan
kelimelerin kokleri 6znitelikleri, sarki sdzlerinin metin yapisi hakkinda bilgi veren,
kelime ek bilgisini iceren ve sarki metni igerisindeki kafiye kullanimi hakkinda bilgi
veren n-gram Oznitelikleri, sarki metinleri hakkinda genel bilgi veren global ve satir
uzunlugu istatistiksel 6znitelikleri sarki sozlerinin siniflandirmasinda 6nemli bir
oynamigtir. Ozellikle bu calisma kapsaminda gelistirilen “Satir uzunlugu
istatistikleri” 6znitelik grubu en dikkat ¢ekici 6znitelik gruplarindan bir tanesidir.
Oznitelik secim yodntemleri ile elde edilen sonuglara gére, siniflandirma
performansini etkileyecek en o6nemli 6znitelikler “Satir uzunlugu istatistikler’
gurubuna aittir. Bu calisma kapsaminda kelimelerin kdklerinin alinmasinin
siniflandirma  performansini nasil etkiledigi  gozlemlenmistir. Oznitelik olarak
kelimeler yerine kelime koklerinin kullaniimasinin siniflandirma performansini
arttirdigi  deneyler ile ispatlanmigtir. Ayrica kullanilan 06zniteliklerin hepsinin
kullaniimasinin performansi olumlu ya da olumsuz etkiledigi de 6znitelik segim
yontemleri Uzerinde gercgeklestirilen deneyler ile cevap bulmustur. “Yazar” sinifi
icin Oznitelik se¢cim yontemi uygulanmasi performansi olumsuz yonde etkilerken,
“kategori” ve “yil araligi” siniflari icin ise Ki-kare 0Oznitelik seg¢im ydnteminin
kullaniimasi siniflandirma performansini arttirmistir. Bdylece bu c¢alisma
kapsaminda gerceklestirilen deneyler ve elde edilen sonugclar ile girig kisminda

belirtilen sorulara cevap verilmigtir.

Gelecek calismalarda, yeni siniflandirma ve 06znitelik segim algoritmalarinin
denenmesi ve bu algoritmalarin Turkge sarki sozu siniflandirma Gzerindeki
etkilerinin  incelenmesi  planlanmaktadir.  Yeni denenecek siniflandirma
algoritmalarinin sistemin performansini artirmasi durumunda yanhs siniflandirilan
sarki sdzlerinin de dogru sekilde siniflandiriimasi hedeflenmektedir. Buylk boyutlu
Oznitelik vektorleri Uzerinden kalitesiz Ozniteliklerin elenmesini saglayan yeni

Oznitelik segim yontemlerinin sisteme entegrasyonu, hem iglem hizinin hem de
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siniflandirma performansinin artmasini saglayacaktir. Turkge dil yapisina uygun
ve istatistiksel Oznitelikleri siniflandirma da ve seciminde kullanilacak yeni
yontemlerin entegrasyonu ile sistemin genel performansinin artiriimasi

planlanmaktadir.

Arastirmalarimiz kapsaminda gergeklestirilen bu calisma sarki s6zi metninden
sarkl s6zu yazarinin tahmin edilebilirligi igin yapilan ilk galismadir. Birgok ilgili ve
farkh kategorideki 6znitelik kiimeleri sarki s6zu metinlerini ifade edebilmek igin
deg@erlendirilerek ve birlestirilerek tek bir Oznitelik vektord haline getirilmigtir.
Ayrica, sarki s6zu siniflandirma islemi ilk kez Turkce baglaminda ele alinmaktadir.
Siniflandirma performansinin dogru bir sekilde degerlendirilmesi i¢in genis bir veri
kimesi hazirlanmis ve herkese acgik hale getirilmigtir. Bilgi geri getirim
arastirmacilarinin, dogal dil isleme kutUphaneleri gelistiricilerinin ve muizik analiz
topluluklarinin hazirladigimiz veri kimesi ve gergeklestirdigimiz calismadan
yararlanacaklarina inaniyoruz. Onerilen modelin, hali hazirda gelistirilmis muzik
tavsiye sistemlerinde yardimci arag¢ olarak kullanilabilecegi dugunulmektedir. Bu
calisma ile elde edilen kazanimlar, muzik bilgi geri getirim alani ve tavsiye

sistemleri uygulamalarinda tamamlayici bir arag olarak kullanabilir.

60



KAYNAKLAR LISTESI

[1]
[2]

[3]

[4]

[5]

[6]

[7]

[8]

[9]

[10]

[11]

[12]

[13]

[14]

Orio N., “Music retrieval: a tutorial and review,” Foundations and Trends in
Information Retrieval, vol.1, no.1, s.1-90, 2006.

Song Y., Dixon S. and Pearce M., “A survey of music recommendation
systems and future perspectives,” 9th International Symposium on
Computer Music Modelling and Retrieval (CMMR 2012), 2012.

Schedl M., Gémez E. and Urbano J., "Music information retrieval: recent
developments and applications,” Foundations and Trends in Information
Retrieval, vol.8, no.2-3, s.127-261, 2014.

Moutselakis E.V. and Karakos A.S., “Semantic web multimedia metadata
retrieval: a music approach,” 13th Panhellenic Conference on Informatics,
PCI'09, s.43-47, 2009.

Debaecker J. and Mustafa el Hadi W., “Music indexing and retrieval:
evaluating the social production of music metadata and its use,” ISKO UK
Conference 2011: Facets of Knowledge Organization, s.353-363, 2011.

Costa C. H. L., Valle Jr. J. D. and Koerich, A.L., "Automatic classification of
audio data,” 2004 IEEE International Conference on Systems, Man and
Cybernetics, vol.1, s.562-567, 2004.

Qian Y. Z. Dou H. and Feng Y., “A novel algorithm for audio information
retrieval based on audio fingerprint,” 2010 International Conference on
Information Networking and Automation (ICINA), vol.1, s.266-270, 2010.

Su L., Yeh C,, Liu J. Y, Wang J. C. and Yang Y. H. "A systematic
evaluation of the bag-of-frames representation for music information
retrieval,” IEEE Transactions on Multimedia, vol.16, no.5, s.1188-1200,
2014.

Sarkar R. and Saha S. K., “Music genre classification using EMD and pitch
based feature,” 2015 Eighth International Conference on Advances in
Pattern Recognition (ICAPR), s.1-6, 2015.

Byrd D. and Crawford T., “Problems of music information retrieval in the real
world,” Information Processing and Management, vol. 38, no.2, s. 249-272,
2002.

Besson M., Fata F., Peretz |., Bonnel A. M. and Requin J., “Singing in the
brain: Independence of lyrics and tunes,” Psychological Science, vol.9, no.,
S.6494-6498, 1998.

Frith S., “Music for pleasure: essays in the sociology of pop,” Routledge,
New York, 1988.

van Zaannen M. and Kanters P., “Automatic mood classification using
TF*IDF based on lyrics,” Proceedings of the 11th International Society for
Music Information Retrieval Conference (ISMIR 2010), s.75-80, 2010.

Beukeboom C. J. and Semin G. R., “How mood turns on language,” Journal
of Experimental Social Psychology, vol.42, no.5, s.553-566, 2005.

61



[15]

[16]

[17]

[18]

[19]

[20]

[21]

[22]

[23]

[24]

[25]

[26]

[27]

Xiao H., Downie J., and Ehman A. F., “Lyric text mining in music mood
classification,” 10th International Society for Music Information Retrieval
Conference (ISMIR 2009), s.411-416, 2009.

He H., Jin J., Xiong H., Chen B., Sun W. and Zhao L., “Language feature
mining for music emotion classification via supervised learning from lyrics,”
Advances in Computation and Intelligence, Lecture Notes in Computer
Science, vol.5370, s.426-435, 2008.

Xia Y., Wang L., Wong K.F. and Xu M., “Sentiment vector space model for
lyric-based song sentiment classification,” Proceedings of the 46th Annual
Meeting of the Association for Computational Linguistics on Human
Language Technologies, s.133-136, 2008.

Mayer R., Neumayer R. and Rauber A., “Rhyme and style features for
musical genre classification by song lyrics,” Proceedings of the 9th
International Conference on Music Information Retrieval, s.337-342, 2008.

Fell M., and Sporleder C., “Lyrics-based analysis and classification of
music,” COLING, s.620-631, 2014.

Laurier C., Grivolla J. and Herrera, P., “Multimodal music mood
classification using audio and lyrics,” Proceedings of the 7th International
Conference on Machine Learning and Applications, s.688—693, 2008.

Mckay J., Burgoyne J. A., Hockman J., Smith J. B. L., Vigliensoni G. and
Fujinaga ., “Evaluating the genre classification performance of lyrical
features relative to audio, symbolic and cultural features,” International
Society for Music Information Retrieval Conference, 2010.

Mayer R. and Rauber A., “Musical genre classification by ensembles of
audio and lyrics features,” Proceedings of International Conference on
Music Information Retrieval, s.675-680, 2011.

Silla Jr. C. N., Koerich A. L. and Kaestner C. A. A., “Improving automatic
music genre classification with hybrid content-based feature vectors,”
Proceedings of the 2010 ACM Symposium on Applied Computing, s.1702—
1707, 2010.

Hu X. and Downie J. S., “Improving mood classification in music digital
libraries by combining lyrics and audio,” Proceedings of the 10th Annual
Joint Conference on Digital Libraries, s.159-168, 2010.

Qi X. and Davison B. D., “Web page classification: features and algorithms,”
ACM Computing Surveys, vol.41, no.2, article 12, 2009.

Idrisa I., Selamata A., Nguyenc N. T., Omatud S., Krejcare O., Kucae K.
And Penhakerf M., “A combined negative selection algorithm—particle
swarm optimization for an email spam detection system,” Engineering
Applications of Artificial Intelligence, vol.39, s.33-44, 2015.

Petza G., Karpowicza M., Firschufda H., Auingera A., Stfiteskyb A. And
Holzingerc A., “Computational approaches for mining user’s opinions on the
Web 2.0,” Information Processing and Management, vol.50, no.6, s.899—
908, 2014.

62



[28]

[29]

[30]

[31]

[32]
[33]

[34]

[35]

[36]

[37]

[38]
[39]

[40]

[41]

[42]

[43]

Stamatatos E., “A survey of modern authorship attribution methods,”
Journal of the American Society for Information Science and Technology,
vol.60, no.3, s.538-556, 2009.

Koppel M., Schler J. and Argamon S., “Computational methods in
authorship attribution,” Journal of the American Society for Information
Science and Technology, vol.60, no.1 s.9-26, 2009.

Sebastiani F., “Machine learning in automated text categorization,” ACM
Computing Surveys, vol.34, no.1, s.1-47, 2002.

Badawi D. and Altingay H., “A novel framework for termset selection and
weighting in binary text classification,” Engineering Applications of Artificial
Intelligence, vol.35, s.38-53, 2014.

Vapnik V. and Cortes C., “Support-vector networks,” Machine Learning,
vol.20, no.3, s.273-297, 1995.

Abu-Mostafa Y., “Lecture 14 - Support Vector Machines,”
http://www.youtube.com/watch?v=eHsErIPJWUU, 2012.
Abu-Mostafa Y., “Lecture 15 - KernelMethods,”

http://www.youtube.com/watch?v=XUi5JbQihlU&feature=relmfu%20kernel
%20methods, 2012.

Huson D., “SVMs and kernel functions,” Algorithms in Bioinformatics I,
So0Sel07, ZBIT, s.265, 2007.

Hsu C., Chang C. and Lin C., “A practical guide to support vector
classification,” National Taiwan University, Department of Computer
Science, 2003.

Chang C. and Lin C., “LIBSVM: a library for support vector machines,” ACM
Transactions on Intelligent Systems and Technology, vol.2, no.27, s.1-27,
2011.

Rudman J., “The state of authorship attribution studies: some problems and
solutions,” Computers and the Humanities, vol.31, no.4, s.351-365, 1998.

Mendenhall T. C., “The characteristic curves of composition,” Science,
vol.9, s.237-246, 1887.

Yule G. U., “On sentence-length as a statistical characteristic of style in
prose, with application to two cases of disputed authorship,” Biometrika,
vol.30, no.3/4, s.363-390, 1938.

Zemberek, “Open Source NLP Library for Turkic Languages,”
https://code.google.com/p/zemberek/, 2014.

Dogan S. ve Diri B., “Tiirkce Dokiimanlar icin N-gram Tabanli Yeni Bir
Siniflandirma (Ng-ind): Yazar, Tur ve Cinsiyet,”, Yildiz Teknik Universitesi
Fen Bilimleri Enstitusu, Bilgisayar Muhendisligi, 2006.

Kavzoglu T., Sahin E. K. ve Cdlkesen I., “Heyelan duyarlilik analizinde ki-
kare testine dayali faktdr segimi,” V. Uzaktan Algilama ve Cografi Bilgi
Sistemleri Sempozyumu (UZALCBS 2014), 2014.

63


http://www.youtube.com/watch?v=eHsErlPJWUU
http://www.youtube.com/watch?v=XUj5JbQihlU&feature=relmfu%20kernel%20methods
http://www.youtube.com/watch?v=XUj5JbQihlU&feature=relmfu%20kernel%20methods
https://code.google.com/p/zemberek/

[44]

[45]

[46]

[47]

[48]

[49]

[50]

[51]

Liu H. And Setiono R., “Chi2: Feature selection and discretization of
numeric attributes,” Proceedings of the IEEE 7th International Conference
on Tools with Artificial Intelligence, s.388-391, 1995.

Biricikk G., “Sinif bilgisini kullanan boyut indirgeme yontemlerinin metin
siniflandirmadaki etkilerinin karsilastiriimasi, IEEE, 2012.

K. and Rendell L. A., “The feature selection problem: traditional methods
and a new algorithm,” AAAI'92 Proceedings of the tenth national conference
on Artificial intelligence, s.129-134, 1992.

Altun H., Polat E., Polat G. ve Giines T., “insan-bilgisayar etkilesimini
gelistirmek icin ses ve ylz goruntu isaretlerinden cok Kipli biometrik
dzniteliklerin  belirlenmesi ve etkin birlestiriimesi,” TUBITAK, Elektrik,
Elektronik ve Enformatik Arastirma Grubu, 2007.

Coskun C., “Veri madenciligi algoritmalari karsilastiriimasi,” Dicle
Universitesi Fen Bilimleri Enstitiisti, Matematik Anabilim Dali, 2010.

Aydin F., “Kalp ritim bozuklugu olan hastalarin tedavi sureclerini
desteklemek amacl makine 6grenmesine dayali bir sistemin gelistirilmesi,”
Trakya Universitesi Fen Bilimleri Enstitusu, Bilgisayar Muhendisligi Anabilim
Dali, 2011.

Mason S. J. and Graham N. E., “Areas beneath the relative operating
characteristics (ROC) and relative operating levels (ROL) curves: statistical
significance and interpretation,” Quarterly Journal of the Royal
Meteorological Society, vol.128, s.2145-66, 2002.

Hayran M., “ROC analizi, saglik arastirmalari icin temel istatistikler,” Omega
Arastirma Yayinlari, s.403-416, 2011.

64



