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Son yillardaki bilgisayar teknolojilerinde elde edilen gelismeler, 6zellikle islemci
glcundn artmasi, onceleri gerceklestirilebilen sade, dogrusal modeller yerine
fiziksel ve gercek olaylari daha iyi yansitan;, ama daha fazla bellek ve zaman
gerektiren dogrusal olmayan modellerin kullanilmasina imkan yaratmistir.

Bu calisma, A. Statnikov’'un, mikrodizi gen ifade verileri kullanarak ¢ok kategorili
kanser siniflandirmasi ile ilgili calismasi ve bu ¢aligmadan elde edilmis sonuclar
Uzerine Onerilmig olan optimizasyon calismalarini kapsamaktadir [1]. Mikrodizi
analizi ile elde edilmis gen ifade verilerinin Uzerinde, destek vektdr makinesi ile
analiz edilmeden o6nce, dogrusal ve dogrusal olmayan indirgeme yodntemleri
kullanilarak, verilerin egitiime ve test surecinin hizlandiriimasi amaglanmigtir.
Uygulanmasi amagclanan indirgeme yontemleri, bir dizi algoritmanin yani sira, bu
algoritmalarin probleme yonelik yeni yorumlamalariyla yapiimig, daha sonra bu
yontemler karmasiklik, kaynak kullanimi ve indirgeme performansi g6z 6ninde
bulundurularak test edilmistir. Boylece, egitim ve test iglemlerinin performans ve
basari oranlarini kabul edilebilir dizeyin Gstinde tutmak kosuluyla, veri
kimelerindeki nitelik sayisini kii¢ulterek, islem hizinin arttirnlmasi amaclanmistir.
Yapilan testlerin sonucunda, gen ifade verilerinin bulundugu veri kimesi Gizerinden
yapilan Bagimsiz Bilesen Analizi (BBA), Cekirdek Temel Bilesen Analizi (CTBA),
iz Disumi Takip Analizi (IDTA) indirgeme algoritmalari izerine olusturulmus
programlarin, veri kiimesindeki nitelik sayisinin asiri yiksek olmasindan dolayi
kilitlendigi ya da hafiza yetersizliginden dolayr olagandisi sonlandinldigi tespit
edilmistir. Diger algoritmalar olan Temel Bilesen Analizi (TBA), Dogrusal Olmayan
Temel Bilesen Analizi (DOTBA), Kendi Diuzenlenen Haritalar (KOH), Dogrusal
Diskriminant Analizi (DDA) ve Korelasyon Analizi (KA) ile yapilan nitelik
indirgemeleri sonucu, karar destek vektdr makinesinin egitim surelerinin degisken
olarak azaldigi gorilmustir. Buna dayanarak, calismada kullanilan veri kiimesinin

icerdigi niteliklerin buyudk bir kisminin, veri kiimesinin destek vektor makinesindeki
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egitim ve test performansina ¢ok az etkisi oldugu, ayirt edici 6zellikler tagimadigi
veya bazi niteliklerin bir araya gelerek, tim kimeyi temsil edebilen bir alt grup
olusturabildigini, bu ylzden etkisiz niteliklerin ya da nitelik alt gruplarinin indirgeme
algoritmalari kullanilarak orijinal veri kiimesinden cikariimasinin, maliyet ve sire

acisindan yararli olacagi anlasiimistir.

ANAHTAR SOZCUKLER: aritmetik ortalama, bagimsiz bilesen analizi, ¢ekirdek
bilesen analizi, destek vektor makinesi, DNA mikrodizi, dogrusal olmayan temel
bilesen analizi, dogrusal olmayan 6grenim sistemleri, GEMS, gen ifade verileri, iz
dusum takip analizi, kanser, kendi dizenlenen haritalar, korelasyon analizi, nitelik

ctkarimi, nitelik indirgeme, standart sapma, temel bilesen analizi.
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OPERATIONAL CANCER CLASSIFICATION USING GENE EXPRESSION
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Recent improvements in computer technologies, especially significant increase in
processing power of central processing units, leads to usage of non — linear
models which represents physical and abstract problems better but require more
memory and time, instead of simple, linear models.

This study focuses on A. Statnikov’'s article about multicategory cancer
classification using of microarray gene expression data and optimization
suggestions [1]. Before the training of support vector machines with the gene
expression data which is gathered by microarray analysis, it is intented to
accelerate the training and test speed process with both linear and non — linear
reduction methods. Reduction methods which are intented to be used are both
implemented by using some algorithms and new interpretation of these algorithms.
After that, these methods are tested according to their complexity, resource
allocation and reduction performance. Therefore, by keeping the performance and
success ratios of training and testing process above an acceptable treshold, it is
intented to reduce the feature size in data sets as it will also increase the overall
speed of the process.

The results of the test show that, Independent Component Analysis (ICA), Kernel
Principle Component Analysis (KPCA), Projection Pursuit Analysis (PPA)
reduction algorithms used on data set failed to give any results due to excessive
amount of features in data set by either locking down or terminating itself.

With the usage of other algorithms which are Principle Component Analysis
(PCA), Non — Linear Principle Component Analysis (NLPCA), Self Organizing
Maps (SOM), Linear Discriminant Analysis (LDA) and Correlation Analysis (CA), it
is observed that the training and testing process times of the support vector
machine is reduced variably. Taking this into consideration, most of the the

features of the data set which is used in this study do not have any differentiative



property and therefore have low - level of effect on the training and testing of the
support vector machine. On the other hand, some features may become high —
level effective when combined together and form a sub group feature sets. So, by
eliminating low — level effective features and revealing high — effective sub group
features by feature selection and feature reduction, a significant improvement in

both cost and time consume can be established.

KEYWORDS: cancer, correlation analysis, DNA microarray, empirical mean,
feature reduction, feature selection, GEMS, gene expression data, independent
component analysis, kernel principle component analysis, non — linear learning
systems, non — linear principle component analysis, principle component analysis,
projection pursuit analysis, self organizing maps, standard deviation, support

vector machines.

Supervisor: Ass. Prof. Dr. Nizami GASILOV, Baskent University, Engineering

Faculty, Computer Engineering Department.



BASKENT UNIVERSITESI
FEN BIiLIMLERI ENSTITUSU

GEN IFADE VERILERI IiLE iISLEMSEL KANSER
SINIFLANDIRILMASI

NAMIK BARI S IDIL

YUKSEK LISANS TEZI
2009



GEN IFADE VERILERI ILE ISLEMSEL KANSER
SINIFLANDIRILMASI

OPERATIONAL CANCER CLASSIFICATION USING GENE
EXPRESSION DATA

NAMIK BARI S IDiL

Baskent Universitesi
Lisansusti Egitim Ogretim ve Sinav Yonetmeliginin
BILGISAYAR Mihendisligi Anabilim Dali icin Ongordiigu
YUKSEK LISANS TEZI
olarak hazirlanmistir.
2009



Fen Bilimleri Enstitust Mudurlugi'ne,

Bu calisma, jurimiz tarafindan BILGISAYAR MUHENDISLIGI ANABILIM DALI
'nda YUKSEK L ISANS TEZi olarak kabul edilmistir.

Baskan e

Uye (Danigman) e e e

Uye e
Dog. Dr. Fatih CELEBI

ONAY
Bu tez 08/06/2009 tarihinde, yukaridaki juri tyeleri tarafindan kabul edilmistir.

....J06/2009
Prof.Dr. Emin AKATA
FEN BILIMLERI ENSTITUSU MUDURU



TESEKKUR

Yazar, bu calismanin gerceklesmesindeki katkilarindan dolayi, asagida adi gecen

kisi ve kuruluslara ictenlikle tesekkir eder.

Sayin Dog¢. Dr. Nizami GASILOV'a (tez danigmani), calismanin sonuca
ulastirimasinda ve karsilasilan gucliklerin asilmasinda her zaman yardimci ve yol

gosterici oldugu icin...

Sayin Yrd. Dogc. Dr. Hasan OGUL’a, algoritmalarin secimi ve analizleri

konusundaki tim cabalari ve yardimlari icin...

Sayin Arg. Goér. Mehmet DIKMEN’e, calismanin ydnlendirilmesi ve kaynak bulma

konusundaki yardimlari igin...



oz

GEN IFADE VERILERI ILE ISLEMSEL KANSER SINIFLANDIRILMASI
Namik Baris iDIL

Bagkent Universitesi, Fen Bilimleri Enstitust,

Bilgisayar Mihendisligi Anabilim Dali

Son yillardaki bilgisayar teknolojilerinde elde edilen gelismeler, 6zellikle islemci
glcundn artmasi, onceleri gerceklestirilebilen sade, dogrusal modeller yerine
fiziksel ve gercek olaylari daha iyi yansitan;, ama daha fazla bellek ve zaman
gerektiren dogrusal olmayan modellerin kullanilmasina imkan yaratmistir.

Bu calisma, A. Statnikov’'un, mikrodizi gen ifade verileri kullanarak ¢ok kategorili
kanser siniflandirmasi ile ilgili calismasi ve bu ¢aligmadan elde edilmis sonuclar
Uzerine Onerilmig olan optimizasyon calismalarini kapsamaktadir [1]. Mikrodizi
analizi ile elde edilmis gen ifade verilerinin Uzerinde, destek vektdr makinesi ile
analiz edilmeden o6nce, dogrusal ve dogrusal olmayan indirgeme yodntemleri
kullanilarak, verilerin egitiime ve test surecinin hizlandiriimasi amaglanmigtir.
Uygulanmasi amagclanan indirgeme yontemleri, bir dizi algoritmanin yani sira, bu
algoritmalarin probleme yonelik yeni yorumlamalariyla yapiimig, daha sonra bu
yontemler karmasiklik, kaynak kullanimi ve indirgeme performansi g6z 6ninde
bulundurularak test edilmistir. Boylece, egitim ve test iglemlerinin performans ve
basari oranlarini kabul edilebilir dizeyin Gstinde tutmak kosuluyla, veri
kimelerindeki nitelik sayisini kii¢ulterek, islem hizinin arttirnlmasi amaclanmistir.
Yapilan testlerin sonucunda, gen ifade verilerinin bulundugu veri kimesi Gizerinden
yapilan Bagimsiz Bilesen Analizi (BBA), Cekirdek Temel Bilesen Analizi (CTBA),
iz Disumi Takip Analizi (IDTA) indirgeme algoritmalari izerine olusturulmus
programlarin, veri kiimesindeki nitelik sayisinin asiri yiksek olmasindan dolayi
kilitlendigi ya da hafiza yetersizliginden dolayr olagandisi sonlandinldigi tespit
edilmistir. Diger algoritmalar olan Temel Bilesen Analizi (TBA), Dogrusal Olmayan
Temel Bilesen Analizi (DOTBA), Kendi Diuzenlenen Haritalar (KOH), Dogrusal
Diskriminant Analizi (DDA) ve Korelasyon Analizi (KA) ile yapilan nitelik
indirgemeleri sonucu, karar destek vektdr makinesinin egitim surelerinin degisken
olarak azaldigi gorilmustir. Buna dayanarak, calismada kullanilan veri kiimesinin

icerdigi niteliklerin buyudk bir kisminin, veri kiimesinin destek vektor makinesindeki



egitim ve test performansina ¢ok az etkisi oldugu, ayirt edici 6zellikler tagimadigi
veya bazi niteliklerin bir araya gelerek, tim kimeyi temsil edebilen bir alt grup
olusturabildigini, bu ylzden etkisiz niteliklerin ya da nitelik alt gruplarinin indirgeme
algoritmalari kullanilarak orijinal veri kiimesinden cikariimasinin, maliyet ve slre

acisindan yararli olacagi anlasiimistir.

ANAHTAR SOZCUKLER: aritmetik ortalama, bagimsiz bilesen analizi, ¢ekirdek
bilesen analizi, destek vektor makinesi, DNA mikrodizi, dogrusal olmayan temel
bilesen analizi, dogrusal olmayan 6grenim sistemleri, GEMS, gen ifade verileri, iz
dusum takip analizi, kanser, kendi dizenlenen haritalar, korelasyon analizi, nitelik

ctkarimi, nitelik indirgeme, standart sapma, temel bilesen analizi.

Danigman: Dog. Dr. Nizami GASILOV, Bagkent Universitesi, Muhendislik
Fakultesi, Bilgisayar Muhendisligi Bolumu.



ABSTRACT

OPERATIONAL CANCER CLASSIFICATION USING GENE EXPRES SION
DATA

Namik Baris iDIL

Bagkent University, Institute of Science,

The Department of Computer Engineering

Recent improvements in computer technologies, especially significant increase in
processing power of central processing units, leads to usage of non — linear
models which represents physical and abstract problems better but require more
memory and time, instead of simple, linear models.

This study focuses on A. Statnikov’'s article about multicategory cancer
classification using of microarray gene expression data and optimization
suggestions [1]. Before the training of support vector machines with the gene
expression data which is gathered by microarray analysis, it is intented to
accelerate the training and test speed process with both linear and non — linear
reduction methods. Reduction methods which are intented to be used are both
implemented by using some algorithms and new interpretation of these algorithms.
After that, these methods are tested according to their complexity, resource
allocation and reduction performance. Therefore, by keeping the performance and
success ratios of training and testing process above an acceptable treshold, it is
intented to reduce the feature size in data sets as it will also increase the overall
speed of the process.

The results of the test show that, Independent Component Analysis (ICA), Kernel
Principle Component Analysis (KPCA), Projection Pursuit Analysis (PPA)
reduction algorithms used on data set failed to give any results due to excessive
amount of features in data set by either locking down or terminating itself.

With the usage of other algorithms which are Principle Component Analysis
(PCA), Non — Linear Principle Component Analysis (NLPCA), Self Organizing
Maps (SOM), Linear Discriminant Analysis (LDA) and Correlation Analysis (CA), it
is observed that the training and testing process times of the support vector
machine is reduced variably. Taking this into consideration, most of the the

features of the data set which is used in this study do not have any differentiative



property and therefore have low - level of effect on the training and testing of the
support vector machine. On the other hand, some features may become high —
level effective when combined together and form a sub group feature sets. So, by
eliminating low — level effective features and revealing high — effective sub group
features by feature selection and feature reduction, a significant improvement in

both cost and time consume can be established.

KEYWORDS: cancer, correlation analysis, DNA microarray, empirical mean,
feature reduction, feature selection, GEMS, gene expression data, independent
component analysis, kernel principle component analysis, non — linear learning
systems, non — linear principle component analysis, principle component analysis,
projection pursuit analysis, self organizing maps, standard deviation, support

vector machines.

Supervisor: Ass. Prof. Dr. Nizami GASILOV, Baskent University, Engineering

Faculty, Computer Engineering Department.



ICINDEKILER LIiSTESI

Sayfa

O e i
ABSTRACT ...ttt e e e e e s ii
ICINDEKILER LISTESI ...t e, v
SEKILLER LISTESI....oi ittt e e e e e e, X
CIZELGELER LISTESI ..ottt et e e X
SIMGELER VE KISALTMALAR LISTESI....ovuiiiiiiii e, Xii
] |21 TR 1
Y =1 = 3
P20 Y =T I I = o P 3

3. MIKRODIZi TEKNOLOJIiSi VE GEN iFADE VERILERI.............ccooceeeeiiiinn..n, 3
Bl Vel  FOIMaALl. ..o e et e et et et e e et e e e ae D
TRV = (11 Y 1=T o L=V 7
3.1 Gen ifadesi Veri MatriSi  .........ooeeeeieeoesee e e T
4. VERI MADENCILIGE TEKNIKLERI.......coooiuiiiiiii e, 8
4.1 Kimele ve SIniflandirma.........coooi i e 9
4.2 NItEIK INAITMI. .o e e e, 10
4.3 Nitelik AyiKlama..........co oo e ee e 10
5. GEN IFADESI MODEL SECICI (GEMS)......ciiiiiiiieieeeie e e 10
5.1 AVANTAJIATT. .. et et e e e e 11

6. IKILI DESTEK VEKTOR MAK INELERI........c.coiiiiiiiiiccc i, 12
7. COGUL SINIFLI DESTEK VEKTOR MAK INELERI.........cccvviiiiiiiiiiieieen, 12
7.1 Kalana Kargl Bir (KKB)... ...t e s v e ee et e veeennnns 14
7.2 Bire Karsi Bir (BKB).....ui i e e e e e e e 15
T3 DAGSVM. .ot e 17
7.4 Weston ve Watkins Metotlart (WW)........ooiiiiiii e 17
7.5 Crammer ve Singer Metotlar (CS)......covviiiiiiiiiii e e e e e 17

8. GEREC VE YONTEM ... ..ot it oo et e e e 18
8.1 Problem TaniMl... ..ot e et e e, 18
S 1 1 - T PR 18
8.3 Veri KUMEeSi SECIMI......cciiiiiii e i e e e v ee e e 18
8.4 ANALIZIET. .. e e 19

8.4.1 GEMS ve orijinal veri analizi (GOVA).........ccooivciiiiiiiiiiiin e 19

Vv



ICINDEKILER LIiSTESI

Sayfa

8.4.2 Nitelik ortalamasi ve standart sapma (NOSS)..........cccoeveviiiiennns 20
8.4.3 Temel bilesen analizi (TBA)......c.o i 20
8.4.4 Dogrusal olmayan ana bilesen analizi (DOTBA)..........ccccciviiiiiieinnnns 23
8.4.5 Cekirdek ana component analizi (CTBA).......cccoeiiieie i, 27
8.4.6 TBA ve ICA'nIn karsilastirlmasl...........coooiiiiiiiie e, 32
8.4.7 iz diisiim takip analizi (IDTA).......coovviiiie e e 32
8.4.8 Fisher Dogrusal AYINaCH.........ov it e e 33
8.4.9 Coklu durumlarda Fisher ayirtacl............ccoceeviieiiiiiiie e, 37
8.4.10 Kendi diizenlenen haritalar (KOH)..........cooovviiiiii i, 40
8.4.11 Korelasyon analizi (KA)......c.o i e e e 42
8.4.12 Pearson’un ¢arpim moment KatSayISl..........cccoveveeeiiiniinennninnnnn. 42
8.4.13 Matematiksel OzelliKIer....... ... 42
8.4.14 Ornek KOTeIaSYON.......uuiee ettt e e e e, 43

0. BULGUL AR . .. it e e e e e e e e e 46
9.1 GEMS ve Orijinal Veri Analizi (GOVA)........iii e 46
9.1.1 DVM'nin veri indirgemesi yapilmadan egitiimesi ve testi................ 47
9.1.2 Egitilmis DVM’ye verilen gen ifade verisine gore siniflandirma.......... 48
9.2 Nitelik Ortalamasi ve Standart Sapma (NOSS).........cccovviiii i, 49
9.2.1 NOSS ile nitelik indirgemesi; DVM’nin egitiimesi ve testi................... 50
9.2.2 Egitilmis DVM’ye verilen gen ifade verisine gore siniflandirma........ 51

9.3 Bagimsiz Bilesen Analizi (BBA)........coviiiiiiee e e e, 52
9.4 Temel Bilesen Analizi (TBA).....cci it e e e, 52
9.4.1 TBA ile nitelik indirgemesi; DVM'nin egitilmesi ve testi...................... 54
9.4.2 Egitilmis DVM’ye verilen gen ifade verisine gore siniflandirma.......... 55
9.5 iz Dislm Takip ANalizi (IDTA).....c.cee it et e e 56
9.6 Dogrusal Olmayan Temel Bilesen Analizi (DOTBA).........cccvvivieieennvenne, 56
9.6.1 DOTBA ile nitelik indirgemesi; DVM’nin egitilmesi ve testi................. 57
9.6.2 Egitilmis DVM’ye verilen gen ifade verisine gore siniflandirma.......... 58
9.7 Kendi Dizenlenen Haritalar (KOH)......c..o ot i e 59
9.7.1 KOH analizi ile nitelik indirgeme; DVM’nin egitilmesi ve testi............. 60
9.7.2 EQitilmis DVM’ye verilen gen ifade verisine gore siniflandirma.......... 61

vi



ICINDEKILER LIiSTESI

Sayfa

9.8 Dogrusal Diskriminant Analizi (DDA).........uuuuiiiiiiiieeeeeeeeeeeeeeeeeeevvee 62

9.8.1 DDA ile nitelik indirgemesi; DVM'nin egitilmesi ve testi...................... 63

9.8.2 Egitilmis DVM’ye verilen gen ifade verisine gore siniflandirma.......... 64

9.9 Cekirdek Temel Bilesen Analizi (CTBA)......coo oo 65

9.10 Korelasyon ANAIZI (KA).....ooie oo e e e e e e e e e e 65

9.10.1 KA ile nitelik indirgemesi; DVM’nin egditilmesi ve testi.................... 66

9.10.2 Egitilmis DBM’ye verilen gen ifade verisine gore siniflandirma.....67

9.10.3 Kesme degeri 0,7 Korelasyon...........ccceeiiiiiiiiieeeeee 68

9.10.4 Kesme degeri 0,8 Korelasyon..........ccocoeivviiiiiiiiiiiicciie e 71

9.10.5 Kesme degeri 0,9 Korelasyon..........cccoevviiiiiiiiiiiiiciiie e 73

10. TARTISMA VE YORUM . ..o e i e e e e 76

10.1 GEMS ve Orijinal Veri ANaliZi.........coveeii i e 76

10.2 Nitelik Ortalamasi ve Standart Sapma..........ccovveieiiiiiiie i e e, 76

10.3 Bagimsiz Bilesen ANalizi..........ccove i iii e e e 76

10.4 Temel BileSen ANAliZi..........oooi oo e e e 77

10.5 12 DUSUM TaKIDI......eveiee e e e e e e e e e 77

10.6 Dogrusal Olmayan Temel Bilesen Analizi..............cccccceeiiiiii i i, 78
ICINDEKILER LIiSTESI

Sayfa

10.7 Kendi Dizenlenen Haritalar.............coo i e e 78

10.8 Dogrusal Diskriminant ANaliZi...........c.coiiiii e e e e 78

10.9 Cekirdek Temel Bilesen Analizi............coeuieiiiie i i, 78

10.10 Korelasyon ANAlIZI...... ..o e e e e 79

10.10.1 Kesme degeri 0,7 olan Korelasyon..........cccccoeviiiiiiiiiiiiininnnn. 79

10.10.2 Kesme degeri 0,8 olan korelasyon............cccccoeevvie e e ieninnnnns 80

10.10.3 Kesme degeri 0,9 olan korelasyon.............cccoeeveiviie e veinnnns 80

11. SONUC VE ONERILER. .. ... oot e e 81

L2, KAY N AK L AR L e e e e e e e e e 84

Vii



SEKILLER LISTESI

Sekil Sayfa
Sekil 3.1 Bir DNA Mikrogipi ve yakindan gosterilmis bir kesit par¢asl..................... 4
Sekil 3.2 GenePix veri formati kullanan bir mikrodizi DNA Gipi........ccooeiiviiiiiiiiinnnnne 6
Sekil 3.3 Affymetrix veri formati kullanan bir mikrodizi DNA GIPi.........uvveiiiiiieeneeenn.. 6
Sekil 3.4 U¢ Deney Sonucunun Birlestirildigi ideal Anlatim Dizisinin Semasi.......... 8
Sekil 6.1 Bir ikili DVM’nin Hiper DUZIEM SEMASI.........cccoveueeeeeeeeeceeeeeeeeeeeee s 12
Sekil 7.1 DVM algoritmalarini gosteren bir GIZim............coooviiiiiiiiiiiiiiiicie e 16
Sekil 8.1 TBA'NIN TeMEl FiKI....uiiiiiiiee e 30
Sekil 8.2 Bir OCR gorevi icin ¢ekirdek TBA nitelik ayrimi.........ccccovvvvvvveevvivininnn. 31
Sekil 8.3 Cekirdek (11, derece d = 1....5) lle TBA......cocovevirieeeeeeee e 32
Sekil 8.4 Yuksek kirtosis Ve Multimodalite YONIeri...........oooooviiiiiiiiiiiiineeeeeee 33
Sekil 8.5 Fisher Dogrusal Ayirtact Histogramlari............ccccoovvvviveiiiiiciiiinine e 35
Sekil 8.6 Kendinden Organize Harita Ornedi........c.cocvevveevieeieeecee e 41
Sekil 8.7 Noronlarin Ogrenme SUreci [81].......ccovveeveecueeieeiieeeeeeeeeee e, 41

viii



CiZELGELER LISTESI

Cizelge Sayfa

Cizelge 9.1 Herhangi bir indirgeme yapilmadan elde edilen sonuglar................... 46
Cizelge 9.2 Nitelik ortalamasi ve standart sapma ile elde edilen sonuclar............ 49
Cizelge 9.3 Temel bilesen analizi ile elde edilen sonuglar...............cccoeeeevvvevevennnn, 53
Cizelge 9.4 Dogrusal olmayan temel bilesen analizi ile elde edilen sonuclar........ 56
Cizelge 9.5 Kendinden organize harita analizi ile elde edilen sonugclar................. 59
Cizelge 9.6 Dogrusal diskriminant analizi ile elde edilen sonuglar......................... 62
Cizelge 9.7 Kesme degeri 0,7’yi asanlarin analizi ile elde edilen sonuclar............ 69

Cizelge 9.8 Kesme degeri 0,7'yi asamayanlarin analizi ile elde edilen sonuclar...70
Cizelge 9.9 Kesme degeri 0,8'i aganlarin analizi ile elde edilen sonuglar.............. 72
Cizelge 9.10 Kesme degeri 0,8'i agamayanlarin analizi ile elde edilen sonuglar...73
Cizelge 9.11 Kesme degeri 0,9'u asanlarin analizi ile elde edilen sonuglar........... 74

Cizelge 9.12 Kesme degeri 0,9'u asamayanlarin analizi ile elde edilen sonucla...75



SIMGELER VE KISALTMALAR L ISTESI

SVM support vector machines

DVM destek vektor makineleri

OVR one versus rest

o)v/e one versus one

GB Giga Byte

Mhz Mega Hertz

CA Correlation Analysis

PCA Principle Component Analysis

ICA Independent Component Analysis
KPCA Kernel Principle Component Analysis
LDA Linear Discriminant Analysis

SOM Self Organizing Maps

PPA Projection Pursuit Analysis

NLPCA Non Linear Principle Component Analysis
KA Korelasyon Analizi

TBA Temel Bilesen Analizi

BBA Bagimsiz Bilesen Analizi

CTBA Cekirdek Temel Bilesen Analizi

DDA Dogrusal Diskriminant Analizi

KOH Kendinden Organize Haritalar

IDTA iz Dustim Takip Analizi

DOTBA Dogrusal Olmayan Temel Bilesen Analizi
KKB Kalana Kars! Bir

BKB Bire Kargi Bir



1. GIRIS

Cagimizin vebasi olarak gorilen ve heniiz tam bir tedavisi gelistirilememis olan
kanser hastaligi, tum dinya toplumlarini her gecen gin daha da tehdit eder
dizeye gelmistir. Turk Kanser Arastirma ve Savas Kurumu Dernegi'nin son
verilerine gore, dinyada 20 milyondan fazla kanser hastasi bulunmakta ve her yil

10 milyondan fazla yeni hasta tespit edilmektedir [2].

Kanser hastaliginin kabul edilmis dort evresi bulunmaktadir ve kanser ne kadar
erken evredeyken farkedilirse, tedavi sansi da o derecede artmaktadir. Bu ytzden,

kanser hastaliginda erken teshis cok dnemlidir.

Gen ifade verileri ile kanser teshis ve siniflandirma islemleri bu noktada buyuk
onem kazanmaktadir. Bir dokudan alinan timorin iyi huylu ya da kétt huylu
oldugunun anlasiimasi, koti huylu ise once tumorin tipinin, daha sonra bu
tumorun alt tipinin belirlenmesi, son olarak da kanserin evresinin belirlenmesi hem

zor, hem maliyetli, hem de zaman isteyen sureclerdir.

Destek Vektor Makineleri ve gen ifade verileri kullanilarak kanser teshisi daha
once A. Statnikov tarafindan yapiimis ve basarili sonuclara ulasiimistir [1]. Ote
yandan, kullanilan veri kiimelerinin boyutlarinin ¢ok yuiksek olmasi iglem hizinin

disuk olmasina sebep olmustur.

Kullanilan veri kiimesinde bulunan gen 6rnekleri igcin kaydedilmis tim niteliklerin,
kanser teshisi ve siniflandirmasi icin kullanilip kullaniimadigi belirsiz bir durumdur.
Eger gen ifade verilerinden olusmus bir veri kiimesindeki niteliklerden cikarilabilme
potansiyeli bulunanlar elenebilirse, bu karar destek makinesinin egitim ve test
hizini arttirabilir, ki kanser teshisi s6z konusu oldugunda bu olduk¢a 6nemli bir

gelismedir.

Nitelik indirgeme algoritmalari kullanilarak veri niteliklerinden bazilarinin veri
kiimesinden cikarilmasi sonucunda bir takim olasi sonucglar ortaya cikabilir.
Oncelikle, bir nitelik, kanser siniflandirmasina hicbir etkide bulunmuyor olabilir. Bu
durumda, bu veri niteliginin kiimeden c¢ikariimasi egitim ve test iglemlerini
hizlandiracak ve hicbir performans kaybi yasanmayacaktir. Diger bir olasi durum

ise, bir nitelik, siniflandirma ve teshis Uzerinde az bir etkiye sahip olabilir. Bu



durumda ise, bu veri niteliginin kimeden ¢ikartilmasi yine egitim ve test islemlerini
hizlandiracak; ancak az da olsa perfomans kaybina yol agacaktir. Bunun kabul
edilebilir olup olmamasi, test sonucundaki performans kaybina gore
degerlendirilebilir. Bir diger olasilik ise, bir veri niteliginin, tim veri kiimesi icin
buaylik bir etki yaratmasidir ki, boyle bir veri niteligi ¢ekirdek nitelik olarak
gorulebilir. Bu niteligi kimeden cikartmak, buytk performans kayiplarina yol
acacagindan, kabul edilebilir olmayacaktir. Son olarak, bir veri niteligi guraltd, yani
tum veri kiimesini kotl olarak etkileyen bir nitelik olabilir. Boyle bir durumda, bu
niteligi cikartmak hem egitim ve test iglemleri hizlanacak, hem de performans
artacaktir.

Veri nitelikleri bu tur etkiler disinda, toplu olarak farkli durumlar ortaya cikarabilir.
Ornegin, bir veri niteligi tek basina performansa c¢ok az bir etki yaratirken, diger
niteliklerle birlestiginde tim veri kiimesini temsil edecek bir alt grup olusturulabilir.

Bu degisik ve farkl algoritmalarin denenmesini gerektirecek bir durumdur.

Tez calismasinda yapilmak istenilen, veri kiimesinin egitimine ve testine etkisi
olmayan, az etkileyen ya da kotu yonde etkileyen nitelikleri bulup, bunlari
kiimeden c¢ikarmak ya da veri kiimesini temsil edebilecek alt gruplar olusturmaktir;
ancak nitelik ¢cikarma ya da yeniden olusturma islemleri sirasinda, performansin

kabul edilebilir dizeyin altina dismemesine dikkat edilmelidir.



2. VERI

Veri sembolik olan veya olmayan, surekli veya ayrik, genis boyutlu veya kiguk her
sekilde olabilir. Verileri barindiran bir kiime, yuksek bir hacme ulastiginda, bu
kime icerisinden istenilen verileri ayiklamanin yani sira, cesitli sorgulamalar da
yapabilmek icin gereken yodntemleri saglamak ancak etkili algoritmalar ile
saglanabilmektedir. Veri analizi teknikleri neredeyse bitin calisma alanlarinda
kullanigh olmakla birlikte, biyoenformatik alaninda mikrodizi gen ifadesi verilerinin

yani sira, gen dizilim verilerinin de ayiklanmasinda buyik bir 6neme sahiptir.

Verilerin bir cogu boyutsal, yapisal, anlamsal ve sartsal olarak birbirinden farkhdir.
Bazilari analiz 6ncesi bazi iglemler gerektirirken, bazilari dogrudan analiz edilebilir.
Farkli durumlar ve farkh veri sekilleri icin farkli algoritmalar vardir. Astronomi ve
uzay arastirmalari icgin iyi sonu¢ veren bir algoritma, gen/protein verilerinin
ctkariimasi icin hic¢ ise yaramayabilir. Bir fabrikanin sahip oldugu istatistik verileri
kullanilan bir algoritma, bir internet sitesinin istatistik verileri icin ayni performansi
vermeyebilir. Buna bagh olarak her algoritmanin farkh calisma parametreleri, farkli

on sartlari ve bunlarla iligkili farkl avantajlari ve dezavantajlar vardir.
2.1 Veri Tipleri
Genel olarak veri matrisi tg tir olarak siniflandirihr:

»Surekli veriler (zaman dizileri), 6érnegin, bir hastanin her iki saatte bir alinan kan
sekeri duzeyleri,

*Parametrik veriler (verinin ait oldugu varlikla bir iligkisi oldugu durumlar), 6rnegin,
nifus veritabani (boy, agirlik, géorme keskinligi, deri rengi, yas, sa¢ rengi, g6z
rengi, vb.),

*Parametrik olmayan veriler (6rnekler arasinda hicbir iligki olmadigi durumlar),
ornegin, gen ifade verileri, bes ayri dersten dgrencilerin aldigi notlar, vb. [3]

3. MIKRODIzI TEKNOLOJISi VE GEN iFADE VERILERI

DNA mikrodizisi bir mikroskop lamidir. Uzerine sabit noktalarda monokataner DNA
molekdlleri yerlegtiriimigtir. Bir robot dizinleme aygiti kullanilarak yuksek
yogunlukta bir dizi olarak basilmig binlerce ayri DNA dizisinden olugurlar. Bu
noktali DNA dizilerinin iki DNA veya RNA ornedindeki goreceli bollugu, iki 6rnegin
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(veya bir drnek ve bir kontroliin) dizideki diferansiyel hibridizasyonu gozlemlenerek
degerlendirilebilir. Bunlar tek flioresan, ¢ift flioresan, radyoaktif veya kolorimetrik

etiketlerle olusturulabilir ve her durumda kayit yontemleri farklidir.

Kicuk, yogun substratlari bulunan diziler de DNA cipleri olarak anilirlar. Bu sayede
gen bilgileri cok kisa bir stirede incelenebilir, ¢ciinkl yuzlerce gen analiz edilmek
tzere DNA mikrodizisine yerlestirilebilir [4]. Mevcut teknolojilerle 22 nitelikli veya
ornekli, 61,000 gen kapasiteli DNA mikrodizileri elde edilebilir.
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Sekil 3.1 Bir DNA Mikrogipi ve yakindan gosterilmis bir kesit parcasi

Gen ifade verileri, genlerin ne zaman ve nerede devreye girdiklerini, yani
kendilerini az veya c¢ok nasil ifade ettiklerini gosterir. cDNA, tamamlayici DNA
demektir ve yapay olarak geri donusturilmis durumdadir. mRNA ise orijinal
genom DNA'sinda bulunan kodlanmayan dizi bogluklarini, ya da intronlari icermez.
Chee, muhtemelen gen ifadesi verisi tabiri dahi bilinmezken, dinyaya mikrodizi
verilerinin nasil kullanillacagini aciklamigtir [5]. Mikrodizi teknolojisinin kanser
tanisi gibi alanlarda kullaniminin énemi ilk defa 1998'de tartisiimistir [6]. Bowtell,

mikrodizi deneylerinden gen ifadesi verileri elde etmenin cesitli yollarini kendi
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makalesinde tartismigtir [7]. Basset, gen ifadesi verilerinin 6nemini ve gelecekteki
uygulamalarini vurgularken [8], White, meyve sinegi metamorfozunu agiklamak
icin mikrodizi verileri uygulamistir [9]. Golub, kanserin molekiler siniflandirmasi
Uzerine bir makale yayinlamistir [10]. Bu makale, gen ifadesi gézlemleme yoluyla
sinif saptama ve sinif tahminleri tzerine olan caligmalari ile ilgilidir. Slonim, gen
ifadesi verilerini kullanarak sinif tahmini ve saptamasi Uzerine calismalar
yaratmastdr [11]. Ramaswami, timor gen ifadesi imzasini kullanarak c¢ok sinifli
kanser tanisi ile ilgili bir makale yayinlamistir [12]. Li'nin yayinladigi gibi, daha eski

makalelerde ise sadece genlerin aktif olup olmadiklari kaydedilmigtir [13].

Tipik bir mikrodizi deneyi hem ¢ok fazla, hem de ¢ok az bilgi saglar. Yeni arastirma
projelerindeki yaklasim, az sayida degiskeni incelemek ve o6lcuimleri defalarca
tekrarlamaktir; ancak mikrodizi deneylerinde incelenen ayri ayri genlere karsilk
binlerce degisken olabilir. Bu ylzden, ciplerin yiksek maliyeti tekrarlanan

gozlemlerin sayica ¢ok disik olmasina yol acar.
3.1 Veri Formati

Dizilerin ve yapisal verilerin aksine, mikrodizi deneylerinden elde edilen verilerin
gosterimi i¢in uluslararasi kabul edilmig bir ydontem yoktur. Bunun nedeni deneysel
tasarim, deney platformu ve metodolojilerdeki ¢ok cesitliliktir. Son zamanlarda
mikrodizi verilerinin gosterilmesi ve iletilmesi igin bir ortak dil geligtiriimesi inisiyatifi
onerilmigtir. Deneyler MIAME adi verilen bir standart formatta tarif edilmis ve
standartlagsmis bir veri aktarimi modeli ve XML tabanli bir mikrodizi bicimleme dili
kullanilarak iletilmesi onerilmigtir [14] [15]. Gercek dunya mikrodizi verileri ¢ok
sayida farkl formatta depolanir, ve gosterim icin hentiz tekdlze standartlar yoktur.
Asagida, genel anlamda, mikrodizi gen ifadesi verilerinin temsil edildigi formatlar

verilmistir:

* GenePix
 Affymetrix

* Agilent

» ScanAnalyze

* ArrayExpres
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Sekil 3.2 GenePix veri formati kullanan bir mikrodizi DNA cipi

Sekil 3.3 Affymetrix veri formati kullanan bir mikrodizi DNA cipi
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3.2 Veri igleme

Genler normalde olaganistu ifade duzeyleri gosterir ve onlari, kolay cizilmeleri ve
goruntilenmeleri icin, 6rnekler bazinda ortalama 0 ve standart sapma 1 arasinda
her gen icin ayri ayri normalize etmek gerekir. Gen ifadesi 6rintl 6n islemleri
hakkinda Herroro tarafindan hazirlanan ayrintili bir el kitabir 10 farkli tir 6n iglem
faaliyeti listelemektedir [16] [17], ancak hepsinin girdi veri setine uygulanmasi

gerekmez. Farkl tur veri setlerine farkli 6n islem algoritmalari uygulanabilir.

Hedenfalk'tan baska [18], diger kayda deger calismalara Khan [19], Hwang [20] ve
meme kanserinin tanisi ve/veya tahminiprofil ¢ikariimasi i¢cin makine 6grenme
tekniklerini kullanan Chen dabhildir [21]. Alizadeh, lenfom veri tabaninda yaygin B-
hicresi analizi icin gen ifadesi verilerini kullanmistir [22]. Coklu tim®6r tdrlerinin

siniflandinimasi Yeang tarafindan tarif edilmistir [23].

Bir mikrodizi asagidaki 6zellikleri barindirmahdir:

 Anlasilabilirlik

» Sonug¢ guvenligi ve olasilk yiksek

* Yanlis pozitiflerin varhginda dahi saglamlik ve devamhlik

* Hiz

Bu islem sirasinda, basit yaklasimlarin en saglam olanlar oldugu hatirlanmalidir.
3.3 Gen ifadesi Veri Matrisi

Bir matriste sunulan ifade verileri, genleri simgeleyen satirlar (6rnegin, cesitli
dokular, gelisim asamalari ve tedaviler) ayrica genleri simgeleyen situnlar ve her
hiicrede belirli geninin ifade seviyesini simgeleyen numaralar icerir. Bir gen matrisi
bir cok ornegi (farkli canlilar veya hastalardan) veya ayni varhgin farkh
zamanlardaki Orneklerini (yani zaman dizileri) karsilastirmak icin kullanilabilir.
Ornekler sutunlar halinde duzenlenirler, ve gen ifade degeri satirlardan elde
edilebilir. Birincisi genlerin ifade duzeylerinin karsilastirmali analizi, ikincisi gen
setlerinin degisim (bliyume ve bozulma) oOruntilerini saptamak icin kullanilir. Bu
gibi bir tabloya gen ifade matrisi denmektedir (Sekil 3.4) [24]. Sekil 3.4'te, NC x
NG ile ifade edilen veri noktalari, NG (G1, G2, G3) dikey eksende bulunan 3 gen
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ve U¢ deney kosulu NC (C1, C2, C3) yatay eksende isaretlenmigtir. Her bir veri

noktasinin degisik tonlarda gdlgelendiriimesi gen ifadesinin seviyesini temsil

etmektedir, mesela daha koyu renkler yiksek ifade seviyelerini gostermektedir.

C1 c2 C3
G1
G2
| || G3
(a)
Ornsicier __..
Ganter | S1 S2 83 Sn
=1
&2
=3
54
Em
(b}

Sekil 3.4 U¢ Deney Sonucunun Birlestirildigi ideal Anlatim Dizisinin Semasi

4. VERI MADENCILIGI TEKNIKLERI

Verilerin hacimsel miktari, yiksek boyutlulugu ve verilerin heterojen yapisi g6z

onunde bulunduruldugunda, mevcut veri madenciligi yontemleri yetersiz kalabilir.

Veriler 6zel olarak veri analizi gorevi icin toplanmadigindan, birka¢c deneysel

yontem disinda siklikla bir 6n islem gereklidir. Veri 6n igleminin gerceklestirdigi

seyler arasinda boyutluluk indirgemesi veya nitelik secimi, veri analizinde ana

sorunlar olarak kabul edilmigtir [25].

Alt boyutlar icin iyi performans gosteren veri analizi teknikleri, daha yuksek

boyutlardaki veriler i¢cin performansta basarisiz olmaktadir. Bu artan boyutlar ve

tekniklerin nitelik sayisindaki degisiklikleri ele alma konusunda basarisizligi,

boyutlulugun laneti olarak adlandirilmaktadir.



Dunya ¢capinda muazzam miktarlarda veri varken, ya yapay yollarla, ya da dogal
sureclerle, sonug elde etmek icin ¢cok sayida teknik kullanmistir. Bu tekniklerin en
yaygin olanlari kiimeleme ve siniflandirmadir. Veri madenciligi gérevleri, tahmin
yontemleri ve betimleme yontemleri olarak siniflandirilmistir. Tahmin ydntemleri
bazi degiskenleri baska degiskenlerin bilinmeyen ya da gelecekteki degerlerini
tahmin etmek icin kullanilir, 6rnegin siniflandirma, regresyon ve sapma saptamasi.
Betimleme yontemleri veriyi betimleyen ve insanlarin yorumlayabilecedi orintileri
bulmak icin kullanihr, 6rnegin kiimeleme, iligskilendirme ve siniflandirma. Yapay
zeka, oruntl tanima, istatistik, veritabani yonetimi sistemleri ve bilgi goértntileme
gibi diger bazi alanlardan alinan teknikler birlestirilerek etkili yontemler haline

getirilmistir. [26].
4.1 Kimeleme ve Siniflandirma

Bir gen ifadesi matrisindeki her genin bir ifade profili, yani bir dizi 6rnek boyunca
ifade Olcumleri vardir. Mikrodizi verilerinin analizi, bu verilerin benzer ifade
profillerine goére gruplandiriimasini icerir. Genleri gruplandirmak icin 6nceden
belirlenmis bir siniflandirma sistemi kullanilirsa, analiz denetimli olarak adlandirilir.
Eger oOnceden belirlenmis bir siniflandirma yoksa analiz denetimsiz olarak

tanimlanir ve kiimeleme olarak bilinir.

Kimeleme 6nce gen ifade matrisinin, benzer ifade profilleri olan genler ile bir
arada gruplandiriimasini saglamak gerekir. Bunu gruplandirma icin uzaklik bilgisi
kullanilir. Bu genellikle her deger cifti icin Oklit uzakh@i olarak bilinir. Kiimeleme
yontemleri arasinda, hiyerarsik kiimeleme, k ortalamasi kiimelemesi ve kendi
dizenlenen haritalarin derivasyonu gibi bir cok yontem vardir. Kimeleme, objeler
arasindaki benzerliklere gore benzer nesneleri bir araya getirme yontemidir.
Hiyerarsik kiimeleme digindaki Cogu durumda kimeleme islemine baslamadan

once gereken kiime sayisi belirtiimelidir.

Kimeleme denetimsizdir (yani, baslangicta bolinme hakkinda hi¢c bir sey
bilinmemektedir), buna karsilik siniflandirma alt tirlere bolinmenin bagstan bilindigi
denetimli bir 6grenme surecidir. Kimeleme, daha 6nceden bilinmeyen genlerin
tanimlanmasina yardimci olur. Bu onlarin fonksiyonlari hakkinda bir fikir verir,
cunkl belli bir kimenin benzer turdeglik gdsteren birimler (veya genler) icerdigi
varsayilir. Bu, 6grencilerin otomatik olarak gruplar ya da kiimeler olusturdugu, ve
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her kiimedeki bir veya iki 6grencinin niteliklerine dayali olarak diger 6grencilerin de
niteliklerinin tahmin edilebilecegi bir sinifa benzer. Dogru olarak tahmin edilemese

dahi, en azindan iyi bir fikir verecegine inaniimaktadir.
4.2 Nitelik indirimi

Mikrodizi veri setleri ¢ok buyuk olduklarindan siniflandirma ve kimeleme son
derece yorucu ve bilgisayar kaynaklari acisindan zorlayici olabilir. Bu yiizden bazi
verilerin ¢ikarilmasi gereklidir. Ornegin, eger iki veri ayni gen ifadesi Gizerinde ayni
etkiye sahipse, bu veriler gereksizdir, ve matrisin bir sttunu timuyle cikarilabilir.
Eger belli bir genin ifadesi bir dizi boyunca ayni ise, bu geni ilerideki analizlerde
kullanmak ne gerekli ne de faydaldir, ¢inki diferansiyel gen ifadelerinde hicbir
faydali bilgi saglamamaktadir. Bu durumda bir satir timuyle ¢ikarilabilir. TBA/SVD
gibi yaklasimlar boyle gereksiz veya bilgi vermeyen veri setlerini secmek igin
kullanilabilir. Gereksiz veriler birlegtirilerek tek veya bilesik bir veri seti olugturulur

ve bu yolla gen ifadesi matrisinin boyutlar kiicultilerek analiz basitlestirilir.
4.3 Nitelik Ayiklama

Nitelik ayiklama, hasarli ve hasarsiz verileri ayirt etme olanagi taniyan ve olcilen
dinamik tepkiden tiretilmis hasara karsi hassas niteliklerin tanimlanmasi surecidir.
Dolayisiyla, dinamik tepki zaman dizisi verilerinden bu niteliklerin nasil aranacagi,
bireysel yapisal hasarlari tanimlamada en dnemli agsama haline gelir. Dahasi,
sensorlerden dlgllen veriler, gurdltd, is1, vb. gibi yapisal ortam faktorlerine karsi
hassas oldugundan tanimlanmalari ve saptanmalari glctir. Bazi arastirmacilar

sensoérlerden 6lcimlenen sinyallerin islenmesine daha fazla dikkat etmislerdir.

5. GEN IFADESI MODEL SECICIi (GEMS)

Gen ifadesi Model Secici (GEMS), dizi gen ifadesi verilerinden denetimli bir
bicimde tanisal ve sonu¢ tahminleri olusturan bir sistemdir. Bu modellerin
ornekleri: (a) kanser saptayan modeller, (b) kanserin dogru alt tarini saptayan
modeller, veya (c) tedaviden sonra hayatta kalma oranini tahmin eden modellerdir.
Bu tur karmasik karar verme Ozelligini destekleyen modellerin gelecek yillarda
tipta devrim yaratma potansiyeline sahip olduklari yaygin olarak kabul

edilmektedir. Karar destekleyen modellerin yani sira, GEMS tani ve/veya sonug
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tahminleri icin, veya ondan daha iyi olan az sayida geni se¢cmek icin kullanilabilir.
Bu genler kesif amaci icin de faydalidirlar (yani ¢esitli tiirde kanserlerin nedenlerini
veya tedavilerini Onerebilirler). Son olarak, GEMS modellerin ilerideki
uygulamalarindaki performanslari (yani dogruluklari) hakkinda bir tahmin saglarlar
(6rnegin, modeli olusturmak icin degil, ancak modellerin olusturmasinda kullanan
ayni hasta populasyonundan gelen hastalara uygulandiginda), ve kullanicilarin
modelleri ayri ayri hastalarda uygulamaya izin verirler. Bu gibi modelleri
olusturmak, (a) istatistik ve/veya biyoinformatik ve/veya oriintl tanima konularinda
uzmanhk egitimi gerektirir, (b) tipik akademik ortamda birka¢ haftadan birkag aya
kadar surer, ve (c) egitim seti icin ¢ok iyi olan ancak ileride ayri ayri hastalara
uygulandiginda koti performans gosteren modeller olusturabilir. GEMS bu
gorevleri hizli, otomatik olarak, asiri uyarlama yapmadan ve kullanicinin veri

analizi konusunda uzman olmasini gerektirmeden yerine getirir [27].
5.1 Avantajlari:

1. GEMS'’in 6grenme algoritmalari 74 kanser turiini kapsayan 11 halka acik veri
seti kullanilarak gercgeklestirilen yaygin algoritmik degerlendirmelerden sonra

yaklasik 20 algoritma arasindan segilmigtir.

2. Kapsamli dogrulama: (a) GEMS yukaridaki veri setlerinin tekrar analizi ile test
edildi. (b) GEMS 5 “yeni” veri seti ile gercek uzmanlara karsi ¢capraz dogrulama
yontemi kullanilarak dogrulandi. (c) GEMS iki cift veri seti ile ve bagimsiz (capraz
veri seti) dogrulama yontemi ile dogrulandi. Dogrulama hem model hem de gen
markoru genellestirilebilme icerdi. Toplam olarak GEMS 16 veri setiyle dogrulandi.

3. Tamamen otomatiktir.

4. lyi tammlanmis ozellikleri, dogruluk icin teorik garantileri ve mikkemmel

performansi olan 6zel gen secimi ve nedensel kegif algoritmalari icerir.

5. Istemci — sunucu mimarisi.

6. IKiLI DESTEK VEKTOR MAK INELERI
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ikili DVM'lerin ana fikri cekirdek fonksiyonu ile veriyi daha yiiksek boyutsal uzaya
eslemek ve daha sonra calisma orneklerini ayiran maksimum marjin hiper
dizleminin tespiti icin optimizasyon problemini ¢ozmektir. Hiper dizlem destek
vektorleri olarak adlandirilan sinirli ¢calisma durum setini baz alir. Yeni durumlar,
uygun duagstukleri hiper dizlem tarafina uygun olarak siniflandirlir (Sekil 6.1).
Optimizasyon problemi cogunlukla, yanlis verilere izin verecek sekilde formule
edilir.

Sekil 6.1'de, sinirh calisma oOrnekleriyle belirlenen hiper dizleme, destek

vektdrleri denir ve gemberle gdsteriimektedir.

>

Sekil 6.1 Bir ikili DVM’nin Hiper Diizlem Semasi

7. COGUL SINIFLI DESTEK VEKTOR MAK iNELERI

Destek vektdr makinesi temel olarak iki sinifli veri setleri igin kullanilir. Bu nedenle,
sik stk K > 2 siniflaniyla ilgili sorunlarla ugrasmak zorunda kaliriz. Buna ¢6zim
olarak, coklu iki sinif Destek Vektor Makinelerini degisik kombinasyonlarini

kullanarak, ¢cok sinifli bir siniflandirici olusturmasi énerilmektedir.
K-ayri Destek Vektor Makineleri olusturmak igin en yaygin kullanilan ve iginde her

seferinde 1 adet pozitif 6rnek alarak ve geriye kalan K — 1 negativ drnek alarak

denendidi yontem en yaygin kullanilan yaklagimdir [28].
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Bu ayrica kalana karsi tek yaklagimi olarak da bilinir. Bu problem bazen yeni
girdiler icin agagidaki formultn kullanimiyla da goralur

y(X)=max yk(x)
(1)

Ne yazik ki, bu yaklagimin; farkli siniflandiricilarin farkl goérevlerde denenmesi ve
farkh siniflandiricilarin yeniden degerlendirilen miktarlarinin uygun skalalari (yk(x))
saglamasinin garantisi olmamasi gibi problemleri mevcuttur.

Kalana karsi tek yaklagiminin baska bir sorunu da, ¢alisma setlerinin dengesiz ve
bicimsiz olmasidir. Ornegin, her birinin esit calisma verisi noktasinin oldugu on
sinifimiz var ise, bu durumda veri setlerinde caligilan tekil siniflandiricilar %90
negatif ve %10 oraninda pozitif 6érneklerden olusacaktirlar, ve orijinal problemin
simetrisi kaybolacaktir. Kalana karsi tek yaklagiminda, hedef degerlerin +1 pozitif
ve negatif siniflarininda —-1/(K — 1) olmasi dusundlmustir. Weston ve Watkins tim
K-DVM'lerin ayni anda calisabilmesi icin, her bir siniftaki marjinleri maksimuma
cikaracak tek hedef islevi belirlemislerdir [29]. Fakat, bu daha yavas bir calismaya
neden olabilir cinkd; K-ayri optimizasyon problemleri, N veri de@erleri igin toplam
maliyeti O(KN2)'dir. Bu yuzden bu sorununu boyutu (K-1)N ve de toplam
O(K2N2) maliyeti verilerek ¢ozilmelidir. Baska bir yaklasim da ise K(K-1)/2 boyut
kullanarak, farkli 2-sinifil DVM'nin tum sinif ciftleri Gzerine uygulanmasi ve daha
sonra sinifin en ¢ok oy sayisi aldigi test sonuglarina gore siniflandirma yapilmasi
yaklasimidir. Bu yaklasim bazen bire kargi bir olarak adlandirilir. Ayrica, buyuk K
icin bu yaklagim, kalana karsi bir yaklasimina kiyasla daha fazla zamana gerek
duymaktadir. Benzer sekilde, test puanlarinin degerlendiriimesi icin fazla sayim
yapillmasi gerekmektedir. ikinci problem, DAGSVM ile sonuglanan bir grafik
icerisinde esey siniflandiricilarin uygulanmalari ile giderilebilir. K siniflari igin,
DAGSVM; K(K = 1)/2 boyutlu siniflandiricinin toplamina esittir, ve yeni bir test
puani siniflandirmasinin degerlendiriimesi icin K - 1 esey siniflandiricilar

gerekmektedir.

Dietterich ve Bakiri tarafindan c¢ok sinifli siniflandirmaya, hata dizeltme cikis

kodlarini baz alarak, farkli bir yaklasim gelistirmistir ve vektdr makinelerinin
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desteklenmesi icin Allwein tarafindan uygulanmigtir [30] [31]. Bu tekil
siniflandincilar ¢algtirmak igcin daha genel sinif parcaciklar kullanildigi icin bire
kargl bir yaklagiminin genellendiriimesi olarak da gortlebilir. K siniflari kendi
baglarina secilen ve iki sinif siniflandiricilardan alinan yanit setleri olarak temsil
edilir ve uygun bir kod ¢dzme semasiyla, bu tekil siniflandirici ciktilarindaki
hatalara ve belirsizliklere kargi saglamlik saglar. Her ne kadar da DVM ¢oklu sinif
siniflandirma problemleri icin yetersiz kalmakta ise de, kalana karsi bir yaklagimi
uygulamadaki kisitlamalarina ragmen yaygin olarak kullanilmaktadir. Ayrica
olasilik yogunlugu tahminine iligkin denetlenme yapmayan 6grenme problemlerini
cozen tek-sinif destek vektdr makineleri de bulunmaktadir. Modelleme yerine veri
yogunlugu kullanilarak, bu metotlar ytksek yogunlukiu bélgeleri de kapsayan
saglam sinirlar bulmayr amaclamaktadirlar. Sinir, yogunluk dagihmini temsil
etmesi icin secilmigtir ki bu da, muhtemelen 0O ile 1 rakamlariyla gdsterilecektir.
Tdm yogunlugu tahmin etmekten daha bazi problemler vardir ancak bazi spesifik
uygulamalar bunlari engellemeye yeterli olabilir. Bu problemlere destek vektor
makineleri kullanarak c¢6zim saglayan iki yaklasim o©nerilmektedir. Scholkopf
algoritmasi tum ve Ozellikle de kokenden elde edilen cgaligma verisinin, v
fraksiyonunu ayiran ve ayni anda hiper duzlemin kdken ile araligini maksimuma
cikaran hiper dizlem bulmaya calismaktadir, diger tarafta Tax ve Duin nitelik

uzayda veri noktalarini iceren en kiucuk kureyi aramaktadirlar [32] [33] .

7.1 Kalana Kar g1 Bir (KKB)

Bu kavramsal olarak en kolay ¢coklu sinif DVM metodudur. Burada k ikili DVM
siniflandiricilarini olusturur: sinif 1 (pozitif) tum diger siniflara karasi (negatif), sinif
2 tum diger siniflara karsl, ... , sinif k diger tim siniflara karsi (Sekil 7.1a).
Birlestiriimis OVR fonksiyonu daha sonraki pozitif hiper dizlem tarafindan
belirlenen ikili

k karari fonksiyonlarina uygun disen drneklem sinifi secer. Boyle yaparak karar
duzlemleri, k DVM” tarafindan hesaplanir. Ve bu coklu kategori siniflandirmanin
optimizasyonunu sorgular. Bu yaklagim, hesaplanmasi acgisindan zordur, ¢unku
bizim icin k kuadrik programlama (QP) optimizasyon boyutu n’ dir. Ayrica, bu
teknik saglam 6grenme algoritmasiyla alakali olan genelleme analizi gibi teorik,

dogrulamaya sahip degildir.
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7.2 Bire Kar si1 Bir (BKB)

Bu metot, tim sinif ciftlerinin ikili DVM siniflandiricilarinin - olusturulmasiyla

alakalidir; toplamda Ug¢ [gj :@ cift vardir. (Sekil 7.1b). Baska bir deyisle,

her bir sinif cifti icin, ikili DVM problemi ¢ozultr. Karar fonksiyonu bir sinifa bir
Oornek atamasi yapar, ardindan atadigi sinif en yuksek oy sayisina sahiptir ve bu
Max Wins stratejisi olarak adlandirilir [34]. Sayet halen bir bag mevcut ise, daha
sonraki hiper duzlem tarafindan belirlenen siniflandirmaya dayal etikete bir 6rnek
atanir. Bu yaklasimin faydalarindan birisi de her bir sinif cifti icin daha kucguk
optimizasyon problemiyle ugrasmamiz, ve toplamda n'den daha kig¢uk boyutlu k(k-
1)/2 QP problemleri ¢bézmemizdir. DVM'ler icin kullanilan QP optimizasyon
algoritmalarinin problem boyutuna goére polinom tipinde oldugunu varsayarsak,
zamanda 6nemli tasarruf saglar. Ayrica, bazi arastirmacilar bazi ikili alt problemler
ayirabilir iken tim coklu kategori problemi ayriramaz yine de, OVO'nun OVR'ye
kiyasla siniflandirmanin iyilestirmesini saglayacagini ortaya koymuslardir [35].
OVR yaklagsimindan farkl olarak burada esitligin bozulmasinda sadece kuguk bir
rol oynar ve kararin batintne biylk etkide bulunmaz. Diger taraftan, OVR'e
benzer sekilde, OVO halihazirda genellestirme hatalarinda belirlenen sinirlara

sahip degildir.

15



Class 1 vs.
Class 2
Not Class/ \ Not Class 2
Class 3 vs. Class 1 vs.
Class 2 Class 3
Not Not
Not Class 3 Class 2 CIBSS 1 Not CIBSS 3

C

Sekil 7.1 Uclu sinifli teghis problemine uygulanan MC-SVM algoritmalari.
(&) MC-SVM Kalana-Karsi-Bir, 3 ayri siniflandiricidan olusur: (1) sinif 2 ve 3'e
kargl sinif 1, (2) 1 ve 3'e karsi sinif 2, ve (3) 1 ve 2'ye kars! sinif 3. (b) MCSVM
Bire-Karsi-Bir ayni sekilde 3 ayri siniflandiricidan olugur: (1) sinif 2'ye karsi sinif 1,
(2) sinif 3'e kargi sinif 2, ve (3) sinif 3'e karsi sinif 1. (¢c) MCSVM DAGSVM, Bire-
Karsi-Bir DVM sinifladiricilar bazinda bir karar agaci olusturur. (d) Weston ve
Watkins'in ve Crammer ve Singer'in MC-DVM metotlari tim siniflar arasinda es

zamanli olarak tek bir siniflandirici olustururlar.

7.3 DAGSVM
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Bu algoritmanin calisma asamasi OVO yaklasimina benzer; ancak DAGSVM'nin

test asamasi [gj siniflandincilarini (bkz Sekil 7.1c) kullanan ve DDAG’ a

yonlendirilmig kokla ikili karar olusturulmasi gerekmektedir [36]. Bu grafigin herbir
digumu bir sinif cifti icin kokli DVM dir(p, q). Topolojik olarak en alt seviyede
bulunan k siniflandirma kararlarina uygun k yapraklari bulunur. Yaprak olmayan
her bir dugum (p, q) iki uca sahiptir — sol u¢ “p olmayana” uygundur ve sagdaki ise
“ q olmayana” uygundur. DDAG listesindeki sinif sirasinin secimi ampirik olarak
gosterildigi gibi de raslantisal olarak secilebilini. OVO metodundan gelen
avantajlara ek olarak, DAGSVM genellestirme hatasini dizelmedeki basarisi da

buyulk bir avantaj saglar.

7.4 Weston ve Watkins (WW) Metodlari
Cok sinifi DVM'lere olan bu yaklagim bazi arastirmacilar tarafindan ikili DVM
siniflandirma probleminin dogal uzantisi olarak gorulir (bkz Sekil 7.1d) [37] [38].

7.5 Crammer ve Singer (CS) Metodu

Bu teknik WW'ye benzer (bkz $ekil 7.1d) [39]. Bu, (k-1)n boyutunda bir tekli QP
probleminin ¢O6zUmunu gerektirir, ancak, optimizasyon probleminin
sinirlandirmasinda daha az yapay degisken kullanilir ve bu nedenle sayisal olarak
ucuzdur. WW'ye benzer olarak, ayristirmalarin kullanimi, optimizasyon
probleminin ¢6zimdnd 6nemli miktarda hizlandirir  [37]. Ne yazik ki, CS'nin

optimizasyonu henliz yapiimamistir.

8. GEREC VE YONTEM
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8.1 Problem Tanimi

Mikrodizi gen ifade verilerinden elde edilmis veri kiimelerinin ¢ok yuksek sayida

veri niteligi barindirmasi ve bunun performansa olan etkileri.

8.2 Amag

Veri kiimesinin barindirdigi veri niteliklerini yerlesik algoritmalar ve bunlarin farkli

yorumlanmasi ile indirgenmesi.

8.3 Veri Kimesi Secimi

Alexander Statnikov makalesinde 11 Tumors, 14 Tumors, 9 Tumors,
Brain_Tumorl, Brain_Tumor2, Leukemial, Leukemia2, Lung_Cancer, SRBCT,
Prostate_ Tumor, DLBCL olmak tzere 11 adet veri kiimesi tzerinde ¢alismistir [1].
11 _Tumors, bir insanda bulunabilecek 11 gesit timdrin gen ifade verilerinin belli
bir format ile bir dosyada tutulmus halidir. 14_Tumors, bir insanda bulunabilecek
14 cesit tumorle, yine bir insanda bulunabilecek 12 normal doku hicresinin
heterojen bilgilerinin tutuldugu formath bir dosyadir. 9 Tumors, bir insanda
bulunabilecek 9 c¢esit tumorin tutuldugu formath bir dosyadir. Brain_Tumorl
dosyasi, 5 tip insan beyin tumoérinun bilgilerini tutmaktadir. Lung_Cancer veri
kimesi, bir insanda bulunabilen 4 cesit akciger timori ve normal doku hticreleri
bulundurmaktadir. Prostate_Tumor, icerisinde prostat timori ve normal doku
hicrelerinin bilgilerini bulunduran veri kimesini tutan dosyadir. Brain_Tumor2
dosyasl, adet alt tir beyin timorind tutan bir dosyadir. Leulemial ve Leukemia2
adli dosyalar, bircok karigik kan kanseri timorini barindirmaktadir.

Bu calismada sadece bir veri kimesi secilmistir ve bu da 11_Tumors dosyasinin
icinde bulunan veri kiimesidir. Bir tane veri kiimesi secilmesinin nedeni, indirgeme
algoritmalarinin yeterince agir ve zaman alici yontemler olmasidir. Ayni zamanda,
veri kiimelerii birbirinden tamamen bagimsiz ve farkh degil, bazi noktalarda
bagintilidir. Bu yuzden bir veri kimesi Uzerine yapilan bir calisma, c¢ok fazla

yontem degisikligine ugramadan rahatlikla diger veri kimelerine uygulanabilir.
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SRBCT, mavi tumor hicrelerini tutan bir dosya iken, DLBCK ise lenf kanseri ile
iligkili timorleri tutan bir baska dosyadir.

11 Tumors veri kiimesinin secilmesinin nedeni, bu kiimenin en homojen kiime
oldugu ve digerlerine gore daha fazla veri barindirdigindan kaynaklanmaktadir.
Bdylece, uygulanan yontemlerin karsilastirilmasi ve dogru sonu¢ vermesi daha
olasi olmaktadir. Alexander Statnikov, resmi bir yazisma sirasinda bunu kendisi de

belirtmis ve onaylamigtir.

8.4 Analizler

8.4.1 GEMS ve orijinal veri analizi

Alexander Statnikov makalesinde tim 11 veri kimesini deney ve kontrol setleri
olarak kullanmis ve icinde makalede esas agirligi bulunan destek vektor
makineleri de bulunan bir dizi makine 6grenme ve yapay zeka teknigi kullanarak
siniflandirma  yapmis ve bu siniflandirmalari, sire, maliyet ve performans
acisindan karsilastirmistir. Burada sire, sistemin calistigl sistemin iglemin
tamamini bitirme siresi, maliyet, kullanilan iglemci ve hafiza guici ve performans
ise, daha sonradan karsilastirilan test ve kontrol gruplarinin dogruluk oranidir.

Bu calismanin esas agirhgi, destek vektor makinesine sokulan verilerin
kicultulmesi, indirgenmesi ya da en azindan ig¢sel bir baginti bulunmasi
oldugundan, bu calisma sadece destek vektdr makinesine sokulan bir cesit veri
kimesi ile ilgilenmektedir.

Makalede kullanilan destek vektdor makinesi bilgisayar yazilimi GEMS adi verilen
bir sistemdir. Yine Alexander Statnikov tarafindan gelistirilmis olan bu sistemin
oldukca genis bir araylz destegi vardir ve bu sayede destek vektor makine alt
algoritmalarindan daha 6nce anlatilan 5 ana algoritma dabhil birgok yan algoritmaya
destek vermektedir. Bunlardan sadece makalede deginiimis olan 5 ana alt
algoritma bu calismada kullaniimigtir. Programdaki diger ayarlamalarin hepsi,
programin ilk acilisinda, yazilimin kendisi tarafindan belirlenen ve yine resmi bir
yazisma sonucu Alexander Statnikov tarafindan belirtildigi Uzere, makaledeki
analizler yapilirken kullanilan ayarlarin aynisi olan ayarlar bu calismada

kullaniimistir.
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Bu calisma, makaleyi kendine kaynak olarak almasina ragmen, Statnikov'un
buldugu degerleri dogrudan bir referans olarak almak yanhs olacaktir; ¢inkd bu
makaledeki deneylerin yapildigi bilgisayar sistemi ile bu calismada yapilacak olan
sistemsel uygulamalarin bulundugu bilgisayar zemini ayni degildir. Bu ylzden,
saghkh bir kargilastirma ve analiz i¢in, makaledeki ilgili timo6r veri kiimesinin
destek vektor makinesine bu calismanin referans aldigi bilgisayar sisteminde
yeniden analiz edilmesi gerekmektedir. Bunun isiginda, dort ¢ekirdekli bir igslemci
ve 4 GB 1200 Mhz uzerinden hafizayla calisan bir bilgisayarda, asagidaki sure,

maliyet ve performans sonuglari, orijinal veri kiimesi igin alinmigtir.

8.4.2 Nitelik ortalamasi ve standart sapma

Bu yontem, elimizdeki n * m boyutlu bir matrisi indirgeme algoritmalarina dogrudan
sokmadan 0Once, veriler Uzerinden ylzeysel bir indirgeme yapabilmek amaciyla

denenmistir.

8.4.3 Temel bile sen analizi (TBA)

Ana komponent analizinin (TBA) ana fikri, cok sayida iligkili degiskenlerden olusan
bir veri setinde mevcut olan varyasyonlarin mumkin oldugu kadar cogunu
korurken boyutlulugunu kugultmektir. Bu da, iligkili olmayan, ve ilk birkaginin
orijinal degiskenlerin timinde mevcut olan varyasyonlari korudugu yeni bir dizi

degiskene donusturulerek saglanir.

TBA'nin temelini teskil edecek bicimde, Fisher ve Mackenzie SVD'yi bir tarim
denemesinin iki yonll analizinde kullandilar [40]. Ancak, simdi TBA olarak bilinen
teknigin en eski tanimlamalarinin Pearson ve Hotelling tarafindan verildigi yaygin
olarak kabul gérmektedir [41] [42]. Hotelling’in makalesi iki blumden oluguyor. ilk
ve en Onemli bolimu, Pearson’'un makalesi ile birlikte, Bryant ve Atchley

tarafindan derlenen belgeler koleksiyonunda yer almaktadir [43].

iki belge de farkli yaklasimlar benimsenmisti. Ote yandan Pearson , p boyutlu
uzayda bir dizi noktaya en iyi uyan cizgileri ve duzlemleri bulmakla daha c¢ok
ilgilenmigti, ve degerlendirdigi geometrik optimizasyon sorunlari da

sonuclandiriyordu [41].
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Pearson’'un ytz yil 6nce bilgisayarlar daha yokken, hesaplama ile ilgili olarak
yaptigi yorumlar ilgi cekicidir. Yontemlerinin kolayca sayisal problemlere
uygulanabilecegini ifade etmis, ve dort veya daha fazla degisken igin
hesaplamalarin kulfetli oldugunu belirtmekle birlikte gene de gecerli oldugunu

soOylemigtir.

Pearson ve Hotelling'in makaleleri arasinda gec¢en 32 yil boyunca bu konu ile ilgili
¢cok az makale yayinlanmis gézikse de, Rao, Frisch’in Pearson’unkine benzer bir
yaklasim benimsedigi gortlmektedir [44] [45]. Ayrica, Thurstone’un da Hotelling’e
benzer bir ¢izgide calismakta oldugu bilinmektedir [46], ancak Bryant ve Atchley’e
dahil edilmis olan s6z konusu makale, TBA'dan daha c¢ok faktor analizi ile ilgilidir.
Hotelling’in yaklasimi da faktor analizinden yola c¢ikmaktadir, ancak Hotelling’in
tanimladigl TBA karakter olarak gercekten de faktér analizinden farkhdir [43].

Hotelling’in motivasyonu, orijinal p degiskenlerinin ‘degerlerini tanimlayan’ daha
kicuk ‘temel bagimsiz degiskenler dizisi’ olabilecegidir. Psikolojik literatiirde bu
gibi degiskenlere ‘faktor’ dendigini belirtir, ancak matematikte ‘faktér’ s6zcugunin
farkh kullanimlarn ile kangiklik yaratmamak icin alternatif olarak ‘komponent’
sozcugu kullantlir. Hotelling ‘komponentlerini’  orijinal  degiskenlerin
varyasyonlarinin tamamina olan katkilarini maksimize edecek sekilde secer, ve bu
yolla tdretilien komponentleri ‘ana komponentler’ olarak adlandirnr. Bu gibi

komponentleri bulan analize de ‘ana komponentler yontemi’ adi verilir [42].

Hotelling’in PC derivasyonu yukarida verilen, Lagrange carpanlari kullanarak bir
Ozdeger / 6zvektor problemi ile sonuglanan yonteme benzemektedir, ancak (¢
acidan farklihk gdosterir. Birincisi, Hotelling bir ortak varyasyon degil, ortak iligki
matrisi ile ¢alisir; ikincisi, komponentlerin orijinal dediskenler olarak ifadesi degilde
komponentlerin dogrusal fonksiyonlari olarak bakar;, ve clncusl, matris

notasyonu kullanmaz.

Derivasyonu verdikten sonra Hotelling gic¢ yontemini kullanarak komponentlerin
nasil bulunacagini gosterir. Ayni zamanda, ¢ok degiskenli normal dagilimlarda
sabit olasilikh elipsoidler acisindan Pearson’'un verdiginden daha farkh bir
geometrik yorumu ileri strer. Ancak makalesinin biyuk bir kismi, 6zellikle ikinci

bolumu, normal seklindeki TBA ile degil, faktor analizi ile ilgilidir [41].
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Hotelling’in daha sonra yayinlanmis bir yazisinda , PC’leri saptamak igin gug¢
yonteminin hizlandirllmis bir versiyonunu sunmustur; ayni yil iginde Girshick
PC’lerin bazi alternatif derivasyonlarini sundu, ve 6rnek PC’lerin temeldeki

popilasyon PC’lerinin azami olasilik tahminleri oldugu fikrini ortaya atti [47] [48].

Girshick PC’lerin katsayilarinin ve varyanslarinin asimptotik érnekleme dagilimini
inceledi, ancak Hotelling’in makalesinin yayinlanmasindan hemen sonraki 25 vyil
boyunca TBA'nin degisik uygulamalarinin gelistiriimesi tzerine ¢ok az calisma
yapildigi gorilmektedir [49]. Ancak o zamandan beri bir yeni uygulamalar ve daha
ileri teorik gelismeler yasanmistir. Bu gelismeler genel olarak istatistiksel
literatrdeki artisi yansitmaktadir, ancak TBA oldukca yuksek hesaplama gucu
gerektirdiginden, kullanimindaki artis elektronik hesap makinelerinin yaygin
tanitimi ile eszamanli olmustur. Pearson’un iyimser yorumlarina ragmen, p dort
veya daha az olmadikca TBA'y!I elle yapmak pek gecerli degildir. Fakat TBA en
cok nitelikle p’nin daha yuksek degerleri igin yararli oldugundan, teknigin tam

potansiyelinden bilgisayarlarin yayilmasindan 6nce faydalanilamazdi.

Bu bolimua bitirmeden dnce dort makaleden s6z edecegiz. Bunlar TBA'ya duyulan
ilginin genislemeye bagsladigi donemde yayinlandi, ve konuyla ilgili dnemli
referanslar haline geldiler. Bunlardan ilki, Anderson’a ait olan, dort yazi arasinda
en teorik olani idi [50]. Girshick'in daha onceki calismasi tzerine kurulu olarak
ornek PC’lerin katsay!r ve varyanslarinin asimptotik Ornekleme dagilimlarini

tartigsiyordu, ve daha sonraki teorik gelismelerde sik¢ca s6zu edildi [49].

Rao’nun makalesi, TBA kullanimi, yorumu ve uzantilari ile ilgili ortaya attigi ve

yeni ¢ikicak fikirler acisindan kayda degerdir [44].

Gower , TBA ve cesitli diger istatistiksel teknikler arasindaki iligkileri ortaya atti, ve

bir dizi 6nemli geometrik kavrami acgikladi [51].

Son olarak Jeffers , TBA kullaniminin basit bir boyut azaltici aractan 6te oldugu iki
durum calismasini tartisarak konunun gercekten pratik olan yonine ivme
kazandirdi [52].

Bu 6nemli makaleler listesine Preisendorfer ve Mobley'in kitabi da eklenmelidir
[53]. Her ne kadar zor okunan bir kitap olsa da, TBA ile ilgili, hentuz tam olarak
arastirilmamis yeni fikirler agisindan Rao’ya rakiptir [44]. Kitabin buyidk bolimu
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yillar boyunca Preisendorfer tarafindan yazilmig, ancak zamansiz 6lumunin

ardindan Mobley tarafindan dizenlenmis ve bastiriimigtir [53].

Teknigin gorundrdeki kolayhdina ragmen, TBA konusunda ¢ok sayida arastirma
surdurtlmekte, ve yaygin olarak kullaniimaktadir. Bu, Web of Science’in (Bilim
AQg1) 1999 — 2000 yillarinda, iki yillik bir stire icinde, adinda, 6zetinde veya anahtar
sozcukleri arasinda ‘ana komponent analizi veya ‘ana komponentler analizi’
sozcuklerinin gectigi yayinlanmis 2,000'den fazla makale tanimlamasindan agikca
anlasiimaktadir. Bu kitaptaki referanslar da TBA'nin uygulandidi alanlarin genis
cesitliligini gostermektedir. Tarim, biyoloji, kimya, iklimbilim, demografi, ekoloji,
ekonomi, gida arastirmalari, genetik, jeoloji, meteoroloji, osinografi, psikoloji ve
kalite kontroliine uygulamalari iceren kitaplardan s6z edilmektedir, ve bu listeye

daha da ilaveler yapmak mumkandur [54].
8.4.4 Dogrusal olmayan ana komponent analizi (NLPCA)

Literatiirde dogrusal olmayan ana komponent analizi i¢in tamamen farkh iki sekil
Onerilmigtir. Bunlardan ilki Guttman, Burt, Hayashi, Benzécri, McDonald, De
Leeuw, Hill ve Nishisato tarafindan bulunmustur. Buna coklu benzesme analizi
diyoruz. ikinci sekil Kruskal, Shepard, Roskam, Takane, Young, De Leeuw,
Winsberg ve Ramsay tarafindan tartisiimistir. Buna da dogrusal olmayan ana
komponent analizi diyoruz. iki sekil Albert Gifi tarafindan hem geometrik hem de
sayisal olarak iligkilendirilmis ve birlestirilmigtir.

Coklu benzerlik analizi icin Cazes ve Lebart veya Hill ve Nishisato’ya ayri ayri
deginebiliriz [55] [56] [57] [58]. Yalnizca nispeten basit bir durumu tartigiyoruz,
Ozellikle Toulouse’'da geligtirilen bircok genellemeler esas olarak bizim
cercevemize de oturtulabilinir. Dogrusal olmayan esas bilesen analizi icin Kruskal
ve Shepard veya Young'a deginebiliriz [59] [60]. Yine bu teknik ile ilgili basit 6zel
bir durum Uizerinde calisiyoruz. iki yaklagimi birlestirmek icin 6nceki girisimler icin
De Leeuw ve Van Rijckevorsel, De Leeuw ve Gifi 'ye deginebiliriz [61] [62] [63].

ilk olarak L1 - - - ,Lm ‘nin i¢ carpim norm k.k ve krim kiire S ile belirtilir. Hilbert
alani H'nin kapal alt alanlar oldugunu duistnelim. Daha sonra Lj ve S kesigimi
olan her bir yj 2 LjS eleman sec¢imi icin R(yi, - - - , ym) matrisini rj (y1, - - -, ym) =<
yj, ¥y > elemanlarn ile hesaplayabiliriz. Pozitif yari agiklayici olmasi ve birlesmeye
esit diyagonal elemanlara sahip olmasi acisindan bu matris bir korelasyon
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matrisidir. Dogrusal olmayan esas bilesen analizinin (NLPCA) problemi R(yi, - - -,
ym) matrisinin p en biyuk 6z degerlerinin toplaminin maksimize edildigi (veya
denk olarak m-p en kucik 6z degerlerinin toplaminin minimize edildigi) bir

sekidey, OL;S i bulmaktir. P'nin farkli secimleri icin bunun farkl bir problem

oldugunu varsayalim. Bazi durumlarda sadece kriterlerimizi maksimize eden
cozimlerle ilgilenmemeliyiz, aksine maksimizasyon problemine karsilik gelen sabit

denklemlerin tim ¢ozumleri ile ilgilenmeliyiz.

NLPCA'nin alt alan Ljlerin tek boyutlu olan bilesen analizini genellestirdigi aciktir.
Formdillerimiz  NLPCA'nin bir acgidan kisith formuyla ilgilenmektedir, c¢unki
belirttigimiz literatiriin ¢ogu Lj'nin kapali konveks koni oldugu duslnerek daha

genel bir durumu ele almaktadir.

Tenenhaus da muhtemel olarak sonsuz sayida konveks koni durumunu tartigir.
Calismalarimizin ¢cogunda bir diger ciddi genelleme kisitlamasi bulunmaktadir
[64]. Bu da Lj'nin sinirli boyutlu oldugudur. Ulusal uyum igin dim(Lj)'nin tim j igin
ayni oldugunu ummaliyiz, fakat bu son tahmin higbir sekilde gerekli degildir. Her
bir Lj icin ortonormal dayanaklar kullaniyoruz ve onlari n x g matrislerinde Gj
topluyoruz. Burada q, Lj'nin ortak boyutlulugudur ve n H'nin boyutlulugudur. Eger n
sonlu degilse bu durumda Gj basit olarak Hnin elemanlarinin dizenli g-
degigkenler grubudur ve kullandigimiz tim “matris iglemleri” kendi agik
yorumlarina sahiptir. Bdylece, sadece q vektoria, ,a}aj =1  formiline
saglarsa,y; =G;a; ,L;S "in igindedir. Bu durumda,C, 'nin, C, =G,G, tarafindan
tanimlanan g x g matris oldugu ve de r;,(y,...Y,) :a'jCj,a, formalini
saglamaktadir. Batln J'ler icin, g dizisinin tanimi olanC; =1 in dogru oldugunu

kabul ediyoruz. n x mq stpermatrisini G=(G, |...|G,,) ve mg x mqg stpermatrisini

C =G'G olarak tanimlamak da uygundur.

Hedeflerimiz icin kullanigh bir iglem, belirli bir sayidaki matrislerin direkt toplamidir

[65]. EGer X ve Y a x b ve ¢ x d boyutlarinin matrisleriyse, direkt toplam (a + c) x (b

X0 ..
X+y=|——|dir.
Y {0 Y}
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ikiden fazla matrisin direkt toplamlarinin uzantisi bellidir. Artik A’yl mgxrn matris
a, +...+a,, olarak tanimlayacagiz. Bu formulde A’ x A = | oldugunda R(y1, - - -,
ym) =A’ x C x A ’dir. Bundan anlasildigi gibi, R(y1, - - - , ym) korelasyon matrisinin
en blytk p 6zdegerlerinin toplamio,(y,,....y,) ‘dir, burada T, T'T = I'i dogrulayan

rn X p matrisinin Uzerinde degisebilir halde oldugu asagidaki ifade de

gozukmektedir.

O, (Yy,emY ) = Mmax{trT ACAT} (1)

Boylelikle,y; OL;S oldugunda, o (y,,...,Y,) 'nin maksimizasyonu, T'nin T'T=I'yi
dogruladigini dasundrsek. Butin m x p matrisleri ve A'nin, A=a, +...+a,, oldugu
varsayarsak. Ve ayni zamanda AA=1 formilunu saglayan bitin mg x m
matrislerinin gecerli oldugu trT ACAT ’'In maksimizasyonu ile de ayni toplama
ulagabiliriz. Eger A ve T bu kisitlamalari saglarsa ve U matris AT’'nin mq x p ise
U'U = I'dir ve U, q x p boyutlarinin ve tynin  T'nin j sirasi oldugu U, :cht'j
biciminin de m altmartislerini icermelidir. Boylece U birinci siranin karsi blogunda
yer alir, ve her birl; alt boslugu bir blogu tanimlar. Sonuc¢ olarak su formald

cikarabiliriz:

o,(L,....L,) = maxtru CU (2)

Burada U, birinci siranin kargi blogunda yer alan bitin mw x p ortonormal

matrisleri Gzerinde degisir. NLPCA'nin problemi o.(L,,...,.L,,) formllini hesap

etmek ve U'nun maksimizorini istenen bigcimde bulmak.

Simdi NLPCA probleminin sabit denklemlerini ¢ikaracagiz. 1 igin Q'nin p dizisinin

simetrik bir matrisi oldugu

RT=TQ ?3)
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formulind elde etmeliyiz.-Tanimlama amagclari icin Q’'nin diyagonal (késegen)

oldugunu kabul edebiliriz. R = A’CA oldugunu da 6nceden biliyoruz ve a,’e gore

1'in diferansiyeli agagidaki denklemi verir

2 ViCya =6,a, (4)
1=1
Burada I ={y,},6,'in belirsiz carpan oldugu vea,nin a;a, =1 "I sagladigini

I'=TT' den elde edebiliriz. Bir © = diag(TQT') ¢dziimiindeki 3 ve 4'den anlagildig
uzere (tr)(©) =tr(Q)’dir. NLPCA icin ¢ogu algoritma belirli T i¢in ¢6zimuin

degistiriimesi Uzerine kuruludur.

3 ve 4 sabit noktalar bulmak icin yakinsak algoritmalar kullanilsa da NLPCA
probleminin matematiksel yapisina pek az isik tutar. Ornegin, eger 3 ve 4 birden
fazla ¢cozume sahipse her sey acik degildir. Ve durum boyleyse, bu ¢ozimler nasil

iligkilidir?. Eger ornegin p=1 ise, ve y,0OL,;Syi R(Y;....y,,)In en biyik 6z

degerinin maksimize olacagi sekilde secersek, Unun birinci kademenin kargi
blogunda bulunma gerekliligi kalkar ve béylece problem U'nun mq x 1’in boyutlari
oldugundan dolayr U yerine u yazdigimiz (u'u = 1) formul Uzerinde u'nun

maksimize edilmesidir. p=1 iken NLPCA probleminin ¢6zimleri netice itibariyle
C’nin 6z vektorleridir. Ornegin, kucuk bir yansima p=m-1'i gosterir, R(Y,,...,Y,,) in
en klglk 6z degerinin minimize eden y, L;S ¢6zim, gene ayni sonucu Verir.

Eger v, C.v'v = 1 ve y 0z degerinin bir 6z vektort ise, bunu her biri g 6geli v;

V.
bloklarina bdlebiliriz. Eger bir blok sifirdan blylk ya da kiglk ise a; =
A%

belirleriz, eger bir blok sifir ise a; istege bagl uzunluk vektor olur. Ayrica bu da
t; =V,v,ieu; =v, 'dir. Bu durumda T'nin m x 1 oldugunu varsayarsak, 6geleri t,
olarak vyazilir. Ayni zamanda O, :Uv'jvj vew = u olarakta dusunebilirz.
p’nun,r, :a}C“aI o0gesine karsilik gelen R matrisinin her zaman en biyuk 0z
degeri olmamasini gérmek olanaksizdir. Daha acik olarak belirtmek gerekirse,

eger u, C'nin en buyldk 6z degeriyse, w=u de karsi gelen R’nin de ayni sekilde en
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blyuk 6z degeridir ve ayni sey C’nin en kuclk degeri icinde gecerlidir. Ama boyle
bir sey ara 6z degerleri icin dogru dedgildir [66].

8.4.5. Cekirdek temel komponent analizi (KPCA)

Cekirdek TBA icin nitelik alanina ¢izilmis, ®(x,),...., ®(x;) verilerimizin ortalanmig

oldugunu, yani zlkzltb(xk) =0 oldugunu varsayalim. Kovaryans matrisi

C=

— =

Z(D(xj )P(x;)" 1)

icin TBA yapmak uzere AV =CV denklemini degerlendirecek olursak, 4 =0

Ozdegerlerini ve V OF \{0} 0Ozvektorlerini bulmamiz gerekiyor. Bunun yerine (1)’i

koyarsak, butin V ¢dzimlerinin , @(xy),...., ®(x;) araliginda oldugunu gortriz. Bu

demektir ki, esit sistem

AD(x)V) = (®(x,).CV) forall k=1,..., @)

olarak dugunulebilir, ve a,,...,.a, gibi katsayilari mevcut sayilabilinir, dyle ki

V= iaidl(xi) 3)

(1) ve (3)'U (2)'e yerlestirdigimizde, ve £ x £ boyutunda K matrisini

K = (P(X)-P(X;)) 4)
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elde ederiz, ayrica a’'nina,,....a, girdilerini kullanarak situn vektérintn gosterdigi

AKa = K?a ©)
duruma ulasiriz. (5)'in ¢ozumlerini bulmak Gzere sifir olmayan degerler igin
lAa = Ka (6)

O0zdeger problemini ¢cozeriz. Acikca goruldagi gibi, (6)’'nin tim c¢ozamleri (5)'i
kargilamaktadir. Dahasi (6)'nin herhangi bir ek ¢c6zimuinin (3)’Un aciiminda bir
degisiklik yapmadigi ve dolayisiyla biz ilgilendirmedigini de soyleyebiliriz.

Sifir olmayan Ozdegerlere ait aX ¢ozumlerini, F'de karsi gelen vektorlerin
normalize edilmesini saglayabilirz, yani (V¥ * V¥) = 0. (3), (4) ve (6)'nin sayesinde
bu,

1= Y afak(@(x)D(x,) = (@* Ka*) = A, (a* a*) @

ij=1

olarak hesaplanir. Ana komponent ayrilmasi icin

(V*.P(0) = 3 a (B(x)P() ®) ‘e
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gore Fdeki Ozvektorlerin Uzerine bir test noktasi ®(x)in gorintisinin iz

disumini hesaplamaliyiz.

Ne (4)'tn , ne de (8)'in kesin bicmiyle ®(x)'ye gerek duymadigina dikkat etmeliyiz;
onlar sadece nokta Urtinlerinde gereklidir. Dolayisiyla, harita da ®'yi kullanmaya
gerek kalmadan bu nokta drtnlerini hesaplamak icin cekirdek fonksiyonlarini

kullanabiliriz.

Bir k (x,y) cekirdeginin bazi secenekleri icin fonksiyonel analiz yontemleriyle
(olasilikla sonsuz boyutlu) k’nin F’deki nokta ¢arpimini hesapladidi bir harita ®’nin
varhgi gosterilebilir [67]. Destek Vektor Makinelerinde basariyla kullaniimig olan

cekirdeklere polinom cekirdekler denir [68].

k(x,y) = (xy)* )

Radyal temel fonksiyonlari k (x.y) = exp ( ||x y||? / (26%)), ve sigmoid cekirdekler
k(x.y) = tanh (K(x.y) + (0)) buna dabhildirler. d derecesinden polinom cekirdeklerin
tum d girdisi Orunleri tarafindan kapsandigi ve nitelik alanina bir ® haritasina
karsilik geldigi gosterilebilir, drnegin N = 2.d = 2 durumunda asagidaki formul

olugsmaktadir.

(XY)? = (X %%, XX, X3 )(YE s Y1 Yo Yo Yir V3 )T (10)
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Sekil 8.1 Cekirdek TBA'nin Temel Fikri

Sekil 8.1'de, standart nokta carpimi yerine dogrusal olmayan bir cekirdek
fonksiyonu kullanarak gerceklestiriien TBA gosterilmistir. Noktali cizgiler, sabit
nitelik degerlerinin kontur gizgileridir.

Eger oruntuler goruntl ise, d piksellerinin tim alanlarinda c¢alisilinabilinir ve bu
yolla TBA'yI gerceklestirirken daha yiksek kademeli istatistikleri hesaba katabiliriz.
(D (x) . ® (y))nin yerine gekirdek fonksiyonlari koydugumuz zaman cekirdek TBA
bir algoritma elde ederiz (Sekil 8.1). Ayrica nokta trtin matrisini (Denklem (4)) Kj =
(k (xi,k))j hesaplariz. (6)y1, K'yi diyagonalize ederek cozeriz, Ayrica Ozvektor
genisleme katsayilari a™i Denklem (7) ile normalize ederiz, ve bir test noktasi X'in
(cekirdek k'ya karslilik gelen) ana bilesenlerinin 6z vektorler tzerine iz disumlerini

hesaplayarak (Denklem 8)’i buluruz (Sekil 8.2).

Pratikte, bu algoritmanin F nitelik alanina haritalama yoluyla dogrusal olmayan
TBA'ya esit olmadigini belirtmeliyiz. Ayrica nokta carpimi matrisinin sirasi, ornek
bayuklugu ile kisith olmasi ve de boyutluluk engelleyici olmasi bu matrisi
hesaplamamizi imkansiz hale getirmektedir. Ornegin, 16 x 16 piksellik girdi
goruntuleri ve d = 5 polinom derecesi sonuc olarak 10'”luk bir boyutluluk verir.
Cekirdek TBA bu sorunu, otomatik olarak F'nin (K'nin derecesi tarafindan
belirlenen bir boyutlulukla) bir alt alanini secerek ve bu alt alanda vektorler
arasindaki nokta uriinlerinin hesaplanmasini saglar. Bu yolla, 10'”luk boyutsal
alanda bir nokta carpimi yerine, girdi alaninda £ ¢ekirdek fonksiyonu kullanmamiz

yeterli olucaktir.

Bu konuyu sonlandirirken, @®(x;)'in F'de ortalanmis oldugu varsayimindan

vazgectigimizden kisaca stz edelim. Kesin sekliyle elimizde olmayan bir noktalar
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dizisinin ortalamasini hesaplayamiyacagimiz
ortalayamiyacagimiza

Icin genelde verileri
dikkat etmeliyiz. Bunun

yerine,
&J(xi)::db(xi)—(llf)z::lqb(xi) kullanarak yukarndaki cebiri gerceklestirmek

zorundayiz. Bu durumda diyagonalize etmek zorunda oldugumuz matrisi (K
acisindan degerlendirirsek),

K =K -1, K -K1, +1,K1, seklinde ifade edebiliriz
[69].
2 Ozellik degeri  (D(x)-V) =X o; k(X.X;)
P AN

ol EIE/' Oy -H‘“‘“-H{:l:'i Agirhiklar (Ozvektir katsayilan)

k k k k | kargilagtrma : k(X.X;)

‘ 4 +
71\ 4]/ [4

| irnek 31.12.13....
\ | i

girdi vektorii X

Sekil 8.2 Bir OCR gorevi icin ¢ekirdek TBA nitelik ayirimi (test noktasi x,
Ozvektor V)
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Sekil 8.3 Cekirdek (11, derece d = 1....5) ile TBA.

Sekil 8.3'te de gosterildigi gibi, 100 nokta  ((x);,(X),),(X), = (X)) +
gurdltt  (Gauss, standart sapma 0.2)den olusturuldu. Butin (x);,ler,

(%), = san(();)-1(x), [® e gore yeniden boyutlandirildi. Gosterilen ilk ana

bilesenin sabit degerli kontur cizgileridir. Dogrusal olmayan (d > 1) cekirdekler v
ortalama varyans yonunde artan nitelikleri gosteriyor. Sonug olarak dogrusal TBA
(d = 1) de bu bakimdan iyi bir sonu¢ verir, ama sadece dogrusal yonlerde ise

yarar.
8.4.6 TBA ve ICA'nin kar silastiriimasi

Veri madenciliginde temel bilegsen analizi (TBA) ve bagimsiz bilesen analizi (ICA)
nitelik secimi icin ¢cok yaygin olarak kullaniimaktadir. TBA, iligkili olma olasihgi olan
bir dizi degiskeni ana bilesenler denilen daha az sayida iligskisiz degdiskene ceviren
matematiksel bir iglemdir. Veri setinin boyutlulugunu saptayabilir veya kicultebilir,
ve gurdltinan etkilerini  kaldiracak altta yatan, yeni, anlamli degiskenler
tanimlayabilir. Diger tarafta cogunlukla zaman dizisi verilerinde nitelik indirgemesi
icin kullanilan ICA, rasgele degiskenler, dlcimler ya da sinyallerin altinda yatan

gizli faktorleri ortaya ¢ikarmak icin bir istatistiksel ve sayisal tekniktir [70].

8.4.7 iz diisum izleme (PP)

Bu algoritmanin ele aldigi en énemli konu ndron niteliklerinin, cevre degisimi ile
degistiriimesidir. Bu bize biyolojik deneyler icin similasyon yapma sansi vermistir
ve parametre bagimliigindan kaynaklanan bazi éngoriler saglamistir. iz disim
izleme ile bu konulari daha detayl olarak inceleyelim [71]. Oncelikle denklemleri
daha iyi bir hale getirebilmek icin noronlari etkileyen c¢evrenin niteliklerini

anlamamiz gerekir. Ve cevredeki etkileyen niteliklerin kurallarinin da 6grenilmesi
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gerekir. iz dusim izleme yonteminde, néronlardaki ©6Jrenme  siirecini,
optimizasyon sureci olarak varsayilir. Sinapslarin modifikasyonu bu durumda
maliyet fonksiyonunun maksimizasyonu olarak gorulebilir ki bu da, bir bakima,
girdilerdeki yapinin élcimu demektir. Maliyetlerin maksimizasyonu seklindeki ifade
dizensiz olsa da, bu ibareyi 6zellikle dikkate alacagimiz maliyet fonksiyonlariyla
uyumlu oldugu igin kullantyoruz. Diaconis ve Freedman yuksek boyutlu verilerin,
alcak boyutlu iz distimlerinin hemen hemen Gaussian oldugunu gostermektedirler
[72]. Son bulgularda verilerdeki 6nemli bilgilerin tek boyutlu iz disim dagiiminin
Gaussian'dan uzak olan yoOnlere aktarldigini gostermektedir.Gaussian'dan uzaga
terimi benzersiz degildir: bir kimsenin bulmak istedigi yapiya baghdir. Sekil 8.4'de
gosterilen 2 6rnek, yuksek kirtosis ve multi modalite yoneleridir. Bu calismadaki
veri, noéronlarin girdileridir(x-ekseni). Ayrica verinin projekte edildigi yon de agirhk
vektoru dir. iz dusum degeri néron cikigl ise y-ekseni'dir. Sigmoid'i daha 6nce
biyolojik olasilik olarak gormistuk, ancak burada onun fonksiyonu maliyet
fonksiyonunun sekline baghdir. Maliyet fonksiyonu bu durumda, ciktinin
istatistiginin bir fonksiyonudur y. Sinaptik modifikasyon denklemi, bu maliyet
fonksiyonunun agirliklar agisindan asamali olarak elde edilir. Sonug¢ olarak Noron,

maliyet fonksiyonunun maksimize edebilecek yonleri arar [73].

Sekil 8.4 Yuksek kirtosis Ve Multimodalite Yonleri
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8.4.8 Fisher do grusal ayirtaci

Fisher Dogrusal Ayirtaci, dogrusal siniflandirma modelini kugultiimus sekilde
gorebilmenin tek yoludur. ilk énce iki sinifli bir durum ele alalim, ve D- boyutsal

giris vektoru olarak x'i alip, asagidaki formule yerlegtirelim.

y=w'x (1)

Sayet y ‘yi sinirlandirisak ve y= w° "I C1 sinifi olarak kabul edersek, ve

C2'yi de tam tersi siniflandirirsak, standart dogrusal siniflandiricimizi elde ederiz.
Genel olarak, tek boyut tzerine yapilan iz digsim 6nemli miktarda bilgi kaybina
sebep olur, ve orijinal D-boyutlu alanda uygun bicimde dagitiimis siniflar tek boyut
Uzerinde Ust Uste cakigabilirler. Ancak, agirlik vektorti(w) bilesenlerini ayarlayarak,
sinif ayirimini maksimum seviyeye cikaran bir iz disim secebiliriz. Basglangic icin,
C1 sinifinin N1 noktalarinin ve C2 sinifinin N2 noktalarinin bulundugu ve ana
vektorleri asagidaki gibi olan iki-sinifli bir problemi varsayalim.

m, ZN%%X” m, =Ni2r§:2xn 2

w Uzerine formula kurdugumuzda ise, sinif ayriminin en kolay olcimu, iz disim
yapilan sinif araclarinin ayrilmasi olarak dustnebiliriz. Bu bize w 'yi se¢ebilmemizi

saglar ve alttaki denklemi maksimuma ¢ikarir.
m, —m =w' (m, —m) 3
Diger bir deyisle

m, =w'm, (4)
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Sekil 8.5 Fisher Dogrusal Ayirtaci Histogramlari

Sekil 8.5'te, soldaki cizim histogramlar boyunca sinif araclarini birlestiren
hat Gzerinde projekte edilmesine bagl olarak ortaya ¢ikan iki siniftan (kirmizi ve
mavi ile gosterilmistir) ornekler gostermektedir. Degerlendirilen alan icerisinde
oldukca fazla sinif cakismasi oldugu unutulmamalidir. Sagdaki cizim, en yiksek
seviyede iyilestiriimig sinif ayrimini gosteren Fisher dogrusal ayirtaci tabanli uygun

iz disimu gostermektedir.

Ck, siniflardan iz disimu yapilan verilerin aracidir. Ancak, bu ifade basitce, w'nun

blyuklugu artirmak amaciyla rastgele yapilabilinir. Bu sorunu ¢dézmek icin, w 'yu
birim uzunluk almak icin sinirlayabiliriz, dolayisiyla Zi w’ =1 sekline gelir.

Sinirlanan maksimizasyonu uygulamak icin Lagrange kullanabiliriz, daha sonra
w'yi OC olarak buluruz. (m2 —-m1). Bu yaklagimla ilgili Sekil 8.5'de de belirtildigi gibi
halen bir sorun bulunmaktadir. Bu orijinal iki boyutlu uzayda ayrilan (x1, x2)
malesef araclarini baglayan hat (zerinde iz disimud alindiginda, birbirleriyle
cakisan iki sinif oldugunu gostermektedirler. Bu zorluk, sinif dagiliminin asiri
diyagonal olmayan ortak degiskelerinden kaynaklanmaktadir. Fisher tarafindan
Onerilen fikrin amaci ise; herbir sinif iginde kiguk oranda degisim veren, ayni
zamanda iz duasumi yapilan sinif aracglari arasinda genis ayirim veren ve
dolayisiyla da sinif cakismasini en aza indirgeyen fonksiyonu maksimuma
cikarabilmektir. iz diisim formili (1) x'de etiketlenmis veri noktalari setini, tek
boyutlu uzay da, y'de etiketlenmis sete donusturtr. Sonug olarak Ck sinifindan

donustartlen verilerin sinif ici degisimi su sekilde gdsterilir.
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St =D (Y, —m)? (5)

noC,

Buraday, = w.T.x, dir.

Fisher kriteri; sinif arasi degisiminin, sinif ici degisimine oranlanmasi gerektigini

bulmustur ve asagidaki gibidir.

Jw = M=) ©)
S+

w degiskeni ile (1), (4), ve (5)'i Fisher kriteriyle ve de SB nin sinif arasi esdegisken

matrisi olacak sekilde asagidaki gibi yazilmistir.

w' S;w
J(w) = 7
W= e (7
Daha sona bu formul ile asagidaki formula
S =(m, —m)(m, —m)’ (8)

birlestirerek, SW'nin asagidaki formualdeki gibi, toplam sinif i¢i ortak degisken

matrisi olacak sekilde bag kurabiliriz.

Sy = (% =m)(x, =m)" + > (x, —m,)(x, —m,)’ 9)
nic,

ncC,
(7)'nin tdrevini aldiktan sonar, w ile oranlarsak, asagidaki formilde J(w)'yi
maksimuma ¢ikarmis oluruz.

(W'S;w)S,,w = (W'S,W)Sgw (10)

(8)'den, S;.w 'nun daima (m2-m1) dogrultusunda oldugu gorulmustur. Ayrica,

bizim icin w'nun blayuklugu énemli degildir, yalnizca yéni énemlidir, dolayisiyla
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skaler faktorleri olarak (W'S,w) ve (w'S,w) ‘yi digirebiliriz. (10)'un her iki tarafini

da S;' ile carparak asagidaki durumu elde ederiz.
WeoS,H(m, —m,) (11)

Sinif i¢i ortak degiskenin yani S, 'nin birim matrise orantisal olacak sekilde

izotropik olmasi durumunda, yukarida da belirtildigi gibi w 'nun sinif araglarina

orantisal oldugu bulunacaktir.

Sonuc¢ olarak (11), Fisher'in dogrusal ayirtaci olarak bilinir, ancak; ayirtac
olmaktan ziyade daha cok bir verinin bir boyuta iz digimunde belirli bir se¢im

niteligindedir. Ancak, tasarlanan veriler bir y, tabani secerek (C1 eger y(x) 2y,

ise ve C2'yi de baska turlu siniflandirabiliyorsa) ayirtac olusturmak icin kullanilir.
8.4.9 Coklu durumlarda fisher ayirtaci

Fischer ayirtacinin genellemesini K >2 siniflarn icin de dikkate almaliyiz, ve giris
uzayinda ki D boyutlulugunun siniflardaki K sayisindan biyik oldugunu kabul

etmeliyiz. Daha sonra, D’ > 1 i¢in linear niteliklerinin y, =w] x oldugunu , ve

burada k = 1, . . . , D’ olacagini varsayarsak, bu nitelik degerleri uygun sekilde

vektor y olugturmak igin gruplandirilacaktir. Benzer gekilde, {w,} agirlik vektorleri

W matrisinin kolonlari olarak varsayilacak, yani
y=WTx (12)

Tekrar, unutulmamahdir ki y'nin taniminda herhangi bir egilim parametresi dabhil
edilmemektedir. Sinif i¢ci ortak degisken matrisinin, K sinifi  durumlara

genellemesini (9)'dan yapilir ve su sonucu verir.

s, =S, (13)

k=1
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Diger bir deyisle;

S = 2 (% =m)(x, —m)’ (14)
m, = Ni > (15)

Ayrica N, da, Ck sinifindaki desen sayisidir. Sinif arasi ortak degigsken matrisi

genellemesinde Duda ve Hart ‘dan yola cikabiliriz ve herseyden 6nce toplam ortak
degisken matrisini dikkate alirniz [74].

N
St =) (%, ~m)(x, —m)" (16)
n=1
Burada m toplam veri setinin

18 1$
m:NZXn :Nszmk (17)

veN = Zk N, toplam veri sayisini gostermektedir. Toplam ortak degisken matrisi,

(13) ve (14) tarafindan ve de ilave matris Sy tarafindan verilen sinif ici ortak

degisken matrisi miktarina ayristirilabilinir.
Sr=S+Ss (18)

Diger bir deyisle

S, = N, (m, - m)(m, —m)’" (19)

k=!

Bu ortak degisken matrisleri x-uzayinda belirlenmislerdir. Simdi D’-boyutsal y-

uzayinda tasarlanan benzer matrisleri de beliryebiliriz.
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Sy =2, 2 (Yo )Yy~ 1) (20)

k=1 nOC,

iy

ve

K

=3 N (1 = ), — )" (21) yi

k=1

bu sekilde gosterebiliriz.
1 1
Hy N_ ch: ﬁz KMy (22)

Siniflar arasi ortak degisken blytk oldugunda; buyik ve sinif ici ortak degisken
kicuk oldugunda; kicuk olan bir skaler olusturmaliyiz. Simdi artik bir cok olasi

kriteri ele alabiliriz [75]. Bir 6rnek

JW) =Tr{s;'sg} (23)

Bu kriter daha sonra W iz digiim matrisinin acik bir fonksiyonu olarak

su sekilde yeniden yazilabilinir
J(w) =Tr{(WS,W7)"(WS,W")} (24)

Bu turden bir kriteri maksimize edebiliriz, ama bu bir bakima karmasiktir,ve
Fukunaga'da detayli olarak anlatiimistir [75]. Agirhik degerleri ni hesaplicak
olursak; D'nin en buyuk 6z degerlerine uygun dusen 6z vektorler S;'S, ‘i
kullanmamiz gerekir.

Tam bu kriterlerde genel olan ve vurgu yapilmasi gereken bagka bir dnemli sonug
daha

vardir. Bu da (19)'da S;'nin K matris miktarindan olustugu, ve her birinin iki

vektérin dis drunleri oldugu ve dolayisiyla birinci sirada oldugudur. Ayrica, bu

matrislerden vyalnizca (K -1)in (17) deki sinirlanmasinin sonucu olarak

39



bagimsizdirlar. Boylece, Sy (K -1) ile esit dereceye sahiptir ve ¢ok fazla (K —1)
degeri sifir olmayan 6zdegerler vardir. Bu, (K — 1) boyutsal alt uzayin Uzerine
yapilan iz disimunun, S, 0zvektorleri tarafindan uzatildigr anlamina gelir. Ayrica
J(w) degerinin degismedigini ve, bu sayede (K - 1) linear ‘niteliklerinden’ daha

fazla birsey bulamayacagimizi gostermektedir [76].

8.4.10 Kendi duizenlenen haritalar (SOM)

Tamayo, kendi dizenlenen haritalar (Self-organizing Maps — SOM) kullanarak
tumor dokularinin gen ifadesi verilerinin érunttlerini yorumlamakla ilgili bir makale
yayinladi [77]. Ayrica Ben-Dor gen ifadesi oruntilerinin kiimelenmesi icin cesitli
tekniklerin uygulanmasini vurgulayan bir makale yayinladi [78]. Carr ise gen
ifadesi kiimelenmesine bakmak icin sablonlar olusturdu [79]. Tip alaninda Wen de
blyuk boyutta gen ifadesi haritalama yontemleri kullanarak merkezi sinir
sisteminin gelisimini haritaladi [80]. Yukaridaki calismalara bakarak gen ifadesi
verilerinin kiimelenmesi, gérunttlenmesi ve diger bir cok alanda SOM’un binlerce

uygulamasi oldugu gorulmektedir.

Bu uygulamalar arasindan en énemli sayabilecegimiz ise; Tamayo, 6z 6rgutlemeli
haritalar kullanarak timoér dokularinda gen ifade verisinin diizenini yorumlama
hakkinda ki calismalaridir [77] (Sekil 8.6).

SOM da ayni zamanda harici stimulide topolojik iligkiler korundugundan kompleks
cok boyutlu veri alt alaninda temsil edilmeye devam edilebilinir (Sekil 8.7). Genel
olarak SOM’un ciddi sorunlarinin higbirinin hiyerargik siniflandirma ve orantisal
kiimeleme Uretmemesi ¢ok buyilk bir avantajdir. Fakat bunu sagliyabilmek igin,
kiime sayisi 6nceden sabitlenmelidir. Sonu¢ olarak, SOM herhangi bir ANN gibi

oncul bilgi gerektirmektedir.
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Sekil 8.6 Kendinden Organize Harita Ornegi

Sekil 8.7 Noronlarin Ogrenme Siireci [81].

SOM mevcut olan kiimeleme tekniklerinden yaygin olarak kullanilanlardandir. Ayni
zamanda bir veri goruntileme teknigi oldugundan kendini dizenleyen ndral aglarin

kullanimi yoluyla da verilerin boyutlarini kig¢ultdr.
SOM’un 6nemli 6zellikleri sunlardir:

* Kohonen, SOM'u insan beyninin bilgileri mantikli bir bicimde dizenleme
yolunun basit bir analogu olarak gostermistir.
* Denetsiz 6grenim slrecine sahiptir.

» Bilgileri topolojik sirayla duzenler.
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» Duzenleme sirasinda iligkiler korunur (topoloji koruyucu haritalama).

» Bir, iki veya ¢ok boyutlu diziler seklindeki bir né6ron katmanindan olusur.

» Standart baglangic geometrisi yoktur.

» Genellikle ilk girdilere bagimlidir.

« ik 6grenme siirecini kendi yapamaz; ama sonra denetimsizdir

*  SOM cok boyutlu boyutlandirma algoritmasi ile kiimeleme/vektor niceleme
algoritmasi arasinda bir yerde konumlandiriimigtir ve de etkili bir hesaplama
algoritmasidir.

* Uyum saglama guicl zaman iginde sabittir.

e Cikti haritasini, girdi vektoérlerinin dagilimina uyarlamak icin yeni hicreler

eklenebilir ve var olan hticreler cikarilabilir.

8.4.11 Korelasyon

Olaslilik ve istatistik teorisinde, korelasyon iki rastgele degisken arasindaki linear
iligkinin direncini ve yonunu gosterir. Bu terimin gunlik kullaniminin aksine, linear
olmasi gerekmez. Genel istatistiki kullanimda, korelasyon yada ko-relasyon iki
rastgele degiskenin bagimsizliktan ayrilmasini kasteder. Bu baglamda, verinin

tirine uyumlu olarak korelasyonun derecesini dl¢en bir kac katsayi vardir.
8.4.12 Pearson'un ¢carpim-moment katsayisi

Farkli durumlarda belirli sayida katsayilar kullanilir. En iyi bilineni Pearson carpim-
moment korelasyon katsayisidir, ve standart sapmalarin ¢arpimlari tarafindan iki

degiskenin ortak degigkesinin bolinmesiyle elde edilir.
8.4.13 Matematiksel Ozellikler

iki degisken arasindaki korelasyon katsayisi Px, Y ‘dir.

Ayricahttp://en.wikipedia.org/wiki/Random variables X ve Y ile beklenen degerler( ux ve

My ) ve standart sapmalar ( ox ve oy ) olarak asagidaki gibi belirlenmigtir:

o, = COVCLY) | E((X= )Y = 1) 0
UX JY JX UY
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ki burada E beklenen deger operatori ve cov ortak degisken anlamina gelir.

Yaygin sekilde kullanilan alternatif notasyonu ise;
corr (X,Y) = oy (2) ‘dir.

ux = E(X), ox? = E[(X - E(X))]] = E(X?) - E¥X) oldugundan ve Y'yi dahil edersek,
E[(X = EX)(Y = E(Y))] = E(XY) — E(X)E(Y) biciminde olur, ayrica su sekilde

yazabiliriz

E(XY) - E(X)E(Y)

iy = 3)
JE(X?) - E2(X){E(Y?) - E2(Y)

Yo,

Korelasyon, sayet her iki standart sapma da sonlu ve sifirdan farkli ise belirlenir.

Artan linear iligkisi durumunda korelasyon 1 dir, azalan da ise -1 dir

http://en.wikipedia.org/wiki/Linear dependence. Katsayl Hem -1 e hem de 1'e ne kadar

yakinsa, degiskenler arasindaki korelasyon o kadar gucluddr.

Mesela degdiskenler bagimsiz iseler bu durumda korelasyon O'dir ancak, zitlik
dogru degildir ciinkl korelasyon katsayisi yalnizca iki degisken arasindaki linear
bagimlihgi tespit eder. Ornek: Rastgele degisken olan X'in -1 ile 1, ve Y = X?
seklinde oldugunu varsayalim. O zaman Y kesinlikle, X tarafindan belirlenecektir,
yani X ve Y bagimlidirlar, ancak korelasyonlari

O'dirhttp://en.wikipedia.org/wiki/Uncorrelated.

8.4.14 Ornek korelasyon

Sayet n serisi kadar X ve Y Olcimimuz varsa ve x; ve y; yazilmigsa ve burada i
=1, 2, ..., nise, bu durumda Pearson ¢arpim-moment korelasyon katsayisi X ve
Y 'nin korelasyonunun tahmini icin kullanilabilir. Pearson katsayisi ayrica "6rnek
korelasyon katsayisi olarak da bilinir". Pearson korelasyon katsayisi bu durumda
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X ve Y nin korelasyonunun en iyi tahmini olacaktir. Pearson korelasyon katsayisi
su sekilde yazilir.

X069 -Y)

Xy
(n-1s,s,

(4)

Burada x ve 3_/ ornek http://en.wikipedia.org/wiki/Arithmetic meanX ve Y araglarndir,

Sx Ve Sy isehttp://en.wikipedia.org/wiki/Standard deviation X ve Y'nin drnek standart

sapmalaridir ve toplam da i = 1’den n’e kadardir. Populasyon korelasyonunda,

bunu su sekilde yazabiliriz.

CTxymnxy DRI RN IN

ry = = ()
(=058, 0> % - (X %) Ny v (X v)°

Yine populasyon korelasyonunda da ornek korelasyonun mutlak degeri 1 den az
veya esit olur. Yukaridaki formul, ornek korelasyonlarin hesaplanmasi igin tek

gecis algoritmasi 6nerse de, sayisal dengesizligi ile de dezavantaj saglar.

Ornek korelasyon katsayisinin karesi, katsayi belirleme olarak da bilinir. Ayrica bu
yi deki degisimin fraksiyonudur ve bu xi'nin y'ye linear uyumu ile hesaplanir .

Yaziligi da soyledir.

S
2 _q_ Syl
r2=1 - (6)
y
Burada Sy|X2http://en.wikipedia.org/wiki/Linear regressionX;'Nin yi Uzerindeki

http://en.wikipedia.org/wiki/Equation ¥ = a + bx esitligi ile linear regresyon hatasinin

karesidir:

1 &
s =— - —a-—bx)?
yIx n_lé(yl |)

(7)
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ve sy2 ise yalnizca y'nin degisimidir.

13 N
so=——>(y,-y)? 8
; n_1;(3/. y) (8)
2
— X|
rxi,—l_s—zy (9)

Bu denklem ayrica daha ytksek boyutlar icin korelasyon fikri de vermektedir.
Ornegin, z = a + bx + cy seklinde bir duzlemi (xi, yi, z) verileri koyarak

uyarlarsak, bu durumda korelasyon katsayisi z - x vey olur [82].

r2=1--% (10)
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9. BULGULAR

Bu calismada, oncelikle orijinal veriler, indirgeme yapilmadan analiz edilmis, daha
sonra indirgeme algoritmalari veri kimesi Uzerine uygulanmisg, yeni veri kimesi
tekrar analiz edilmis ve sonuclar cizelge halinde kaydedilmis ve oransal olarak
kargilastiriimistir. Analizler, dort ¢ekirdekli bir islemci ve 4 GB 1200 Mhz Gzerinden
hafizayla calisan bir bilgisayarda yapilmistir.

9.1 GEMS ve Orijinal Veri Analizi (GOVA)
Nitelik indirgeme potansiyelini ve basarisini 6lgebilmek icin, 6ncelikle higbir
indirgeme yapilmamig orijinal veri kimesinin girdi olarak GEMS vyazilimina

verilerek yapilan egitim ve test islemlerinin sonuclar kaydedilmistir (Cizelge 9.1).

Cizelge 9.1 Herhangi bir indirgeme vyapilmadan, veri kimesinin

egitiimesinin ve test edilmesinin istatistiksel sonuclari

— .
Veri Seti - Indwgemel Orani (%) 0
11 _Tumors
Veri Nitelik Sayisi : 12534
indirgeme Suresi (saat.dakika.saniye.salise) 0.0.0.0
Test Performans |Performans Hafiza islemci |Analiz Sure
Algoritmasi Orani (%) Degisim Kul(lérél)ml Kullanimi | Suresi | Kugilme
(%) (S)
Orani
0
Orani (%) (%)
OVR 95,54 0 1,51 54,1 323,18 0
ovOo 90,22 0 1,48 55,21 288,1 0
DAG 90,22 0 1,43 56,18 |287,87 0
WWwW 95,02 0 1,61 53,91 281,39 0
CS 95,02 0 1,53 50,69 |281,85 0
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9.1.1 Destek vektor makinesinin veri indirgemesi ya  pilmadan e gitiimesi ve

testi

| “rat" bigimli veri dosyasin yikle |

|2

| veri kimesini "txt" bigimine dandstir |

| veri kimesi ile destek vektdr makinesini ejit |

1|

| destek vektdr makinesinin sinflandirrma performansin test et |
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9.1.2 Egitilmi ¢ destek vektor makinesine verilen gen ifade verisin e gore

siniflandirma

|"mat" bigimli tek gen ifade verisini yikle |

k.
| veri dosyasing "txt" bigcimine dindstir |

k4
|e§iti|mi§ destek vektdr makinesinin modelini al |

S
| madeli kullanarak veryi siniflandir |

ki
| sinifin belirlendidi sonug dosyasin yikle |

L 4
| drneklemin sinif tipini kaydet |
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9.2 Nitelik Ortalamasi ve Standart Sapma (NOSS)

Veri matrisinin satirlarinin ortalamalarinin herhangi bir benzerlik gostermesi
beklenmemistir ve sonuclar bu beklentiye uygun bir sekilde ¢ikmigtir. Veri setinin
satir ortalamalarinda herhangi bir dizen tespit edilememis ve benzerlik kuracak
kiimesinin situn

herhangi bir denklem gelistirilememistir. Bu yilizden, veri

ortalamalari analiz edilmigtir.

Veri kimesinin situn ortalamalari da birbirlerinden oldukca farkh c¢ikmis ve
yaklasik —1500 ile -400 arasinda bir dagilim gdstermistir. Standart sapma ise
856,1747 cikmistir. Bu islemden sonra, +2sd -2sd araligininin diginda kalan
bir

olusturulmustur. Bu islem atomik saat ile 23 dakika 17 saniye 12 salise olarak

nitelikler guavenilir olarak kabul edilip, bunlar ile yeni veri kimesi

Olctimustlr. Bu veri kimesi ile destek vektdr makinesi egitilip test edilip, sonuclar

not edilmistir (Cizelge 9.2).

Cizelge 9.2 Nitelik ortalamasi ve standart sapma islemleri ile indirgeme
yapildiktan sonra, artl — eksi iki standart sapma araligina girmeyen nitelikler ile

olusturulmus yeni veri kimesinin egitiimesinin ve test edilmesinin istatistiksel

sonuglari
Veri Seti : 11_Tumors | indirgeme Orani (%) : 95,23
Veri Nitelik Sayisi : 598
indirgeme Suresi (saat.dakika.saniye.salise) 0.23.17.12
Test Performans | Performans Hafiza islemci | Analiz Sire
Algoritmasi Orani (%) Degisim Kullanimi Kullanimi Suresi Kagulme
(GB) o | O
Orani
0,
Orani (%) (%)
OVR 91,16 -4,38 1,56 52,30 8,25 97,45
OoVvoO 88,41 -1,81 1,51 51,11 7,59 97,37
DAG 88,41 -1,81 1,66 55,19 7,52 97,39
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WW

89,30

-5,72

1,45

54,44

8,54

96,97

CS

89,34

-5,68

1,56

53,23

8,56

96,96

9.2.1 Nitelik ortalamasi ve standart sapma ile nite

vektér makinesinin e gitilmesi ve testi
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‘ "mat" bigimli veri dosyasini vikle ‘

I

‘ weri dosyasin "t bigimine ddndgtir ‘

‘smn‘bilgilerini iceran 0. situny gikar ‘

bir siitun (nitelik) al

stunun ortalamasin hesaplave bunu bir diziye at (sa) |

“shtunlar bitti mi?

E\IEE|

| tim situnlann ortalamasini hesapla (to) |

L]

‘ standart sapma hesapla (ss) ‘

L

‘ to dederine 2% ekle (Ul) ‘

1]

‘ to defjerinden 2*ss gikar (al) ‘

L]

dizizinden hir deer al
zl\ >‘SU IZ15IN T} If DEQEr & ‘ hayﬂ
eueﬂ emﬁ]

vl KV

‘ degiere karsilk gelen situnu bir diziye at (gn) K:I—{_L’e’{er__al__ﬁg?nnw

. A
:{@MW =4
eweﬂ hayﬂ

‘ gn dizisindeki situnlan {nitelikleri) givenilir kabul et ‘

L]

‘ gn dizisindeki situnlar ile yeni bir ven kimesi olustur ‘

L]

‘ gikanlan 0. situnu sonuncu son ver kilmesine ekle ‘

&

‘ son veri kiimesini “tdt" biciminde kaydet ‘

&

| yeni veri kimesi ile destek vektdr makinesini edit ve sinflandirma perarmansin test et |

9.2.2 Egitilmi s destek vektdr makinesine verilen gen ifade verisin e gore

siniflandirma
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"mat" bigimli tek gen ifade verisini yikle |

k4
| veri dosyasin "txt" bicimine déndstir |

k4
| veri dosyasindan gavenilir secilmis situnlan al |

k4
| bu situnlarla yeni bir veri kilmesi olugtur (sv) |

k4
|e§iti|mi§ destek vektdr makinesinin modelini al |

S
| modeli kullanarak sv icindeki veriyi sinflandir |

i
| sinifin belirlendidi sonug dosyasini yikle |

S
| drneklemin sinif tipini kaydet |

9.3 Bagimsiz Bile sen Analizi (BBA)
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Kullanilan veri kiimesi Uzerine bagimsiz bilesen analizi uygulandiginda, érneklem
sayisi 174 iken sinyal sayisi 12534 olarak alinmistir. Bu sayilar, veri kiimesinin
satir ve situn sayilarina egittir. Bagimsiz bilesen analizi parametreleri varsayilan
sabit parametreler olarak alinmistir. Buna gore analiz, tanh dogrusalsizhidi ile ve
(supergauss verileri icin  maksimum olasilik tahminleri gibi) paralel olarak
yapilmistir. Bu hesaplama iglemi, dort cekirdekli bir islemci ve 4 GB 1200 Mhz
Uzerinden hafizayla calisan bir bilgisayarda islenmis; ancak islemi
tamamlayamadan hafiza yetersizligi yiztinden hata vermis ve islem atomik saat

Olcimuyle 19,3 saniye i¢cinde olagandisi olarak sonlandiriimigtir.

9.4 Temel Bile sen Analizi (TBA)

12534 veri kiimesi niteliginden, 12361 nitelik bu yoéntem ile indirgenmis, geriye
sadece 173 nitelik kalmistir. Bu indirgeme iglemi, atomik saat ile 6lculdiginde 3
dakika, 6 saniye, 26 salise sirmustir. indirgeme islemi sirasinda ortalama 3,12

GB hafiza kullaniimis ve yine ortalama %31 islemci tiiketimi yaratiimigtir.

Temel Bilesen Analizi ile ana veri kimesi indirgendikten sonra, yeni veri nitelikleri
ile olusturulmus yeni veri kiimesi kullanilarak GEMS egitilip test edildiginde,

asagidaki sonuclara ulasiimistir (Cizelge 9.3).

Cizelge 9.3 Temel Bilesen Analizi yapildiktan sonra, yeni veri kiimesinin

egditilmesinin ve test edilmesinin istatistiksel sonuglari
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— .
Veri Seti - Indirgeme Orani (%) 98,62
11 Tumors :
Veri Nitelik Sayisi : 173
indirgeme Siresi (saat.dakika.saniye.salise) 0.3.6.26
Test Performans |Performans Hafiza islemci |Analiz Sure
Algoritmasi Orani (%) Degisim Kuygg)m' Kullanimi | Sdresi | Kigulme
(%) (S)
Orani
0
Orani (%) (%)
OVR 63,30 -32,24 1,35 51,50 5,05 98,44
ovoO 59,19 -31,03 1,52 55,13 4,58 98,41
DAG 57,49 -32,73 1,51 51,67 4,40 98,47
WW 62,71 -32,31 1,57 55,55 6,92 97,54
CS 62,71 -32,31 1,45 54,90 7,81 97,23
9.4.1 Temel bile sen analizi ile nitelik indirgemesi; destek vektér m akinesinin

egitiimesi ve testi
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| “mat" bigimli ven dosyasim yikle |

<L

| veri dasyasing “txt" bigimine déndstir |

|5|n|f bilgilerini igeren 0. sidtunu gikar |

LI

. " bir sittun [nitelik} al |

|5E|tunun ortalamasini hesapla |

2|

| situnun her dederinden artalamay gikar |

&

“siitunlar hitti miz

E"."EE

| kavaryans matrisi hesapla |

hayir

| 6z defdetleri ve dz vektdrleri hesapla |

| Gz vektdr icerisinden bir nitelik vektdrd olugtur |

2|

| nitelik vektdrind matrise dénlstir |

I

| matrisin transpozunu al |

bir situn al

|5E|tunun ortalamasin hesapla |

Rl

| sltunun her dederinden artalamay cikar |
ﬂ eveﬂ
“situnlar bitti miz ———

| iki waktari birbirleri ile garp |

1|

| gikanlan 0. sidtuny sonuncu veri kiimesine ekle |

1|

| sonuncu veri kimesini "txt" bigiminde kaydet |

1|

| yeni veri kimesi ile destek vekidr makinesini edit ve sinflandirma perfarmansini test et |

hayir

9.4.2 Egitilmi ¢ destek vektdr makinesine verilen gen ifade verisin e gore

siniflandirma
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|"mat" bicirnli tek gen ifade verisini yikle |

L 4
| veri dosyasin “txt" bigimine dandstir |

kL
|e§iti|mi§ destek vektdr makinesinin modelini al |

k4
| modeli kullanarak wveryi siniflandir |

o
| sinifin belirlendidi sonug dosyasin yikle |

i
| drneklemin sinif tipini kaydet |

9.5 iz Duisuim Takip Analizi ( IDTA)
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iz Dusuim Takip Analizi ile indirgeme islemi yapildigi zaman, algoritmayi calistiran
ve igleyen programin, atomik saat ile dl¢ilduguinde 11 saat 17 dakika 45 saniye 56
salise sonra yanit vermeyerek kilitlendigi tespit edilmistir. Bu sire icerisinde
neredeyse hi¢c hafiza kullanilmamig; ancak %90’lara varan islemci gucu

harcanmasi not edilmistir.

9.6 Dogrusal Olmayan Temel Bile sen Analizi (DOTBA)

Temel Bilesen Analizinin bir tlrevi olan ve dogrusal olmayan yontemlerle
indirgeme yapan bu ydntemi uygulayan program, atomik saate gore 9 saat 27
dakika 18 saniye 63 salise sonunda indirgemeyi bitirmistir. islem sirasinda
ortalama 2,78 GB hafiza kullaniimis ve ortalama %23 islemci tiketimi tespit
edilmistir. indirgeme sonucunda, 348 nitelik ile yeniden bir veri kimesi
olusturulmustur. Testler sonucunda asagidaki cizelge ortaya cikmigtir (Cizelge
9.4).

Cizelge 9.4 Dogrusal Olmayan Temel Bilesen Analizi yapildiktan sonra,

yeni veri kimesinin egitilmesinin ve test edilmesinin istatistiksel sonugclari

Veri Seti - 11 Tumors indirgeme. Orani (%) 97.22
Veri Nitelik Sayisi : 348
indirgeme Siiresi (saat.dakika.saniye.salise) 9.27.18.63
Test Performans |Performans Hafiza Islemci |Analiz Sure
Algoritmasi Orani (%) Degisim Kuigg)m' Kullanimi | Suresi |Klgulme
(%) (S)
Orani (%) O([)Zr)“
OVR 67,45 -28,09 1,57 54,30 7,73 97,61
OovoO 65,76 -24,46 1,44 55,33 6,48 97,99
DAG 64,60 -25,62 1,55 54,20 5,13 98,41
WWwW 66,15 -28,87 1,57 55,11 9,17 97,16
CS 66,15 -28,87 1,62 57,87 8,88 97,25

9.6.1 Dogrusal olmayan temel bile sen analizi ile nitelik indirgemesi; destek

vektér makinesinin e gitilmesi ve testi

57



‘ "mat" bigimli ven dosyasini yiikle |

| veri dosyasini "tut" bigimine déndstir ‘

‘mmfhilgilerini igeren (. situnu gikar ‘

| girdi rratrisini hazia {grm) |

| degisken deder belife (1) |

‘ gr'yi n esit pargaya bdl ve bunu bir dizive at (md) K

D( md'den bir deder al {tr) ‘

L

‘tm'nin alt ve st dederlerini hesapla (aul) ‘

3

‘ aulin sinirayici olabilme dodruluk dederlerini hesapla (sod) ‘

.
Y

‘ tm'nin kavaryans matrisini bul {km) ‘

L

kr'nin &z dederarini bul (od) ‘

hayir ‘

tr'yi bir diziye at (yvrn) ‘

v

“deferler bitti mi?

‘ yrn'den yeni bir veri kiimesi olugtur ve buna cikanlan 0. situny ekle ‘

L

‘ sonuncu ven kimesini “txt" bigiminde kaydet ‘

g

‘ yeni veri kimesi ile destek vektdr makinesini edit ve sinflandirma perfarmansin test et ‘

9.6.2 Egitilmi ¢ destek vektdor makinesine verilen gen ifade verisin

siniflandirma
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|"mat" bicirnli tek gen ifade verisini yikle |

L 4
| veri dosyasin “txt" bigimine dandstir |

kL
|e§iti|mi§ destek vektdr makinesinin modelini al |

k4
| modeli kullanarak wveryi siniflandir |

o
| sinifin belirlendidi sonug dosyasin yikle |

i
| drneklemin sinif tipini kaydet |

9.7 Kendinden Organize Haritalar (KOH)
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Kendi duzenlenen haritalar yontemi ile indirgeme yapildiginda, indirgeme
performansinin iyi olmamasinin yani sira, perfomans %40’lara kadar dusmastur.
islem boyunca ortalama 2,45 GB hafiza kullaniimis ve yine ortalama %45 islemci
kullanimi tespit edilmistir. indirgeme 3 saat 55 dakika 15 saniye 73 salise

surmustur. Elde edilen sonuclar asagida verilmistir (Cizelge 9.5).

Cizelge 9.5 Kendi Duzenlenen Haritalar Analizi yapildiktan sonra, yeni veri

kiimesinin egitiimesinin ve test edilmesinin istatistiksel sonuclari

Veri Seti : 11_Tumors indirgeme Orani (%) : 87,75
Veri Nitelik Sayisi : 1536
indirgeme Suresi (saat.dakika.saniye.salise) 3.55.15.73
Test Performans |Performans Hafiza Islemci | Analiz Sure
Algoritmasi | Orani (%) | Deg@igim Kuigg)m' Ku||(601/I(’)1)ImI S?g§Si Kigilme
Orani (%) O([;‘);"
OVR 45,75 -49,79 1,56 55,34 14,45 95,53
(O)V{®) 44,11 -46,11 1,56 54,89 13,11 95,94
DAG 45,34 -44,88 1,45 56,11 17,65 94,54
ww 45,20 -49,82 1,78 55,55 18,11 94,40
CS 45,20 -49,82 1,70 54,10 18,01 94,43

9.7.1 Kendi duzenlenen haritalar analizi ile niteli  k indirgemesi; destek vektor

makinesinin e gitilmesi ve testi
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| "mat" bicimli veri dosyasim yikle |

| veri dosyasin "txt" bicimine dénistr |

|EII"IIf bilgilerini igeren 0. sltunu gikar |

| nitelik sayisimin indirilmek istendigi deder secilir (n) |

¥

|r'| * orijinal veri kiimesinin satir sayisi (m) bir matris olugturulur {mat) |

| mat'in dederleri rastgele atanir |

| mat'in dederleri rastgele atanir |

|mat'dan bir deger al (md) |

I >| orjinal ver kiimesinden bir siitun al {ms) |

<

I :>| ms'den bir deger al (s) |

hayir hayir md'nin kemsulanni s'ye gére tekrar diizenle

eveﬂ
LI shtunlar bitti mi?

E\J'EE|

derler bitti mi?

E\J'Eﬂ

| olusan yeni mat' al (maty) |

| cikanlan 0. situnu sonuncu maty'ye ekle |

-

| maty'yi "txt” biciminde kaydet (matyt) |

| matyt ile destek vektdr makinesini egit ve sinflandirma performansin test et

9.7.2 Egitilmi § destek vektor makinesine verilen gen ifade verisin

siniflandirma
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"mat" bicimli tek gen ifade verisini yikle |

L 4
| veri dosyasin "txt” bicimine déndstir |

kL
| editilmis destek vektdr makinesinin modelini al |

k4
| modeli kullanarak veryi siniflandir |

o
| sinifin belirlendigi sonug dosyasim yiikle |

i
| grneklemin sinif tipini kaydet |

9.8 Dogrusal Diskriminant Analizi (DDA)

Dogrusal diskriminant analizi, bir tir indirgeme yonteminden ¢ok bir siniflandirma

yontemidir. Oncelikle, Fisher algoritmasi ile siniflandirma yapilir ve ayni ya da
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benzer olan nitelikler bir araya toplanir. Burada benzer niteliklerden kasit, ayni
sinifa ait niteliklerdir. Boylece, birbiriyle benzer olan niteliklerden sadece bir tanesi

alinip, digerleri veri kiimesinden cikarilir.

12534 veri kiimesi niteliginden, 6452 nitelik bu yontem ile indirgenmis, geriye
sadece 6082 nitelik kalmistir. Bu indirgeme islemi, atomik saat ile dl¢ildtigunde 3
saat, 17 dakika, 54 saniye, 43 salise surmistir. indirgeme islemi sirasinda
ortalama 3,77 GB hafiza kullaniimig ve vyine ortalama %17 islemci tuketimi

yaratiimigtir.

Siniflandirmadan sonra olusturulan kime ile yapilan performans sonuclari

asagidaki cizelgede verilmigstir (Cizelge 9.6).

Cizelge 9.6 Dogrusal Diskriminant Analizi yapildiktan sonra, yeni veri

kiimesinin egitiimesinin ve test edilmesinin istatistiksel sonuclari

Veri Seti : 11_Tumors indirgeme Orani (%) : 51,48
Veri Nitelik Sayisi : 6082
indirgeme Siiresi (saat.dakika.saniye.salise) 3.17.54.43
Test Performans |Performans Hafiza islemci | Analiz Sire
Algoritmasi | Orani (%) | Degisim Kul(lérél)ml Ku||(601/I(’)1)ImI S?é§5i Kugulme
Orani (%) O([)Z;“
OVR 96,13 0,59 1,44 52,30 | 142,24 | 55,99
OovOo 90,75 0,53 1,52 54,11 | 12591 | 61,04
DAG 90,75 0,53 1,49 51,11 125,24 | 61,25
ww 95,02 0,00 1,44 54,10 |123,86 | 61,67
CS 95,02 0,00 1,59 57,44 | 123,83 | 61,68
9.8.1 Dogrusal diskriminant analizi ile nitelik indirgemesi; destek vektor

makinesinin e gitilmesi ve testi
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| “mat"” bicimli veri dosyasini yikle |

1|

| veri dosyasin "txt" bicimine dénistir |

|s|n|f bilgilerini iceren 0. sttunu cikar |

| veriyl matrise dénistir (m) |

| m'nin transpozunu al {tm) |

tm'nin her satinna tekil bir sinif ismi ver ve bunlan bir diziye kaydet {osd) |

| _
&

| satir dedgerini Fisher dogrusal ayitaci ile isle |

hayr | sonug agirhiklanni bir diziye ekle {ad) |

| kargilik gelen siniflan bir diziye ekle (sd) |

satirlar bitti mi?
euezl

| ad ve sd dizilerini kullanarak bir matris olugtur (m2) |

bir satir al (s)

satir degerini ad'nin kargilk gelen degeri ile igle ve olusan sinifi al (ys) |

5. sdnin deden ile ayni m
evezl

| sdnin degerini bir diziye ekle (yvk) |

satirlar bitti mi?

|yv|-t'dan yeni bir veri kiimesi yarat cikanlan 0. situnu sonuncu veri kiimesine ekle {svk) |

Rl

| ywik'yl "txt” biciminde kaydst (yvkt) |

hayir

hayir

4

| wkt ile destek vektdr makinesini edit ve sinflandirma performansin test et

9.8.2 Egitilmi ¢ destek vektdr makinesine verilen gen ifade verisin e gore

siniflandirma
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"mat" bigimli tek gen ifade verisini yikle |

k4
| veri dosyasin "txt" bicimine déndstir |

k4
| veri dosyasindan gavenilir secilmis situnlan al |

k4
| bu situnlarla yeni bir veri kilmesi olugtur (sv) |

k4
| egitilmig destek vektdr makinesinin modelini al |

S
| modeli kullanarak sv icindeki veriyi sinflandir |

i
| sinifin belirlendidi sonug dosyasini yikle |

S
| grneklemin sinif tipini kaydet |

9.9 Cekirdek Temel Bile sen Analizi (CTBA)

Kullanilan veri kiimesi Uzerine cekirdek temel bilesen analizi uygulandiginda,

orneklem sayisi 174 iken nitelik sayisi 12534 olarak alinmistir. Bu sayilar, veri
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kiimesinin satir ve sidtun sayilarina esittir. Cekirdek tipi poly olarak secilmistir.
Kullanilan  bilgisayarin  yiksek  kapasitesi ragmen, program islemi
tamamlayamadan hafiza yetersizligi yliztinden hata vermis ve islem atomik saat
Olcimuyle Uc¢ dakika on yedi saniye altmis bes salise icinde olagandisi olarak

sonlandinimistir.

9.10 Korelasyon Analizi (KA)

Veri nitelikleri arasinda korelasyona bakmak, indirgeme yapmak icin iyi bir yol
olabilir. Birbirleriyle korelasyona girmis nitelikler bir araya getirilebilir, ya da
birbirlerinin benzeri sayilabilecek nitelikler orijinal veri kimesinden cikarilabilirse,
indirgeme yapmak mumkun olabilir.

Korelasyon analizini yorumlamak birgcok farkli yontemle olabiir. Burada ele
alinacak yorumlama ise soyledir; iki veri niteligi birbirleri ile, belirli bir esik deger
Uzerinde korelasyona girdiyse, bu iki veri niteligine guvenilebilir, aksi halde
guvenilir degildir. Butin korelasyon analizleri bittiginde ise, guvenilir secilmis tim
veri nitelikleri toplanir ve yeni bir veri kiimesi olugturulur. DVM’nin performans —
sure analizine gore, korelasyon analizinin esik degeri yukseltilebilir ya da

alcaltilabilir.

9.10.1 Korelasyon analizi ile nitelik indirgemesi; destek vektor makinesinin
egitiimesi ve testi
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“mat" biimli veri dosyasini yikle |

| veti dosyagini "tet" bicimine ddndgtir |

|3|n|fhi|gi|erini iceren 0. situnu gikar |

bir esik defer sec (g)

|veri dosyasini matise dondstdr (m) |

L

| miin korelasyon matrisini hesapla (km) |

: | kain bir degerin al (8) |

v

i de?j_eri & dederini a§ahi|&ihmi.

hayﬂ

dYyi bir diziye ekle (gzn)

hayir

| glkanlan 0. situnu govk'a ekle | |gnz't|eki degerlere karsilk gelen situnlardan yeni bir veri kimesi olustur (gonvk) |
| govk'u "tut" bigiminde kaydet | | gord'y "tt" biciminde kaydet |
| govk ile destek vektdr makinesini efit | | ganwk ile destek vektdr makinesini et |

|S|n|ﬂand|rma performansin test et (s2) |

|S|n|ﬂand\rma perfarmansin test ef (s1) | Jrly

hayir

51 ve 52 benzer mi?

BVE]

| gorvk'un niteliklerini kay det |

9.10.2 Egitiimi ¢ destek vektdr makinesine verilen gen ifade verisin

siniflandirma
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|"mat" bigimli tek gen ifade verisini yikle |

k4
| veti dosyasin "txt" bigimine dandstir |

k4
| veri dosyasindan givenilir segilmis situnlan al |

k4
| bu situnlarla yeni bir veri kimesi olugtur (sv) |

k4
|e§1iti|mi§ destek vektdr makinesinin modelini al |

S
| modeli kullanarak sw igindeki veriyi sinflandir |

i
| sinifin belirlendidi sonug dosyasin yikle |

S
| grneklemin sinif tipini kaydet |

9.10.3 Kesme de geri 0,7 korelasyon

Kullanilan veri kiimesi Uzerine tam korelasyon uygulandiginda, veri kiimesinde
bulunan 12534 nitelik Gzerinden korelasyon matrisi hesaplanmig, bu hesaplamalar
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sonucu, korelasyon degeri 0.7 Uzeri ve -0.7 alti olan degerler alinmistir. Bu
hesaplama islemi, atomik saat ile Ol¢ildigunde 2 saat 45 dakika 11 saniye 88
salise sUrmustir. Bu sirec¢ icerisinde, bilgisayarin iglemcisi toplam, yaklasik ve
ortalama %30 civarinda kullaniimig, yine yaklasik ve ortalama 1,96 GB hafiza

kullanimi tespit edilmigtir.

Korelasyonu 0.7 degerinden kesmek, birbirine benzemeyen bazi nitelikleri
birbirlerine benzemeye zorlamistir. 0,7 esik degeri normal bir korelasyon igin
dusuktir ve genis bir iliski deger araligini kapsar. Korelasyon isleminden sonra,
12534 veri niteligi icinden, esik degeri asabilen 4731 nitelik pargasi tespit
edilmistir. 7803 nitelik 0.7 esik degerini asabilen herhangi bir pozitif veya negatif
koerelasyon degerine ulasamamistir. 4731 nitelikten 1301 tanesi bire bir

korelasyon degeri yakalamistir.

Tam pozitif ve negatif korelasyon iligkili veriler, yani 4731 nitelik ile karar destek
vektér makinesi Uzerinde iglem yaptigimizda, asagidaki sonuclari elde ediyoruz
(Cizelge 9.7).

Cizelge 9.7 Kesme degeri 0,7 olan korelasyon ile indirgeme yapildiktan
sonra, esik dederi alan nitelikler ile olusturulmus yeni veri kiimesinin egitilmesinin

ve test edilmesinin istatistiksel sonuclari
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Veri Seti : 11_Tumors indirgeme Orani (%) : 62,25
Veri Nitelik Sayisi : 4731
indirgeme Suresi (saat.dakika.saniye.salise) 2.45.11.88
Test Performans |Performans Hafiza Islemci | Analiz Sire
Algoritmasi Orani (%) Degisim Kullanimi Kullanimi Suresi Kiculme
(GB) o | ©
Orani (%) 0(225"
OVR 96,13 0,59 1,55 0,51 108,59 | 66,40
OovOo 90,19 -0,03 1,51 0,53 94,98 67,03
DAG 90,19 -0,03 1,53 0,55 94,95 67,02
ww 95,02 0,00 1,56 0,51 93,99 66,60
CS 93,71 -1,31 1,50 0,53 93,49 66,83

lliskiye girmemis 7803 veri niteligini alarak, ayni testi uyguladigimizda ise bagka

bir sonug¢ cizelgesi ortaya ¢cikmaktadir (Cizelge 9.8).

Cizelge 9.8 Kesme degeri 0,7 olan korelasyon ile indirgeme yapildiktan
sonra, esik degeri asamayan nitelikler ile olusturulmus yeni veri kimesinin

egitiimesinin ve test edilmesinin istatistiksel sonuclari

70



. -, H - o .
Veri Seti : 11_Tumors Indirgeme Orani (%) : 37,75
Veri Nitelik Sayisi : 7803
indirgeme Suresi (saat.dakika.saniye.salise) 2.45.11.88
Test Performans |Performans Hafiza Islemci | Analiz Sure
Algoritmasi Orani (%) Degisim Kullanimi Kullanimi Suresi Kigulme
(GB) o) (S)
Orani
0
Orani (%) (%)
OVR 96,10 0,56 1,55 51,10 186,23 | 42,38
ovO 90,75 0,53 1,51 52,65 165,70 | 42,49
DAG 90,75 0,53 1,53 54,65 164,67 | 42,80
WwW 95,57 0,55 1,56 51,13 161,60 | 42,57
CS 95,57 0,55 1,50 53,48 161,89 | 42,56

Diger bir yaklagsim ise, anlamli korelasyon dederine sahip olmayan 7803 veriye
dokunmadan, anlamli 4731 veri niteligi Gzerinden bir indirgeme yapmaya
calismaktir. 1301 “bire bir" korelasyon kurmus veri niteligini, eksi korelasyon
degerleri goz ardi edilerek, ikiye bdlebilir ve yaklasik 600 adet veri niteligini
indirgeyebiliriz. Geriye kalan 3430 veri niteliginde ise bdyle dogrusal bir ayrim
yapmak olanaksizdir. Bunun igin 122. ve 188. veri niteliklerini 6rnek verebiliriz.
Korelasyon iligki dosyalarina gore, 122. nitelik, 188. nitelik ile pozitif yuksek
korelasyona girmistir. 7. nitelik tarafindan bakildiginda, 7. niteligin 188. nitelik
yerine gecebilecegini ve boylece 188. niteligin orijinal veri kiumesinden
cikarilabilecegi varsayilabilir. Ancak, 188. nitelik ayni zamanda 21. nitelik ile pozitif
yiuksek korelasyona girmistir. 122. nitelik Gzerinden yorum yaparak 188. niteligi
kaldirmak, 21. niteligin boyutsal olarak anlam kaybetmesine neden olacaktir.
Bunun engellenmesi igin, veri niteliklerinden birbirleri ile bir kiime olusturanlar
ayrilip, tek bir nitelik haline getirilmelidir. Bu islem icin, butin nitelikler bir agac
yapisi haline getirilmeli ve her bir olasilik icin tim agac dugumleri ve yapraklari
dolasilmahdir. Bu iglem basariyla tamamlansa bile, teorik olarak, her birinin
O0zunde tekil oldugu dusunulerek, en fazla 743 nitelik indirgenebilir. Bu oldukca
disuk bir indirgeme oranidir. Bu yodntem, korelasyonun hesaplandigi ayni

sistemde bes saatten fazla calismis; ama somut bir sonu¢ verememistir. Bu
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yluzden, bu yontem bu noktada durdurulmus ve yontemin ise yararhligin dusik,
maliyetinin yiksek olmasindan dolayi yontem iptal edilmigtir.

9.10.4 Kesme de geri 0,8 korelasyon

Kullanilan veri kiimesi Uzerine tam korelasyon uygulandiginda, veri kiimesinde
bulunan 12534 nitelik Gzerinden korelasyon matrisi hesaplanmis, bu hesaplamalar
sonucu, korelasyon degeri 0.8 Uzeri ve -0.8 alti olan degerler alinmistir. Bu
hesaplama iglemi atomik saat ile Ol¢uldiginde 2 saat 45 dakika 12 saniye 11
salise surmustir. Bu sireg¢ icerisinde, bilgisayarin iglemcisi toplam, yaklasik ve
ortalama %31 civarinda kullaniimig, yine yaklasik ve ortalama 1,86 GB hafiza

kullanimi tespit edilmigtir.

Nitelik indirgeme islemi maliyet agisindan c¢ok buyik bir degere ulagsmamasina
ragmen, performans acisindan yeterli bir kiicltme yapmay! basarmistir. 12534
veri parcasl icinden, esik degeri asabilen sadece 2447 adet nitelik birbiri ile analiz
edilebilir bir korelasyon degerine ulagmistir. 10087 nitelik ise analiz edilebilir
herhangi bir korelasyon degerine ulasamamistir. 2447 niteliklendirilebilir veri
niteliginden, 961 tanesinin “bire bir” korelasyon degerine sahip oldugu ortaya

cikmigtir. 1486 veri niteligi ise birden fazla iliskiyle korelasyona sahip olmuslardir.

Bu yontemi test etmek icin, veri nitelikleri icerisinden korelasyona girmeyen tim
veri niteliklerinin sistemden cikanlip iglem yapilmasi gerekmektedir. Bdylece,
korelasyon olusturan niteliklerin birbirleriyle ne sekilde dedil; ancak ne derece
bagdimli olduklari anlasilacaktir. Ne sekilde bagl olduklarini séyleyebilmek igin
henliz erkendir. Bu bir korelasyon izolasyon islemidir. Bunun sonucunda asagidaki
cizelge elde edilmigtir (Cizelge 9.9)

Cizelge 9.9 Kesme degeri 0,8 olan korelasyon ile indirgeme yapildiktan
sonra, esik degeri asan nitelikler ile olusturulmus yeni veri kimesinin egitiimesinin

ve test edilmesinin istatistiksel sonugclari
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Veri Seti : Indirgeme Orani (%) 80,48
11 Tumors
Veri Nitelik Sayisi : 2447
indirgeme Suresi (saat.dakika.saniye.salise) 2.45.12.11
Test Performans |Performans Hafiza islemci |Analiz Sure
Algoritmasi Orani (%) Degisim Kul(lgrél)ml Kullanimi | Suresi | Kugulme
(%) (S)

Orani (%) O(E)Z;“
OVR 94,99 -0,55 1,48 54,80 56,09 | 82,65
o)v/e 91,36 1,14 1,49 57,11 47,45 | 83,53
DAG 91,36 1,14 1,47 55,68 47,33 | 83,56
WW 94,43 -0,59 1,55 54,76 47,51 | 83,12
CS 94,43 -0,59 1,50 52,66 47,33 | 83,21

Bu sonuca bir anlam yukleyebilmek igin, bir test daha gerekmektedir. Bu da, ilk

yontemin tersine, veri niteliklerinin korelasyona girmis olanlarini disarida birakip,

girmeyenlerden yeni bir veri kimesi olusturmaktir. Boylece, 10097 veri niteligine

sahip yeni veri kimesine ayni testler uygulanmistir. Bunun sonucunda bagka bir

sonug cizelgesi elde edilmistir (Cizelge 9.10).

Cizelge 9.10 Kesme degeri 0,8 olan korelasyon ile indirgeme yapildiktan

sonra, esik degeri asamayan nitelikler ile olusturulmus yeni veri kimesinin

egditiimesinin ve test edilmesinin istatistiksel sonuglari
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Veri Seti : 11 Tumors Indirgeme Orani (%) 19,52
Veri Nitelik Sayisi : 10087
indirgeme Suresi (saat.dakika.saniye.salise) 2.45.12.11
Test Performans |Performans Hafiza islemci |Analiz Sire
Algoritmasi Orani (%) Degisim Kul(lérél)ml Kullanimi | Suresi | Kugilme
(%) (S)
Orani (%) O([)Zr)“
OVR 94,91 -0,63 1,48 54,80 |247,86| 23,31
OovOo 90,06 -0,16 1,49 57,11 |220,97| 23,30
DAG 90,06 -0,16 1,47 55,68 |221,20| 23,16
ww 95,36 0,34 1,55 54,76 218,51 | 22,35
CS 94,77 -0,25 1,50 52,66 |216,23| 23,28

Bu noktada, diger yaklasim Gzerinde durmak yine anlamsizdir. Tipki 0,7 kesmeli
korelasyondaki gibi yuksek karmasikliklara ¢ikan bir agac¢ yapisi s6z konusudur ve
bu agac yapisini iglemek, calismanin esas sebebi olan hiz — basan
optimizasyonunu anlamsiz bir hale getirecektir.

Korelasyon kesme egilim degerini daha da yukariya cekip, farkli indirgeme

olasiliklar1 ortaya ¢ikarmak da bir bagka yaklasim olabilir.

9.10.5 Kesme de geri 0,9 korelasyon

Kullanilan veri kimesinin Uzerine tam korelasyon uygulandiginda, veri
toplulugunda bulunan 12534 nitelik Gzerinden korelasyon matrisi hesaplanmis, bu
hesaplamalar sonucu, korelasyon degeri 0.9 Uzeri ve -0.9 alti olan degerler
alinmistir. Bu hesaplama islemi atomik saat ile dlguldiginde 2 saat 35 dakika 56
saniye 66 salise surmustir. Bu surec icerisinde, bilgisayarin iglemcisi toplam,
yaklasik ve ortalama %29 civarinda kullaniimig, yine yaklasik ve ortalama 1,87 GB

hafiza kullanimi tespit edilmigtir.

Nitelik indirgeme islemi maliyet agisindan c¢ok buyik bir degere ulasmamasina

ragmen, performans acisindan yeterli bir kiictltme yapmay! basarmistir. 12534
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veri parcgasl icinden, esik degeri asabilen sadece 1196 adet nitelik birbiri ile analiz
edilebilir bir korelasyon degerine ulagmistir. 11338 nitelik ise analiz edilebilir
herhangi bir korelasyon degerine ulagsamamistir. 1196 niteliklendirilebilir veri
niteliginden, 771 tanesinin “bire bir” korelasyon degerine sahip oldugu ortaya

ctkmigtir. 425 veri niteligi ise birden fazla iligkiyle korelasyona sahip olmusglardir.

Tipki 0,8 Kesmeli Korelasyon gibi, 0,9 Kesmeli Korelasyon ile de yeni bir
indirgeme yapip, ortaya cikan yeni veri kiimesi Uzerinde testler yapilmistir. 0,8
Kesmeli Korelasyon indirgemesinden sonra, aldigimiz basarili sonugclar, bizi
korelasyon kesme degerini daha yukariya, 0.9 degerine yukseltmemize neden
olmustur. Boylece, veri nitelik sayisi daha da azalacak ve sure iyice kisalacaktir.

Bu testlerin sonucunda asagidaki cizelge ortaya ¢cikmistir (Cizelge 9.11).

Cizelge 9.11 Kesme degeri 0,9 olan korelasyon ile indirgeme yapildiktan
sonra, esik degeri agsan nitelikler ile olusturulmus yeni veri kiimesinin egitiimesinin

ve test edilmesinin istatistiksel sonuclari

Veri Seti : 11 Tumors '”dirgeme: Orani (%) 90,46
Veri Nitelik Sayisi 1196
indirgeme Suresi (saat.dakika.saniye.salise) 2.45.12.11
Test Performans | Performans Hafiza Islemci |Analiz Sure
Algoritmasi Orani (%) Degisim Kul(lgrg)ml Kullanimi | Stresi | Kigulme
(%) (S)
Orani (%) O([,Zr)“
OVR 94,40 -1,14 1,44 54,50 25,58 92,08
ovo 93,00 2,78 1,50 57,63 23,41 | 91,87
DAG 93,00 2,78 1,46 54,11 22,89 | 92,05
ww 94,96 -0,06 1,53 54,75 23,58 | 91,62
CS 94,96 -0,06 1,51 54,10 23,55 | 91,64

Secilen 1196 veri niteliginin, veri niteliklerinin tamamini temsil ettigini kanitlamak
amacl, geriye kalanlar tzerine de ayni testler uygulanmis ve su asagidaki
sonuclara ulasiimistir (Cizelge 9.12).

75



Cizelge 9.12 Kesme degeri 0,9 olan korelasyon ile indirgeme yapildiktan

sonra, esik degeri asamayan nitelikler ile olusturulmus yeni veri kimesinin

egitiimesinin ve test edilmesinin istatistiksel sonuclari

Veri Seti :

11_Tumors

indirgeme Orani (%)

9,54

Veri Nitelik Sayisi :

11338

indirgeme Siiresi

(s)
indirgeme Suresi (saat.dakika.saniye.salise) 2.35.56.66
Test Performans |Performans Hafiza islemci |Analiz Sure
Algoritmasi Orani (%) Degisim Kul(lérél)ml Kullanimi | Suresi | Kiagulme
(%) (S)

Orani (%) O([)Z;“
OVR 94,91 -0,63 1,44 54,50 |284,27| 12,04
OovOo 89,57 -0,65 1,50 57,63 |25545| 11,33
DAG 89,57 -0,65 1,46 54,11 |259,14| 9,98
WwW 94,88 -0,14 1,53 54,75 253,40 | 9,95
CS 94,35 -0,67 1,51 54,10 [254,48| 9,71

10. TARTISMA VE YORUM

10.1 GEMS ve Orjinal Veri Analizi (GOVA)
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Sonug cizelgesinden (Bkz. Cizelge 9.1) gorulebilecegi tzere, ayni tip timor gen
ifade veri kimesi kullanildiginda, en uzun suren algoritma OVR algoritmasi
olmustur; ancak, buna Kkarsilik, en iyi performansi da yine OVR algoritmasi
vermigtir. WW ve CS algoritmalari da OVR algoritmasina yakin bir performans
elde etmig; ancak ondan daha kisa surede egitim ve test iglemini
tamamlamiglardir. Hafiza kullanimi en yiksek WW algoritmasinda tespit edilmis,

en yuksek islemci giicine de DAG algoritmasi ulagsmistir.

Bu calisma, kabul edilebilir bir performans kaybi yaratarak, veri niteliklerini
indirgeyip, sureyi kisaltmak oldugundan, WW ve CS algoritmalari bizim
calismamiza daha uygun algoritmalardir; ancak yorum vyapilabilmesi icin tim

testler g6z 6ninde bulundurulmahdir.

10.2 Nitelik Ortalamasi ve Standart Sapma (NOSS)

Nitelik ortalamasi ile yapilan analizde, +2sd ve -2sd araliginda yer almayan
nitelikler ile yeni bir veri kiimesi olusturuldugunda, performansi ¢ok disirmeden
nitelijk sayisi 600 civarina indirilebilmektedir; ancak bu yontem cok kullanigh bir
yontem dedildir. Standart sapma hesapladigi icin, her veri seti icin degiskenlik
gosterebilir ve bu da her veri seti icin bir kez daha hesaplama islemi yapma

maliyetini ortaya cikarir (Bkz. Cizelge 9.2).

10.3 Bagimsiz Bile gsen Analizi (BBA)

Bagimsiz Bilesen Analizi, calisma mantidi geregi bir veri kimesindeki tim
sutunlar birer sinyal olarak kabul edip, buna yo6nelik bir indirgeme iglemi
yapmaktadir. Bu analiz, tim veri kiimesi icerisinde anlamh ve iligkili alt gruplar
bulup, buna goére bir indirgeme yaptigindan, ortamda bulunan sinyallerin sayisi
arttikca, analiz edebilme kapasitesi dismekte ve bu calismadaki veri kimesindeki
gibi cok yuksek degerlere ciktiginda ise tamamen islevini yitirip, calisamaz bir hale
gelmektedir.

Bagimsiz Bilesen Analizi, genellikle birbirine karigsmis, birbirinden en az iki boyut

diizleminde farkli veri kiimeleri iginden yeni veriler veya alt veri kimeleri ¢ikarmak
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icindir. Ne kadar birbirinden bagimsiz veri kimesi bir araya geldiyse, o kadar
basarli bir analiz yapilir. Bu ylzden, bu calismada kullanilan veri kiimesi gibi,
aralarinda farkli grupsal iliski bulunmasinin beklenmedigi ve 6nceki korelasyon
analizler ile de bu fikirin daha da dogrulandigi veri kiimelerinde, bu analiz
yonteminin yuksek performans gosteremeyeceg@i rahatlikla soylenebilir. Bu
yuzden, bazi hafiza performans yontemleri ile bu analiz yontemini, bu ¢aligmanin
veri kimesi Uzerinde calismasi icin zorlanmasi gerekli gorilmedi, yontem

basarisiz olarak kabul edildi.

10.4 Temel Bile sen Analizi (TBA)

Temel Bilesen Analizi, sonuc cizelgesinde de gorilebilecedi Gzere cok buylk
miktarda bir indirgeme yapmigtir. Bu indirgeme, dogrudan bazi veri niteliklerini
ctkarmak degil, bu veri niteliklerinden yeni bir veri niteligi kimesi olugturmaya
dayal bir indirgemedir. Bu yuzden, indirgenmis veri kimesi incelenirse, orjinal veri

kiimesinden herhangi bir degeri dogrudan icermedigi goruldr.

TBA algoritmasi ile indirgenen veri kimesi olduk¢a kiculmuastir; ancak
performans kayiplari %30 - %32 arasinda olmustur (Bkz. Cizelge 9.3). Bu kayip
oldukca yuksektir ve kabul edilebilir gézikmemektedir; ama tam bir yargiya

varabilmek icin, diger indirgeme yontemlerinin sonuclariyla kargilagtiriimaldir.

10.5 iz Duigiim Takip Analizi ( IDTA)

iz DUsiim Takip Algoritmasi, nitelik sayisini boyut olarak alip, her bir boyut igin bir
veri niteligini c¢ikarmayr ve bu sekilde tekrarlanarak nitelikleri indirgemeyi
amaclayan bir yontemdir. Bu ¢alismadaki veri kiimesi gibi, icindeki bazi niteliklerin,
kiimenin tamamini temsil edemeyeceginden stphelenilen veri kiimeleri icin ¢ok iyi
sonuclar verebilen bir algoritma olmasina karsin, ¢cok ytksek boyutlu dizlemlerde,
tekrarlama iglemi icerisinde tikanma olasiligi olduk¢a yuksek bir yontemdir. Bu
calismanin kullandigi veri kimesindeki niteliklerin indirgenmesi sirasinda benzer
bir tlkanmaya maruz kalmasi da suphesiz nitelik sayisinin ¢ok fazla

olmasindandir.
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10.6 Dogrusal Olmayan Temel Bile gen Analizi (DOTBA)

Dogrusal Olmayan Bilesen Analizi, tirevi oldugu Dogrusal Bilesen Analizi'ne gore
daha iy performans vermistir ve neredeyse onun kadar bir indirgeme orani
yakalamigtir (Bkz Cizelge 9.4). Ancak, indirgeme slresi 10 saate kadar
surmektedir ki bu ¢ok fazladir. Calismanin esas amaci olan sure optimizasyonunu

tamamen anlamsiz birakmaktadir.

10.7 Kendinden Organize Haritalar (KOH)

Kendi dizenlenen haritalar, NLPCA'ya gére daha hizli calisan bir algoritma

olmustur; ancak performansi %40’lara diigtrmesi kabul edilemez bir olgudur.

10.8 Dogrusal Diskriminant Analizi (DDA)

Dogrusal Diskriminant Analizi ile yapilan indirgeme, orjinal veri kimesindeki
niteliklerin yaklasik %50’sini elerken, performanstan %1 ile %5 arasi bir kayip
olmustur (Bkz Cizelge 9.5). indirgeme ve performans agisindan basarili olsa da,
dogrusal diskriminant analizinin iglem suresi diger yontemlere gore daha fazla

olmustur.

10.9 Cekirdek Temel Bile sen Analizi (CTBA)

Cekirdek Temel Bilesen Analizi, Temel Bilesen Analizinin bir uzantisidir ve
dogrusal olmayan bir haritalama ile nitelik indirgeme yapmaya dayal bir
algoritmadir. Veri nitelik sayisinin ¢ok fazla olusu, bunun yaninda buna
uygulanacak dogrusal olmayan ¢ekirdek metotlari icin ¢ok fazla hafiza gereksinimi

olmus, maliyet asiri yukseldiginden, sistem sonu¢ veremeden sonlandiriimigtir.

Cekirdek Temel Bilesen Analizi, 0zellikle ¢ok sinifli veri kiimelerinde iyi sonuglar
vermesine karsin, biyoinformatik alaninda kullanilan ve genlerin ifadelerini iceren
veri kiimelerindeki asiri yuksek veri nitelik sayilari yiztinden, bu ve Temel Bilesen
Analizi algoritmasinin buna benzer tlrev uzanti algoritmalari, bu calismanin

kullandigi veri kimeleri gibi veri kimelerinde ¢alismamaktadir.
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10.10 Korelasyon Analizi (KA)

Korelasyon analizi ile veri niteligi indirgeme islemleri basarili olmustur. Bu tir bir
indirgeme, diger yontemlerin aksine dogrusal indirgeme yodntemidir. Buradaki
dogrusal terimi anlamsal degil yapisal olarak alinmahdir. Diger algoritmalar, veri
kiimesindeki nitelikleri kullanarak yeni, orjinal veri kiimesinde deger olarak karsihgi
bulunmayan niteliklerden yeni bir veri kiimesi olusturur. Korelasyon ise, hangi veri
niteliklerinin ¢ikarilacagini belirterek bir indirgeme yaptigi igin, olusturulan yeni veri

kiimesindeki degerler, mutlaka orjinal veri kimesinde de mevcuttur.

Hem gulvenilir, hem de guvenilir olmayan veri nitelikleri ile ayri ayri test
yapilmasinin nedeni, temsil etme gucunin ortaya cikariimasidir. Mutlaka, 6yle ya
da boyle her veri niteligi bir sekilde veri kiimesini temsil ediyordur; ancak her nitelik
ayni gucte temsil etmez. Bir niteligin temsil ettigi guti¢ dlcistine ulagsmak icin, belki
binlerce bagka nitelik birlesmek zorunda kalmaktadir. Bu baglamda, binlerce
niteligi almak yerine, tek bir niteligi almak, suphesiz oldukca yiksek bir sure
kazancini beraberinde getirecektir.

10.10.1 Kesme de geri 0,7 olan korelasyon

0,7 Kesmeli korelasyon ile indirgeme, ana veri kiimesindeki veri nitelik sayimizi
yaklasik Ucte birine diusirmis ve performans ¢ok ufak kayiplara ugramistir. Bu,
calismanin amacina uygun olmakla beraber basarili bir sonuctur, ancak ayni
zamanda korelasyon kesme degerinin daha yukari ¢ekilmesi durumunda daha

basarili sonuglara ulasilabileceginin de bir kaniti olarak kabul edilebilir.

10.10.2 Kesme de geri 0,8 olan korelasyon

ilk sonuc¢ cizelgesinde dd gérilebilecegi tizere (Bkz Cizelge 9.9), 0,8 kesmeli
korelasyon ile indirgeme islemi yapildiginda, veri nitelik sayisi yaklasik %80

oraninda azalmig, buna karsin performans orani +- %21 oraninda bir degisim
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gostermistir. Bu kabul edilebilir bir degisimdir. Veri nitelik sayisinin boyle biyuk bir
oranda degisim gostermesi, islem sidresini de oldukga dusurmustir. Sonug
cizelgesine gore, %82 - %83 arasinda bir oran ile sire kisalmistir. Bu oldukca
yuksek bir oran olup, bu oran, ¢alismanin amacina uygundur. 0,8 korelasyon ile

nitelik indirgeme mumkundur ve oldukca basarili olmustur.

ikinci sonug cizelgesinin (Bkz Cizelge 9.10), ilk testin sonug cizelgesine (Bkz
Cizelge 9.9) performans acisindan benzemesi, bizim iki 6nemli yargiya varmamiza
neden olmaktadir. Bunlardan ilki, 0,8 kesimli korelasyon sonucu korelasyon iligkisi
bulunmayan veri niteliklerinin tamaminin temsil ettigi duzlemsel deger, korelasyon
iligkisi bulunan veri niteliklerinin temsil ettigi ile ayni kabul edilebilecek kadar
yakindir. Bu da gosterir ki, iki ayni veri niteligi grubundan bir tanesini kullanmamiz
yeterlidir ve hangisinin kullanilacaginin bir énemi yoktur. ikinci yargi ise, bu iki veri
niteliginden hangisi segilirse segilsin ve buna go6re yeni bir veri kiumesi
olusturulsun, bu, tim veri kimesini temsil eden bir veri kimesi olacaktir. Benzer
bir ikili test sonug iligkisi ayni zamanda 0,7 kesmeli ve 0,9 kesmeli korelasyonlarda

da gorulmektedir.

10.10.3 Kesme de geri 0,9 olan korelasyon

Sonu¢ cizelgesinde de gorualdugu uzere (Bkz Cizelge 9.11), 0,9 Kesmeli
Korelasyon indirgeme yluzdesini 90 degerlerine ¢ikarmisg, performans degisimi ise

%1 - %2 araliginda olmustur. Siire ise yaklagik %92 oraninda azalmistir. ikinci

sonug cizelge de (Bkz Cizelge 9.12), ilk testin gecerliligini kanitlamistir.

11. SONUC VE ONERILER

Calisma sonucunda acik bir sekilde gorulmasttr ki, gen ifade verileri kullanilarak

yapillan DVM siniflandirmalari yilksek performansl sonuclar vermektedir. Ote
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yandan, gen ifade verilerinin nitelik sayilarinin on binlerce olmasi, bu siniflandirma
isleminin sure maliyetini oldukga arttirmaktadir.

Calismanin basinda da belirtildigi gibi, kanser hastaligindaki teshis hizinin kritik
olmasi, bu siniflandirma iglemlerindeki hizin, en az performans kadar 6nemli
oldugunu ortaya koymustur. Sistematik bir indirgeme yontemi, DVM’nin
siniflandirma hizini arttiracak, bu da daha hizl teshis imkani saglayacaktir.
Bagimsiz Bilesen Analizi, Cekirdek Temel Bilesen Analizi, iz Diisim Takip Analizi
algoritmalari, calismanin veri kimesi Uzerinde sonu¢ verememiglerdir. Bundaki en
blyuk etken, nitelik sayisinin ¢ok fazla ve drneklem sayisinin buna oranla oldukca
dusuk olmasidir.

Diger algoritmalar ise perfomans, maliyet, sire ve kullanilabilirlik olarak farkh
sonuclar vermiglerdir. Standart Sapma ile veri kimesindeki fark yaratan
niteliklerden yeni bir veri kimesi olusturup analiz edildiginde, nitelik sayisinin
oldukga dustugunu, buna bagh olarak da DVM egitim ve test sureglerinin %90’lara
varan olculerde hizlandidi goérilmastir. Buna karsilik, bu yontemin kullanilabilirligi,
diger yontemlere gére daha dusuktur.

Diger bir yontem olan Temel Bilesen Analizi, yontemler arasindaki en fazla
indirgemeyi gerceklestiren algoritma olmustur. Nitelik sayisini %21’lere indirmigtir
ve bu da surede %95’lere varan bir kazanc¢ saglamistir. Ancak, performans kaybi
kabul edilebilir dizeyden ¢cok daha asagilara inmis ve %60’lara dismustir. Bu
neredeyse Ugcte birlik bir performans kaybina karsilik gelmektedir. Kanser teshisi
gibi kritik bir konuda, hiz kazanci i¢in bu kadar buyik bir performans kaybi
kesinlikle kabul edilememektedir.

Dogrusal Diskriminant Analizi, diger yontemlere goére yapisal olarak farkhlik
gostermektedir. Nitelik indirgemeyi siniflandirma yaparak gerceklestirir, ki bu bir
tir on siniflandirma olarak goériilebilir. Ote yandan, sonuglar gostermektedir ki,
dogrusal diskriminant analizi, bu ¢aligmanin veri kiimesi i¢in ¢ok basarili sonuclar
verememistir. Niteliklerin sadece yarisini kimeden ¢ikarabilirken, bu iglem igin ¢
saat harcamistir ki bu oldukca fazladir. Ote yandan g6z 6niinde bulundurulmahdir
ki, bu bir nitelik indirgeme yontemidir ve ayni tur bir veri kimesi i¢in sadece bir
kere yapilmasi yeterli olacaktir.

Bir diger yontem olan Dogrusal Olmayan Temel Bilesen Analizi, kullandidi daha
gelismis matematiksel ifadeler sayesinde, turevi oldugu Temel Bilesen Analizine

gore ¢cok daha iyi bir performans vermigtir. Stre kazanci onun kadar olmasa da,
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ortalamanin ¢ok Ustiindedir. Ancak, dogrusal olmayan temel bilesen analizi,
adindan da anlagilabilecegi Uzere dogrusal olmayan bir indirgeme yaptigi i¢in, ¢cok
uzun surmektedir. Bu calismadaki veri kiimesini indirgemesi yaklasik 10 saat
surmustidr ki bu dogrusal olmayan temel bilesen analizinin tim artilarini gélgede
birakacak kadar ciddi bir dezavantajdir; ¢unki bu bir nitelik gikarim yontemidir ve
ayni turdeki tum veri kiimeleri igin, egitim, test ya da kullanim fark etmeden her
yeni veri kimesi icin tekrarlanmak zorundadir.

Kendi Dluzenlenen Haritalar yontemi, cok fazla bir indirgeme yapamamis, sire
kazanci saglayamamis ve buyluk performans dususlerine neden olmustur. Bu
yuzden, kabul edilebilir bir ydntem olmaktan gok uzaktir.

Son olarak, Korelasyon Analizi ile yapilan indirgeme oldukca basarili olmustur. Ug
farkl kesme degeri icin de diger algoritmalara gore ¢cok daha iyi sonuclar vermistir.
En iyi sonug¢ 0,9 kesmeli tam korelasyon sonucu ortaya ¢ikmigtir. Nitelik sayisini
onda birine dustirmusg, buna oranla yiksek bir hiz kazanci saglamistir. Bu oran
Dogrusal ve Dogrusal Olmayan Temel Bilesen Analizine gore daha dusuktir;
ancak korelasyonun birgok avantaji vardir. Oncelikle, korelasyon analizi ile yapilan
indirgeme bir izolasyon iglemidir. Yani, veri kimesinin icerigine yodnelik degil,
yapisina yonelik bir indirgeme yapar. Bu da indirgeme igleminin bir veri kiimesi igin
sadece bir kere yapilmasini saglar. Ote yandan, Temel Bilesen Analizi bir ¢ikarim
indirgemesi yapmaktadir. Bu, veri kimesinin indirgenmesinden sonra tamamen
degismesi demektir ki bunun sonucunda, veri kimesi bir kez degil, kullanilacagi
egitim, test ya da yeni bir veriyle siniflandirma dahil her sekilde indirgeme
isleminin tekrarlanmasi gerekir. Dogrusal olmayan bilesen analizi bu noktada
islevini tamamen yitirirken, her ne kadar dogrusal temel bilesen analizi
korelasyondan cok daha hizli caligssa da, her seferinde bu analizi yapmak uzun
vadede buyuk zaman kayiplarina yol acacaktir.

Calismanin sonucunda gorulmektedir ki, indirgeme islemi cevresel faktorelere
gore farklihk gosterebilir ve farkh durumlarda farkli algoritmalar kullanilabilir; ancak
genel anlamda, bir veri kimesindeki nitelik sayisini disirmek icin kullanilacak en
performansli yontem korelasyodur. Korelasyon kullanilarak yapilan indirgeme
isleminin her veri kimesi icin sadece bir kere yapilmasi, hizli ve fazla maliyetli
olmamasi ve belki de en o6nemlisi, degisik esik degerleri ile farkli sire —
performans degerlerine sahip olabilmesi, korelasyonu diger yontemlerin bir adim

onlne tagimaktadir.
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Calisma bu yontemlerle ve analizlerle sinirli kalmayabilir. Korelasyon basta olmak
Uzere, diger yontemlerin bazilarinin ucglari aciktir ve gelistiriimeye devam edilebilir.
Korelasyon bir adim daha ilerletilip, tam korelasyon yerine sinifsal korelasyon
yapilabilir. Daha gelismis veri madenciligi teknikleri kullanilabilir ya da mevcut
olanlar gelistirilebilir. Bu calismada tikanan, kilittenen ya da sonus vermeyen

yontemler optimize edilip, tekrardan denenebilir.
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