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OZET

PROTEIN HOMOLOJi TESPITINDE BiR UST SINIFLANDIRMA YAKLASIMI
Aydin Can POLATKAN
Bagkent Universitesi Fen Bilimleri Enstitiisii

Bilgisayar Muhendisligi Anabilim Dali

Hesaplamali biyoloji alaninda siniflandirma problemleri igin makine 6drenme
teknikleri sikca ve genis sekilde kullaniimaktadir. Bu teknikler, girdi olarak sabit
uzunluklu nitelik vektoérleri istemektedir. Bilindigi Gzere proteinler farkh uzunluklara
sahip olduklarindan dolayi, tum protein dizilimlerini sabit sayida nitelik ile gdstermek

gerekir.

Bu amacla geligtirilen etkili yontemlerden biri protein dizilimlerinin n-peptit
birlesimleridir. Yontem n uzunluktaki her alt dizginin dizilim icerisindeki gorulme
yuzdesini ifade eder. Alan karmasikligini azaltmak amaciyla, n'nin artan degerleri
icin, kullanilan aminoasit alfabesi, sonu¢ vektoriin ginimuz bellek kaynaklariyla

uyumlu olmasini saglayacak sekilde dizenli olarak kigultiimustar.

Kullanilan bu ¢6zimde birlegime ait butliin 6zellik girdileri sadece bir siniflandiriciya
toplu olarak verilmekteydi. Bu tezde, bu o6zellik girdileri n-peptit birlesimlere ve
kicultilen amino asit alfabelerine gore farkl gruplara ayrilip, farkh siniflandiricilara
verilmistir boylece soyutlanarak daraltilan arama uzayinda, gezinen birden fazla
teknige, bir Ust siniflandirma yaklasimi denenmistir. Amac¢ dogru sekilde yakinsanan
ve bizi birbirinden farkli ¢ozim bolgelerine ulagtiran tekniklere ustsel siniflandirma
yaklasimi ile daha iyi sonuclar alabilmektir. Bu yaklagimda farkli siniflandiricilarin
cikti deg@erlerini degerlendirmek Uzere ortalama alma, agirlhikh ortalama alma ve

0grenme kiimesinde en basarili olani segme gibi degisik durumlar kargilastiriimistir.

Her bir yontem hesaplamali biyolojinin énemli ve giincel problemlerinden biri olan
uzak homoloji tespiti Uzerinde test edilmis ve sonuclar karsilastirmali olarak

sunulmustur.



Sonuglara bakildiginda egitim kiimesinde en basaril olan siniflandiricinin sonucunun
dogru kabul edildigi durumun digerlerine gore daha etkili oldugu go6zlenmistir.
Sonugclar arasindaki istatistiksel anlamlihg dikkatlice incelemek igin tim yontemler
arasinda ogrenci T-testleri yapilmis ve testlerin sonuclari yorumlanmistir. Denenen
batin dst siniflandirma yaklasimlari yalniz bir siniflandirici kullanilan duruma gore
daha etkili bellek kullanimina sahiptir. Destek vektor makineleriyle test edilen bu Ust
siniflandirma yaklasiminin sadece uzak homoloji tespitinde degil diger siniflandirma
problemlerinde de basaril olacagd dusunilmektedir.

Anahtar Sozcukler: Protein Homoloji Tespiti, N-peptit Birlesimler, Destek Vektor

Makineleri, Siniflandirma, Ust Siniflandirma.

Danigman: Hayri SEVER, Prof. Dr., Cankaya Universitesi, Bilgisayar Muhendisligi

Bolumu



ABSTRACT

A DATA FUSION APPROACH IN PROTEIN HOMOLOGY DETECTION
Aydin Can POLATKAN
Baskent University

Computer Engineering

Machine learning techniques are frequently and extensively used for classifying
problems in the field of computational biology. These techniques require constant
length feature vectors as inputs. As far as it is known that proteins are in different
lengths, therefore all proteins are needed to be represented with a constant number

of features.

One of the effective methods developed for this goal is n-peptite combinations of the
protein strings. These methods are represented with the availability percentage of
each of the n-length substrings inside the sequence. To reduce the space
complexity, for increasing values of n, amino acid alphabet is reduced regularly for

the resulting feature vectors to conform available memory resources today.

In this solution, all feature inputs were given to a single classifier. In this thesis, these
feature inputs are classified into specific significant groups, according to the n-peptite
compositions and reduced amino alphabets. These groups are given to several
different classifiers to achieve a data fusion approach with a few techniques that are
wandering in the narrowed search space by abstraction. Aim is to have better results
with techniques that are converging in exact and leading to different regions of a
solution. In that approach, to evaluate the output values of different classifiers,
various cases like averaging, weighted averaging and choosing the most successful

one in the training set are compared.

Each of these methods was tested on remote homology detection problem which is
one of the major and actual problems of computational biology and results are

presented relatively.



As the results are considered, the case in which the output of the most successful
training set is granted, observed as the more accurate one. To explore the statistical
significance of differences between results, paired samples T-tests were carried out
between all methods. Furthermore, all data fusion approaches tested, through out the
thesis has more efficient memory usage according to the single classifier case. The
data fusion approach which has been tested with support vector machines is also
thought to be efficient for not only protein homology detection problems but also
other problems of classification.

Keywords: Protein Homology Detection, N-peptite Compositions, Support Vector

Machines, Classification, Data Fusion.

Supervisor: Hayri SEVER, Prof. Dr., Cankaya University, Department of Computer

Engineering
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1 - GIRIS
1. Giris

Yuksek ciktiya sahip genom siralama projelerinin bircogu veritabanlarinda ham sira
verisinin yuksek oranlarda yigiimasiyla sonuglanmistir. Deneysel zorluklar ve
proteinlerin yapisal ve fonksiyonel analizinde karsilagilan engeller yuzinden son
yillarda bilinen protein dizileri ve deneysel olarak belirlenen yapilarin arasindaki
fark durmadan artmaktadir. Bu durum, protein dizi verisine sahip genel
veritabanlari Uzerinde proteinlerin yapisi ve fonksiyonlari Uzerinde otomatik
¢tkarimlar yapan hesaplama araglarinin ve yontemlerinin ortaya ¢ikmasina neden

olmustur.

1.1. Tezin Kapsami ve Duzeni

Bu tez otomatik protein siniflandirma sistemlerinde kullanilacak protein dizilerinin
biri olan n-peptit birlesimlerini ele almaktadir. Tez kapsaminda bu gdsterim
Uzerinde bir Gst siniflandirma yaklasimi denenmistir. Bu yaklagsimda farkli
siniflandiricilarin gikti degerleri degerlendiriimek tzere kargilastiriimigtir. Yontemler
hesaplamali biyolojinin dnemli ve giincel problemlerinden biri olan uzak homoloji

tespiti zerinde uygulanmisg, test edilmis ve sonuglar verilmistir.

Bu bolimin bir sonraki kismi tez genelinde gesitli b6limlerde sik olarak deginilen
ve baglantili biyoloji bilimine ait bazi kavramlara ve tanimlara giris yapmaktadir.
Bolum Uzerinde deneylerin yapildigi veri kiimelerini olusturmak icin kullanilan acik

veritabanlarina giris yaparak sonlanmaktadir.

ikinci bolim ust siniflandirma yaklagiminin, bilgi belge yonetimi tizerinde nasil
uygulandigini anlatmaktadir. Siniflandirma algoritmalarin, arama yoéntemlerinin
sonugclarinin birlestiriimesi, 6nerilen, kullanilan yapilar ve bu sekilde yapilan st

siniflandirma yaklasimi hakkinda genis bilgi verilmektedir. Bu tezin 6ztinde protein



homoloji tespitinde kullanilan, tst siniflandirma yéntemlerinin benzerlerinin bilgi

belge yonetiminde kullanilan érnekleri verilmigtir.

Uciinci bolim makine o6grenmesi ve destek vektor makinelerinin anlatildig
bolumdur. Bolum icerisinde sirasiyla verilerin sayisallastirilmasi, Ozellik segimi,

¢tkarimi ve son olarak mevcut yontemler tanitiimis ve anlatiimistir.

Doérdunci bolim dizi gosterimlerinin tanimlandigi ve anlatildigi bolumdur. N-peptit
gosterimlerin ilk tanimlandigi yer bolim 4.1'dir. Benzerlik tabanli gosterimler bélim
4.2’de tanimlanmaktadir. Bunlarin arasinda bolim 4.2 altinda alt bagsliklarla
maksimum biricik eslesme modeli ve ikili olasilikli sonek agaclari tanimlanmistir.
Dizi haritalamanin literatirdeki tarihsel goringesini vermek amaciyla bu calisma
icin 6zgun olmayan siraya dizme tabanlh karsilastirma teknikleri bolim 4.2.1'de alt

bagliklar ile anlatiimistir.

Besinci bolim, biyolojinin 6nemli ve guincel problemlerinden biri olan uzak homoloji
tespitini yapilan 6nceki calismalara da deginerek anlatmaktadir. Uzak homoloji
tespiti icin yapilan ust siniflandirma yaklasimlari yine bu bolimde sistemler ve
yontemler basligi altinda anlatiimaktadir.

Son olarak altinci bélimde tez icinde, ortak karsilastirmali veri kiimeleri Gzerinde
yurutulen testler ve titiz analizler sonunda ortaya ¢ikan sonuglar ve bu sonuglarin
ikili ve genel karsilastirmalari acik ve anlasilir bir sekilde, yorumlariyla beraber

sunulmustur.

1.2. Gerekli Biyoloji Bilgisi

Nukleik asitler genetik bilginin depolanmasi ve ifade edilmesinden sorumlu
molekillerdir. Kimyasal olarak degerlendirildiginde iki farkh cesit nukleik asit
mevcuttur. Bunlardan biri deoksiribontkleik asit olarak nitelendirilen DNA, digeri ise
ribontkleik asit olarak nitelendirilen RNA’dir. Her iki nikleik asit de yapilarindan
nukleoititler bulundurmaktadirlar. Makromolekiler yapida seker ve fosfat birimleri



fosfodiester bagi ile birbirine baglanarak molekilin ana omurgasini olusturur.
Azotlu bazlar ise iki omurgay! bir arada tutmaktadir. Nukleik asitler birden fazla yapi
tasinin bir araya gelmesiyle olusmaktadir. Bu yapi taslari, sekerler, pirin ve

primidin bazlari, nikleozitler, nukleotitler ve polintkleotitler olarak verilir.

Ebeveynlerimizden miras aldigimiz ve c¢ocuklarimiza verdigimiz genetik bilgiler
eksik oksijenli cekirdek asidi ya da diger bir adiyla DNA olarak verilen uzun
molekiller tarafindan taginmaktadir. DNA, iki uzun tele sahiptir, bu tellerden her biri
kimyasal cekirdekler, fosfat, dioksiriboz sekerler ve nikleotidlerin bir dizi seklinde
birbirine baglanmasi ile olusmaktadir. DNA yapisinda bulunan nukleotidler dort
gesittir, Adinin, Ganin, Sitisin, Timin sirasiyla A, G, S ve T olarak kisaltilir. Bir DNA
molekuld, bir ¢ift helis olusturmak Uzere birbirine anti paralel konumlanan iki telin
birlesiminden olustur. Bu adaptasyon kati temel eslesme kurallarina sahiptir.
Ornegin, A sadece T ile, G sadece C ile eslesebilir. Bu nedenle, gercekte her tel
digerinin tamamlayici dizidir. DNA helisinde bir tele kalip digerine ise kilavuz adi

verilir. DNA molekilin gérinumu Sekil 1.2.1°de gosterilmigtir.

Sekil 1.2.1 — DNA molekdilu



Hucre icerisinde gerceklesen birgcok kimyasal reaksiyon, baglica proteinlerin
sonucudur. Herhangi bir canli icin, DNA molekulinin temel roll, protein sentezini
belirleyerek hiicre icerisindeki faaliyetleri kontrol etmektir. Ancak, bir DNA dogrudan
protein Uretmez, bunun yerine sirayla protein sentezini kodlamasi i¢cin RNA teli
formunda bir kalip Uretir. Genelde, bilgi, DNA molekdllerinden proteinlere RNA

molekulleri sayesinde gonderilir.

DNA molekullt icerisinde sakli bilginin proteine dénusturilmesine transkripsiyon
denilmektedir. Transkripsiyon gergeklesirken, DNA ¢ift sarmal acilarak,
sarmallardan biri kalip gorevini Ustlenir ve bu sarmala anti paralel olarak RNA
sentezi gerceklestirilir. Diger bir deyigle transkripsiyon, DNA molekilinden, RNA

kalibinin Uretilmesi olayidir.

RNA'lar ribonukleotitlerin birbirine baglanmasi ile meydana gelen tek zincirli niikleik
asitlerdir. DNA ile kiyaslandiklari zaman boylari daha kisadir. Tim hicrelerde bol

miktarda bulunan RNA’nin g tdrd vardir.

1. mRNA, diger adi ile haberci RNA, DNA'da sakli genetik bilginin, protein
yapisina aktariimasinda kalip gorevi yapan araci molekildir. Hicrede
mevcut butin RNA miktarinin  yaklasik %05'ini olusturmaktadir. DNA
molekilinden aldigi genetik sifre, sentezlenecek proteinin aminoasit sirasini
tayin eder. Her mRNA molekilli, DNA dzerinde bulunan belirli bir gen

dizisine karsi tamamlayici 6zellige sahiptir.

2. tRNA, diger adi ile transfer RNA, hiicrede mevcut RNA’lar arasinda en
kicugudar. Tim htcre RNA'sinin %15’ini olustururlar. Dodada yer alan 20
aminoasidin her biri icin en az bir tRNA molekult bulunmaktadir. Adaptorlik
gorevi yapan tRNA’lar baglandiklari aminoasidi, mRNA (zerindeki sifreye
gore polipeptit zincirine aktarirlar. U¢ bazdan meydana gelen ve kodon adi
verilen gifrenin tRNA Uzerindeki tamlayiciligina ise antikodon adi verilir.



Cizelge 1.2.1 — Aminoasitler ve Kisaltmalari

Aminoasit Uc Harfli Kodu | Tek Harfli Kodu

polar olmayan aminoasitler (hydrophobic)

Glycine Gly G
Alanine Ala A
Valine Val Vv
Leucine Leu L
Isoleucine lle I
Methionine Met M
Phenylalanine Phe F
Trytophan Trp wW
Proline Pro P

polar aminoasitler (hydrophilic)

Serine Ser S
Threonine Thr T
Cysteine Cys C
Tyrosine Tyr Y
Asparagine Asn N
Glutamine GIn Q

elektrikle yukli aminoasitler (negatif ve hydrophilic)
D
E

Aspartic asit Asp

Glutamic asit Glu

elektrikle yukli aminoasitler (positif ve hydrophilic)

Lysine Lys K
Arginine Arg R
Histidine His H



3. rRNA, diger adi ile ribozomal RNA olarak bilinir. Ribozom hticrede protein
sentezinin yapildigi yerlerdir. Ribozomal RNA’lar ribozomlarin ana yapi
elementi olup, ribozom agirhginin yaklasik olarak %65’ini teskil
etmektedirler.  rRNA’lar Kkatalitik bir cevre olusturmak ve tRNA’larin
kendilerine bagli aminoasitlerle beraber bu cevreye girebilmesi icin sayisiz
ribozomsal proteinle birlestirilmigtir. Ribozomlar protein sentezinin tum

faaliyetlerini katalize eder.

Transkripsiyondan sonra ortaya cikan RNA, DNA ciftinin kalip teline tamamlayici,
kalip olmayan diger teline ise es olmaktadir. DNA molekultunin kalip olmayan teli,
kod teli olarak nitelendirilir ¢iinkli bu teldeki tim daha sonra mRNA sayesinde
proteinlere donasturulir. Ancak U ile verilen Urasil, RNA yapisinda T ile yani Timin
ile degistirilir. Protein sentezi RNA'lar tarafindan yonlendirilir ve bu isleme ceviri adi
verilmektedir. Bu islem RNA'nin ¢ sinifina da gereksinim duymaktadir, fakat
kendine 0zgu aminoasitlerin tam eklenmesi igin kullanilan kalip mRNA’dIr.
Okaryotlarda, mRNA dizisini, proteinin birincil dizisine donustiirmek icin mRNA
cekirdekten disariya dogru sitoplazmaya gonderilir. Daha sonra RNA, U¢ harften
olusan kodon serilerine ceuvrilir, her kodon 6zel bir aminoasit gdsterir. Aminoasit

listeleri ve kisaltmalari Cizelge 1.2.1'de verilmigtir.

Hucrenin yonetimi esnasinda gerceklesen bitin olaylarda, DNA molekiilleri
tzerindeki sifreler kullanilir. Sitoplazmaya bilgi aktarilir. Olaylarda bu bilgilere gore
diizenlenir. DNA zinciri Gzerinde arka arkaya dizilmis her t¢ nukleotit, bir anlam
ifade etmektedir. iste DNA ve RNA molekiillerindeki bu tcli dizilimlere (AAG, CTC
vb.) kodon ya da sifre denilmektedir. DNA molekilinde dért adet nikleotit
bulundugu ve bunlarin bir kodon olusturabilmek icin Gcer tger gruplandirldigi
dustnilduginde, toplam 4% = 64 farkli kodon meydana gelmektedir. DNA
molekilleri batiin mesaj ve emirleri iste bu 64 farkli sifreyi kullanarak vermektedir.
Kodonlar genetik sifrenin en kucik birimleridir. RNA molekulindeki kodonlara
antikodon denilmektedir. Dogada bulunan ve protein yapisina katilan 20 aminoasit
kodonlar ile ifade edilmektedir. DNA Uzerindeki kodonlar kullanilarak sitoplazmada
protein sentezi yapiimaktadir. Protein sentezi icin verilen zincirdeki kodonlar bir

cumle gibidir, bu bilgiler sifreli olarak mMRNA tarafindan alinir. DNA'nin bir protein



icin ka¢ nukleotit kullanacagt, ilgili proteinin ka¢g aminoasitten olustuguna baghdir.
Proteinlerdeki aminoasit sayisi 9 ile 700 arasinda degisebilmektedir, bu nedenle de

mRNA’larin nikleotid ve kodon sayilari farkli olmaktadir.

Tum olasi kodon dizileri ve ilgili aminoasit gosterimleri Cizelge 1.2.2’de verilmistir.
Bazi aminoasitlerin birden fazla Gc¢li kodon tarafindan kodlandigi deneysel olarak
ispatlanmistir, bu yizden genetik kod bozulmaktadir. Baslangi¢c kodonu adiyla
verilen ©6zel bir kodon transkripsiyonun baslangic noktasini belirtir, yine

transkripsiyon 6zel bir kodon olan bitis kodonu ile sonlandirilir.

Cizelge 1.2.2 — Genetik Kod

Orta
Ik U C A G Son
U |Phe|Ser| Tyr [Cys| U
Phe | Ser| Tyr | Cys
Leu | Ser | Stop | Stop
Leu | Ser|Stop| Trp
C |Leu|Pro| His | Arg
Leu |Pro| His | Arg
Leu |Pro| GIn | Arg
Leu |Pro| GIn | Arg
A | lle |Thr| Asn | Ser
lle | Thr| Asn | Ser
lle |Thr| Lys | Arg
Met | Thr| Lys | Arg
G | Vval |[Ala| Asp | Gly
Val | Ala| Asp | Gly
Val |Ala| Glu | Gly
Val |Ala| Glu | Gly

® >» OCO>»O0CGO>»0OCO>»O0O



Kisaca Ozetlemek gerekirse, bilgi depo molekuli (DNA) icerdigi bilgiyi, transfer
molekilii (RNA) ile fonksiyonel ve kodlamayan Griin olan proteine gegirir. Ornegin,

asagidaki DNA dizisi verilsin,

AGTAATCTCGTTACT

daha sonra RNA, DNA kalibi ile ayni olacaktir, tek fark DNA’daki T’ler, U’lar ile yer
degistirecektir;

AGU AAU CUC GUU ACU

olarak ortaya cikan RNA kodunun protein dizilimi ise aminoasitlerinin

kisaltmalarinin yerine konmasiyla asagidaki dizilim ortaya c¢ikacaktir.
SNLVT.
Proteinler, dogada bulunan 300'den fazla aminoasitten 20 tanesinin birbirine peptit

baglariyla baglanarak olusturdugu dev yapili molekiillerdir. U¢ boyutlu bir protein
yapisi modeli Sekil 1.2.2’de gosterilmigtir.

Sekil 1.2.2 — Uc¢ boyutlu bir protein yapisi modeli



Protein yapisindaki aminoasitler (ya da polipeptitler) birbirlerine peptit baglari ile
baglidir. Protein yapisi doért temel seviyede gosteriimektedir. Bu gosterim asagida

verilen Sekil 1.2.3'te mevcuttur.

Sekil 1.2.3 — Protein yapilari



Aminoasitlerin peptit baglari ile zincir boyunca olugturdugu bu dizi, proteinin primer

yapisini olusturmaktadir. Birincil protein yapisi Sekil 1.2.4'te gosterilmigtir.

Sekil 1.2.4 — Birincil protein yapisi, aminoasitlerin

olusturdugu zincirler

Proteinler basitce dizilmis diiz aminoasit zincirleri degildirler. Her protein, kendine
has biyolojik o6zelliklerini belirlemekte ¢ok 6nemli rol oynayan, ¢ok karmagik
konformasyonlar olusturmak utzere, kivrilip katlanirlar. Bu ¢ boyutlu yapinin ¢ogu

proteindeki peptitler arasi zayif etkilesimler sonucudur.

Bir genelleme yapilacak olursa, proteinler iki genig sinif altinda toplanabilir. Bu
siniflardan biri fibréz proteinlerdir digeri ise globuler proteinlerdir. Fibroz proteinler
ayni zamanda sarmal yapinin en basit haliyle gortldigu proteinlerdir, ince, uzun ve
iplik seklinde bir yapiya sahiptirler. Globuler proteinler ise siki olarak kivrimh ve
spiral bir yapidadirlar. Polipeptit zincirlerinin kiresel sekilde katlanmis oldugu
globuler proteinler, konformasyon bakimindan fibr6z proteinlerden daha

karmasiklardir.
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Bir protein zincirinin kismi bdlgelerindeki, peptit baglarinin sergiledigi cift bag
karakteri, o proteinin konformasyonlarini belirler. Bir proteinde, polipeptit zincirinin
farkli bolgelerinde birincil aminoasit zinciri tarafindan farkli konformasyonlar

saptanabilir.

Sekil 1.2.5 — ikincil protein yapisi

California Teknoloji Enstitisi’'nden Robert B. Carey ve Linus Pauling’in 1951'de
gosterdigi gibi belirli derecelerdeki kivrilma, molekdl icin hidrojen baglarinin alfa (o)
sarmal (heliks) denilen yapiy! olusturmasina ve sabitlestiriimesine izin verir. Bir
sarmal diuzgun bir silindirin etrafina sarilmis bir kurdele olarak go6zikebilir. Bir
proteinde sarmalin her tam donusi yaklagik olarak polipeptit zincirinin 3.6
aminoasit Unitesini kapsar. Zincirin bu sarmal sekli bir aminoasidin amino grubu ile
polipeptit zincirinde ilerdeki 3. aminoasidin (-ki bu aminoasit sarmalin ekseni
yonunde dusunulurse yanindaki aminoasit olmaktadir) oksijeni arasinda olusan
hidrojen baglari ile olugturulur. Peptit zincirinin aminoasitlerinin  uzaydaki

diizenlenigleri ya da konformasyonlari “ikincil yapi” olarak adlandirilir. ikincil
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yapinin kesfedilen ilk drnegi sarmaldir. ikincil protein yapisindaki alfa sarmallari
Sekil 1.2.5te gorulmektedir. Polipeptit zincirindeki peptitlerin diger bir basit
diizenlenmesi ikincil yapinin ikinci ana tipini olugturur. Beta () yapisi olarak bilinen

bu yapi cogunlukla “pileli tabaka” olarak adlandirilir.

Ortak ikincil yapi elemanlari, a-sarmallari, pileli B-tabakalari, kivrimlar, kdpriler,
sarimlar ve ilmeklerdir. Bu yap! elemanlarindan en acik olanlari, a-sarmallari ile -
tabakalaridir. Kalan yapi elemanlarini tanimlamak pek de kolay dedildir, bundan

dolay cogunlukla “digerleri” ya da “spiraller” olarak anilirlar.

ikincil yapinin (zerine oturtulan G¢ boyutlu katlanma tipi tersiyer yapi olarak
adlandirilir. Pratikte tersiyer yapiyi belirlemek zordur. Myoglobin proteini, kiguk
dizensiz (sarmal olmayan) kivrilma bolgeleri ile baglanan sekiz helis iceren bir
polipeptit zincirinden olusur. Her duzensiz kivrilma bdlgesinde polipeptit zincirinin
Uc boyutlu kivrilmasi degiserek proteinin tipik katlanmasini bdylece de tersiyer

yapinin iyi bir érnegini olusturur.

Eger bir globular protein, kendi basina bagimsiz olarak katlanmis iki ya da daha
fazla polipeptit zincirin, genellikle zayif baglar ile gevsek olarak birbirine tutunmasi
ile olusmus ise, bu durumda kuvarterner yapidan s6z edilmektedir. Bir proteinin
birincil yapisinda (diger bir deyisle aminoasit dizilimi) yer alan cesitli aminoasitler

onun tersiyer ve kuvarterner yapisini olusturmasina igtirak etmektedir.

Bir proteinin Ust seviye yapilari, o proteinin fonksiyonlarini, faaliyetlerini ve cevre ile
olan etkilesimlerini tanimlamada ¢ok biyik 6neme sahiptirler. Proteinlerin gérevleri
aslinda yasamin tam kendisidir. Herhangi bir canlinin sahip oldugu proteinlerin
¢ogu enzimlerdir. Enzimler hicre igerisindeki kimyasal reaksiyonlari hizlandiran
belirli proteinlerdir. Hicre icerisinde, belli bir reaksiyonun olusabilmesi icin
kullanilan kocik molekuler araclardir. Gecici olarak bilesenlere eklenirler ve
bilesenlerin belli acilari yakalayabilmesini saglarlar, bdylece istenilen reaksiyon
gerceklesebilir. Ayrica bir reaksiyonun gergeklesebilmesi icin gereken eneriji
ihtiyacini  azaltirlar, bdylece normalden daha duguk sicakliklarda enzimler

sayesinde reaksiyonlar gerceklesebilir. Bunlara ek olarak proteinler hiicre icerisinde
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daha birgok roli de ustlenebilmektedir. Proteinler hiicre icerisindeki gorevlerine
goOre kategorilere ayrilabilirler, birka¢ kategoriye drnek vermek istersek, enzimler,
yapisal proteinler, hormonlar, nakil proteinleri, vb.nden bahsedebiliriz. Proteinler,
gorevlerinden ziyade fonksiyonlarina gére de kategorilere ayrilabilirler, mesela nakil
proteinleri kendi icinde oksijen taglyicllar ve vyagh asit tasiyicilar gibi

orneklendirilebilirler.

Onceden de bahsettigimiz yapilar proteininin fonksiyonlari belirlemektedir. Ama
bundan daha 6nemli bir soru vardir ki, “proteinin yapisini ne belirler?” seklinde
olacaktir. 1973 yilinda Anfinsen tarafindan gdsterilmistir ki, proteinlerin birincil
yapilari (aminoasit dizilimleri) tc¢lnctu dereceden yapilarinda en buyidk belirleyici
etkendirler. Ancak, primer yapi hakkindaki bilgi yeterli olmamaktadir; esas
¢6zimin sakh oldugu cevre, proteinin Ucboyutlu konformasyonunda buyidk rol

oynamaktadir.

1.3. Veri Kaynaklari

Gunumuzde birgok biyolojik veriyi saklayan, depolayan ve verimli bir sekilde geri
alan veritabanlari bulunmaktadir. Bu veritabanlarinin bir bolimi ¢ok 6zel amaglara
yonelik kullanilacak bilgiler depolamak tzere 6zellestirilirken, bir bélimi de genel
kullanim amachdir ve her tarliyu bilgiyi kullandirmak tzere depolamaktadir. Bu
alanda mevcut bir¢cok veritabanina, internet araciligi ile kendi web siteleri tzerinden
erigilmektedir. Veritabanlarinin hemen hemen hepsi dizenli oldugundan, veriler
direk veritabanindan alinip, yerel is istasyonlarina indirilebilinmektedir. Biz
proteinler ile ilgilendigimiz icin, proteinler ile alakali énemli veritabanlari ekte

listelenmis ve kisaca tanitiimistir.

Tez boyunca, deneysel verileri saglamak veya sonuclari kargilagtirmak igin
veritabanlarindan bircoguna sikca erisilmigtir. Uzak homoloji testleri icin gereken
protein aileleri ve superaile tanimlari SCOP veritabanindan indirilmistir (Murzin et
al., 1995). Protein dizileri fasta formatinda, PDH ve SWISSPROT veritabanlarindan
indirilmigtir (Berman et al., 2000; Bairoch ve Apweiler, 1999). Deneysel verilerin
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saglandigi bu veritabanlarinin diginda, CATH, NCBI ve Pfam veritabanlari ve bu
veritabanlarina ait araglar da, deneylerde kullanilan verilerin dogrulugunu ve

guvenilirligini kontrol etmek icin sik¢ca kullaniimigtir.
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2 — UST SINIFLANDIRMA YAKLASIMI

2. Ust Siniflandirma Yaklagimi

Bilgi geri getirim sistemleri, dogrudan ya da dolayh olarak, erisim yéntemlerini temel
almaktadir. Basit modellerin 0Ornekleri, olasilikh veya Bayes siniflandirma
(Robertson ve Sparck Jones, 1976; Van Rijsbergen, 1979) ve vektor uzayr modelini
icermektedir. Daha bircok model ileri strtlmis ve ginimuzde de kullaniimaktadir
(Van Rijsbergen, 1986; Deerwester et al., 1990; Fuhr, 1992; Turtle ve Croft, 1992).

2.1 Sorgularin Birlesgtirilmesi

Gosterimlerin birlestiriimesi ile ilgili deneysel calismalar gdstermistir ki, genelde,
birden fazla gosterim, geri getirme etkisini artirmaktadir. Bunun yani sira bir kanit
kaynagi diger bir kanit kaynagindan zayif ise (ilgiyi 6lgcme yetisi disuk), bu durum
kanit toplama iglemi icinde yansitilmalhdir, aksi durumda etki ortadan kalkmaktadir.

Bu go6zlemler basit olasilikli yapi icerisinde tutarhdir.

Ne var ki, ilgiyi 0Olgcmek, dokiman gosterimlerinden daha da fazlasini
kapsamaktadir. Aragtirmacilarin bilgi ihtiyaclarinin gosterimleri olan sorgular,
P(R|D,Q) hesaplama isleminin buyudk bir kismini olusturmaktadir. Sorgunun, gercek
bilgi hakkinda sahip oldugu her kicuk ek kanit, geri getirmede fillen bulyuk
farkhliklar yaratabilir. Bu ¢ok 6ncelerden beri kabul edilmigtir ve ilgi geri besleme
(Salton ve McGill, 1983), sorgu genisleme (Xu ve Croft, 1996; Mitra et al, 1998) gibi
tekniklerin de temelinde yatmaktadir. Ayni zamanda geri besleme ve sorgu
genisleme, bilgi ihtiyacinin goésterimi icin alternatif gosterimler yaratan teknikler
olarak da gorulebilmektedir. Kavramlar dizini gibi geleneksel sorgu ileri sirme
araclari da ayni sekilde gorilmektedir. Oncelerde, kavram diziniyle beraber yapilan
geri getirme ve terim kiimeleme kullanilarak yapilan otomatik sorgu genigleme

deneylerinden (Spark Jones, 1971) bile, kavramlar dizininin siniflari veya terim
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kimeleri, kelime-tabanli sorgulari ile birlestiriimis alternatif gosterimleri olarak ele
alinmaktaydi.

Alternatif dokiiman goésterimlerinin bazilarinin kullanilabilmesi icin dahi, en azindan
sorgunun ayni gosterimler kullanilarak kismen de olsa agiklanmasi beklenmektedir.
Salton et al. 1983'de ilk sorguya alintilari eklemek igin ilgi geri besleme teknigini
kullanmiglardir, sonug¢ olarak da siralamayi iyilestirebilmek icin dokiman
goOsterimlerinde alintilar1 kullanabilmiglerdir. Crounch et al. 1990’da sorguya kontrol
edilmis kelimeleri eklemek igin geri besleme teknigini kullanmiglardir. Xu ve Croft
1996'da agirlikh ortalama kullanilarak ilk kelime tabanli gosterimlerle birlestiriimig
sorgunun cumle tabanli go6sterimini ortaya koyabilmek igin otomatik sorgu
genisleme teknigini kullanmiglardir. Callen et al. 1995a, alternatif sorgu

gOsterimlerinin otomatik yapimi icin bir dizi strateji tanimlamiglardir.

Alternatif sorgularin oldugu fikri sadece temelde vyatanin, arastirmaci ile
iliskilendirilmis bilgi ihtiyaci oldugu, sanildiginda anlam kazanmaktadir. Verilen bir
sorgu, bu bilgi ihtiyacinin gurdltalt ve tamamlanmamig bir gdsterimi olarak kabul
edilmektedir. Birden ¢ok sorgu yaparak, ilgi hakkinda daha cok kanit parcacigi
yakalanmaktadir. Bilgi ihtiyaci hakkindaki en iyi bilgi kaynagi elbette ki
arastirmacinin kendisi olmaktadir. Birden fazla calisma, tek bir arastirmacinin
birden fazla sorgusunu yakalamak veya birden fazla arastirmacinin ayni bilgi
ihtiyacini tanimlamasinin etkilerine bakmis veya etkilerini gézlemlemigtir. McGill et
al. 1979'da siralama algoritmalarini etkileyen etmenler (zerinde c¢alismalar
yuratmasglerdir. Bu calismalar 1s1ginda, ayni bilgi ihtiyaci tanimlandiginda, farkl
aramalarda, aracilar (belirli bir arama sistemini kullanmakta uzman olan insanlar)
geri getirilen dokimanlar arasinda sirpriz bir sekilde azda olsa Ust Uste
cakismalarin oldugunu fark etmiglerdir. Saracevic ve Kantor, 1988'de farkl
aracilarin, bilgi ihtiyacinin ayni tanimi tzerinden Boolean arama yapmalari sonucu
geri getirilen kimelerde az da olsa st Uste cakismalar oldugunu bulmusturlar.
Buna ek olarak, iligkili olarak degerlendirilen dokimanin sansinin geri getirilen

kiimede olma, bulunma sayisiyla orantili oldugu gézlemlenmistir.
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Yapilan calismalari temel alarak, Turtle ve Croft 1991'de bilgi ihtiyacindaki ¢oklu
gosterimler fikrini apagik sekilde ortaya koyan bir geri getirim modeli dnermislerdir.
Kelime tabanli ve Boolean sorgularini birlestiren deney sonuclarini geri getirim
etkililigini iyilestirmek icin bildirmislerdir. Rajashekar ve Croft, 1995'te bu
calismalari, kelime tabanl sorgularla, farkh tiplerde elle dizinleme Uzerine kurulu
bagka iki sorguyla birlestirip, genisletmiglerdir. Sorgu gosterim ikilililerini
birlestirmek, tutarli performans ilerlemeleri kaydetmistir. Butiin ¢ gosterimin

agirhkh birlesimleri de en iyi geri getirim etkililigini saglamigtir.

Belkin et al. 1993'te, ayni olasilikli yapi iginde, sorgu birlesimlerinin etkileri
hakkinda cok daha sistematik bir calisma surdirmuagstir. Sorgu birlesimi ile geri
getirim etkililiginin yeteri kadar cok iyilestirilebilecegini dogrulamiglardir ancak
sorgularin birlesimindeki etkilik, birlestirilen sorgularin tek basina etkililigine
bagimlidir. Diger bir deyisle, ilgi hakkinda fazla kanita sahip olmayan sorgularin
birlesimdeki agirhd1 , birlesim performansini iyilestirmek icin dusik olmaktadir.
Cunku kotu sorgu gosterimleri, daha iyi gosterimlerle birlegtirildiginde, birlesim
sorgunun etkililigini asagi disurmektedir. Sonralarda, daha kapsamli bir calismada,
Belkin et al. 1995'te, esasen ayni sonuglari elde etmistir ve sorgu birlesimiyle, farkli
sistemlerin  ¢iktilarini  birlestirme  stratejilerini  (diger adiyla veri flzyonu)

karsilastirmiglardir.

2.2 Siniflandirma Algoritmalarinin Birlesgtirilmesi

Siniflandirma algoritmalari olasilikli geri getirim veya vektdr uzayi yaklagimi gibi
ayni genel yapi icerisinde ya da farkl yapilarla gerceklestirilebilinir. Siniflandirma
algoritmalari ayni, Ust Uste binen veya tamamen ayri veritabanlari Uzerinde
cahisabilirler. Bu bolim ayni yapi icerisinde gerceklestirilen ve ayni veri tzerinde
calisan siniflandirma  algoritmalarinin  ¢iktilarinin -~ birlegimleri  Gzerinde

odaklanmaktadir.
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Croft ve Harper 1979'da ortalama performanslari ¢cok benzer olmasina karsin,
kime-tabanli  siniflandirma  algoritmalarinin,  kelime-tabanli  siniflandirma
algoritmalarina kiyasla, konu ile ilgili daha fazla farkli dokiiman geri getirdigini
belirtmiglerdir. Kelime-tabanli aramanin basarisiz oldugu durumlarda alternatif
strateji olarak kiime-tabanli aramayi kullanmayi onermislerdir. Ozellikle TREC
degerlendirmelerinde, diger siniflandirma algoritmalarin performanslari igin benzer
gOzlemler yapilmistir (Harman, 1995). Alternatif siniflandirma algoritmalarinin
saglanmasi yaklasimi, bazi deneysel geri getirim sistemlerinin tasarimlarina dahil
edilmistir, 6zellikle I’R (Croft ve Thompson, 1987) ve CODER (Fox ve France,
1987). Uyarlanabilir bir ag kullanarak verilen bir sorgu icin en iyi algoritmayi
secmek (Croft ve Thompson, 1984), ve mantikli bir sonu¢ ¢ikarsama agi kullanarak
cesitli siiflandirma algoritmalarinin verdigi sonuclari birlestirmek icin denemeler
yapilmistir (Croft et al., 1989). Turtle ve Croft, 1991'de, olaslilikli yap! icinde en
yakin komsu kime arama, kelime-tabanl aramayla nasil birlestirilip, tanimlandigini

gOstermiglerdir.

Siniflandirma algoritmalarinin ¢iktilarini birlestiriimesi, siniflandiricinin ¢iktilarini
birlestiriimesi olarak modellenir (Tumer ve Ghosh, 1999). Bir siniflandirma
algoritmasi, her sorgu icin, siniflarin anlamh ve anlamsiz olarak iligkilendirildigi bir
siniflandirici tanimlamaktadir (Van Rijsbergen, 1979). Bu siniflandiricilar, anlam
geri beslemesini kullanarak egitilirler ancak konu ile ilgili sinif icin kullanilabilir tek
bilgi tipik olarak sorgudan gelmektedir. Gergekte, bilgi ihtiyacinin birgok gosterimin
birlestiriimesi yaklagimi, tam olarak cesitli siniflandiricilar kurmak (her sorgu
gosterimi icin bir tane) ve siniflandiricilarin ¢iktilarini - birlestirmek olarak
gorilmektedir. Bu bakis acgisindan gorulmektedir ki, yapilan deneyler, Rahashekar
ve Croft, 1995 ve Beklin et al., 1995, bilgi geri getirimi i¢in bir¢ok siniflandiricinin

birlegtirilmesinin ise yarar oldugunu onaylamaktadir.

Genel olarak sinir aglarr arastirmasi ve makine 0©6grenme alanlarinda
siniflandiricilarin birlegtiriimesi yaygin bir sekilde calisiimaktadir. Tumer ve Ghosh,
1999'da, bu alanin iyi bir taramasini vermigtirler. Sinirl egitim verisi, blyuk ve

gurdltali desen uzayi, agirlik degisimleri, baslangic durumlari ve siniflandiricinin
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icyapisi, siniflandiricinin farkli ¢iktilar vermesine neden olabilecedi gosterilmistir.
Bu tam olarak arastirmacilarinin gézlemledigi sonugtur (Lee, 1995).

Tumer ve Ghosh, her ne kadar, en uygunu 6grenen agirlikli ortalama gibi daha
karmasik birlestirme stratejileri degerlendirilirken, basit bir sekilde siniflandiricilarin
ciktilarinin ortalamasini almanin, en yaygin ortak birlestirme stratejisi oldugunu
gozlemlemiglerdir. Ortalama alma stratejisini analiz etmigler ve tarafsiz, bagimsiz
siniflandiricilar icin  Bayes hatasi Uzerine eklenen hatanin, N siniflandirici icin N
faktor oraninda azaldigini gostermislerdir. Bir siniflandiricinin ¢iktisini, her sinif icin
olasilikli dagilimlarin birlesimi ve gurultd dagilimi (hata) sekilde bir girdi igin
modellemislerdir. Hatayr azaltmak, gurdltinin degdisimini azaltmaya karsilik
gelmektedir. Siniflandiricinin hatalari ilgili veriyi getirmemeye veya ilgili olmayan
veriyi getirmeye Kkarsilik geldiginden dolayl, bu hatayl azaltmak geri getirme
faydasini iyilestirecektir (Van Rijsbergen, 1979). Tumer ve Ghosh ayni zamanda,
basit birlestirme stratejilerinin, tim siniflandiricilarin ayni igi yaptigi durumlarda
(bilgi geri getirimde gecerli olan durum) en uygun ve karsilastirilabilir bir basariya
sahip olduguna deginmislerdir. Basit birlestirme stratejileri, birlestirilen
siniflandiricilardan sadece biri bile ¢cok disuk veya dengesiz bir performansa sahip
oldugunda, basarisiz olmaktadir.

Toplama, ortalama alma ve agirhkli ortalama alma gibi basit birlestirme
stratejilerinin  bilgi geri getirme icin yeterli oldugu konusunda bir hayli kanit
mevcuttur. Agirlikli ortalama alma, siniflandiricilardan birinin ¢ok zayif bir degere
sahip oldugu gibi, bazi durumlarda gereklidir. Bartell et al., 1994'te bilgi geri getirme
icin siniflandiricilarin - agirhkh, dogrusal birlesimlerini 6grenen bir yaklagimi
tanimlamigtir. Fox ve Shaw, 1994'te vektor uzayr modeli ile farkh geri getirim
algoritmalarini  kullanarak, birlestirme stratejilerinin  bir degerlendirmesini ileri
surmuslerdir. En iyi birlestirme stratejisinin geri getirme algoritmalarinin ¢iktilarinin
toplamindan ibaret oldugunu bulmuslardir, bu durum final mertebede terimlerin
ortalamasini almaya denk olmaktadir. Hull et al.,, 1996’da, dokiman filtreleme
problemi i¢in (bu problem oldukca fazla egitim verisine sahiptir) basit ve karmasik
siniflandirma birlesimlerini karsilagtirmiglardir, en iyi ilerlemenin basit ortalama

alma stratejisi ile edildigini bulmuslardir.
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Bilgi geri getirim siniflandiricilari, belirgin olarak ayni dokimani ve sorgu
gosterimlerini kullanmadiklari sirece ¢ogunlukla bagimsiz degildirler. Geri getirme
faydasinin iyilestiriimesi bazinda en iyi sonuclarin bir cogu, c¢ok farkli gosterimler
tzerinde siniflandiricilarin birlegtiriimesiyle meydana gelmektedir. Birbirine ¢ok
benzer siniflandiricilarin birlestiriimesi genellikle performans tzerinden 6énemli bir
iyilestirmeye sebep olmamaktadir. Lee, 1995'te, vektor uzaylr modeli icinde farkli
agirhk duzenlemelerini temel alan geri getirim ciktilarinin birlestiriimesi tGzerine ¢ok
genis kapsamli bir calisma yudratmastir. Bu ciktilari, normallestiriimis puanlarin
ortalamasini alarak, birlestirmistir. Yaptigi deneysel ¢alismalar sunu gostermistir ki,
benzer agirlik diizenlemelerini temel alan siniflandiricilari birlestirmek performansi
cok az bir oranda artirmaktadir. Siniflari, tf.idf agirhiklarinin  kosinis
normallestirmesi  temel alinarak  birlestirmenin diger  normallestirme
duzenlemelerine gore daha etkili oldugunu acgik bir sekilde ortaya koymaktadir
(ortalama %15 kesin iyilestirme saglamaktadir). Hull et al., 1996’da birlesimlerin
ortaya koydugu performans kazanclari, kullanilan siniflandirict bagintilari ile sinirh
oldugunu bulmustur. Bu baginti birincil olarak ayni egitim verisinin kullanimindan
olusmaktadir ve ayni dokiiman gosterimlerini kullanan siniflandiricilar iginde en

guclu dizeyde bulunmaktadir.

Tumer ve Ghosh, siniflandirici birlestirme tartismasinda ayni yapi icerisinde ayni
kararlari verebilmek icin siniflandiricilarin kargilastirilabilir ¢iktiya sahip olduklari
varsayllmaktadir. Olasilikli sistemler igin, bunun anlami hepsinin P(R|D,Q)
Olcimleri yapilmaya calisiimaktadir, bu olcimler basit stratejiler kullanilarak
birlestirilebilirler. Onceki olasilik bilgisine sahip olunmadigindan ve egitim verisinin
yeterli olmayisindan dolayi, bu hesaplamalar kesinlik saglayamamaktadir ve
siniflandiricilarin giktilari da tam uyumlu olmamaktadir. Kime-tabanl bir geri
getirme algoritmasi ile yazi tabanl bir geri getirme algoritmasini birlestirmek zor
olabilir ¢cinki siniflandirma icin bu algoritmalar tarafindan Uretilen sayilarin, ayirici
olma olasiligi sayilari ile olan iligkisi duisik seviyelerde olabilmektedir. Yeterli egitim
verisi ile bu sayilar arasindaki baglanti ve olasiliklar 6grenilebilir ancak bdyle bir
veri mevcut degildir. Siniflandirict ¢iktilarinin uyusmazhgi Lee’nin 1995'te ki

makalesinde tartisildi§i gibi vektor uzayr modelinde de ortaya ¢ikmaktadir. Makale
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de, kosturulan farkh erigsimlerden elde edilen puanlar uyumlulugu artirabilmek
amaciyla her kosu icin o kosunun maksimum puanlariyla normallestiriimektedir.
Tamamen farkli arama sistemlerinin birlestirilmesi gibi bir yaklasimda bu problem

kendini daha fazla gostermektedir.

2.3 Arama Sistemlerinin Birlestirilmesi

Farkli arama sistemlerinin ciktilarini birlestirme fikri DARPA TIPSTER projesi
sirasinda ortaya c¢ikmistir (Harman, 1992) ve TREC degerlendirmeleri ile
iligkilendirilmistir (Harman 1995). Bu degerlendirmeler, ayni buyudk veritabanlari
Uzerinde ayni sorgular Uzerinde c¢alisan bircok arama sistemini kapsamaktadir. Bu
aramalarin sonuclar arastirmalar icin kullanilabilir olarak sunulmus ve birlestirme
stratejileri tzerinde cahlisiimistir. Beklin et al.,, 1995’te, olaslilikli ve vektér uzayi
sistemlerinden aldiklari arama sonugclarini  birlestirmis ve performans
iyilestirmelerini gostermislerdir. Lee, 1997'de bir TREC degerlendirmesi igin
secilmis alti geri getirim sisteminin sonuclarini belirlemistir. Fox ve Shaw, 1994'te
ve Lee 1995'te kullanilan birlestirme stratejilerini gézden gecirmistir. Farkli geri
getirim sistemlerinden alinan sonuglar, asagidaki formilde verilen minimum ve

maksimum puanlar kullanilarak normallestirilmigtir.

normal _olmayan_ puan—min_ puan
max_ puan—min_ puan

normal _ puani = (2.3.1)

Lee'nin sonugclari en etkili birlestirmelerin (tek bir arama icin yaklasik olarak %30
iyilestirme kaydedilmistir) ilgili dokimanlarin benzer kimelerini ancak ilgisiz
dokiimanlarin farkli komelerini geri getiren sistemler arasinda oldugunu
goOstermistir. Bu durum Lee’nin 1995'te yaptigi gozlem ile alakalidir. Yani geri
getirilen kimelerin distk oranda ust Uste bindigi geri getirim algoritmalari, tim
toplamda benzer performans vermektedir, birlestirmede de en iyi sonucu
Uretmektedir. Vogt ve Cotrell, 1998'de daha iyi bir birlestirme performansi tahmin
eden faktorlerle ilgili bir calismada, baska bir TREC degerlendirmesinde mevcut

tum sistemlerin (tumi 61 adet) ikili birlestirmesine bakmiglardir. Bu calisma
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sonucunda da Lee'nin gozlemini, en iyi birlestirmelerin ilgili dokimanin benzer
kiimelerini, ancak ilgisiz dokiimanin farkh kiimelerini geri getiren sistemler arasinda

yapildigini, onaylamiglardir.

Bu sonuclar ilintisiz (uncorrelated) siniflandiricilar bakimindan basit sekilde
aciklanabilir. Her sistemin her sorguda geri getirdigi en Ustteki 1000 dokiiman bu
calismalarda kargilastirilan dokiman kumeleridir. Verilen bir sorgu igin ilgili
dokimanlarin sayisi tipik olarak pek de fazla olmadigi bilinmektedir (100-200).
Boylece, ilgili dokimanlarin buydk bir boélimdnin, codu sistem tarafindan geri
getirilmesi beklenmektedir. Bu durum gercekte Lee tarafindan geri getirilen ilgili
dokiiman kumeleri arasinda bagintilarin analizi ile gosterilmigtir. Cok fazla sayida
ilgisiz dokiiman oldugundan, ilintisiz siniflandiricilarin (arama sistemlerinin) ilgisiz
dokimanlarin farkh kimelerini geri getirmesi beklenmektedir, gdzlemlenen bu

durumdur.

Geri getirilen ilgili dokiiman kiimeler icinde Ust Uste binme oraninin yiksek olusuna
ragmen ilintisiz  sistemlerde ilgili dokimanlarin  farklhh  siniflandiriimasi
beklenmektedir. Vogt ve Cottrell iyi birlesimler icin siniflandirmadaki farkliligi
gozlemlemigler. En iyi birlestirme, birlegtirilen her iki sistemde iyi performansa
sahipse gerceklesmektedir ancak sistemlerden sadece biri iyi performansa sahipse
yine iyilestirme saglama ihtimali mevcuttur denilmektedir. Tim bu g6zlemler ancak
“siniflandiricilar bagimsiz ve hatasiz ise birlesme en dustuk hata pay! ile
gerceklesir” ifadesi saglandiginda tutarh olmaktadir.

Lee, 1997'de farkli arama sistemleri icin birlestirme stratejileri ile ilgili bagka iki
sonu¢ daha ortaya koymustur. Bunlardan ilki, arama sistemlerinin sonuclarini
dokimanlarin puanlarindan ziyade siniflarini kullanarak birlestirmek genelde ¢ok
etkili olmamaktadir sonucudur. Puan-sinif egrisinin sekli bakimindan arama
sistemlerinin ¢ok farkli bir karakteristie sahip oldugu durumlar hari¢ tutulmaktadir.
ilgili olma olasihgi icin bu normallestiriimis puanin cogunlukla siralamaya (rank)
gore daha iyi bir tahminci oldugunun kaniti olarak yorumlanabilir. Siralamayi

kullanmak, dizgunlestirmenin en siddetli formlarindandir, sadece birlestirilecek
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olan sistem cok farkli bir puanlama karakteristigine sahip oldugunda hata payini
yukseltmektedir.

En iyi birlestirme stratejisi normallestirilmis puanlarin toplami ve sonra birlestirme
icerisinde sifir olmayan sonuglarin toplam sayisi ile carpilmasiyla ortaya
¢ctkmaktadir, bu da Lee’nin ikindi kuralidir. Bu, puanlari basit bir sekilde
toplamaktan biraz daha iyidir ancak daha tutarli bir paya sahiptir. Bu birlesim formu
birden fazla sistemin geri getirdigi dokiimanlara agsiri derecede gerek duymaktadir.
Bir dokiiman icin sifir puanin anlami, ilgili olma olasilhig! icin dodru bir tahmin
oldugundan ziyade o sistemdeki ustteki 1000 dokiman i¢inden geri getiriimedigin

anlamindadir.

Yukarida deginilen denemeler birden fazla arama sisteminin ciktilarini ayni
veritabanini  kullanarak birlestirmistir. Ust (ste binen veya tamamiyla ayri
veritabanlarini kullanan arama sistemlerinin ¢iktilarini birlestirmekte mumkun
olmaktadir. Bu tip birlesimlere toplama flizyonu (collection fusion), dagitiimis bilgi
geri getirim sistemleri (distributed IR) veya meta-arama (meta-search)
denilmektedir. Vorhees et. al., 1995'te birlesim icindeki her bir sistemle, aralarinda
iligki kurmaya yonelik agirliklari 6grenmek igin teknikler Gzerinde deneyler rapor
etmislerdir. Bu agirliklar, dokiimanlari son kez siniflandirmak nasil karistirilacagini
belirlemeye yonelik, siniflandirilan dokiiman kimeleri ile beraber kullaniimaktadir.
Bu yaklasim, Lee’nin 1997°'de kullandigi rank birlestirme stratejileri ile bazi
benzerliklere sahiptir.

Callan et. al., 1995b gostermistir ki bir sorgu icin veritabanina ait bir deger élctimu
ile puanlara agirhklar eklemek, seviyeleri sirayla birlestirmeye gore daha yeterlidir.
Hem Voorhees hem Callan, deneyleri i¢cin ayriimis veritabanlari kullanmislardir.
Pratikte kullanilan bircok ortamda, 6rnedin internet Uzerinden meta-aramalarda,
arama sistemleri tarafindan kullanilan veritabanlari Ust Uste binmektedirler. Bu
sonu¢ Lee'nin 1997'de anlattigi, dokimanlarin kendileriyle iliskilendirilmis birden
fazla degisiklik gosteren puanlara sahip olmasi durumuna ¢ok benzemektedir. Web
arama sonuclarinin birlestiriimesinde tam ve kesin bir degerlendirme yoktur ancak

bu durumda Lee’nin sonuclari uygulanabilir olarak gériinmektedir. Bunun anlami,
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en iyi birlestirme stratejisi, her arama motorunun puanini normallestirmek,
normallestirilen bu puanlari her dokiman icin toplamak ve bulunan bu toplami
dokiimani dondiren arama motorlarinin sayisiyla carpmak olacak, sekilde
verilebilecektir. Eger arama motorlarinin kullandi§i veritabanlarinda st Uste binme
orani duslk ise (indekslenen web sayfalarinin miktari icinde yeterli farklilik mevcut

ise), yukarida verilen adimlardan sonuncusu ¢ok da etkili olmamaktadir.

Birden fazla arama sisteminin ciktilarinin birlestirilmesi durumu ayni zamanda
miltimedya geri getirmede de uygulanmaktadir (Croft et. al., 1990; Fagin, 1996;
Fagin 1998). Bu durumda, tipik olarak yapilacak islemler, metin aramasi
sonugclarini ve renk dagilimlari, desen vb. gibi gorintt 6zelliklerini karsilastiran bir
ya da birden fazla siniflandirma algoritmasinin sonuclarini birlestirmek olacaktir.
Tartisilan deneysel sonuclar, goérintl ve metin geri getirme algoritmalarindan gelen
puanlar, potansiyel olarak sifir olmayan puanlarin sayisini da hesaba katarak, dnce
normallestirmeyi sonra da toplanarak birlestirmeyi onermektedir. Maalesef ki,
bunun iyi bir secim olduguna dair, siniflandirici birlestirmesi hakkindaki teorik sav

disinda hicgbir kesin kanit bulunmamaktadir.

Fagin, 1996 bulanik mantigin standart operatorleri yani min ve max ile multimedya
veritabanlari icinde puanlari birlestiren bir algoritma gelistirmigtir. Lee yaptig!
deneyler ile bu birlestirme operatdrlerinin performansinin, toplamaya kiyasla daha
kotl performans sergiledigine kanit saglamigtir. Ciaccia et. al., 1998’te muiltimedya
veritabani ortaminda siniflandirma tzerine ¢alismistir. Birincil olarak birlestirmenin
verimliligi ile ilgilenilmistir, Fagin'in de yaptigi gibi birlestirme operatorlerinin

performans sonuclarini sunmusglardir.

2.4 GOsterimlerin Birlegtirilmesi icin Yapilar

Vektoér uzayr modeli cok sayida birlesim problemi icin temel olarak alinmistir. Bu
modelde, dokimanlar ve sorgular agirlikli terimlerden olusan vektorler ile
tanimlanmistir. Fox et al. 1988'de farkh “kavram tiplerini” veya dokimanlardan

turetilen gosterimleri tanimlamak icin yardimci vektorler kullanmayi Onermigtir.
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Dokumanlari siralamak icin kullanilan, bir dokiiman ile bir sorgu arasindaki tim
benzerlik, her yardimci vektor igin benzerliklerin dogrusal birlesimleri olarak
hesaplanmasi olarak verilmektedir. Ornegin, eger dokiimanlar, kelimeler, yazarlar,

alintilar kullanilarak gosterilirse, benzerlik fonksiyonu:

benzerlik(Q,D) = Cyelime - benzerlik (Qxetimes; Drelime)
+ Cyazar . benzerllk (anzari Dyazar) (241)

+ Cannt - benzer”k (Qalmtn Dalmtl)

olmaktadir. Burada c; de@erleri katsayilardir. Bu goéstermektedir ki, gosterimleri
birlestiriimesi ve arama ciktisinin birlestiriimesi yapilari arasindaki farklilik cok
azdir. Fox et al. 1988'de benzerlik fonksiyonunu ilgiyi tahmin etmek igin
kullanmistir, daha sonra katsayir degerlerini belirleyebilmek icin toplama test

verisiyle regresyon analizi yapiimaktadir.

Fuhr ve Buckley 1991 yilinda belge gosterimlerinin etkili birlestiriimesini 6grenmek
icin regresyon uygulamigtir. Bu ¢alisma temelini olasilikli modelden almaktadir.
Direk olarak kelimeleri kullanmak yerine bu nitelikleri temel alan gosterimleri model
icindeki olasiliklart hesaplayabilmek icin daha fazla egitim verisi saglamaktadir.
Terim ve dokiman niteliklerinin polinom birlesim katsayilarini hesaplamak icin en

kucuk karesel hata 6lgutt kullaniimigtir.

Gey, 1994'te, genelde olasilik dederlerini hesaplamada daha uygun olarak lojistik
regresyon kullanan lojistik c¢ikarsama  modelini  gelistirmistir.  Formdl,
dokumanlardaki ve sorgulardaki terim karakteristiklerinin dogrusal birlegimi olarak

verilmektedir.

Greiff, 1998'de terimler, dokiimanlar ve iligkileri kesfedecek ayirici olma 6zelliklerini
kapsayan buyuk miktarlardaki verilere bakarak, arastirma ile ilgili veri analizlerini de
kullanarak olasilikh bir model tanimlamistir. Bu yaklasim biraz da olsa dnceden
tanimlanan regresyon modellerine benzerlikler gostermektedir, ancak temelde
yatan dagilimlar hakkinda sanilar ortaya koymamaktadir. Greiff, 1999'da da

yaklasimini, bilinen kisitlara gore uygun olasilikli modeli belirlemek icin kullanilan
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bir yol olan maksimum entropi prensibi temeline dayanarak, birden fazla kanit
(gosterimler) kaynagi ile birlestirmis ve genigletmistir. Birlestirilen modeller bazinda
oldukca basit bir model olmasina ragmen, gelistirilen yapi dnceden bahsedilen,
tanitilan ve o©nerilen gosterimlerle birlestiriimek icin oldukca yeterlidir. Yeni bir
gOsterimi birlestirmek, geri getirilen ve o gosterimi kapsayan veri Uzerinde
calismayi, regresyon kullanarak formulin, yeni goésterim tarafindan saglanan
kanitlarina gore ilgiyi hesaplayan katsayilar g¢ikarmaktadir. Bu formul basit bir

bicimde diger gdsterilen formillerinin dogrusal birlesimlerine de eklenebilmektedir.

En geneli Greiffin ¢calismalari gibi goriinen, egitim verisi ve regresyon kullanan tim
yapilar icin ortak karakteristik, normallestiriimis benzerlik degerleri yerine ilginin
yaklasik hesaplamalarini  kullanan geri getirme algoritmalari veya arama
sistemleridir. INQUERY (Callan et al. 1995a) gibi diger olasilikli sistemler icin
sistemin asil amaci dokimanlari siralamak oldugundan, verilen bir sorgu (6ncelikli
olasiliklar gibi) icin olasihk formdlinin parcalari sabit kabul edilip, yok
sayllmaktadir. Buna ek olarak, ad-hoc formulleri dokiiman puanlarinin parcalarini
hesaplamak icin kullaniimaktadir. Bunun anlami, bu sistemler tarafindan dretilen
sayilar olasilik degerleri olmamaktadirlar. Bu durumda, sistemin sonucu ile diger
sistemlerin sonuclari birlestiriimek istendiginde go6zle gorilur bir problem ortaya
cikmaktadir. Birbiriyle uyumlu ciktilara sahip sistemler ve yanlissiz olasilik

hesaplamalari, bagimsiz ve en iyi birlesimleri olusturmaktadir.

2.5 Geri Getirim Algoritmalarinin Birlegtirilmesi icin Yapilar

Sonu¢ cikarim ag yapisli, Turtle ve Croft (Turtle ve Croft, 1991; Turtle ve Croft,
1992) tarafindan gelistirilen ve INQUERY sistemi olarak implemente edilen (Callan
et al. 1995a) sonu¢ cikarim agi yapisi, kesin olarak, coklu gdsterimleri ve geri
getirim algoritmalarini ilgi olasiligini ayrintili hesaplamasi igin birlestirmeye yodnelik
tasarlanmistir. Bu yapl, olasilikli modelde énermeleri ve baglliklar gostermek igin
bir Bayes agi (Pears, 1998) kullaniimaktadir (Sekil 2.5.2). Bu ag iki parcaya
bolunmdastur: birinci parga dokiiman agi, ikinci parca ise sorgu agidir. Dokiiman

agindaki dugumler, dokuimanlarin incelenmesi (D digumleri), dokimanlarin igerigi
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(T dugumleri), icerigin gosterimi (K dugumleri) hakkinda 0Onermeler ortaya
koymaktadir. Sorgu agindaki dugumler, sorgularin gosterimi (K ve Q dugumleri),
bilgi ihtiyacinin tazmini (I dGgumu) hakkinda dnermeler ortaya koymaktadir. Bu ag
modeli Sekil 2.5.1'de verilen siniflandiricilarin birlestiriimesine olan genel bakisa
yakindan bezemektedir. Dokiimanlarda ham veriyi modelleyen agin bélumleri, bu
veriden cikarlan nitelikler, ilgiyi hesaplamak igin bu nitelikleri kullanan
siniflandiricilar ve siniflandirici giktilari igin genig kapsamli birlestirici, Sekil 2.5.2'de

etiketlenmistir.

Sekil 2.5.1 — Geri Getirim i¢in Stratejilerin Birlestirilmesi
Bu modelde true ve false degerli ikili degiskenlerden olusan dnermeleri gosteren

tim dugumler ve bu durumlarin bir dagim igin olasiligi, ebeveyn dugimlerin

durumlari ile belirlenmektedir. A digumu igin, A dugumunin true olma olasilig,
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p(A) = Z asH piH(l_ p:) (2.5.1)

g{l ..... n} ieS igS

olarak verilmektedir. as, durumu true olan n ebeveynlerin 6zel alt kiimesi S ile
iliskilendirilmis, katsayisi ve pj, true durumuna sahip ebeveynin olasihgidir. Bazi
katsay! ayarlamalari basit ancak ebeveyn birlestirmeleriyle genel kanitlarin etkili
birlegtirilmeleriyle sonuclanir. Ornegin, as = 0 olsun, tim ebeveynler true durumda

degil ise bu bir Booleanana uygun gelmektedir. Bu durumda,

p(A) =[].p (2.5.2)

olmaktadir.

Bu yapida en yaygin olarak kullanilan birlestirme formdilleri, ebeveyn olasiliklarinin
ortalamalarini ve agirlikh ortalamalarini almaktadir. Bu formuller ayni zamanda
siniflandiricilar icin kullanilan en iyi birlestirme stratejileridir. Ebeveyn olasiliklarinin
ortalamasini temel alan birlestirme formuli A’nin true olma olasiiginin, sadece
durumu true olan ebeveyn dugumlerinin sayisina bagl oldugundaki katsayi
diizeninden gelmektedir. Agirhkh ortalama, A'nin olasiliginin belirli ebeveynlerin
durumunun true oldugu dizenden gelmektedir. Blyuk agirliklara sahip

ebeveynlerin A’'nin durumu tGzerindeki etkileri de daha biyuk olmaktadir.

Sonug cikarim aginin avantaji farkli gosterimleri, geri getirim algoritmalarini ve
bunlarin c¢iktilarini birlestirmeyi temel alan yeni siniflandiricilarin hizla kurulmasi
icin olaslilikli bir yapi saglamaktadir. Bu yapi icerisinde her geri getirim algoritmasi
tanimlanamaz ancak Greiff et al. 1997'de kolayca hesaplanabilen birlesim
operattrlerinden olugan bir sinifi ve bunlarin iyi bilinen bir vektér uzay siralama

algoritmasini modellemek icin nasil kullanildigini anlatmaktadir.
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Sekil 2.5.2 — Bilgi Geri Getirimi icin Bayes Net Modeli

Her ne kadar bu caba kiyaslanabilr ya da daha iyi etki yaratmak icin
(kiyaslandiginda daha iyi bir etki yarattidi icin) basariya ulasmis olsa da, olasilikli
yaklasim tabanli olmayan bdylesine basit geri getirim algoritmalarini modellemede
ki zorlugu gostermektedir. Ornegin, sinir aglari mimarisi tabanh daha karmasik bir
geri getirim algoritmasini, sonu¢ ¢ikarim agiyla modellemek mumkin

olmamaktadir.
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2.6 Arama Sistemlerin Ciktilarini Birlegtirmek i¢cin Yapilar

Lee’nin 1997'de arama sistemlerinin c¢iktilarini birlestirmek igin tanimladigi
stratejiler, basit ve deneyimsel bir yapida ortaya konulmustur. Sistem ciktilar
mevcut stratejilerden biri kullanilarak normallestiriimis ve birlestirilmis benzerlik
degerleri olarak sayilmigtir. Belirli normallestirme ve birlestirme stratejileri, sadece
deneysel kanitlara dayali olarak secilmektedir ancak min ve max gibi bazi

birlestirme stratejileri bicimsel goruslerle ispat edilebilmektedir.
Hull et al. 1996’'da hem cesitli birlestirme stratejileri hem de siniflandirici ¢iktisinin
birlegtirmesi yapisinda ki genel durum Uzerinde deneysel c¢alismalarda

bulunmuslardir. Kosullu olarak bagimsiz (given relevance (R) non relevance) n

adet siniflandiricinin Cq,...,C,, sonuglarini birlestirmek igin bir formul tiretmiglerdir.

1090(R|C,....C,) = Y 10gO(RI C) ~(n-1)-10gOR) ¢z
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3 — MAKINE OGRENMESI

3.1 Makine Ogrenmesi

Gunumuzde, bilgi teknolojilerinin hizli gelisimi sayesinde blyik oranda faydali ve
faydasiz bilgi kayit altinda tutulabilmektedir. Bu kayit islemleri bilgisayar ve
bilgisayarli sistemlerin girdigi bircok alanda yapiimaktadir. Toplanan tim veriler
toplandiklari alana yonelik amaclar ile analiz edilir ve veriler tizerinden sonuglara ya
da 6nemli yeni verilere ulasiimaya calisilir. Cok buyik miktarlarda olan bu verilerin
analizini yapmak pek de mumkin degdildir. GUnumuize kadar gelistirilen ve
gelistiriimeye devam eden makine 0grenme yoOntemleri bu problemi ¢6zmeyi
amagclar. Makine 6grenme yontemleri gecmis de elde edilmis veriyi alir, bu veriyi
kullanarak, ona en uygun modeli belirler. Yontemler gelen yeni verileri alip
belirlenen veriye goére analiz eder ve buradan sonug, sonuclar veya yeni bilgiler
elde eder. Buyuk miktarda veri igerisinden yeni yararl bilgi elde edilmesi iglemine
veri madenciligi de denilmektedir. Makine 6drenme yontemlerini kullanildigi

alanlara gore siniflandirmak mumkundur.

1. Siniflandirma: Gecg¢mis bilgilerin hangi siniflara ait oldugu verildiginde yeni
gelen verinin hangi sinifa dahil oldugunun bulunmasi iglemidir. Ornek olarak
bir kisiye ait iki tahlil sonucuna gore kisinin hasta olup olmadidi belirlenmeye
cahisilirsa 6nceki hasta ve saglam kigilerin tahlil sonuclart kullanilir. Sekil
3.1.17’de kisilere ait tahlil sonuclari x1 ve x2 eksenleriyle, gdsterilmistir.
Sekilde mavi olarak igaretli kisiler hasta, yesil ile isaretli olan kisiler ise
saglam Kkigilerdir. Hasta olup olmadigi merak edilen kisinin tahlil sonucu

beyaz ile gosterilmistir.

31



x1
[=]

x2

Sekil 3.1.1 — Siniflandirma Problemi

2. Kumeleme: Gec¢mis bilgilerin siniflarinin veya etiketlerinin bilinmedigi ya da
verilmedigi durumlarda verilerden birbirine benzerlerin yer aldigi kiimelerin

bulunmasi islemidir.

3. Regresyon (edri uydurma): Gecmis bilgilere karsilik gelen siniflar yerine
surekli degerlerin yer aldigi problemlerdir. Sekil 3.1.2'deki grafikte motor
gugleri verilen araclarin maksimum suratleri tahmin edilmek istenmektedir. X
ekseni araclarin motor guclerini, Y ekseni ise maksimum hizlar
gOstermektedir. Bu tir problemlerde giris ile ¢ikis arasindaki kesikli cizgilerle
gOsterilen fonksiyon egrisi bulunmaya calisilir. Grafikte verilen yildizlar
araclarin motor guclerine karsilik gelen maksimum hizlarini, diiz ¢izgi ise bir
regresyon metoduyla bulunan fonksiyonu gostermektedir. Bu fonksiyon
sayesinde motor glcid bilenen bir aracin maksimum hizi da tahmin

edilebilmektedir.

4. Ozellik Secimi ve Cikarimi: Veriye ait bircok Ozellikten verinin kiimesini,
sinifini ya da degerini belirleyen 6zelliklerinin hangileri oldugu bilinmeyebilir.
Bu durumlarda tim O6zellik kiimesinin bir alt kimesi segcilir ya da bu

Ozelliklerin birlesimlerinden yeni 6zellikler elde edilir.
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5. iliski Belirleme: Bir supermarkette X driinini alan misterilerden %80’ Y
drindnd de aliyorsa, X drinund alip Y 0Ordndnd almayan musteriler, Y
drindn potansiyel musterileridir. Msterilerin aligveris bilgilerinin bulundugu
bir veritabaninda potansiyel Y mdusterilerini bulma iglemi turindeki

problemler iligki belirleme yontemleriyle ¢ozulmektedir

A

N -
u * **,*#‘ *
£ *- KX *
S
E
% **f*,f’i' *
(=

kK
motor gucu g

Sekil 3.1.2 — Regresyon

3.1.1 Gunluk Hayatimizdaki Uygulamalar

Makine 6grenmesi uygulamalari bilgisayarlarin gelismeleriyle birlikte gunlik hayata
onemli olcude katilmiglardir. El yazisi, imza, iris, parmak izi, yiz, ses tanimada
yaygin kullanim alanlarina sahiptirler. Ornegin girdi olarak alinan insan sesi makine
ogrenme  yontemleri sayesinde metne cevrilmektedir.  Tibbi  verilerin
yorumlanmasinda, metin iceriginin tespitinde, kamera kayitlarinin incelenip
yorumlanmasinda da yine 6nemli yere sahiptirler. Birka¢g 6rnek uygulama Cizelge

3.1.1’de verilmistir.
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Cizelge 3.1.1.1 — Makine Ogrenmesi ve Gunliilk Hayattaki Birka¢ Uygulamasi

Girdi Ornek Cikti
1660
£ Gea Resimdeki kisinin
L o TN o

Kisinin yuz fotografi. Q_iﬂ_ﬁ i Slélmlslglnﬁlrr]nse?/gbll

2222

Kigi hasta mi1? Degil

Tibbi veri, tomografi. mi? Sorusunun cevabl.

Parmak izinin sahibinin

Parmak izi. T
kimligi.

Ses kimin? Ses hangi
Ses. nesneye ait?
Sorularinin cevaplari.

Olagan digi bir durum
Kamera kayitlari. var mi? Sorusunun
cevabil.

Metnin konusu nedir?
Metnin yazari kimdir?
Posta gonderen
kimdir? Sorularinin
cevaplari.

Metin. Posta.

s gl b g 1w dglermy bt
o o it Mcias o0 Sy o oo £
b, o ' i i o, chabdonm .
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3.2 Verilerin Sayisallagtiriimasi

Makine 6grenme yontemlerinin tamamina yakin kismi sayilarla ¢alismaktadir. Bu
nedenle uygulamalarda ilk olarak yapilmasi gereken verilerin sayisallastiriimasi
islemidir. Resim verisi, resmin her bir pikselinin renkli resimlerde kirmizi, yesil ve
mavi renklerine karsilik gelen 1-255 arasi R, G, B degerleri, siyah-beyaz resimlerde
1-255 arasi gri seviyesi kullanilarak sayisallagtirilir. Renkli resimler 3 adet, siyah-
beyaz resimler ise 1 adet en * boy buyukliginde matrisle ifade edilmektedir. Metin
verisi, metindeki harfler, heceler ve kelimeler genelde frekanslarina gore
kodlanarak sayisallastiriir. Hareketli goérintt diger adiyla video verisi, resim
bilgisine ek olarak resmin hangi resimden sonra geldigini gosteren zaman bilgisini
de icerir. Bu ek bilgi haricinde yapilan sayisallastirma iglemi resim ile aynidir. Ses

verisi, ses, genlik ve frekansin zaman icinde degisimi kullanilarak sayisallastirilir.

Ornek uygulama:

Optik karakter tanima:

Sistemde, bir kitap fotokopisinin igindeki yazilarin metne dénusturilmesi igin;
Oncelikle metindeki satirlar bulunur.

Her bir satirdaki harfler bulunur.

Her bir harfin resmi siniflandiriciya génderilerek taninir.
Siniflandirici egitimi:
Her bir harfin farkli yazi bigimleriyle yazilmig resimleri toplanir.

Resimler ayni boyuttaki matrislere cevrilir.

10 satir ve 6 sutundan olusan 2 resmi, 1 ve O’lardan olugsan 60 uzunlugundaki bir
vektdre donusturulir, Sekil 3.2.1'de verilmektedir.
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Sekil 3.2.1 — Metindeki ‘2" Karakterinin Sayisallagtirimasi

Bu sekilde taninmak istenen harf igin cesitli yazi bicimleriyle yazilmis bircok érnegi
gosteren 60 boyutlu vektorler elde edilir. Bu uygulama icin 6zellik sayisi 60'tir.
Diger bir deyisle ornekler 60 boyutlu bir uzayda gosteriimektedir. Eldeki 10
rakimina ait farkli yazi bigimleriyle yazilmis 10’ar resim oldugunda veri kiimesi 10
ornek * 60 boyutlu bir matris olmaktadir. Bu matris egitim ve test kumeleri

olusturmak icin 2’ye boltndr.

3.3 Ozellik Secimi ve Cikarimi

Egitim bilgilerindeki her bir 6zellik teker teker ele alinmaktadir. Bunun igin secilen
ozellikle sinif ya da sonucun birlikte degisimleri incelenir. Ozellik degistiginde sinif
ya da sonu¢ ne kadar degisiyorsa o 0Ozelligin sonuca o kadar etkisi vardir
denilmektedir. Ornegin bir A bolgesinde dogan kisilerin hepsi hasta iken B
bdlgesinde dogan Kisilerin hicbiri hasta degil ise bu 6zelligin yani dogum yerinin

sonuca etkisinin buyuk oldugu sdylenebilmektedir.
Var olan 6zelliklerin dogrusal birlesimlerinden yeni bir 6zellik uzayinin olusturulmasi

ve verilerin bu uzayda ifade edilmesine ise vyeni 06zelliklerin c¢ikariimasi

denilmektedir.
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3.4 Yontemler

Makine 6grenme yontemleri, birden fazla bagimli ya da bagimsiz degiskene sahip
regresyon ve siniflandirma iglemleriyle ugrasmak igin bazi ileri seviye istatistiksel

yontemleri binyesinde barindirmaktadir.

Bu yontemler, siniflandirma igin “Acemi Bayes”i, regresyon ve siniflandirma igin “K-
en yakin komsu'yu ve yine regresyon ve siniflandirma igin “Destek Vektor
Makineleri’ni bunyelerinde barindirmaktadirlar. Bu teknikler Gzerindeki detayl
tartismalar Hastie, Tibshirani, ve Freedman (2001)'In kitabinda verilmigtir, ayrica
destek vektor makinelerine 6zel kapsamli bir girigste Cristianini ve Shawe-Taylor
(2000)’1n kitabinda mevcut bulunmaktadir.

3.4.1 Acemi Bayes

Acemi Bayes, birincil olarak siniflandirma iglemlerini gerceklestirmek igin iyi
olusturulmus bir Bayes metodudur. Basit olugunun yaninda 0Ornegin; bagimsiz
degiskenler, istatistiksel olarak da bagimsizdir, Acemi Bayes modelleri kolay
kullanimi ve yorumlanabilirligi ile etkili siniflandirma araclarindandir. Acemi Bayes
modeli, bagimsiz uzayin boyutlarinin fazla oldugu (6rnegin; girdi degiskenlerinin
sayisi) durumlar da (bu problem boyutlarin laneti olarak da bilinir) 6zellikle
uygundur. Yukarida verilen nedenlerden dolayi, Acemi Bayes metodu belirli
durumlarda, diger karnisik siniflandirma yontemlerinden daha iyi performans
gOstermektedir. Normal, lognormal, gamma ve Poissonu kapsayan girdilerin

kosullu dagilim modellemek igin gesitli yontemler mevcuttur.
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3.4.2 K-en yakin komsu

K-en yakin komsu metodu diger istatistiki yontemlerin tersine bellek tabanl bir
yontemdir, egitime ihtiyaci yoktur. ilk 6rneklere dayali yéntemler kategorisinde
bulunmaktadir. isleyisi, ‘birbirine yakin olan nesneler muhtemelen ayni kategoriye
aittir diyen sezgisel fikir tzerine kuruludur. Bundan dolayl K-en yakin komsu
metodunda On goruler, yeni veriyi cogunlugun oyuyla tahmin etmek i¢in kullanmak
(siniflandirma igin) ve k-en yakin ilk 6rnekler kiimesi tzerinde ortalama bulmak

(baglanim icin), icin ilk 6rnek érnekler kimesine dayanmaktadir.

3.4.3 Destek Vektor Makineleri (DVM)

Vapnik tarafindan geligtirilen bu ydntem ginimuzde performansi sayesinde
oldukca yaygin kullanilan bir yéntemdir. Temelde siniflari birbirinden ayiran 6zel bir
egrinin bulunmasini amaclar, egitim verileriyle bu sinir egrisi bulunduktan sonra
test verileri sinirin hangi tarafinda kaldiklarina gore siniflandiriimaktadir. Destek
vektor makineleri siniflandirma ve egri uydurma igin kullanilan dgreticili 6grenme
yontemlerinin kullanildigr bir kiimeden olugsmaktadir. Genellestirilmis dogrusal
siniflandiricilardan olusan bir aileye aittir. Tikhonov dizenlemesinin 6zel bir hali

olarak da dusunulmektedir.

Bu ybntem dogrusal olmayan karar sinirlari olusturarak baglanim ve siniflandirma
yapar. Sinirlart bulunan nitelik uzayinin dogasindan dolayr Destek Vektor
Makineleri degisen karmasiklikta siniflandirma ve baglanim yaparlarken buyuk
Olcude esneklik ortaya koymaktadirlar. Destek Vektor Makinelerinin birkag cesidi
mevcuttur, dogrusal, ¢okterimli, RBF ve sigmoid.

Destek Vektor Makinelerinin dayandigi temel kavram karar sinirlarini belirleyen
karar duzlemleri olarak verilmektedir. Karar diizlemi bir kiime icerisindeki nesneleri
dyeliklerine goére siniflara ayirir. Karar dizleminin sematik bir gosterimi Sekil
3.4.3.12’de yapilmigtir. Sekilde verilen 6rnekte nesneler yesil ya da kirmizi siniflara

aittir. Sekilde gosterilen ayirici ¢izgi bir sinir belirlemektedir, cizginin sag tarafinda
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kalan nesneler yesil, sol tarafinda kalan nesneler ise kirmizidir. Belirlenen bu sinira
gore cizginin sag tarafinda dusen her kirmizi daire, yesil olarak etiketlenecek
boylece, yeni gelen nesnenin sinifi yesil olacaktir. Ayni durum kirmizi icinde
gecerlidir, yani cizginin sol tarafina disen nesneler kirmizi sinifa ait nesneler

olacaktir.

Sekil 3.4.3.1 — Karar Duzeninin Sematik Bir Gosterimi

Yukarida verilen klasik bir dogrusal siniflandirict érnegidir. Bir kiimedeki nesneleri
kendi gruplarina (bu Ornekte yesil ve kirmizi) bir c¢izgi ile ayiran siniflandiriclya
dogrusal siniflandirici denir. Ancak, pek ¢ok siniflandirma islemleri boylesine basit
degildir, en iyi siniflamay! yapabilmek icin ¢ok daha karmasik yapilara ihtiyac
duyulur. Ornegin, kullanilabilir 6rneklerden (egitim asamalari), yeni nesneleri dogru

bir sekilde siniflandirmak (test asamalart).

Sekil 3.4.3.2 — Hiper Dizlem Siniflandiricisi

Bu durum $ekil 3.4.3.2°de tarif edilmigtir. Dogrusal siniflandirici ile kiyaslandiginda
gorulmektedir ki, yesil ve kirmizi nesneleri tam bir sekilde ayrilmasi i¢in bukimlere
ihtiya¢ duyulmaktadir (bu yapi diz bir cizgiden daha karmasiktir). Farkli siniflara

Uye nesneleri ayirt etmek icin ¢izilen ayirici cizgilere dayah siniflandirma islemleri,
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hiper dizlem siniflandiricilar olarak bilinmektedir. Destek Vektdr Makineleri igin

Ozellikle bu tip islemlerin Ustesinden gelmek uygundur.

Destek Vektér Makinelerinin arasinda vyatan temel fikir Sekil 3.4.3.3'de
gosterilmistir. Sekilde orijinal olarak sol tarafta verilen nesneler, eslestirilmis olarak
gOsterilmistir. Diger bir degisle nesneler cekirdek olarak bilinen bir kime
matematiksel fonksiyon kullanilarak yeniden dizenlenmigtir. Nesneleri yeniden
duzenleme islemi, eslestirme (mapping) ya da diger adiyla donisim olarak
bilinmektedir. Sekilde de gdsterildigi gibi yapilan bu yeni diizenlemede, eslestiriimis
(sekilde sag tarafta yer alan) nesneler, dogrusal olarak ayrilabilirdir ve bundan
dolay1 karmasik bir egri (sekilde sol tarafta goéruldagia gibi) olusturmaktansa,
yapiimasi gereken tek sey, yesil ve kirmizi nesneleri ayiracak en uygun cizgiyi

bulmak olacaktir.

Gircli Uzayi Mitelik Uzay

Sekil 3.4.3.3 — Yeniden Diizenleme, Eslestirme islemi

3.4.3.1 DVM i¢in Teknik Notlar

Destek Vektor Makineleri (DVM) her seyden 6nce c¢ok boyutlu uzayda hiper
dizlemler olusturarak farkh sinif etiketlerini birbirinden ayirarak siniflandirma
islemini gerceklestiren bir siniflandirma metodudur. Destek Vektor Makineleri hem
baglanim hem de siniflandirma igslemlerini destekler ve birgok sirekli ve kategorik
degisken kullanabilir. Kategorik degigkenler icin durum degerleri ile 0 ya da 1
olacak sekilde bir adet yalanci (dummy) degigsken tanimlanir. Dolayisiyla, Ug
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seviyeden meydana gelen, say(A,B,C), bir kategorik bagimli degisken, t¢ yalanci
degiskenden olusan bir kiime ile gosterilir:

A:{100},B:{010},C:{001}

En iyi hiper diizlemi olusturabilmek igin, DVM tekrarh bir egitim algoritmasini isletir,
bu algoritmanin kullanim amaci hata fonksiyonunu en aza indirmektir. Bu hata

fonksiyonunun bigimine gére, DVM modelleri dort ayri gruba siniflandirilir.

e Siniflandirma DVM Tip 1 (C-DVM siniflandiricisi olarak da bilinir)

e Siniflandirma DVM Tip 2 (nu-DVM siniflandiricisi olarak da bilinir)
e Baglanim DVM Tip 1 (epsilon-DVM baglanim olarak da bilinir)
« Baglanim DVM Tip 2 (nu-DVM baglanim olarak da bilinir)

Siniflandirma DVM
Siniflandirma DVM Tip 1

Bu tip DVM igin, egitim hata fonksiyonun en aza indirgenmesini gerektirir.

1 - N
EW W+C§§i , (3.4.3.1.1)

sinirlamalara bagl olarak,

y,(W'g(x)+b)=1-& ve &20, i=1.,N (34312
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C kapasite sabiti, w katsayilar vektord, b bir sabit ve & ayrilamayan veriye (girdi)

karsilik gelecek parametrelerdir. indeks i, N egitim durumlarini etiketler. Dikkat

edilmelidir ki, Y € £1 sinif etiketleridir ve X; bagimsiz degiskenlerdir. Cekirdek ¢

girdi olarak alinan (bagimsiz) veriyi, nitelik uzayimna donustirmek igin kullanihr. C

degeri buyukce, hata artar. Bundan dolayi, C 6zenle secilmelidir.

Siniflandirma DVM Tip 2

Siniflandirma  DVM Tip 1'in aksine, Siniflandirma DVM Tip 2 modeli hata

fonksiyonunu minimuma indirir:
1 1 &
“WWHVp+=Y &
2 N 45 (3.4.3.1.3)

Sinirlamalara bagl olarak:

Yi(W'g(x)+b)> p—&,& =0,i=1..,N ve p20(3.4.3.1.4)

Regresyon DVM
Regresyon DVM icin bagimh degisken y icin, bagimsiz degiskenler x’den olusan
kiime Uzerindeki fonksiyonel bagimlihgr hesaplanmalidir. Diger regresyon

problemlerindeki gibi, bagimh ve bagimsiz degigkenler arasindaki bagintinin

gerekirci f fonksiyonu arti ilave gurulttinan toplami ile verildigi kabul edilir:

y = f(x)+ guriltd (3.4.3.1.5)

Daha sonra yapilmasi gereken is, DVM’nin daha 6nce tanismadig! durumlari dogru

bir sekilde 6nceden haber vermesi icin f icin bir fonksiyonel formun bulunmasidir.
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Bunu yapmak icin DVM modelini érnek bir kiime tizerinde egitmektir. Ornegin, daha

onceden siniflandirmada deginildigi gibi hata fonksiyonunu ardisik olarak en uygun

sekle getirecek bir stre¢ gerekir. Bu hata fonksiyonunun tanimina goére, iki tip DVM

modeli kabul edilmektedir.
Regresyon DVM Tip 1
Bu tipteki bir DVM icin

T °
W (X)) +b—-y; <&+

Yi _WT¢(Xi)_bi <&+
&,E >0, 1=1..,N

tesiri altindaki indirgenen hata fonksiyonu:
1 N N
EWTW—i— CY &+CY &
i=1

seklindedir.
Regresyon DVM Tip 2
Bu tipteki bir DVM i¢in
T
(W g(x;)+b) -y, <&+

Yi _(WT¢(Xi)_bi) <e+&
.80 >201=1..,N,e>0

tesiri altindaki indirgenen hata fonksiyonu
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N
Lwwsc V8+i2(§i +E°
2 \ i

: (3.4.3.1.9)
olacaktir.
Cekirdek Fonksiyonlari

Destek Vektor Makineleri modelleri olarak kullanilan birtakim c¢ekirdekler vardir.

Dogrusal, polinom, radyan taban fonksiyonu (RTF) ve sigmoid.

(x. *x. lineer
(7% X; + katsayr) "
exp(-y | X, —x; |*) RTF

tanh(x;x; +katsayi)  sigmoid

polinom

(3.4.3.1.10)
RTF, Destek Vektdr Makinelerinde cekirdek tiplerinden uzun zamandir yaygin

sekilde kullaniimaktadir. Bunun baslica nedeni reel x-eksenin tim menziline karsin

belirli bir yerle sinirlanan ve sonlu yanitlaridir.
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4 — PROTEIN DIiZILIMLERI GOSTERIMI

4. Protein Dizilimlerinin Gosterimi

Proteinlerin yapi ve fonksiyon siniflarina gore otomatik olarak kategorilere
ayristirlmasi, hesaplamali biyolojinin  dnemli problemlerindendir. Gunumuzde
proteinleri, 6énceden bilinen siniflara atamak icin gelistirilimis ¢cogu yontem, yapay
sinir aglari, Bayes siniflandiricilari ve destek vektér makineleri gibi makine
ogrenme  teknikleri  Uzerine  kurulmustur. Siniflandirma  teorisine  goére,
siniflandiriciya verilecek girdi, sabit uzunlukta nitelik vektorlerinin bir koleksiyonu
seklinde olmalidir. Hem 6gretim hem de test icin kullanilacak verilerin bu kosulu
saglamasi sarttir. Proteinler, farkli sayilarda aminoasidin bir zincir seklinde
siralanmasindan olusan yapilar oldugu icin, dizilim bilgisinin siniflandiriciya
dogrudan verilmesi mumkun degildir. Bu sebepten, proteinleri sabit uzunlukta

nitelik vektdrleri seklinde géstermeye ihtiya¢ duyulmaktadir.

4.1. Birlegtirme Gdsterimi

Protein dizisi gosterimi igin birgcok yontem oOnerilmigtir. Protein dizilerinin
goOsteriminde, belki de en genis sekilde kullanilan yéntem aminoasit birlestirme
metodudur. Bu ydntemle, tim proteinler, 20 boyutlu nitelik vektorleri ile
gosterilmistir. Her boyut ilgili aminoasidin dizilimi icerisinde bulunma yuzdesidir.
Basit dogasindan dolayr aminoasit birlestirme metodu ¢ok problem lizerinde basari
ile uygulanmigtir ve halen hepsi-alfa, hepsi-beta, alfa-beta gibi yapisal siniflarin
bulunmasinda yeterli oldugu kabul edilmektedir (Bahar et al., 1997). Bu yéntemdeki
esas problem, protein dizisi boyunca aminoasitlerin yerel siralarini gérmezden
gelmesidir. Yerel aminoasit siralarini da g6z oOnunde bulundurmak Uzere tek
gOsterimi ya da aminoasit birlesimi ile vektor birlesimi seklinde, dipeptit birlesimi
kullaniimaktadir. Dipeptit birlestirme, 400 boyutlu bir vektordir. Bu vektorin her bir
boyutu da 2-uzunluklu aminoasit zincirinin, protein dizisi icerisindeki kesrine karsilik

gelmektedir. Ayni zamanda dipeptit birlestirme de bircok problemde kullaniimigtir.
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Bu yontem bircok problemde aminoasit birlestirmeye gore daha iyi sonuclar
vermistir. Ancak, uzun peptit zincirlerindeki aminoasitlerin dizilimi hakkinda hala

bilgiden yoksun olmaktadir.

Dizi igerigi Uzerine kurulmus baska bir protein gdsterim duzeni ise temelde
proteinleri fizikokimyasal 6zelliklerini kullanmaktadir. Ding ve Bubchak (2001) alti
Ozellik kullanmislardir, bunlar; aminoasitler, tahmin edilen ikincil yapi, hidrofobisite,
normallesmis van der Waal hacmi, polarite ve polarize olup olmama durumudur.
Birincil dizilimden her nitelik icin U¢ temel tanimlayici Gzerinden yuzde belirleyici
Ozellikler ¢ikartmiglardir; G¢ bilesenin birlesim yizdesi (6rnegin; kutupsal, nétr ve
hidrofobisite i¢cinde hidropobik aminoasitler), degisim frekanslarn (kutupsaldan

notre, nétrden hidrofobik vb.) ve bilesenlerin dagilim desenleri olacak sekildedir.

Bu yaklagimi ¢ok sinifli protein katmanlarini tanimak icin, destek vektér makineleri
ve yapay sinir aglarn kullanarak uygulamislardir. Benzer bir yaklasimda protein
fonksiyonlarin  siniflandirimasinda, destek vektér makinelerini  kullanarak
gerceklestiriimistir (Chai et al. 2003). Bahsin ve Raghava (2004) 33 farkh
fizikokimyasal nitelik kullanmiglardir ve 33 nicel degere sahip bir girdi vektori
olusturmusglardir. Vektordeki her bir deger proteinde sakli, ayri bir nitelige ait
ortalama degeri olmak uzere alt hicrelerin yerlerini tespit edebilmek icin

kullaniimigtir.

Motif tabanli protein gosterimi de yine protein zincirinin igerigi ile baglantilidir. Bu
yontemlerde mumkin olan tim aminoasit ve dipeptit kombinasyonlarinin
aratilmasindan ziyade, 6nceden cikarilan, yapisal olarak bilinen ya da 6nemli
oldugu ifade edilen zincir desenleri, 6zel olmayan ve kullaniimaya hazir PROSITE
(Falquet et. al. 2002), I-SITES (Bystroff ve Baker, 1998), BLOCKS (Henikoff et al.
1999), eMOTIF (Huang ve Brutlag, 2001) veritabanlari kullanilarak, zincir icerisinde
aratilmistir. Bir boolean degeri, aranilan motifin zincir icerisinde var oldugunu
gOstermekte ve nitelik vektorinin her boyutuyla iligkilendirildigini belirtmektedir
(Ben-hur ve Brutlag, 2003; Hou et al. 2003). Bu durumda nitelik vektdrinin
boyutlarinin  sayisi, veritabaninda kullanilan uygun motiflerin sayisina esit

olmaktadir. Motif tabanl yaklasimlar, olagantstu basarilarina ragmen, sonug nitelik
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vektorleri ¢cok sik sekilde, cok fazla seyrek bilgi icermektedirler. Verilen ¢ogu
motifin, hedef zincire eklenmesinin dahi gerek olmamaktadir.

Daha sonraki bir calismada (Ogul ve Mumcuoglu, 2007), proteinleri n-peptit
bilesenlerine gore tanimlanmaktadir, ancak bu aminoasit ve dipeptit bilesenleri icin
bir genellemedir. N= “1,2,3,...” olmak Uzere N'nin her degeri icin, uygun disen
nitelik vektort, her olasi n uzunlugundaki her altdizinin zincir iginde olup
olmadiginin kesrini vermektedir. Ornegin, nitelik vektéri n=1 icin aminoasit
birlestirmesini ve n=2 i¢in dipeptit birlestirmesini ima etsin. Onceden de deginildigi
gibi, n-peptit birlestirmesi bir cok problemde n=1 ve n=2 ile beraber yaygin olarak
kullanilmigtir. Ancak daha uzun n-peptit birlestirmeleri igin zaman ve bellek
gereksinimlerinin, n’nin aldigi deger ile Ussel olarak artisindan, verimli bir sekilde
kullanilamamaktadir. N-peptit kombinasyonuna es gelen nitelik vektérinin boyut
sayisl 20" olmaktadir. Bundan dolayi da egitim adiminin bellek alani karmasiklig
O(k20™ esit olmaktadir, burada k ile verilen egitim setindeki proteinlerin toplam
sayidir. Tum bunlar dngoérmektedir ki, n degiskeninin kicuk degerleri icin ¢ok-
boyutlu nitelik vektdrinin bicimlenmesini, siradan bellek kaynaklarini kullanarak
gerceklestirebilmek, sistemi zorlayacaktir. Bu problemin tstesinden gelebilmek igin,
aminoasit alfabesi n’in artan degerleri igcin yavas yavas azaltiimaktadir. Béylece her
n-peptit birlestirmesi icin sonug vektord, t sabit degerinden daha az sayida boyuta
sahip olmaktadir, uzay karmasikligini da Ust seviye olarak O(kt) degismektedir. Bir
bagka deyigle, n-peptit birlestirmeleri igin r sayisinda bir alfabe kullaniimaktadir ve
" < t kosulu saglanmaktadir. Sadece verimli bir uzay karmasikligi saglamaktan
ziyade uzun n-peptit zincirlerinde mdmkin  olabilecek  uyusmazliklari
degerlendirebilmektedir. Bu durum proteinlerin gelisiminde dogal bir sirectir.
Cizelge 4.1.1'de azaltilmig aminoasit alfabe buyuklUklerini ve n-peptit birlestirmeler
inga edilirken tnin farkh degerleri igin sonug¢ nitelik vektdrindn sonuglari

verilmektedir.
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Cizelge 4.1.1 — Aminoasit alfabe buyuklukleri ve degisken egik degerleri igin

n-peptit birlegtirmeye karsilik gelen 6zellik vektort boyutlari.

n t=1000 t=5000 t=10000
alfabe vektor alfabe vektor alfabe vektor
boyutu boyutu boyutu boyutu boyutu boyutu

1 20 20 20 20 20 20

2 20 400 20 400 20 400

3 10 1000 15 3375 20 8000

4 625 4096 10 10000

5 243 5 3125 6 7776

6 729 5 4096 4 4096

N-peptit birlestirmelerinin  kullanimindaki bir baska problem ise proteinlerin

sayisallastirlmasinda zaman karmagsiklhiginin  Ussel olarak artigidir. M
uzunlugundaki bir protein zincirinde mumkin olan tim n-peptitleri arayan sade bir

algoritmanin zaman karmasikligi O(m20") olmaktadir.

Alfabeleri azaltmak amaciyla Murphy et al. (2000) tarafindan saglanan aminoasit
BLOSUM matrisleri

(Henikoff ve Henikoff, 1992) lzerindeki bilgi temel alinarak istatistiksel teknikler

gruplama metodu kullaniimaktadir. Bu alfabeler, belirli
kullanilarak dretilmistir ve ¢ok iyi bilinen biyokimyasal aminoasit siniflari tarafindan
onaylanmistir. Aminoasitleri gruplamak igin gecerli igslem iki adimdan olugsmaktadir.
Birinci adimda, tim aminoasit ciftleri igin, yer degistirme matrisi elemanlari
arasindaki baginti katsayilari ayri ayri hesaplanmaktadir. ikinci adimda ise, en
yuksek baginti katsayisina sahip iki aminoasit beraber gruplandiriimaktadir, daha
sonra, bir sonraki bagintiya sahip ¢ift, elemanlarindan biri grubun iginde ise ilk
gruba eklenmektedir ya da yeni bir gruba ayrilmaktadir. Eger aminoasit her hangi

bir gruba Uye degil ise, ayni igslem tim aminoasitler istenilen sayida gruba ayrilana
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dek tekrarlanmaktadir. Cizelge 4.1.2 bu gruplama senaryosuyla azaltiimis
alfabelere ornekler vermektedir.

Cizelge 4.1.2 — Azaltilmig Aminoasit Alfabeleri.

Boyut Alfabe

20 LVIMCAGSTPFYWEDNQKRH
15 (LVIMCAGSTP(FY)WEDNQ (KR)H
(LVIMC)(AG)(ST)P(FYW)(EDNQ) (KR)H
(LVIM)(AGST)(PHC)(FYW)(EDNQ) (KR)
(LVIMC)(AGSTP)(FYW)(EDNQ) (KR H)
(LVIMC)(AGSTP)(FYW)(EDNQKRH)
(LVIMCAGSTP)(FYW)(EDNQKRH)
(LVIMCAGSTPFYW)(EDNQKRH)

N W A~ 01 O

4.2. kkili Benzerliklere Dayali Deneysel Gosterim

2003 yilinda Liao ve Noble, proteinleri sabit uzunlukta vektorler olarak gostermek
icin yeni ancak oldukca basit bir yontem onermislerdir. Onerilerinde, her protein
benzerlik puani kiimeleri ile gosterilir. Bu 6neri aminoasit dizilimlerinin incelenen
Ozelliklerini g6z oOninde bulundurmadan, bilinen protein kiumesi Gzerinden
olusturulan deneysel nitelik haritalarini kullanir. Veri kiimesindeki her Py proteini

¢(Px) olarak asagidaki denklem ile sayisallastirilir.

o(P) =[S(P,,P),S(P,P,),..S(P,, P)] (4.2.1)

Burada P; ile gosterilen etiketlenmis protein kiimesinde i. protein dizilimidir, n

etiketlendirilen kumedeki proteinlerin toplam sayisidir ve S(P,P)ise Py ile P
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arasindaki hizalama puanidir. Liao ve Noble ¢aligmalarinda, dinamik programlama
ile dizi hizalama, uzak homoloji tespiti testlerinde iki dizilim arasinda benzerlik
sonucu c¢lkariminin en dogru ve tam yolu oldugunu gdstermislerdir. Dinamik
programlama temelli hizalamanin dizilim benzerliginde en uygun sonucu verdigini
onceki makalelerinde de gosterdikleri i¢in bu sonug da beklenmedik degildir. Ancak
dinamik programlama algoritmasinin hesaplamadaki verimsizligi nedeni ile sistem
¢cok yavas calismaktadir. Bu sebepten dolayidir ki sonraki ¢alismalarda bu yontem

uygulama alani bulamamistir.

Sonraki calismalarda (Ogul ve Mumcuoglu, 2005, 2006), protein dizilimleri
aralarinda benzerligi ortaya cikartmak icin iki farkli yontem onerilmistir. Onerilen
yontemler, Liao ve Noble tarafindan ortaya konan deneysel nitelik gosterim
metodunda benimsenmigstir. Denemelerin temel amaci, bu giclu stratejiyi gercek

hayattaki uygulamalar Uzerinde pratik sekilde kullanabilmektir.

4.2.1 Dizi Hizalama

iki protein dizisi arasindaki benzerligin derecesi, proteinlerin hizalanislari ile
belirlenmektedir. Dizi hizalama problemi dnceki t¢ ylzyil suresince ¢ok genis bir
sekilde calisiimistir (Needleman ve Wunch, 1970; Hirschberg, 1977; Smith ve
Waterman, 1981; Myers ve Miller, 1998; Myers, 1991; Lipman ve Pearson, 1985;
Altschul et al., 1990; Delcher et al., 1999).

4.2.1.1 ikili Hizalama

ikili dizi hizalama, iki diziyi aralarinda belli uyumsuzluklara karsin karsilagtirma
problemidir. A = a;a,...am ve B = bib,...b, dizileri verilmis olsun. A ve B dizilerinin
hizalari, mutasyon adiyla A ve B'’yi donustliren ve toplam islemlerin toplam
masrafinl en aza indirgeyen ayni zamanda benzerligi ise en yuksek dereceye
cikartan bir kime evrensel operasyon icermektedir. Bu operasyonlar, yer

degistirme operasyonu bir harfin digerinin yerini almasi, silme bir harfi ortadan
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kaldirma, ekleme yeni bir harf katma olabilirler. Ekleme ve silme birbirinin gifti
oldugundan dolayi eklemeler/cikarmalar adi da yaygin bir sekilde kullanimdadir.

Sekil 4.2.1.1.1 — Ornek Hizalama

Kabaca, A ve B dizilerini hizalarken, ilk olarak secilmis bosluklarin A ve B’nin
basina ya da icine eklenir bdylece diziler birbirine denk olur, daha sonra ortaya
cikan iki diziyi birbiri Gzerine eklenir ve her dizi Uzerindeki karakter veya bosluk
diger dizideki karakter ya da bosluklar ile eglesir. Sekil 4.2.1.1.1'de “ACBCDDDB”
ve “CADBDAD” dizilerinin olasi bir hizalamasi verilmigtir. (=) isareti bosluk, (| )
isareti ise eglik olarak sembolize edilmistir.

Biyolojik olarak dizi hizalamanin iki farkh bicimi mevcuttur, bunlardan biri global
hizalama digeri ise yerel hizalamadir. Global hizalama, benzerlik (ya da uzaklik)
icin her iki dizinin tim uzunlugu Uzerinden puani en uygun sekle getirmektedir. Her
iki dizide birbirine benzer ve kabaca ayni uzunlukta ise uygundur. Problem ilk
olarak Needleman ve Wunsch (1970) tarafindan formule edilmistir. A ve B olarak

verilen iki dizi i¢cin |A|=m ve |B|=n, m ve n kabaca ayni degere sahip olsunlar.

o(a,,b,), a karakterinin by karakteri ile beraber hizalama puani, V(i,j), a;1a,...a; ve

bibz...b; (0<i<n, 0< j<m) icin en uygun hizalama puani olsun. Buna gore,

V(i-1j-1)+o(a.b))
V (i, j)=max{ V(i,j+1)+o(a,-) (4.2.1.1.1)
V(i-1j)+o(=b,)

— bosluk karakteri anlamina gelmektedir. V(i,)) n x m matrisi sekilde, i ve |
indisleriyle gosterilir. En yiksek puana sahip hizalama, matris Uzerinde geriden

adim adim giderek bulunur.
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Hizalamanin zaman ve alan karmasiklhigr O(mn) olmaktadir; algoritmalar matrisi
doldurmak icin O(mn) zamana ve O(m+n) alana, matris Uzerinde geriden adim
adim gelmek icin ise O(mn) Alana ihtiyac duymaktadir. Dizi hizalama i¢in dogrusal-
alan algoritmasini ilk olarak Hirschberg ortaya c¢ikartmistir (Hischberg, 1977), daha
sonradan Myers ve Miller tarafindan dizeltme cizgileri eklenerek genigletilmistir
(Myers ve Miller, 1988). Ancak, alan ihtiyacini azaltmak, zaman karmagsikhginin

artmasina neden olmustur.

Yerel hizalama, benzer alt bdlgeleri bularak, puani bu alanlar i¢in en uygun sekle
getirmektedir. Kargilastirilacak dizilerin birbirlerine benzerlikleri bilinmiyor ise
uygundur. Smith ve Waterman algoritmasi en yaygin sekilde kullanilan yerel
hizalama algoritmasidir (Smith ve Waterman, 1981). Global hizalamaya benzerdir,

V(i,j) asagidaki denklem ile gdsterilir;

V(i-1 j-D+o(a,b))

V(i, j)=maxy V(i j+)+o(a,-) (4.2.1.1.2)
V(i-1 j)+o(=b))
0

Yerel hizalamada ki en 6nemli nokta, karigik hizalama negatifi icin beklenen
degerin  derecelendiriimesidir.  BOylece karisik  hizalamalar ve  diger
uyusmazhklardaki duzeltmeler, yol puanini dusurtr. En iyi yerel hizalama, batin
olarak saklanan V(i,j) matrisinde maksimum elemani tespit edildikten sonra yol

puani sifira diisene kadar geriden baglayarak adim adim matrisi gezerek bulunur.

4.2.1.2 Hizalama Bulusglari (Hizalama Sezgileri)

Diziler kisa oldugunda dinamik programlama metodlari uygulanabilirdir. Ancak, bir
diziyi, veritabani icerisindeki yuzlerce dizi ile karsilastirmak icin yetersizlerdir. Bu
problemi ¢c6zmek icin bircok deneyimsel yaklasim kullaniimistir. FASTA (Lipman ve
Pearson, 1985) veya BLAST (Altschul et al., 1990) bunlara 6rnek teskil etmektedir.
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FASTA, iki dizi arasindaki bire bir eslesmeleri gbz 6ninde bulundurur. Eger bu tip
belirleyici sayida eglesme bulunursa, FASTA en uygun hizalamay! hesaplamak igin
dinamik programlama algoritmasi kullanir. BLAST ise temeli benzer bir distince
Uzerine kurulu baska bir deneyimsel yaklasimdir. Belli ve sabit uzunluktaki k icin
araliksiz hizalama Uzerine odaklanir. Bire bir eslesmelere bakmaktan ziyade,
BLAST benzerlik 6lgimi igin bir puan fonksiyonu kullanir. Proteinlere mahsus
olarak, eslesmis araliksiz pargalar ve yuksek benzerlik puani, fonksiyonel benzerlik
kisimlarini belirtir. Verilen t esik degeri icin, BLAST kullaniciya puani t degerinden
daha yuksek ve sorgu dizisi ile eslesmis kisimlari olan tim veritabani kayitlarini
bildirir.

4.2.1.3 Proteinler icin Puan Matrisleri

Proteinler icin o(a;,b;) puanlari basitce eslenenler +1, eslenmeyenler -1 ve

eklemeler/cikarmalar —2 seklinde tanimlanir. Ancak, icerige bagh olarak bazi
degisiklikler digerlerine gore daha akla yatkindir. Amino asidin benzer 6zelliklere
(bUydklak, yuk, vb.) sahip bir aminoasitle degisimi, karsit Ozelliklere sahip bir
aminoasit ile degisimine oranla daha mumkundur. Farkh degisim imkanlarini tarif
etmek icin c¢esitli puanlama tasarilari 6nerilmistir. Bunlarin en populeri PAM (point
accepted mutations) matrislerdir. 1970’lerde liderligi M. Dayoff tarafindan yapilan
bir arastirma grubu, aminoasit dizilerinin evrimi Gzerinde calismis ve yalniz basina
aminoasitlerin degisim olasiliklarini gostermek igin bazi matrisler olusturmuglardir
(Dayoff et. al.,, 1978). PAM veya PAM1 aminoasitin %1’lik kisminin degisime
ugramasl icin gereken zaman uzunlugudur. PAM bir milyar yil olarak tahmin
edilmektedir. PAM1 matrisi satir ve sutunlarinda aminoasit bagliklarina sahip bir
matristir, matrisin hucreleri ise bir PAM siuresinde meydana gelen degisiklik
sayisina veya yuz aminoasit icin bir degisime tekabll etmektedir. PAM1 matrisi
tizerinde bazi genislemeler mumkundir. Ornegin, bir PAM70 matrisi, 70 PAM
surede meydana gelen degisimler hakkindaki puanlama bilgisini igcerir. Herhangi bir
PAM<X> matrisi PAM1 matrisinden X'e yukseltilerek bulunabilir. Sekil 4.2.1.3.1'de
PAM70 matrisine bir 6rnek gosterilmektedir. Matriste de gorildugu gibi E ile D’nin
degisimi E ile C'nin degisiminden daha uygundur, E-D puani 3, E-C puani -9'dan
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daha yuksektir. Uygun PAM matrisini belirlemek, matrisin uygulanacagi veriye
baghdir. EGer diziler birbirlerine ileri seviyede benziyorlarsa, kiiguk indise sahip bir
PAM matrisi tercih edilir. Diger turlt yiksek indisli biri secilmelidir. Daha sonralari
Henikoff ve Henikoff tarafindan 1992 yilinda yer degistirme matrislerinin BLOSUM
serileri ortaya konmustur, uzaktan akraba protein dizileri i¢cin daha hassas oldugu
kabul edilir.

B E i) D C Q E = H I L F M F F 3 T W T V
B 5 -4 -2 -1 -4 -2 -1 g -4 -2 -4 -4 -3 -6 0 1 1 -% -5 -1
R -4 g8 -3 -6 -5 0 -5 -8 o -3 -& g2 -2 -7 -2 -1 -4 4] T -5
N -2 -3 & 3 -7 -1 o -1 1 -3 -5 o -5 -6 -3 1 0o -8 -3 -5
b -1 -6 3 @ -3 0 3 -1 -1 - -8 -2 -7T-10 -4 -1 -2 -10 -7 -3
c -4 -3 -7 -8 ¥ - - - - -4-10 - -5 -8 -5 -1 -5 -11 -2 -4
R -2 o -1 o -3 7 2 -4 2 -% -3 -1 -2 -% -1 -3 -3 -8 -8 -4
E -1 -5 0 3 -5 2 6 -2 -2 -4 -& -2 -4 -% -3 -2 -3 -11 -& -4
= 0 - -1 -1 -6 -4 =2 & -6 -& -7 -5 -& -7 -3 g -3 -10 -3 -3
H -4 0 1 -1 =5 2 -2 -a g8 -6 -4 -3 -6 -4 -2 -3 -4 -5 -1 -4
I -2 -3 -3 -2 -4 -5 -4 -6 -6 T 1 -4 1 o0 -5 -4 -1 -5 -4 3
L -4 -& -5 -8 -10 -3 -& -7 -4 1 6 -5 2 -1 -5 -& -4 -4 -4 0
K -4 2 g -2 -% -1 -2 -% -3 -4 -5 & 2 -% -4 -2 -1 -7 -7 -§
M -3 -2 -5 -7 -9 -2 -4 -& -6 1 2 o 10 -2 -5 -3 -2 -8 -7 4]
F -6 -7 -6 -10 -8 -8 -85 -7 -4 o -1 -3 -2 g -7 -4 -8 -2 4 -5
F -2 -3 -4 -5 -1 -3 -3 -2 - -» -4 -3 -7 7 o -2 -5 -5 -3
5 1 -1 1 -1 -1 -3 -2 g -3 -4 -& -2 -3 -4 0 3 2 -3 -5 -3
T 1 -4 g -2 -5 -3 -3 -3 -4 -1 -4 -1 -2 -& -2 2 & -8 -4 -1
w -9 o - -10 -112 -8 -11 -1 -5 -% -4 -7 -8 -2 -% -3 -8 13 -3 -10
Y -5 -7 -3 -7 -2 -8 -& -% -1 -4 -4 -7 -7 4 -89 -5 -4 -3 3 -5
v -1 -3 - -3 -4 -4 -4 -3 -4 3 0 -6 g -3 -3 -3 -1 -10 -5 ]

Sekil 4.2.1.3.1 — PAM70 Matrisi

4.2.1.4 Coklu Dizi Hizalama

Coklu dizi hizalama (CDH), biyobilisimde temel bir aragtir. CDH, dizi olusturma,
molekiler modelleme, veritabani aramalari, filo genetik aga¢ olusturulmasi gibi
konularda baslica aractir. ikili dizi hizalamadan (iDH) cok daha fazla bilgi verir.
iDH'da dinamik programlama teknigiyle polinom zamanda en iyi sonucun
bulunabilmesine ragmen, var olan CDH teknikleri optimum hizalamayi ancak dizi
sayisiyla ussel iligkili bir stirede bulabilir. Bu da pratikte gerekli olan blyuk boyutlu
verilerde problemin ¢ézimind, ginimiz hesaplama guciyle imkansiz kilar. Ayrica
bazi sezgisel (heuristic) yontemlerle ortaya cikan sonuglarin yerel optimuma
takilma ihtimalleri ¢cok yuksektir. Buna ek olarak, bulunan hizalamalar uzmanlarin

bakis acilarina gore de farkl degerler alabilmektedirler. Bu ylizden yerel optimala
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takilmadan farkh iyi hizalamalar verebilecek yontemler gittikce 6nem
kazanmaktadir.

Coklu dizi hizalama basit anlamda ikili evrensel hizalamanin genigletilmis halidir, 2
diziden ziyade k sayida dizi igin icine girmektedir. k sayida diziye sahip
S={s1,S2,...,Sk} kimesi verildiginde, bu tur dizilerin birbirlerine olan benzerlikleri
bilindiginde, bir ¢coklu hizalama M, S kiimesini yeni S'={s;’,s>’,...,S’}, planini ¢ikartir,

oyle ki;

I. S’ kimesindeki tum diziler ayni uzunluktadir ve

il. si’ bosluklarin kaldiriimasiyla s; elde edilmektedir, 1<i<k igin.

Bunun gibi bir hizalama icin bircok olasilik mevcut oldugundan, bir sonraki problem,
hizalamanin kalitesini belirleyen bir puanlama fonksiyonunu tasarlamaktir.
Birbirinden farkli karakterler arasindaki uzakhgr (benzerligi) Olgcen bir uzaklk
(benzerlik) fonksiyonu, o(x,y), tanimlayacak olursak, s’ ve t' arasindaki ikili

hizalama puani,
ZO‘(Si ), 1<i<L, L= ‘S‘ = ‘t‘ (4.2.1.4.1)

en aza indirgenecektir (en yiksek dereceye cikartilacaktir). o(x,y) puani genellikle
bir yer degistirme matrisi sayesinde elde edilmektedir, tipki daha dnceki bolimlerde
tanimlanan PAM matrisi gibi.

k dizilerinin hizalanmasi icin, ¢ok hizalama M icin ciftlerinin toplam puani (SP) ayni
zamanda M’in neden oldugu tam ikili hizalamanin toplam puani olarak tanimlanir.
Bundan dolayi, ¢oklu hizalama M’in {s1,S»,...,Sk} k dizileri igin olasi en disik puana

sahip olarak hizalanmasidir.
Son 20 yil boyunca, coklu dizi hizalama icin kullanilabilir metodlarin sayisi

durmadan artmigtir. Bu yoOntemler G¢ grupta toplanabilir; modern algoritmalar,

kesin algoritmalar ve yinelemeli algoritmalar.
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Modern algoritmalar (Higgins et al., 1994, Loytynoja ve Milinkovitch, 2003) ikili
benzerliklerin agirlikli toplamini en uygun sekle getirmeye calisir. Diziler 6nceden
hesaplanmis dendogramin gosterdigi siraya uygun olarak teker teker c¢ok
hizalamaya eklenir. Dizi ekleme dinamik programlamadaki gibi bir ikili dizi hizalama
metodu kullanarak yapilir. Bu yontem basit ve etkindir. Ancak bir dezavantaji,
hizaya bir dizi eklendiginde, daha sonradan eklenecek dizilerle birbirlerini

tutmasalar dabhi, bir daha asla tzerinde degisiklik yapilamamaktadir.

Kesin algoritmalar en iyi hizaya yakinlagsmanin yerine, en iyi hizayr bulmaya
calisirlar, k boyutlu uzayda (k dizilerin sayisini belirtir) dinamik programlamanin
kullanilmasi zaman ve alan karmasikligi acisindan ¢cok verimsizdir. En fazla t¢ dizi
icin kabul edilebilirdir. Konulan bu limit buydk araliklari kesfeden bir yol bulunarak

(Carillo ve Lipman, 1988) biraz daha genigletilebilir.

Yinelemeli algoritmalar, genel olarak, bir problemin ¢ézimunin hesaplanmasi,
onceden mevcut bir alt c¢co6zim degistirilerek yapilir, dustincesi temeline
dayanmaktadir. Cok hizalama da ise, bu degisiklikler dinamik programlama veya
bir stokastik yol kullanilarak yapilabilir. Sakli Markov Modeli (Krogh et al., 1994),
tavlama benzetimi (Kim et al. 1994), Gibbs 6rneklemesi (Lawrence et al. 1993)
veya genetik algoritmalari (Notredame ve Higgins, 1996) kullanan birka¢ yontemler
Onerilmigtir. Bunlarin arasinda, SMM yaklasimi birgok dizi igin (>100) uygulamaya
kisithdir. Diger yontemler ise uygun bicimde secilen parametrelerle etkin sonuglar

vermektedir.

4.2.2 Benzerligin Sade Bir Tanimi; Maksimum Biricik Eglesme

Bir maksimum biricik eslesme (MBE), her iki dizide de bir defa rastlanilan ve daha
blyuk bir alt dizinin kapsamadidi alt dizi olarak tanimlanmaktadir. Bu tanimla
beraber, maksimum biricik eslesme ile hizalamada ¢ekirdegi olusturan kisim olarak
kabul edilir ve diziler arasindaki homoloji igin 6nemli bir kanit saglar. Tanim aradaki
benzerligi degerlendirirken dizi iginde her hangi bir degistirmeye ve tekrara izin
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vermez bundan dolay! hizalamadan daha katidir. Ancak, s6z konusu birbirlerine
olan benzerlikleri dusik seviyedeki diziler oldugunda, herhangi bir mutasyona
gosterilen tolerans, diziler arasinda sans eseri esliklere neden olur. Bu nedenle, bu
kesin tanimin farkl proteinler arasindaki yerel akrabaliklari daha acik bir sekilde
gostermesi beklenmektedir. MBE'nin tanimi esas olarak Delcher et al. (1999)
tarafindan uzun DNA sarmallarin hizalanmasini hizlandirmak igin ortaya

konmustur.

Bir defa tanimlandiginda, Ust Uste gelmeyen tim maksimum biricik eslesmelerin
uzunlugu iki protein dizisini kargilastirmak icin kullanilir; denklemdeki S(Px ,P;)
puanit MBE’lerin timdndn toplam uzunlugu ile yer degistirmistir, M(Px ,P;), protein

sayisallastirilmasi igin;

o(P)=M(P,R),M(P,PR,),..M(P,R) (4.2.2.1)

MBE’lerin timUnun basit toplami, iki ya da daha fazla AEC ust Uste bindiginde, Ust

uste binen kisimlar birden fazla sayilmasina neden olur. Bu problemi gidermek igin,
M (P, P) tanimi P, ve P; arasindaki maksimum biricik eslesmelerin icerdigi artik

sayisi olarak degistirilir.

MBE’leri bulmak tzere 6zel bir veri yapisi olan sonek agaclari kullanilir. Verilen bir
metin dizisinin tim soneklerini saklayan sikistirilmis agac bir sonek agacidir. Birgcok
dizin igleme algoritmasinda (Gusfield, 1997) uygulama alani bulan ¢ok gtcli ve
kullanigli bir veri yapisidir. Sekil 4.2.2.1'de “abab$” dizisine ait sonek agaci ornegi
gosterilmigtir.

A, n tane karakterden olusan bir karakter dizisi olsun, A=s1S;...Sn, Sy haric, dizenli

alfabe X'dir. Varsayim ki $, alfabedeki hi¢ bir karaktere uymayan 6zel bir karakter

olsun. A dizisinin sonek agaci T, n adet yapraga sahip bir agactir soyle ki;
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— T agacinda kokten yapraklara uzanan her yol A’nin farkli bir sonekini
gosterir.

— T agacinin her bir kenari bos olmayan bir A karakter dizinin gosterir.

— T agacinin her bir yaprak olmayan dugumu, kok hari¢, en az iki ¢ocuga
sahip olmalidir.

— ki kardes kenar tarafindan gosterilen alt diziler farkhh karakterlerle

baglamalidir.

ab

Sekil 4.2.2.1 —“abab$” Sonek Agaci

Bir diziler kimesinin {A1,A2,...,An} Oneklerini gostermek icin sonek agaci tanimi
kolayca genigletilebilir. Bu tip sonek agaclarina genellestiriimis sonek agaclari

denir.

iki dizi arasindaki MBE’leri bulurken ilk olarak diziler icin genellestiriimis sonek
agaclari (Bieganski et al. 1994) kurulur. Bu basit bir sekilde yapilir, iki dizi ortalarina
onemsiz bir karakter (alfabede olmayan) koyarak birlestirilir ve yeni olusan diziden
bir sonek agaci kurulur. Bicimsel olarak anlatacak olursak, A ve B karsilastirilacak
dizilerdir, GT ise {A,B}nin genellestiriimis agacidir, “a;a,...an#bib,...b,$" dizisinin
sonek agaci ise Tg olacaktir.

Bir gosterimde, maksimum biricik eslesme, ilk kismi yalanci degiskenden dnce,

diger kismi da sonra gelecek sekilde birlestirilen dizideki en buyuk ikilidir. En buyuk
ikilileri bulma algoritmasi Gusfield tarafindan verilmistir (1997). Daha sonralari bu
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algoritma uzerinde, her bir ikilinin farkh dizilerde bulanabilecegi dustnulerek

degisimler de yapilmigtir.

4.2.3 ikili Olasilikll Sonek Agaclari

ikili olasilikli sonek agaclari (OSA) metodu Bejerano ve Yona (2000) tarafindan
protein ailelerini modellemek icin 6ne sdrdlmustir. Orijinal OSA modelinin
temelinde birgok girdi dizileri arasindan, farkli proteinlerin iginde pargalarin bagil
yerlerine aldirmadan, dikkate deger kisa parcalari bulmak yatmaktadir. Model,
onceden belirlenen 6rnegin L, degerinden daha uzun olmayacak bir parcadan
hemen sonra gelen sembol Uzerinden bir agirhk dagilima neden olmaktadir. Bir
diziyi belirli bir aile aittir diyerek siniflamak igin, veri kimesindeki her bir aileye ayri
bir OSA kurulmaktadir. Bununla beraber OSA Uzerindeki olasilik dagilimina gore,
dizinin aileye aitliginin olasihgl sorgu dizisine atanmaktadir. Bu olasilik puani, esik
degeri ile karsilastirildiginda, dizinin aileye ait olup olmadigi kesin bir sekilde tespit
edilmig olmaktadir. Sinirli bir alfabe Uzerinde tanimlandiginda, OSA her biri
alfabenin tek bir sembollyle etiketlenmis kenarlara sahip olmaktadir, hi¢cbir sembol
tek bir digumden dallanan kenarlar ile gosteriimez. OSA icerisindeki her dugum,
sifirdan alfabenin boyuna kadar derecelendirilir ve etiketlendirilir, etiketler agaci
diguimden koke kadar inerek olusturulur. Dugumlerde yine alfabe ile buyikltkte
olan kosullu deneysel olasilik vektoriyle beraber tutturulmustur. Olasilik dagilim
vektord, hali hazirdaki dugumun icinde yer alan alt diziden sonra géze c¢arpan her

sembolle ayni buyukluktedir.

Sekil 4.2.3.1'de bir OSA 6rnegi verilmistir. Mesela “bra” dugumu ile iligskilendirilmis
olasilik vektora (0.1, 0.1, 0.35, 0.35, 0.1) olsun. Diger bir deyisle, verilen OSA icin,
bra parcasindan sonra a sembolinin gelmesi olasiigi 0.1'dir, ancak bra
parcasindan sonra d semboliiniin gelme olasihgr 0.35'dir.

Bir sorgu dizisi S icin, belirli bir OSA tarafindan olasilik sembol sembol Uretilir, her

sembole ait olasilik agaci gezerek, agacta mevcut ve o sembolden hemen 6nce
biten en uzun alt diziyi arayarak hesaplanir. Ornegin, OSA (izerindeki S=abracad
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icin tahmini puan 0.2*0.5*0.2*0.6*0.35*0.2*0.4 seklinde hesaplanir. Proteinler
uzunluklari bakimindan birbirlerine esit olmadiklarindan, olasilik uzunluklar
Uzerinden normallestirilmistir yani protein siniflandirma amaclariyla her dizi her bir

harfin sahip oldugu ortalama olasilik degerleriyle bildirilir.

bra ra

Sekil 4.2.3.1 — {a,b,c,d,r} alfabesi Uzerindeki OSA drnegi

Onceki calismalarda Onerilen iki hizalama kargilastirmalari igin farkli bir OSA
metodudur (Odul ve Mumcuoglu, 2006). iki dizi arasindaki benzerligi gostermek
icin, sorgu dizisi kaynak diziden olusturulan OSA kullanilarak ongdorulir ve diziler
arasindaki benzerlik puani, 6ngérilen olasilik puani olarak alinir. Dizinin olasihg,

dizideki her harfin olasihginin ortalamasi ile hesaplanir:

PR )= (7 () + 7 (%) + .+ 74 (X)) [ K (4.2.3.1)

go(PXPyT), Px protein dizisinin, Py protein dizisi Uzerinde sahip oldugu olasihk

sembolinden hemen 6nce biten, agacta bulunan, en uzun altdizi olan (s;) bulmak
icin agac taranarak hesaplanmaktadir, k degeri de Py protein dizisinin uzunlugunu

vermektedir.

Yeni benzerlik élcutini Liao ve Noble tarafindan ortaya konulan nitelik gésterim

metoduna adapte etmek icin, egitim kimesindeki her dizi icin ayr1 bir OSA yapilmis
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ve agagida denklemde verilen protein sayisallastiriimasi Uzerinden degisiklikler

yapilmigtir.

o(P) = (PP, (PP ) (PP (4232

Tek bir dizi icin kurulan ideal bir OSA, icinde tim dizi tarafindan etiketlenmis bir
yaprak ve dizinin her éneki icin bir digum bulundurmaktadir. Bu durumun kisa bir
dizi girdisi icin bile muazzam buyuklikte bellek intiyaci dogurmasi, bir OSA kurulum
parametresi, diger bir adiyla kisa bellek uzunlugu'nu Bejenero ve Yeno'nun
uygulamasiyla sart kosmustur. L ile goOsterilen bu parametre, OSA dugumlerinin
mertebelerini sabit bir degerle sinirlar, ayni zamanda soneklerin 6ngérme adiminda
kullanilabilmesi icin gereken maksimum uzunluga da tekabul etmektedir. OSA
kurulum algoritmasindaki bir diger parametre Pnin, sonuglanan OSA’da dugim
olarak gosterilebilmeleri icin OSA girdisindeki dizgilerin sahip olmasi gereken
olasilik deg@eridir. Bu olasilik dizginin gérinim sayisinin ayni uzunluktaki tim olasi
dizgilerin sayina béliumiyle hesaplanmaktadir. Kaynak dizide, dizginin sadece bir
defa gorinmesi bile ikili karsilastirma icin 6nemlidir, dolayisiyla biz ikili
uygulamamizda Py, degerini sifira esitlemekteyiz. Coklu dizi girigi ile OSA kurulum
algoritmasindaki alan karmasikhdini en uygun sekle getirmek icin Bejenaro ve
Yona tarafindan daha bagka parametreler verilmis olmasina kargsin, ikili
karsilastirmada sadece tek-dizi girdi kullandigimiz icin bu parametreler daha fazla
iyilestirme saglamamaktadir. Bundan dolayi, tum parametreler L degerinden daha
kiguk olan dizgilerin sonuglanan OSA’'da dugumler ile go6sterilmesi igin

ayarlanmigtir.
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5 - HOMOLOJI

5.1 Homoloji

Homolog kelimesi eski Yunancadan gelmektedir ve “anlagsmak” anlamindadir,
gunimuzde s6zlik anlamiyla “benzeglik, benzesim” olarak tanimlanir. Genetikte,
homoloji protein ve DNA dizilimleri ile 6lgulmektedir. Homolog iki gen, yuksek
seviyede dizilim benzerligine ve 6zdesligine sahiptirler, bu paylasim ile dizilimler
ayni soydan geldikleri hipotezini de desteklemektedirler. Dizilim homolojisi ayni
zamanda ortak iglev gostergesi de olabilmektedir. Dizilimlerin birbirleriyle homolog
olan belli bdlgelerine koru adi verilmektedir. Homolog dizilimler, ortolog ve paralog
olarak isimlendirilerek iki tipte siniflandirilirlar. Evrimsel biyolojide, homoloji ayni

ortak soydan gelen yapilari tanimlamak icin kullaniimaktadir.

5.1.1 Evrim icerisindeki Yapilarin Homolojisi

Biyoloji biliminde paylagilan bir soydan dolay! birbirine benzer iki ya da daha fazla
yaplya homolog denilmektedir. Yapilar ortak soydan evrimlesip baska yapilari
olusturmaktadir, bu duruma evrimsel soy adi verilmektedir (yarasanin kanatlariyla
insanin kollart bu anlamda homologdur). Yapilar, gelismelerinin ilk asamalarinda
ayni dokudan farkl yapilar olusturmaktadir, bu duruma da gelisimsel soy adi
verilmektedir (insanda, disinin yumurtaliklari ile erkegin testisleri bu anlamda

homologdur).

Homoloji, analojiden farklidir. Ornegin, boceklerin kanatlari, yarasalarin kanatlari ve
kuslarin kanatlari analogdur ancak homolog degildir, yani birbirlerine benzerdirler
ancak aralarinda benzeslik s6z konusu degildir. Bu olaganustl olay homoplasy
olarak bilinmektedir. Bu benzer yapilar yakinsak evrim olarak bilinen bir iglem
icerisinde farkl gelisimsel yollar izleyerek evrimlesmigtirler.
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5.1.2 Genetikte Dizilimlerin Homolojisi

Ozellikle biyoinformatikte, proteinler ve DNA arasindaki homoloji cogunlukla dizilim
benzerligi temel alinarak sonuclandiriimigtir. Genellikle, iki gen birbiriyle yaklasik
olarak ayni DNA dizilimine sahipse, bu genlerin homolog olmasi olasidir. Ancak
dizilimdeki bu benzerlik bir ortak soy paylasimindan kaynaklanmayabilir; kisa
dizilimler sans eseri birbirine benzer olabilmektedir ya da dizilimler 6zel bir proteine
baglamak Uzere benzer secilmis olabilmektedir, tipki kopya etme igin kalitimsal

Ozellikleri olusturan genler gibi. Bu dizilimler benzerdirler ancak homolog degildirler.

Bazen, evrimsel biyoloji veya biyoinformatik alani disindakilerin kullandigi
“ylzdesel homoloji” ifadesi yanhstir. Biyomolekul dizilimleri arasindaki benzerligi
belirtmek icin “ylUzdesel 0zdeslik” veya “yuzdesel benzerlik” ifadeleri
kullaniimaktadir. Dogal olarak meydana gelen iki dizilim icin, ylzdesel 6zdeslik tam
bir 6lcimdur, nerde ki homoloji kanitlarla desteklenen bir hipotezdir. Tek bir durum
icin, ayni aile kokenini paylastigi farz edilen dizilimlerin kuguk parcaciklari
kargilagtirilirken kismi  homolojiden bahsetmek mumkin olmaktadir. Protein
dizilimlerini, karsilikli  homolog dizilimlerin olusturdugu dizilim aileleri icine

kimeleyecek bir¢cok algoritma mevcuttur.

5.2 Uzak Homoloji Tespiti

iki protein ayni ortak evrimsel soydan geliyorlarsa, bu proteinlere homologdur denir.
Homoloji bilgisi, iki protein arasinda ortak yapi ve fonksiyon anlamina geldiginden
dolay1 onemlidir. Genelde, homolojiyi ifade etmek icin sadece dizi bilgisinin
kullanilmasi hesaplamali biyolojinin temel problemlerindendir. Eder bir miktar
yapisal ve fonksiyonel analizleri tamamlanmis benzer protein bulunabilirse, hedef

protein, yapinin ana belirteci dizidir varsayimini kullanarak, aciklanabilir.
Ancak, bu gorusle ilgili iki Gnemli problem mevcuttur. Birinci olarak, hedef protein

tamamen yeni ve yapisi veritabanlarinda bulunan tim proteinlerden farkli olabilir.

ikinci olarak da, aralarinda eksik benzerlik bulunan iki protein yinede ayni evrimsel
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iligkilere sahip olabilirler. Yukarda verilen problemlerden ilki hesaplamali biyoloji i¢in
dar bogazi olusturmaktadir ve gtinimizde iyi calisan herhangi bir yontem mevcut
degildir. ikinci problem ise bilinen adiyla uzak homoloji tespitidir. Son yillarda uzak
homoloji tespiti icin ¢ok cesitli yontemler o6nerilmistir. Birka¢ basarili calisma
digsinda ya hesaplamasal olarak verimsizdirler ya da her durum igin yeterli
gelememektedirler.

5.3 Onceki Calismalar

Homoloji tespiti igin kullanilan 6nceki yontemler, dinamik programlama ile ifade
edilen ikili hizalama benzerligini temel almaktadir (Smith ve Waterman, 1981).
Dinamik programlama yontemleri 6nceden tanimlanmis amagc fonksiyonuna uygun
olarak bir en uygun puani bulmasina karsin bunu bulurken nispeten uzun dizilerden
dolayi ¢cok uzun hesaplama sturelerine maruz kalmaktadir. Hizalamay! hizlandirmak
ve kabul edilebilir sureler igerisinde en yakin ya da en uygun hizalamay bulabilmek
amaclyla BLAST (Altschul et al., 1990) gibi bircok deneye dayali yontem
gelistirilmistir. iki protein icin dizi kimligi (iki dizi hizalandiktan geriye kalanlarin
Ozdeslik yuzdesi) %40’ 1in Uzerinde ise genel sani bu iki proteinin homolog oldugu
yonundedir. ikili dizi hizalamadaki problem degerlendirmedeki biyolojik hatalar ile
sadece tek proteinin homolog olmasidir. Sadece tek bir proteine bakarak yeni
dizilmis bir proteini aciklamak biyolojik olarak kesin olmayan sonuclara neden
olmaktadir. Bu belirsizlik dizi hizalamadaki alacakaranlik boélgesi olarak
isimlendirilen durumdan kaynaklanir (Rost, 1999), proteinlerin evrimsel ilgilerinin
tespitini yapmak igin guvenlik seviyelerini sinirlandirmaktadir. Birgok hizalamada
alacakaranlik bolgesi, dizi benzerliginin %20 ila %40’larina kadar dismektedir. iki
proteinin dizi bazinda benzerlik gdstermemesine ragmen, ornegin dizi benzerligi
%40'In altinda oldugu durumlar, yinede proteinler 6nemli yapisal ve fonksiyonel
nitelikleri paylagabilir. Bu durumda proteinler arasinda uzak ya da mesafeli homoloji

tespiti s6z konusudur.

ikili dizi hizalamadaki alacakaranlik bolgesinden uzaklagmak icin aile tabanli
karsilastirmalar  Onerilmistir  (Grundy, 1998). Homoloji tespiti sonuglarinin
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hassasligini iyilestirebilmek icin kargilastirmaya aileden dizileri gbsteren bir kiime
de dahil edilmektedir. Boylece yeni protein, belirlenmis ailedeki tim (ya da birgok)
proteinle beraber ve ayni zamanda hizalanmaktadir. Coklu karsilastirmanin
faydalar, ikili karsilastirma ile kiyaslandiginda homoloji tespitinin hassashgini
yaklasik U¢ kat kadar artirmistir (Park et al., 1998). Cogu protein, uygun
veritabanlarinda protein aileleri dahilinde siniflandiriimaktadir ve asil agiklamalar
bu aileler Gzerinden yapilmaktadir. Bu suretle homoloji modellemede tim aile

bilgisini kullanmanin daha uygun oldugu gérilmektedir.

Bir ailenin tim Gyelerinin, yeni bir dizi yaratilirken ayni zamanda hizalanmasi bazen
ailenin esas niteliklerini bozabilmektedir, buna alternatif yeni bir yaklagim aile
profillerinin ¢ikartilmasi ve yeni diziyi bu profile gore hizalamaktir (Gribskov et al.,
1990, Eddy, 1998). Bunun icin, dizilerin ortak 6zellikleri, ailenin profiliyle
kargilagtirilarak, aileye ait olup olmadigi kontrol etmek icin test edilmektedir. Bu
yontemler birden fazla homolog drnekleri Gizerinden tiretilmis benzerlik istatistigini
temel almaktadir, dyle ki, tum istatistik bilgisi birbiriyle evrimsel olarak ilgili oldugu
varsayilan ya da bilinen dizilerin olusturdugu bir kiimeden Uretilmistir. Bu olasilikl
yontemler ¢cogunlukla Uretken olarak adlandirilir, cinkl protein ailesi tzerinden bir
olasilk dagilimina sebep olurlar ve bilinmeyen proteinleri bu stokastik modelden

ailenin yeni tyeleri olarak olugsturmaya calismaktadirlar.

Uygun olan veritabanlarini tekrarli olarak homologlar icin aramak ve merkez
modelini her tekrarda iyilestirmek, yaklasima daha da kesinlik kazandirmaktadir.
SAM-T98 metodu tekrarl aile iyilestirme modellerine bir 6rnektir (Karplus, 1998).
Bu yontemde, diziler ilk olarak, artalan dagimlar tzerine kurulu baglangic modeline
gore hizalanmaktadir ve daha sonra model, dizileri yeni istatistiksel sonuclarla gore

birlestirilen gecerli modele gore hizalayarak, tekrarli bir sekilde iyilestiriimektedir.

Bir baska tekrarli yontem PSI-BLAST, BLAST uzerine yerlesmektedir. BLAST
arama ve sonuglari iyilestirmeyi tekrarli olarak gerceklestirmektedir (Altschul et al.,
1997). Tumlesik dizi/yap! hizalamalari homologlari aramak i¢in baska bir yontem de

tekrarli olarak yapilmaktadir (Walgvist et al., 2000).
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Uretken yaklagimlardaki (generative methods) baslica problem, yanlig pozitiflerin
¢ok fazla dretilmesidir, yani homolog olmamalarina karsin ¢ok sayida homolog ¢ift
bulmaktadirlar. Bu sebepten dolayi, son zamanlarda uzak homoloji tespiti Gzerine
yapillan calismalarda homolog (pozitif) ve homolog olmayan (negatif) siniflar
arasinda belirleyiciligi saglamak icin fark goOzeten (discriminative) iskelet
(framework) kullaniimaya baglanmistir. Uretken yontemlerinin tersine, fark gézeten
yontemler, siniflari farkhlastiran nitelik birlesimlerini 6grenmeye odaklanmaktadir.
Bu yontemler pozitif ve negatif o6rnekleri ayirt edici modeli kurmaya

calismaktadirlar. Diger bir deyisle homolog olmayanlarda hesaba katilmaktadirlar.

Fark gbzeten homoloji tespiti modellerinde, baglica iki agama vardir: egitim ve test.
Egitim asamasinda belirlenen aile i¢in bir makine 6grenen siniflandirici (machine
learning classifier) kurulmaktadir, test asamasinda ise kurulan bu siniflandirici test
edilen proteinin aileyi ait olup olmadigini kararlagtirmak icin kullaniimaktadir.
Genelde, veritabanindaki her bir aile igin bir siniflandirict kurulmaktadir ve
proteinlerin, bilinen protein siniflarindan birine ait olup olmadigi kontrol edilir. Her iki
asama da protein dizilimlerinden bir takim bilgilendirici niteliklerin ¢cikarimina ve bu
cikarimlarin uygun bir sekilde gosterimlerine ihtiyag duymaktadir. Sekil 5.3.1'de
fark gbzeten homoloji tespiti yaklagimina genel bir bakis acisi vermektedir.

Sekil 5.3.1 — Fark G6zeten Homoloji Tespiti Modeli
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Fark gozeten yaklasimi kullanan gecerli yontemler, nitelik ¢ikarim ydntemleri
kisminda birbirinden ayrilmaktadirlar, bu ayrim nitelik gésterimlerinde ve kullanilan
siniflandiricinin tipinde yapilmaktadir. Acemi Bayes, K-en Yakin Komsu ve Destek
Vektor Makineleri arasindan, sonuncusu protein siniflandirma ile alakal bir¢ok
uygulamada digerlerine gére daha basaril bir performans ortaya koymaktadir (Liao
ve Noble, 2003; Ding ve Dubchak, 2001).

Dogru pozitifleri (dogru tahmin edilen homologlar) ve yanlis pozitifleri (homolog
olarak tahmin edilen gercekte homolog olmayanlar) birbirinden ayirmada dogru
sonugclar elde etme bakimindan fark gozeten yontemler, tretken yontemlere kiyasla
daha bagarilidir. Ancak, egitim ve test asamalari geleneksel isistasyonlariyla
kullanilirken, her bir asamanin tamamlanmasi ¢ok zaman almaktadir, bu durum
pratik olarak kullaniima uygunlugunu ortadan kaldirmaktadir. Siniflandirma

kesinligini muhafaza eden daha verimli yontemlere ihtiya¢ duyulmaktadir.

ik fark gozeten yaklasimi (DVM-Fisher), her bir proteini Fisher puani adiyla verilen,
protein ailesi icin kurulan Sakli Markov Modeli profilinden c¢ikarilan vektoérler ile
gOstermektedir, Destek Vektor Makineleri proteinleri siniflandirirken  bu
vektorlerden faydalanir (Jaakola et al., 2000). Yeni ve daha basarili bir ¢calisma
olan DVM-Pairwise metodu (Liao ve Noble, 2003), dizi benzerligini, pozitif ve
negatif ornekleri birbirinden ayirt etmek icin DVMler ile birlestirmektedir. ikili
benzerlik puani tabanh nitelik gosterimi hakkinda detayh acgiklama Bo6lim 3'de
verilmistir. DVM-Pairwise igin hem egitim, hem de test kiimeleri, pozitif ve negatif
ornekler icermektedir. Bu yontem daha 6nceden dinamik programlama tabanli
hizalama ve BLAST puanlari icin test edilmigstir. Kesinlik acisindan DVM-Pairwise
yaklagsimi, tim vyaklagimlar arasindaki en iyi yontemdir ancak yontem
hesaplamalarda oldukca verimsizdir, baska bir deyisle uzun dizileri hizalamak ¢ok
uzun siurmektedir. Bu yaklasimin baska bir dezavantaji, hizalama yapilirken

evrimsel olarak birbiriyle alakali olmayan eglesmelerde meydana cikmaktadir.
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5.4 Sistemler ve YOntemler

Bu calismada, bir n-peptit birlesimine ait buatin 6zellik girdileri sadece bir
siniflandiriciya toplu olarak verilmek yerine, 6zellik girdileri belli anlamh gruplara
ayrilip, farkli siniflandiricilara verilerek bir dst siniflandirma yaklasimi denenmistir.
Bu yaklasimda farkh siniflandiricilarin ¢ikti degerlerini degerlendirmek Uzere

asagidaki yaklagimlar kullaniimigtir:

[1] Ortalama alma (ORT): Farkh DVM siniflandiricilarinin cikti degerlerinin
ortalamasi alinarak bu deger tek bir DVM ciktisi olarak kabul edilmis ve bu

degere gore siniflandirma islemi gerceklestirilmigtir.

dSVM, + dSVM, +...+ dSVM, )

D= ( " (5.4.1)

[2] Agirlikli ortalama alma (AORT): Her bir DVM siniflandiricisina bir agirhk
degeri verilerek bunlarin ¢ikti degerlerinin agirlik ortalamasi alinmis ve bu
deger tek bir DVM ciktisi olarak kabul edilmistir ve bu degere gére
siniflandirma  iglemi  gerceklestiriimistir. Bu agirhk degerleri  farkh
siniflandiricilarin - egitim kimesindeki basari oranlarina gore verilmistir.
Boylece egditim kimesinde en basarili olan siniflandiricinin her hangi bir test
ornedinin  siniflandiriimasinda  digerlerine goére daha etkili olmasi

saglanmistir.

(w, *dSVM, +W, *dSVM,, +...+Ww, *dSVM, )
(W, + W, +...+w, )

D = (5.4.2)

[3] Ogrenme kimesinde en basarili olani secme (MAX): Her bir DVM
siniflandiricisini kullanip, ¢ikti deg@erlerini kullanmak yerine sadece o aile igin
egitim kimesinde en basarili olan siniflandirici test edilmis ve onun sonucu

dogru kabul edilerek siniflandirma iglemi gerceklestirilmistir.
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D = dSVM x , (X egitim kiimesinde en basaril olan siniflandiricidir.)  (5.4.3)

Kullanilan modeller Sekil 5.4.1 ve Sekil 5.4.2 verilmigtir. Sekil 5.4.1'de go6sterilen
modelde tek bir siniflandirici mevcuttur.

s .

. —_— —m—me VM degeri (puan) )
| VM Sinitandiricies | 17 =0 —=> Karar 7
[ oV Sinmandiricie: | = Lara:

. <0

Sekil 5.4.1 — X Ailesi icin Siniflandirici Modeli

Sekil 5.4.2’de ise K sayida siniflandirici, diger bir deyisle 6ngorilen ihtiyac
adedinde siniflandirici kullanilabilmektedir.

Akczelik s [ cums T en amims \
vexKmond 7 - ll'__""_";'___fl T UOowviIvIp X
\\
Alt Gzefllik oo \
vektimi = SVM- =2 dsvas, \\S:j
= i_-_-_-—*_/ e A
Alt 6zellik S (""99"“"“’ —=> Karar

WG T SRS e aswmy, =  \_“

Alt 6zellik
Vektori Kk = SVM

Sekil 5.4.2 — Onerilen Siniflandirict Modeli
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5.4.1 DVM ile ikili Siniflandirma

Pozitif ve negatif ornekleri birbirinden ayirt etmek icin Destek Vektor Makineleri
kullaniimaktadir. Destek Vektor Makinelerini editmek icin kullanima acik kaynak
koduna sahip DVM-Gist yazilimi (bu yazilim www.cs.columbia.edu/compbio/svm
adresinde mevcuttur) kullaniimistir. DVM-Gist yaziliminda, c¢ekirdek fonksiyonu
girdi vektdrunun ikilileri arasinda bir benzerlik puani olarak rol oynamaktadir. Temel
cekirdek, her bir vektor nitelik uzayinda 1 uzunluk birimine egdeg@er olacak sekilde

normallestiriimektedir. Bu asagida yapilan anlatim ile gerceklestiriimektedir,

X, Y
JOGX)(YLY) 5411

K(X,Y) =

“wn

X ve Y girdi vektorleridir, K(.,.) cekirdek fonksiyonudur ve nokta carpimini
gOstermektedir. Cekirdek daha sonra asagida ki gibi radyan tabanli c¢ekirdege

K'(X,Y) déntisturdlir:

K (X, X)=2K (X,Y)+k (YY)

K'(X,Y)=¢e 20° +1 (5.4.1.2)

Burada o ile gosterilen geniglik, pozitif egitim 6rnedinden en yakin negatif érnege
olan kenarortay oklit uzakhgidir. DVM'yi ortadan ayiran seridin orijin noktasindan
gecmesi gerektiginden, 1 sabit degeri ¢ekirdege eklenmektedir, béylece veri orijin
noktasindan uzaklagmaktadir. Cekirdek matrisin diyagonaline 0.02*p, degeri
eklenir, boylece asimetrik sinir tamamlanir, p degeri egitim kiimesi proteinlerinin,
gecerli proteinle ayni etikete sahip olanlarin verdigi kesirdir. Onceki DVM
siniflandirma yontemlerinde de kullanim ayni sekilde yapiimaktadir (DVM-Pairwise,
DVM-BLAST, DVM-Fisher). Sonu¢ DVM ciktisi, test kimesindeki her proteine
karsilik gelen ayirt edici puanlarin bir listesidir.
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5.4.2 Tanimlamalar ve Deneysel Diizenek

N-peptit birlesimleri, Java Programlama dili ve Perl programlama dilinin standart
kutiphane fonksiyonlari kullanilarak yapilmistir. Tum programlar bash ig
parcaciginin denetimindeki Linux sistemde calistiriimistir. Testler, Pentium 1l 800

MHz cift islemcili ve 2.00 GB RAM’e sahip bir sunucu Uzerinde gerceklestirilmigtir.

Yontemler, SCOP protein aile veritabanin bir altkimesinde, proteinlerin ailelere
siniflandirma kabiliyetini anlayabilmek icin test edilmigtir (Murzin et al., 1995). Uzak
homoloji, ayni ailenin bireylerini egitim kiimesinin diginda ve ayni superaileden
gelen proteinleri pozitif kimede birakarak taklit edilmistir. Tarafsiz bir karsilastirma
yapabilmek icin DVM-Pairwise ve DVM-BLAST tarafindan da kullaniimis ayni
deneysel diizenek tzerinde calisiimistir. Calismalar sonucu ortaya c¢ikan sonuclar,

kesinlik ve verim bakimindan degerlendirilmistir.

AN, N

a— jo— - i A ~ ]

|

Pt b o =
CEIIN VA Tacd

=

OO0

Sekil 5.4.2.1 — Uzak Homoloji Tespitinin SCOP Veritabani Hiyerarsgisi
Uzerindeki Bir Simiilasyonu
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Denemeler, sahip oldugu protein ciftleri iginde ikili benzerligi 10-25 BLAST E-
degerinden (REF: Basic Alignment Search Tool) yuksek olmayan, SCOP1.53
veritabaninin bir alt kimesi Uzerinde yapilmistir. Egitim ve test kiimeleri Liao ve
Noble’'in calismasinda oldugu gibi sonug olarak 51 aile icin test yapilacak sekilde
ayrilmistir. Olusturulan her aile igin, aile icindeki proteikler pozitif test ornekleri
olarak, aile digindaki ancak ayni superaile icerisindeki proteinler, pozitif egitim
ornekleri olarak, superaile disindaki proteinler de negatif egitim ve test ornekleri
olarak kabul edilmigtir. Her bir aile icin en az 10 pozitif egitim 6rnedi secilmistir.
Negatif 6rnekler ise pozitif 6rnekler ile ayni oranda olacak sekilde rasgele test ve
egitim kiimelerine ayrilmistir. Ailelere ait egitim ve test kiimeleri, kimelerdeki pozitif

ve negatif drnekleri gosteren Cizelge 5.4.2.1 asagida verilmistir.

Cizelge 5.4.2.1 — SCOP Veri Kimesindeki Ornek Sayilari

Pozitif Kime Negatif Kime

Aile Adi Egitim Test Egitim Test
1.27.1.2 10 8 2408 1926
1.36.1.2 29 7 3477 839
1.36.1.5 10 26 1199 3117
141.1 26 23 2256 1994
1.4.1.2 41 8 3557 693
1.4.1.3 40 9 3470 780
1.41.1.2 36 6 3692 615
1.41.1.5 17 25 1744 2563
1.45.1.2 33 6 3650 663
2.1.1.1 90 31 3102 1068
2.1.1.2 99 22 3412 758
2.1.1.4 88 33 3033 1137
2.1.15 94 27 3240 930
2.28.1.1 18 44 1246 3044
2.28.1.3 56 6 3875 415
2.38.4.1 30 5 3682 613
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Aile Adi

2.38.4.3
2.38.4.5
2.44.1.2
2511
2.5.1.3
2.52.1.2
2.56.1.2
29.1.2
2.9.1.3
29.14
3.1.8.1
3.1.8.3
3.2.1.2
3.2.1.3
3.21.4
3.2.15
3.2.1.6
3.2.1.7
3.3.1.2
3.3.15
3.32.1.1
3.32.1.11
3.32.1.13
3.32.1.8
34211
3.42.15
3.42.1.8
7.3.5.2

Cizelge 5.4.2.1 devam ediyor.

Pozitif Kime

Egitim Test
24 11
26 9
11 140
13 11
14 10
12
11 8
17 14
26 5
21 10
19 8
17 10
37 16
44 9
46 7
46 7
48 5
48 5
22 7
13 16
42 9
46
43 8
40 11
29 10
26 13
34
12
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Negatif Kime

Egitim Test
2946 1349
3191 1104
307 3894
2345 1983
2525 1803
3060 1275
2509 1824
2370 1951
3625 696
2928 1393
3002 1263
2686 1579
3002 1297
3569 730
3732 567
3732 567
3894 405
3894 405
3280 1043
1938 2385
3542 759
3880 421
3627 674
3374 927
3208 1105
2876 1437
3761 552
2330 1746




Cizelge 5.4.2.1 devam ediyor.

Pozitif Kime Negatif Kime
Aile Adi Egitim Test Egitim Test
7.3.6.1 33 9 3203 873
7.3.6.2 16 26 1553 2523
7.3.6.4 37 5 3591 485
7.39.1.2 20 7 3204 1121
7.39.1.3 13 14 2083 2242
7.415.1 10 9 2241 2016
7.41.5.2 10 9 2241 2016

Aile isimlerin yer aldigi Cizelge 5.4.2.2’de yine asagida verilmistir. Cizelge
Uzerindeki ilk sttun ailenin kimlik bilgisidir, ikinci sttun ise ailenin sahip oldugu

biyolojik isimlerdir.

Cizelge 5.4.2.2 — Deneylerde kullanilan ailelerin isimleri

Kimlik Aile Adi
1.27.1.2 | Short-chain cytokines
1.36.1.2 | Phage repressors
1.36.1.5 | Bacterial repressors
1.4.1.1 Homeodomain
1.4.1.2 Recombinase DNA-binding domain
1.4.1.3 Myb
1.41.1.2 | S100 proteins
1.41.1.5 | Calmodulin-like
1.45.1.2 | Bacterial repressors
21.1.1 V set domains (antibody variable domain-like)

21.1.2 C1 set domains (antibody constant domain-like)

2114 | set domains
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Kimlik
2115
2.28.1.1
2.28.1.3
2.38.4.1
2.38.4.3
2.38.4.5
2.44.1.2
2511
2513
2.52.1.2
2.56.1.2
29.1.2
29.1.3
3.1.8.1
3.1.8.3
3.2.1.2
3.2.1.3
3.214
3.2.1.5
3.2.1.6
3.2.1.7
3.3.1.2
3.3.1.5
3.32.1.1
3.32.1.11
3.32.1.13
3.32.1.8
3.42.1.1
3.42.1.5
3.42.1.8

Cizelge 5.4.2.2 devam ediyor.

Aile Adi
E set domains
Legume lectins
Galectin (animal S-lectin)
Anticodon-binding domain
Single strand DNA-binding domain. SSB
Cold shock DNA-binding domain-like
Eukaryotic proteases
Plastocyanin/azurin-like
Multidomain cupredoxins
Phosphotyrosine-binding domain (PTB)
Fatty acid binding protein-like
Plant virus proteins
Insect virus proteins
alpha-Amylases. N-terminal domain
beta-glycanases
Tyrosine-dependent oxidoreductases
Glyceraldehyde-3-phosphate dehydrogenase-like. N-terminal domain
Formate/glycerate dehydrogenases. NAD-domain
Lactate & malate dehydrogenases. N-terminal domain
6-phosphogluconate dehydrogenase-like. N-terminal domain
Amino-acid dehydrogenase-like. C-terminal domain
FAD-linked reductases. N-terminal domain
FAD/NAD-linked reductases. N-terminal and central domains
Nucleotide and nucleoside kinases
RecA protein-like (ATPase-domain)
Extended AAA-ATPase domain
G proteins
Thioltransferase
Glutathione S-transferases. N-terminal domain

Glutathione peroxidase-like
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Kimlik Aile Adi
7.3.5.2 Spider toxins
7.3.6.1 Long-chain scorpion toxins
7.3.6.2 Short-chain scorpion toxins
7.3.6.4 Plant defensins
7.39.1.2 | Nuclear receptor
7.39.1.3 | LIM domain
7.41.5.1 | Rubredoxin
7.41.5.2 | Desulforedoxin
%/ ROC Puan
0978 F
0972 T ua 1
096 T yanlislarin sayisi
0951 T
0902 F
0880 F
0811 F
ngoz &
0792 T
0766 F
750 P .'
P A | @
vivevor iy I
vosy T
0666 F /
ns81 r Snnrsaiae no wa . - —— 1
I b
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Cizelge 5.4.2.2 devam ediyor.

Nrvae._ o madadI], Tonlam alaw 1 T T
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Sekil 5.4.2.2 — ROC Puan Hesaplamasi
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Her siniflandirma isleminde yapildigi gibi, protein ailelerini siniflandirma yontemleri
de kesinlik (yanhs pozitifleri eleme kabiliyeti) ve hassasiyet (dogru pozitifleri tespit
etme kabiliyeti) arasindaki dengeyi kurmakla ugrasmaktadir. Veri kimesindeki
pozitif ve negatif ornekler, esit bir sekilde dagilim gostermediginden dolayi,
dogrudan kesinlik ve hassasiyet 6lcutlerinden dnce, ROC kisaltmasi ile Receiver
Operating Characteristics (Gribskov ve Robinso, 1996) adi verilen egri, kesinlik ve
hasiyet arasindaki dengeyi degerlendirmek icin kullaniimigtir. ROC egrisi altinda
kalan alan ROC puani olarak tanimlanabilir. ROC egrisi degisen siniflandirma esik
degerlerine gore dogru pozitiflerin sayisinin, yanlis pozitiflerin bir fonksiyonu olarak
cizilmesiyle olusmaktadir. ROC puani 1 (bir) oldugunda anlami, pozitifler
mukemmel bir sekilde negatiflerden ayrilmistir, olmaktadir. ROC puani O (sifir)
oldugunda ise herhangi bir pozitif bulunamadi anlamina gelir. ROC puaninin nasil

hesaplandigi Sekil 5.4.2.2'de gdsterilmistir.
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6 — SONUCLAR ve TARTISMA

6.1. Degerlendirmeve Tartisma

SCOP ailesine ait proteinlerin siniflandirma testleri bitirilmis ve testler sonucunda
uygulanan farkli yontemlerle ailelere ait ROC puanlari birer birer hesaplanmistir.
Cizelge 6.1 ve 6.2’de tum yontemler igin ailelere ait DVM performanslari verilmisgtir.

Cizelgelerde aile basligi ile verilen situn deneyde kullanilan SCOP veri kiimesine
ait aileleri belirten kimliklerdir. Proteinler Uzerinde yapilan karsilastirmalar
proteinlerin aile isimleri kullanilmadan, kisaca sahip olduklari kimlikler ile
yapiimistir. Cizelge 6.1 Gzerinde sirasiyla her sutun basligl ve situn icerigi kisaca

anlatilmistir.

Siniflandirict puanlarini, siniflandiricilardan ¢ikti olarak saglkli bir bigcimde elde
edebilmek icin siniflandiriclya girdi olarak verilecek tim nitelik vektorlerinin, ayni
boyutta olmasi sarttir. Cizelge 6.1'de DVM performansi 0,7555 olan 1.36.1.2 ailesi
icindeki u¢ proteinin dizilimleri Sekil 6.1'de gosterilmigtir. Sekil 6.1'de goraldugu
tzere aileler igerisindeki proteinlerin birgogu farkli dizilimlere ve uzunluklara
sahiptirler. Siniflandiricilara génderilmek i¢in, bu dizilimlerden, dizilim icindeki n-

peptit kompozisyonlarina bakilarak nitelik vektorleri ¢ikarilir.

aile 1.36.1.2 igin drnek protein dizilimleri

protein adi dizilim

dllmb3 PLTQEQLEDARRLEA TYERKENE LGLSQE SVADEMGH GO S GVGALFNGINALNAYNA A LLAKTLEVSVEEFSPSIARETYEMYEAVS
dires SISSRVESERIQLGLNQARLAQKVGETIIQQSIEQLENGETERPRFLPELASALGVSVDWLLNGT

d2cro__ MOTLSERLEKRRIALKMIQTE LATKAGVEQQSIQLIEAGVIKRPRFLFEIAMATNCDEVHLYGT

Sekil 6.1 — 1.36.1.2 Ailesinden Ornek Protein Dizilimleri
Cizelge 6.1'de ikinci sutunda n=1 ile ifade edilen sutun ailelere ait protein

dizilimlerinin aminoasit birlestirme metodu (n=1) ile gosterildiginde ortaya cikan

DVM performanslaridir. Bu situnda yapilan hesaplamalarda tim proteinler yirmi
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boyutlu nitelik vektorleri ile gosterilmigtir. Nitelik vektorlerinin  boyutlarinin 20
olmasinin nedeni aminoasitler arasindaki bag sayilarina bakilmasidir, bagka bir
deyisle aminoasit alfabesinin 20 elemandan olugsmasidir.  Proteinler
siniflandiricilara bu sekilde gonderilmektedir. Sekil 6.2’'de ilk sUtun aile icinde
protein kimlikleri verilir, satirlarda da ilk sutunda kimligi verilmis protein igin

siniflandiriciya gonderilmek tzere gikarilan nitelik vektorlerini gostermektedir.

corner L v I M c
dllmb3  0.114394253 0.057471264 0.057471264 0.03448276 0.0
dlres  0.14285715 0.06349207 0.047613905 0.0 0.0 0.0634¢
d2cro  0.123076%92 0.046153847 0.06153846 0.046153847 0.0153%
dladr  0.13157835 0.05263158 0.039473683 0.039473683 0.0131:
dldlla ©0.043518033 0.04918033 0.081%96721 0.032786883 0.0
dlorc  0.046875 0.0625 0.078125 0.015625 0.0
diner  0.0945946 0.027027028 0.0540540855 0.0 0.01352
d2hbg  0.07482953 0.06802721 0.054421768 0.034013607 0.0068(
d2gdm  0.03150327 0.11111111 0.05882353 0.006535948 0.0
dlbaba 0.12537413 0.08391608 0.0 0.02097902 0.00869¢
dlggwe  0.08 0.08571429 0.05142857 0.017142856 0.04
dlagrt_1 0.08 0.04 0.06 0.02 0.0
A1is221 N AoC2sCoca N AzcCocasd A nenoToel noa A n1oae

Sekil 6.2 —1.36.1.2 Ailesine Ait Proteinlerin Nitelik Vektorleri
20 Boyutlu

Cizelge 6.1'deki situn ugte (n=2) proteinler icinde dizilimlere bakilirken dipeptit
baglari g6z 6nunde bulundurulur. Protein dizilimi icerisinde birbirine bagli her
aminoasit c¢ifti, ayni zamanda bir dipeptit kompozisyonunun bir elemanidir.
Aminoasit alfabesi yirmi elemandan olustugundan dolay! ikili baglarla kurulabilecek
toplam dort yliz adet aminoasit cifti olusabilir. Bu nedenle her protein 400 boyutlu
bir nitelik vektoru ile gosterilmektedir. Siniflandiricilara génderilen bu bilgiler, yine
siniflandiricilarda islenir, ¢ikarilan sonuclar tGzerinden de protein homolojisini veren
ROC puanlari elde edilir. Sekil 6.3'de ilk sutunda aile igcindeki protein kimlikleri
verilir, satirlarda da ilk situnda kimligi verilmis protein icin siniflandiriciya

gonderilmek tzere cikarilan nitelik vektorlerini gostermektedir.

corner LL v LI LM LC
dllmb3_ 0.011494253 0.0 0.0 0.0 0.0
dired_ 0.015873017 0.0 0.0 0.0 0.0
d2cro__ 0.0 0.0 0.015384615 0.0 0.0
dladr  0.0263157% 0.0 0.0 0.013157895 0.0
dldila 0.0 0.0 0.0 0.0 0.0
dlorc__ 0.0 0.0 0.0 0.0 0.0
diner 0.0 0.0 0.0 0.0 0.0 0.013513514 0.0
ATl n AneantTa n oA A oA1asEncaan non AN LEGLEELEL BT

Sekil 6.3 —1.36.1.2 Ailesine Ait Proteinlerin Nitelik Vektorleri
400 Boyutlu
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Cizelge 6.1'de dorduncu siutundaki (n=3) ailelere ait proteinler igerisindeki
aminoasitler tripeptit baglarn ile baglanmaktadir. Proteinin dizilimi icerisindeki her
Ucli aminoasit grubu bir tripeptit Gclisudar. Proteinin diziliminde bu clulerden
birbirinden farkli olarak sekiz bin adet birlesim olusabilmektedir. Kisacasi, sttun
icindeki ailelere ait her bir protein 8000 boyutlu nitelik vektorleri ile gosterilmektedir.
Bu nitelik vektorlerinin siniflandirictya gonderilmesi sonucunda ¢ikti olarak her
proteine 6zel siniflandirici puanlari hesaplanmaktadir. Protein homolojisi son olarak
hesaplanan bu ROC puanlariyla tespit edilmektedir. Son adimda da DVM
performanslari hesaplanmaktadir. S$ekil 6.4’'de ilk sutunda aile icindeki protein
kimlikleri verilir, satirlarda da ilk sttunda kimligi verilmis protein i¢in siniflandiriciya
gonderilmek tzere cikarilan nitelik vektorlerini gostermektedir.
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Sekil 6.4 —1.36.1.2 Ailesine Ait Proteinlerin Nitelik Vektorleri
8000 Boyutlu

corner L LL LLL LLV LLT
dllmb3 0.11494253 0.011494253 Q.0 0.0 0.0
direa__ 0.14285715 0.015873017 Q.0 0.0 0.0
d2cro__ 0.12307692 0.0 0.0 0.0 0.0
dladr 0.1315789% @ ..... 0.0263157% ... Q.0 0.0 0.0
dildlla_ 0.04918033 0.0 Q.0 0.0 0.0
dlorc__ 0.046875 0.0 0.0 0.0 0.0
diner 0.0945946 0.0 Q.0 0.0 0.0

Sekil 6.5 - 1.36.1.2 Ailesine Ait Proteinlerin Nitelik Vektorleri
8420 Boyutlu

Cizelge 6.1'de besinci sutunda (n=1-3) protein dizilimlerinden cikarilan 0Onceki
nitelik vektorleri birbiriyle birlestiriimis ve sonug¢ olarak ortaya c¢ikan nitelik
vektérinin boyutu ilk G¢ situnda cikan nitelik vektorlerinin boyutlari toplamina esit
olmustur. Nitelik vektoru icerisinde verilen birlesimler hem tripeptit baglariyla, hem

dipeptit baglariyla hem de peptit baglariyla olusan gruplardir. Sirasiyla yirmi, doért
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ylz ve sekiz bin boyutlu vektorlerin birlesiminde yeni nitelik vektori boyutu sekiz
bin dort yuz yirmi olmaktadir. Kisacasi bir protein igin siniflandiriciya génderilen
nitelik vektérinin boyutu bu rakama esittir. Sekil 6.5’de proteinlerin siniflandiriciya

gonderilmek tzere cikarilan nitelik vektorleri gosterilmektedir.

Cizelge 6.1 — Aileler icin ROC Sonuclari (n-peptit birlesimler)

Aile N=1 N=2 N=3 |N=1-3| ORT | AORT | MAX

1.27.1.2 |0,9311|0,9730|0,8523|0,9690|0,9740|0,9740|0,9730
1.36.1.2 |0,7555|0,8369|0,5433|0,8677|0,7970|0,7990|0,8369
1.36.1.5 |0,6603|0,93440,4670|0,8734|0,8390|0,8670|0,9344
1411 0,99020,9702|0,8180|0,9931 | 0,99300,9940| 0,9902
1.4.1.2 0,91650,9066 | 0,9134 | 0,9493|0,9410|0,9410|0,9165
1.4.1.3 0,96900,8383|0,8694 |0,9741|0,9410|0,9460 | 0,9690
1.41.1.2 |0,7813(0,98940,9594|0,9764|0,9410|0,9500 |0,9894
1.41.1.5 |0,9242|0,96550,9627|0,9881|0,9750|0,9750 |0,9655
1.45.1.2 |0,8690|0,8969|0,4447|0,9515|0,9040|0,9020|0,8969
2111 0,7003|0,8329|0,8877|0,8635|0,8460|0,8560|0,8877
2.1.1.2 0,90440,9430|0,9730|0,9676 {0,9710|0,9740|0,9730
2114 0,7603|0,8349|0,8668 | 0,8690 | 0,8550|0,8580 | 0,8668
2.1.15 0,6852|0,6404|0,8321|0,7110|0,7240|0,7350|0,8321
2.28.1.1 |0,49580,6703|0,3350(0,6847 |0,5600 |0,5930|0,6703
2.28.1.3 |0,8317|0,5631|0,7426|0,7558|0,7880|0,8030|0,8317
2.38.4.1 |0,8101|0,53800,4963|0,5811|0,6620|0,7250|0,8101
2.38.4.3 |0,82340,76890,5325|0,8203|0,8420 |0,8530 | 0,8234
2.38.4.5 |0,84380,8306|0,6661 |0,8417 |0,9040|0,9080 |0,8438
2.44.1.2 |0,2958|0,3943|0,2957|0,2314|0,2840|0,2870|0,3943
2511 0,86940,9010|0,6974|0,9212|0,9060 | 0,9050|0,9010
2.5.13 0,7447 10,7546 |0,7285|0,7967|0,7740|0,7330|0,7546
2.52.1.2 |0,56360,7184|0,85190,8218|0,6430|0,6620|0,8519
2.56.1.2 |0,8492|0,7431|0,6815|0,8884|0,8490|0,8440|0,8492
29.1.2 0,9192|0,9503|0,7707 | 0,9534 {0,94200,9430| 0,9503
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Aile

29.13
29.14
3.18.1
3.1.8.3
3.2.1.2
3.2.1.3
3.2.14
3.2.1.5
3.2.1.6
3.2.1.7
3.3.1.2
3.3.1.5
3.32.1.1
3.32.1.11
3.32.1.13
3.32.1.8
3.42.1.1
3.42.1.5
3.42.1.8
7.3.5.2
7.3.6.1
7.3.6.2
7.3.6.4
7.39.1.2
7.39.1.3
7.415.1
7.41.5.2
ortalama

stdsapma

0,9928
0,9832
0,9694
0,9668
0,7182
0,7553
0,7120
0,8851
0,7793
0,8524
0,7741
0,7038
0,8879
0,8456
0,6589
0,7636
0,7060
0,5990
0,7583
0,9255
0,9529
0,8077
0,9963
0,9794
0,8203
0,8325
0,7443
0,8091
0,1386

Cizelge 6.1 devam ediyor.

0,9980
0,9851
0,9727
0,9558
0,7897
0,7438
0,9292
0,8791
0,7630
0,9417
0,8182
0,8996
0,9103
0,9444
0,8824
0,8096
0,6856
0,7128
0,6877
0,9872
0,9661
0,9515
0,9794
0,9168
0,8349
0,8468
0,9816
0,8464
0,1328

0,9695
0,9177
0,9415
0,9643
0,7738
0,7204
0,9020
0,8604
0,8331
0,9788
0,7883
0,8110
0,9094
0,9477
0,8288
0,8745
0,5756
0,4801
0,6504
0,9899
0,9878
0,9519
0,9847
0,7938
0,9306
0,5773
0,6834
0,7807
0,1820
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N=1-3

0,9989
0,9923
0,9904
0,9780
0,8323
0,7729
0,9410
0,8959
0,8662
0,9659
0,8950
0,8969
0,9322
0,9748
0,8856
0,8768
0,7549
0,6728
0,6899
0,9778
0,9901
0,9618
0,9959
0,9379
0,8292
0,8414
0,9806
0,8741
0,1358

ORT

0,9990
0,9930
0,9790
0,9760
0,8160
0,7730
0,9090
0,9210
0,8310
0,9570
0,8550
0,8610
0,9270
0,9620
0,8520
0,8690
0,7350
0,7240
0,6920
0,9720
0,9830
0,9240
0,9960
0,9890
0,8860
0,8620
0,8780
0,8623
0,1318

AORT

0,9990
0,9940
0,9790
0,9760
0,8180
0,7730
0,9190
0,9220
0,8320
0,9600
0,8550
0,8720
0,9260
0,9650
0,8620
0,8720
0,7360
0,7300
0,6900
0,9720
0,9820
0,9330
0,9960
0,9890
0,8860
0,8620
0,8990
0,8672
0,1285

MAX

0,9980
0,9851
0,9727
0,9668
0,7897
0,7553
0,9292
0,8851
0,8331
0,9788
0,8182
0,8996
0,9103
0,9477
0,8824
0,8745
0,7060
0,7128
0,7583
0,9899
0,9878
0,9519
0,9963
0,9794
0,9306
0,8468
0,9816
0,8820
0,1103



Cizelge 6.1 devam ediyor.

Aile N=1 | N=2 | N=3 |N=1-3| ORT | AORT | MAX
max 0,9963|0,99800,9899 | 0,9989|0,9990 | 0,9990 | 0,9980
min 0,29580,3943|0,2957|0,2314|0,2840|0,2870|0,3943

Protein homoloji tespiti i¢in, cikariflan ROC puanlarinin hesaplanmasinda
siniflandiricilardan  ¢iktit  olarak alinan siniflandirici  puanlart  buyidk 6nem
tagimaktadir. Siniflandiricilar bu puanlari hesaplarken nitelik vektoérlerini girdi olarak
kabul etmektedirler. Siniflandiricilara goénderilmek Uzere c¢ikarilan nitelik
vektorlerinin - boyutlari her protein icin esit olmak zorundadir, aksi taktirde
siniflandirici islevselligini yitirmektedir. Elimizdeki veri kiimesi icin, aile bazinda her
bir proteinin siniflandiriciya gonderilmek Uzere bir nitelik vektori mevcuttur. Bu
nitelik vektorlerinin her bir boyutu proteinin icerisindeki aminoasitlerin kendi
baglarina ya da diger komsu aminoasitler ile baglanarak olusan aminoasit
grubunun, tim protein dizilimi icinde gorilme sikhgi olarak nitelendirilmistir, bagka
bir deyigle aminoasidin ya da aminoasit grubunun dizilim geneline olan oraninin

istatistigi olarak tanimlanmaktadir.

Nitelik vektorlerinin c¢ikarilmasinda, protein diziliminde yer alan aminoasitler
arasindaki peptit bagdlarinin sayisini arttirmak mimkundir. Ancak n-peptit
kompozisyonlarindaki bu artis, nitelik vektorlerinin boyutlarina Ussel olarak
yansimaktadir. Bagka bire deyisle, basit bir algoritma, uzunlugu m olan bir protein

dizilimindeki olasi n-peptit gruplari icin O(m20") zaman karmasikli§ina sahiptir.

Dizilim icindeki n-peptit kompozisyonlara bakilarak 6nceden S$ekil 6.1'de de
goraldugu uzere aileler icerisindeki proteinlerin bircogu farkli dizilimlere ve
uzunluklara sahiptirler. Siniflandiricilara gonderilmek igin, bu dizilimlerden, dizilim
icindeki n-peptit kompozisyonlarina bakilarak nitelik vektorleri cikarilir. Nitelik
vektorlerinin cikartilmasinda baska bir yontem olarak protein dizilimi icerisindeki

aminoasitler gruplandirilir.
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Cizelge 6.2'de igte bu sekilde ailelere ait protein dizilimleri i¢cerisindeki aminoasitler
gruplandirilarak, elde edilmis vyeni nitelik vektorlerinin  siniflandiricilara
gonderilmesiyle ortaya c¢lkan DVM performanslari verilmistir. Nitelik vektorleri
ortaya cikarilirken, benzer aminoasitler dnceki bolimlerde anlatilan bu yontemler
bir arada gruplandiriimistir. Ayni gruba tye olan aminoasitler nitelik vektorintin tek
bir boyutu olarak kabul edilmigtir.

Cizelgelerde aile basligi ile verilen sttun deneyde kullanilan SCOP veri kiimesine
ait aileleri belirten kimliklerdir. Proteinler Uzerinde yapilan karsilastirmalar
proteinlerin aile isimleri kullanilmadan, kisaca sahip olduklari kimlikler ile
yapiimistir. Cizelge 6.1 Gzerinde sirasiyla her sttun basligl ve situn icerigi kisaca

anlatilmistir.

Cizelge 6.2'de ikinci situnda X 20 ile ifade edilen DVM performans degerleri,
Cizelge 6.1'de N=1 bashgina sahip sutundaki performans dedgerleriyle aynidir.
Cunkd iki gosterimde es anlamlidir. Alfabe boyutu 20 oldugundan dolay! yani
herhangi bir gruplama yapilmadigindan dolayi, nitelik vektorleri de 20 boyutludur.
Sekil 6.2’de 6rnek bir aileye ait proteinlerin nitelik vektorleri gdsterilmistir. Bu
vektorler, siniflandiriciya gonderilir.

Uclincti sttunda DVM performanslari X 15 igin verilmistir. ~ 15 ile gosterilen
alfabenin on bes elemandan olusmasidir. Bu durumda anlasilan protein
dizilimlerinde amino asitlerin gruplandirilmasidir. Nitelik vektorleri olusturulurken
benzer aminoasitler ayni boyutun elemani olarak sayilirlar ve hesaplamalara bu
sekilde katilirlar. Sekil 6.6, 1.36.1.2 ailesine ait protein dizilimlerinin 15 boyutlu
nitelik vektorlerini gostermektedir. Sekildeki ikinci stitun incelendiginde de rahatlikla
gorilmektedir ki, alfabenin doért elemani tek bir baslik yani tek bir boyut altinda

birlestiriimistir ve tim proteinler bu sekilde ifade edilmistir.
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corner LVIM c n G

dllmb3 0.11494253 0.0 0.12643678 0.068965E
dilr63__ 0.14285715 0.0 0.06343207 0.079365C
d2cro  0.12307692 0.015384615 0.092307694 0.0461538
dladr__ ©0.13157885 0.013157835% 0.09210526 0.0657894
dldlla 0.04918033 0.0 0.114754096 0.0655737
dlorc__ 0.046875 0.0 0.109375 0.078125

Sekil 6.6 —1.36.1.2 Ailesine Ait Proteinlerin Nitelik Vektorleri
15 Boyutlu

Doérdunctu sutunda alfabedeki eleman sayisi sekize indirilmistir, yani benzer
aminoasitler daha bulyuk gruplar altinda toplanip, protein dizilimleri icin ortaya
ctkarilan nitelik vektorleri sekiz boyutlu olarak kargimiza g¢ikmaktadir. Sekil 6.7,
1.36.1.2 ailesine ait protein dizilimlerinin 8 boyutlu nitelik vektdrlerini
gOstermektedir. 15 boyutlu nitelik vektérlerinde ilk siatun 4 aminoasitle
gruplandiriimigsken, 8 boyutlu nitelik vektdrlerinde bu sttunda 5 aminoasit grubu
olusturur. Benzer aminoasitler daha genel bir cercevede toplanirlar. Siniflandiriciya
bu haliyle gonderilir.

corner LWVIMC

=1

L 5 3 FYW
dllmb3  0.11454253 0.12643678 0.08045977 0.022988506 0.0229
dlr6S  0.14285715 0.06349207 0.11111111 0.031746034 0.0158
d2cro  0.12307692 0.092307694 0.03076923 0.03076923 0.0307
dladr 0.13157895 0.09210526 0.078547365 0.02631579 0.0
dldlla ©0.04818033 0.114754096 0.04918033 0.032786883 0.0327
dlorc_ 0.046875 0.109375 0.046875 0.03125 0.0468
dlner  0.0945946 0.13513513 0.06T567565 0.054054055 0.0135
dzhbg  0.074825353 0.20408164 0.06802721 0.020408163 0.0272
d2gdm  0.03150327 0.13725491 0.05882353 0.03267974 0.0457
Alkhakha 0 13587473 f 14ARE31E n N7AR33NA f N4RasINs n nasa

Sekil 6.7 — 1.36.1.2 Ailesine Ait Proteinlerin Nitelik Vektorleri
8 Boyutlu

Son sdtundaki yontem digerlerinden biraz daha farkhidir, aminoasit alfabesi 20
elemaniyla alinmaktadir. Ancak bu alfabe diger gruplanmis aminoasitler ile
birlestirilmistir. Boylelikle nitelik vektorinin boyutu arttiriimistir. Bu birlestirmede
alfabe yirmi, on bes ve sekiz elemandan olusmaktadir ancak nitelik vektdrinin
boyutu toplam degildir. Gruplanmamis tekil aminoasitlerin bir kismi yani aynen
tekrar edene elemanlari yeniden hesaplamaya katiimamistir. Dolayisiyla elimizde
siniflandiricilara gonderilmek Gzere hazirlanmis 28 boyutlu yeni nitelik vektorleri
mevcuttur. Ailelerin sahip olduklarin proteinlerin dizilimleri farkli bir yorumla tek bir

birime o6lgeklendirilir. Sekil 6.8'de siniflandiriciya gonderilmek tizere bekleyen nitelik
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vektorleri gosterilmistir. Protein sayisindaki yeni nitelik vektorleri siniflandiricilara
gonderilir ve sonuglari elde edilmigtir, bakiniz Cizelge 6.2.

corner L v I LVIM FY ER

dllmb3  0.11494253 0.057471264 0.057471264 0.11494253 0.0229885086 0.080459"
dired_ 0.14285715 0.06349207 0.04761905 0.14285715 0.015873017 0.079365(
d2cro_ 0.12307632 0.046153847 0.06153846 0.12307692 0.03076923 0.092307¢
dladr  0.13157895 0.05263158 0.039473683 0.13157895 0.0 0.078947:
dildlla_ 0.04918033 0.04918033 0.08196721 e 0.04918033 0.032786883 0.098360¢
dlorc_ 0.046875 0.0625 0.078125 0.046875 0.046875 0.109375
diner  0.0945946 0.027027028 0.054054055 0.0945946 0.013513514 0.081081¢

Sekil 6.8 —1.36.1.2 Ailesine Ait Proteinlerin Nitelik Vektorleri
28 Boyutlu

Nitelik vektorlerinin c¢ikariimasi ile ilgili verilen son doért yontemde, aminoasitlerin
gruplandiriimasi, aminoasit alfabelerinin azaltiimasiyla yani alfabe igerisindeki
birkag elemani bir araya toplayip tek bir eleman olarak temsil edilerek ortaya
konulmaktadir, alfabeler ve elemanlarinin gruplandiriima sekilleri, Sekil 4.1.2

detayl bir sekilde gosterilmistir.

Cizelge 6.2 — Aileler icin ROC Sonugclari (aminoasit gruplama)

Aile 220 215 2A8 | X20-8 | ZORT |2 AORT | £ MAX

1.27.1.2 |0,9311 | 0,8893 | 0,5355 | 0,9505 | 0,8688 | 0,8806 |0,9311
1.36.1.2 | 0,7555 | 0,9326 | 0,3904 | 0,8103 | 0,8183 | 0,8532 |0,9326
1.36.1.5 | 0,6603 | 0,9206 | 0,9636 | 0,8181 | 0,9058 | 0,9378 | 0,9636
1411 0,9902 | 0,9617 | 0,3752 | 0,9984 | 0,9664 | 0,9859 |0,9902
1.4.1.2 0,9165 | 0,7884 | 0,5846 | 0,9215 | 0,9046 | 0,9068 | 0,9165
1.4.13 0,9690 | 0,9805 | 0,2748 | 0,9741 | 0,9832 | 0,9880 |0,9805
1.41.1.2 |0,7813 | 0,5946 | 0,4024 | 0,7285 | 0,6222 | 0,6439 |0,7813
1.41.1.5 |0,9242 | 0,6059 | 0,6734 | 0,9373 | 0,8588 | 0,8800 |0,9242
1.45.1.2 |0,8690 | 0,7230 | 0,8090 | 0,8643 | 0,8673 | 0,8590 | 0,8690
2.1.11 0,7003 | 0,6339 | 0,5892 | 0,6892 | 0,6896 | 0,6829 |0,7003
2.1.1.2 0,9044 | 0,9117 | 0,6752 | 0,9226 | 0,9156 | 0,9150 |0,9117
2.1.1.4 0,7603 | 0,7931 | 0,5994 | 0,7473 | 0,7821 | 0,7811 |0,7931
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Aile

2.1.1.5
2.28.1.1
2.28.1.3
2.38.4.1
2.38.4.3
2.38.4.5
2.44.1.2
2511
2.5.1.3
2.52.1.2
2.56.1.2
29.1.2
2.9.1.3
29.1.4
3.18.1
3.1.8.3
3.2.1.2
3.2.1.3
3.214
3.2.15
3.2.1.6
3.2.1.7
3.3.1.2
3.3.15
3.32.1.1
3.32.1.11
3.32.1.13
3.32.1.8
3.42.1.1

~ 20

0,6852
0,4958
0,8317
0,8101
0,8234
0,8438
0,2958
0,8694
0,7447
0,5636
0,8492
0,9192
0,9928
0,9832
0,9694
0,9668
0,7182
0,7553
0,7120
0,8851
0,7793
0,8524
0,7741
0,7038
0,8879
0,8456
0,6589
0,7636
0,7060

Cizelge 6.2 devam ediyor.

215

0,5959
0,3574
0,8241
0,7635
0,7019
0,5812
0,2147
0,8248
0,7249
0,6190
0,8605
0,7309
0,9739
0,9849
0,8972
0,9461
0,7011
0,7180
0,7808
0,9103
0,6642
0,7091
0,6784
0,8247
0,7741
0,6741
0,6671
0,7885
0,6383

> A8

0,5766
0,6847
0,4775
0,3706
0,4581
0,6594
0,2460
0,5836
0,4539
0,2442
0,6493
0,4738
0,6178
0,8017
0,6420
0,4673
0,5629
0,7210
0,5770
0,6002
0,7684
0,2785
0,2772
0,3698
0,6968
0,2523
0,4625
0,4602
0,3460
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x 20-8

0,6500
0,4983
0,8394
0,9377
0,7656
0,8267
0,2273
0,8335
0,7421
0,5194
0,8676
0,9056
0,9868
0,9723
0,9399
0,9686
0,7149
0,6650
0,7009
0,8806
0,7358
0,7812
0,7721
0,7487
0,8740
0,8252
0,6925
0,8201
0,6905

2 ORT

0,6306
0,4927
0,8602
0,7834
0,7078
0,7759
0,2048
0,8283
0,7004
0,5037
0,9180
0,8366
0,9733
0,9789
0,9558
0,9697
0,6962
0,8104
0,7879
0,9151
0,7595
0,7807
0,6837
0,7473
0,8968
0,7534
0,6792
0,7462
0,6029

2 AORT

0,6328
0,5620
0,8566
0,7984
0,7216
0,7907
0,2069
0,8294
0,7048
0,5318
0,9176
0,8462
0,9762
0,9775
0,9562
0,9699
0,6953
0,8123
0,7896
0,9159
0,7605
0,8198
0,7062
0,7794
0,9010
0,7934
0,6773
0,7512
0,6110

2~ MAX

0,6852
0,6847
0,8317
0,8101
0,8234
0,8438
0,2958
0,8694
0,7447
0,6190
0,8605
0,9192
0,9928
0,9849
0,9694
0,9668
0,7182
0,7553
0,7808
0,9103
0,7793
0,8524
0,7741
0,8247
0,8879
0,8456
0,6671
0,7885
0,7060



Cizelge 6.2 devam ediyor.

Aile ~ 20 215 YA8 | X20-8 | ZORT | X AORT | £ MAX

3.42.1.5 | 0,5990 | 0,6274 | 0,2521 | 0,5816 | 0,5817 | 0,6118 |0,6274
3.42.1.8 |0,7583 | 0,6297 | 0,6489 | 0,7431 | 0,7500 | 0,7562 |0,7583
7.3.5.2 0,9255 | 0,6113 | 0,6560 | 0,9247 | 0,8505 | 0,8639 |0,9873
7.3.6.1 0,9529 | 0,9289 | 0,8589 | 0,9621 | 0,9631 | 0,9628 | 0,9529
7.3.6.2 0,8077 | 0,6857 | 0,7083 | 0,8423 | 0,8015 | 0,807/8 |0,8077
7.3.6.4 0,9963 | 0,9967 | 0,8961 | 0,9996 | 0,9967 | 0,9963 | 0,9967
7.39.1.2 |0,9794 | 0,9551 | 0,8376 | 0,9783 | 0,9853 | 0,9846 |0,9794
7.39.1.3 | 0,8203 | 0,9286 | 0,8664 | 0,8340 | 0,9388 | 0,9430 |0,9286
7.41.5.1 | 0,8325 | 0,6993 | 0,6523 | 0,8024 | 0,7921 | 0,7955 |0,8325
7.41.5.2 |0,7443 |0,7702 | 0,7592 | 0,8245 | 0,8129 | 0,8220 | 0,7702
ortalama | 0,8091 | 0,7588 | 0,5645 | 0,8086 | 0,7968 | 0,8069 | 0,8339
stdsapma| 0,1386 | 0,1592 | 0,1900 | 0,1473 | 0,1520 | 0,1476 |0,1297
max 0,9963 | 0,9967 | 0,9636 | 0,9996 | 0,9967 | 0,9963 | 0,9967
min 0,2958 | 0,2147 | 0,2442 | 0,2273 | 0,2048 | 0,2069 | 0,2958

Buraya kadar ailelere ait protein dizilimleri icin nitelik vektdrlerinin nasil ¢ikarildigi
ve farkli yontemlerle ¢ikarilan bu nitelik vektorlerinin ortaya koyduklari siniflandirici
performanslari verilmigtir. Yukarida verilen sekiz farkhh yontem iginde yaklasim
aynidir, nitelik vektorleri ¢ikarildiktan sonra tek bir siniflandiriciya verilmigtir ve
sonug bu sekilde alinmigtir. Bu sonuclari iyilestirmek icin n-peptit birlesimine ait tim
Ozellik girdileri tek bir siniflandiriciya gonderilmek yerine, belirli anlamli guruplara
ayrilmistir. Bu dogrultuda, 6nceden cikarilan ¢cok boyutlu nitelik vektorleri, grup
sayllariyla, belirlenen birden fazla siniflandiriciya verilip bir dst siniflandirma
yaklagsimi yapimistir. Bu vyaklasim temelde Sekil 5.4.2'de Onerilen modeli
kullanmaktadir. Nitelik vektérleri grup grup siniflandiricilara génderilmektedir, her
siniflandiricinin ¢ikti olarak verdigi siniflandirici puani tzerinden degerlendirici

yontemler ile protein homoloji tespiti i¢in bir ROC sonuglari hesaplanmaktadir.
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Bu tezde oOnerilen model kullanilarak, kompozisyonlar Gzerinde ¢ farkli yontem
uygulanmigtir. Bunlar cizelgelerde de verilis siralariyla, ortalama (ORT) alma,
agirhkh ortalama (AORT) alma ve maksimum (MAX) almadir. Modele gore, sayisi
birden fazla olan n-peptit kompozisyonlarina ait nitelik vektorleri siniflandiricilara
ayni anda verilmistir, deneylerde kullanilan 1-peptit, 2-peptit ve 3-peptit
kompozisyonlari igin tg¢ farkll siniflandirici kullaniimaktadir. Siniflandirma sonunda
her siniflandiricinin verdigi siniflandirici puanlari, modelde belirtilen degerlendirme
asamasina girmektedir ve secilen metoda icin ROC performanslari
hesaplanmaktadir. SCOP veri kiimesi Gzerinde yapilan deneyler sonucu ailelere ait
ROC performanslari hesaplanmigtir ve bu degerler Cizelge 6.1'de sirasiyla son Ug¢
siitunda ortalama, agirlikli ortalama ve maksimum seklinde verilmistir. Onerilen
model benzer sekilde, kucultilen aminoasit alfabelerinden elde edilen 1-peptit
kompozisyonlari Gzerinde de uygulanmis, ortalama alma, agirlikli ortalama alma ve
maksimum alma yontemleri denenmigtir. Sonu¢ olarak elde edilen ROC
performanslari Cizelge 6.2'de son ¢ situnda ayni sirayla verilmistir.

Bu tezde homoloji tespiti icin 6nerilen, denenen ve uygulanan, model, yontemler ve
siniflandiricilar sonucu ortaya ¢ikan degerler tablolarda verilmistir, Cizelge 6.1 ve
6.2'ye bakildiginda ailelere ait performans degerleri ve her situnun altinda
kullanilan yontemlere ait tum ailelerin verdigi ortalama, standart sapma, minimum
ve maksimum degerleri mevcuttur. Ancak sadece sayi deg@erleri bakildiginda ¢ok

da anlam ifade edemeyebilmektedir.

Sonuclar tzerinde daha ileri diizeyde inceleme yapabilmek icin cgizelgelerde verilen
degerler belirli olcutler cercevesinde yeniden degerlendiriimis bu dogrultuda yeni
cizgeler ve grafikler olusturulmustur. Yapilan degerlendirmeler, ilk 6nce Cizelge 6.1
daha sonrada Cizelge 6.2 lizerinde yapilmistir. ilk 6nce n-peptit kompozisyonlari ile
yapilan calismalarin sonuclari daha sonrada kucultilmus alfabeler ile 1-peptit

kompozisyonlari tizerinde yapilan calismalarin sonuclari verilmistir.
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——N=1 —=—N=2 N=3 N=1-3 —%— ORT —e—AORT —— MAX

1,10

ROC

Sekil 6.9 — Ailelerin ROC Performanslari (n-peptit birlegimler)

Aile bazinda hesaplanan ROC performanslarini daha rahat gérebilmek agisindan
Sekil 6.9'da ailelerin ROC performanslari grafik verilmistir, burada n-peptit
kompozisyonlar icin kullanilan yodntemlerin sonuglari ¢izgi grafik Uzerinde
gosterilmigtir. Aileler tzerinde tim yontemlerin sergiledigi davraniglar rahat bir
grafik Uzerinde rahat bir sekilde gorinmektedir, genelde kullanilan tim ydntemlerin
aileler Uzerindeki davranisi benzerdir ancak belirli ailelerde ya da soylarda bu
genelleme bozulabilmektedir. Ornegin genelde n=1 ile n=3 i¢in grafik incelenecek
olursa, veri kimesindeki ilk alti aile Uzerinde, yontemlerin davraniglari aynidir. Bir
yontemde bir sonraki aile i¢in performansta bir digsme yasanirsa ayni Olglde
olmasa dahi digerinde de bu durum yasanmaktadir, ama ne var ki 1.41.X.x
soyundan gelen ailelerde n=1 metodu icin performans diuserken, n=3 metodunda
ise cok iyi bir artis gbzlemlenmektedir. Yontemler aileler tzerinde sahip olduklari
performanslari agisindan ¢ok buyuk 6lgtide nicel farkhliklar gostermektedirler.
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Cizelge 6.3 — Homoloji Tespiti i¢cin Kullanilan Yontemlerin T-testi Puanlari

(n-peptit birlesimleri)

Tez'de kullanilan homoloji tespiti yontemlerin birbirlerine goére istatistiksel
anlamlarina bakabilmek icin yéntemler Uzerinde ikigerli olarak t-testleri yapiimigtir
ve test sonuglari Cizelge 6.3'te verilmistir. Cizelgede verilen her bir girdi, cift
kuyruklu dagilimda esli t-testi tarafindan 51 aile icin her iki yontemden gelen esli
ROC puanlarinin kiyaslanmasi ile verilen p-degerleridir. Cizelgede listelenmis her
bir girdi, ilgili satirdaki metodun ilgili situndaki metoda gore istatistiksel olarak daha
anlaml olup olmadigini anlatmaktadir. Cizelgede verilmis olan girdi degeri, 0.05
degerinden daha diusikse yontem istatistiksel olarak t-teste girdigi es metoda goére
daha anlamli olmaktadir. Bu durumda ¢izelge incelendiginde gorilmektedir ki MAX,
N=1'e goOre istatistiksel olarak anlamlidir, ¢lnkl cizelgede verilen deger cok
kucuktur. Ancak MAX ile N=1-3 arasinda akside iddia edilemezken, bu durum da
s6z konusu degildir. Bunun nedeni, MAX ile N=1-3 yontemleri bicimsel olarak
birbirlerinden farkli olmalarina karsin aslinda yontemler icerisinde yapilan is

matematiksel olarak birbirine benzemektedir.
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Sekil 6.9 — Homoloji Tespiti Yontemlerinin Goreceli Performanslari
(n-peptit birlegimler igin)

Homoloji tespiti icin n-peptit birlesimler esas alinarak, SCOP veri kiimesindeki
ailelere uygulanan yedi yontem, Sekil 6.9'da verilen ROC — aile sayisi grafigi
araciligiyla, goreceli performanslarina gore karsilastirilmistirlar. Grafikte cizilmis
olan her egri, kullanilan bir metodu ifade etmektedir. Cizgiler tzerideki her indis
metodun ROC esik degerini astiyi noktalari baska bir dedisle veri kimesi
icerisindeki aileleri ifade etmektedir. Veri kimesinde toplam 51 aile mevcut oldugu
icin her egri Uzerinde 51 indis bulunmaktadir. Her c¢izim icin, daha yuksekte
bulunan egri daha kusursuz homoloji tespiti performansa sahiptir anlamina
gelmektedir. Sekildeki egrilere bakildiginda gérulmektedir ki, en Ustteki egri MAX
egrisidir, genelde en altta bulunan egri ise N=3 egrisidir. Sonu¢ olarak sekildeki
grafikten MAX metodu diger yontemlerden daha iyi calismaktadir, c¢ikarimi

yapilabilmektedir.
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Sonuglar ayni zamanda ikili karsilastirma grafikleri kullanilarak yontemlere goére
aileden aileye de kargilastirilmigtir. Kullanilan bu grafiklerde x ve y eksenleri
yontemlere ait ROC performanslarini géstermektedir. Grafiklerde verilen mavi
noktalar SCOP veri kiimesi icerisindeki ailelere tekabul etmektedir. Grafigi ortadan
ikiye ayiran kosegen cizgisi ise aslinda yontemleri birbirinden ayirmaktadir, bir

anlamda sinir olarak kabul edilmektedir.
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Sekil 6.10 — ORT’a kargi1 N=1(a) ve N=2(b)

Veri kimesindeki ailelerden ornek verilecek olunursa, 2.44.1.2 ailesi igin ORT, N=1
ve N=2 yontemlerinin ROC puanlari sirayla 0,2940, 0,2958 ve 0,3943'dir. Sekil
6.10(a)'da grafigin alt kisminda sinirin N=1 tarafinda kalan mavi nokta 2.44.1.2
ailesini ifade etmektedir. Goruldugu gibi noktanin eksenlere olan iz disimunin
gOsterdigi deg@erler, Cizelge 6.1'de verilen degerlerdir. Ayni aile igin $ekil 6.10(b)'de
aile daha belirgin bir sekilde N=2 metodu tarafinda yer almaktadir, ¢iinkii ROC
puani belirgin bir sekilde ORT’a gore daha iyidir. Her ne kadar bir ya da birkac aile
icin bu boyle de olsa, grafiklere bakildiginda gorilmektedir ki ORT metodu, her iki

sekilde de, aile bazinda grafikteki diger yontemlere gore daha iyi sonuglar vermistir.
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Sekil 6.11'de, ORT ile diger yontemlerden N=3 ve N=1-3'Un kargilastiriimasi
verilmektedir. Sekil 6.11(a) icin ¢ok kesin bir bicimde ORT metodu daha basarildir,
ancak Sekil 6.11(b) icin aynisi sdylenemez c¢unki iki metodun karsilastirilmasinin
gosterildigi bu grafikte ailelerin alanlar ve sinir Gzerindeki dagimi ¢ok da ayirt edici

degildir. Dolayisiyla yontemlerin verdigi sonuglar burada detayl bir kargilastirma

N=1-3 icin ROC Puanlari

Sekil 6.11 — ORT’a kargi1 N=3(a), N=1-3(b)

amaclyla daha buyuk 6nem tasimaktadir.

1,1 -
= R %
@ | 09 0 %0
5 e
=3
a | o7 Tt
O L
O
o | 0,5
£
<
~ |03 :

o
O
< | o1
011 0{3 0;5 0,7 0,9

1,1

AORT icin ROC Puanlari

1,1 -
03
0,9 e aa
*
+ ::’ *
.+ o
0,7 .
*
0,5
0,3 3
0,1
0,1 0,3 0,5 0,7 0,9

1,1

N=1 icin ROC Puanlari

N=2 icin ROC Puanlari

Sekil 6.12 — AORT’a kargi N=1(a) ve N=2(b)
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Sekil 6.12'de aileler agirlikli ortalama, 1-peptit ve 2-peptit yontemlerinden aldiklari
ROC puanlarina goére karsilastiriimaktadir. Sekil 6.12(a)’'ya baktigimizda AORT un
N=1 U(zerinde yuksek performans gosterdigini gozle belirgin bir sekilde
gOzukmektedir. Ancak N=2 ile karsilastirildiginda, sonuclar hemen hemen ayni
gorunmektedir. Sekil 6.12(b)’'de ailelerin dagilimlari genelde sinir tzeri ve hemen
civaridir, grafigin tam ortasinda AORT sinirlari icerisinde rahatca goérilen g aile,
2.38.4.x soyundan gelen aileleri gostermektedir. Bu aileler icin AORT c¢ok daha

basarili olmustur.
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Sekil 6.13 — AORT’a kargi N=3(a), N=1-3(b)

Agirhkh  ortalama ile 3-peptit ve 1-3-peptit yoOntemlerinin aile bazinda
karsilagtirmalari Sekil 6.13'te verilmistir. 3-peptit metodu burada da karsilastirildigi
diger yontemlerle oldugu gibi basarisiz olmustur, Sekil 6.13(a)'da verilen grafikte
goraldugu gibi veri kiimesindeki 51 aileden sadece 2 aile Uzerinde AORT'a gbre
dstunlik saglamaktadir. Sekil 6.13(b)de ise AORT ile N=1-3 metodu
karsilagtiriimaktadir, sinirlar icerisindeki aileler genelde esit dagiimis gibi

gorinmektedir, ancak N=1-3 performans bakimindan daha ileridedir.
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Sekil 6.14 — MAX'a kargi1 N=1(a), N=2(b)

MAX yontemi, bu tez kapsaminda uygulanan yontemler arasindaki en basarili ve
en guvenilir yontem olarak kendini ispatlamistir. Sekil 6.14(a), Sekil 6.14(b) ve Sekil
6.15(a), MAX metodu ile 1-peptit, 2-peptit ve 3-peptit yontemlerinin aileler

Uzerindeki karsilastirmalaridir. Tim grafiklerde MAX metodunun performansi en

ileridedir.
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Sekil 6.15 — MAX'a karg1 N=3(a), N=1-3(b)
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Grafikler yontemlere ait bolgelere bakilarak incelendiginde, tim ailelerin MAX
sinirlari icerisinde oldugu, sinir Gzerinde olmayanlarin ise sinir cizgisi Uzerinde
bulundugu go6zlemlenmektedir. Bu gozlemden yola c¢ikarak denklik durumlari
digindaki diger tim durumlarda aileler Uzerinde kazanan yontem MAX metodu
olmaktadir. Bu durum MAX metodunun N=1-3 metodu ile karsilastiriimasinda
gecerliligini vyitirir, Sekil 6.15(b)’'de goéruldugu Uzere N=1-3 metodunun basari
sagladigl aileler mevcuttur ancak bu basari sinir cizgisi yakinlarindadir. MAX
metodu igin grafige bakildiginda, 8 aile icin metodun daha iyi performans verdigi

rahatlikla gorilmektedir.

Aileler bazinda yapilan ikili kargilastirmalarda, bu noktaya kadar farkli modellere

sahip yontemler karsilastiriimigtir. Bu modeller Sekil 5.4.1 ve 5.4.2'de verilmigtir.
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Sekil 6.16 — ORT’a kargi AORT(a), MAX(b)

Sekil 6.16 ve 6.17'de gosterilen ikili karsilastirmalar ise sadece $Sekil 5.4.2'de
verilen ve bagka bir degisle bu tezde Onerilen modelin kullanildigi yontemlerin n-
peptit birlesimlere gore yapilan karsilastirmalaridir. Grafikler incelendiginde ORT ve
AORTun birine yakin performanslara sahip oldugu gorilmektedir. Bakiniz, Sekil
6.16(a).
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AORT icin ROC Puanlar

g1 03 05 07 09 11

MAX icin ROC Puanlari

Sekil 6.17 — AORT’a kargi MAX

MAX metodunu ayni modeli kullanan diger iki yontemle karsilastirdigimizda ise
goruyoruz ki MAX icin belirlenen boélgeye disen aile sayisi, diger iki metodun
bolgelerine diisen aile sayilarina gére daha fazladir. ikili karsilastirmalar ile
incelenen grafiklerde en iyi sonuclar her zaman icin bu tezde 6nerilen modeli

kullanan MAX metodu ile elde edilmektedir.

0,90

0,88

0,86

0,84

ROC

0,82

0,80

0,78

0,76

N=1 N=2 N=3 N=1-3 ORT AORT MAX

Sekil 6.18 — Yontemlerin ROC Performanslarina Gore Karsilagtirmasi
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Bu tezde onerilen ve uygulanan yontemlerin, aminoasitlerin n-kompozisyonlarina
gore cikarilan nitelik vektorlerine gore yapilan karsilastirmalar sonucu ortaya ¢ikan
yontemlerin genel ROC performansi grafigi, Sekil 6.18’de verilmistir. Grafige gore
MAX metodu, en yiksek performansa sahip yontemdir, 3-peptit metodunun da en

dusuk performansa sahip yontem oldugu gosterilmigtir.
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Sekil 6.19 — YOntemlerin Standart Sapmalarina Gore Karsilagtiriimasi

Yontemlerin aileler igin verdigi ROC performanslarinin standart sapmalari ve en
kétl puanlari incelendiginden MAX metodunun, bu tezin kapsaminda, n-peptit
birlesimlerde, onerilen en iyi yontem oldugu yinelenir. Sekil 6.19'da gosterilen
grafikte standart sapmasi en dusuk olan MAX metodu ayni zamanda en guvenilir
yontem olarak nitelendirilmigtir. Bunun diger bir anlami MAX metodunu diger
yontemlere gore, degisen aile karakteristiklere karsin, olusabilecek hatalara daha

dayaniklidir.

Kacgiltulmis aminoasit alfabeleri Gzerinde yapilan deneyler sonucu ¢ikan
degerlerin, analizleri ve yorumlari, ¢ikarilan grafikler isiginda yapilmigtir. Her aileye
ait ROC performanslarini daha rahat gorebilmek acisindan Sekil 6.20’de ailelerin
ROC performanslarina ait olan grafik verilmistir. Burada n-peptit kompozisyonlar
icin kullanilan ydntemlerin sonuglari ¢izgi grafik Uzerinde gosterilmigtir. Aileler
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Uzerinde tim yontemlerin sergiledigi davranislar rahat bir sekilde gorinmektedir.
Grafikte de goruldigu Gzere aminoasit alfabesi 8 elemanli olarak kugultuldiginde
ortaya cikan performans c¢ok dusuktir. Genelde yontemler benzer bir desen

Uzerinde hareket etmektedir. Ancak istisnalar kolayca gortlmektedir.

‘+ $20 =-S15 S A8 S 1-3 =S ORT ——S AORT ——S MAX

1,1

ROC

Sekil 6.20 — Ailelerin ROC Performanslari (aminoasit gruplama)

Homoloji tespiti yontemlerinin birbirlerine gore istatistiksel anlamlarina bakabilmek
icin yontemler Uzerinde o6nceki kisimda anlatildigi gibi ikiserli olarak t-testleri
yapiimistir ve test sonuglari Cizelge 6.4'te verilmigtir. Testlerin yapilig sekilleri ve
sartlari, oncekiyle aynidir. Cizelge 6.4 incelendiginde N=1' gore istatistiksel olarak
en anlamli yontem N=2'dir daha sonra da MAX metodudur. Ne var ki yontemlerin
performanslari incelendiginde N=2'nin ortalama ROC performansi N=1'den
yuksektir, MAX icin hesaplanan ROC performansi ise N=1'den de yiksekitir.
Kullanilan yontemler ve kullanim sekilleri dnceki ¢alismaya kiyasla daha farkli
oldugu icin cikan sonuclarinda kus bakigi seyrinin tamamen farkli olmasi
yadsinamaz bir gercekliktir. Yontemlerin ikili t-testleri arasinda her ne kadar negatif

sonucta ¢itksa, MAX icin tum yontemlerin kargilastirmalari her zaman icin anlamli
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cikmigtir. Cizelge 6.4'te karsilastirmalar icin MAX siUtununda gorulen degerler hep
0.05 degerinden ¢ok daha dusuktir.

Cizelge 6.4 — Homoloji Tespiti i¢cin Kullanilan Yontemlerin T-testi Puanlari

(aminoasit gruplama)

Homoloji tespiti icin aminoasit alfabelerini kicultme esas alinarak, SCOP veri
kiimesindeki ailelere uygulanan yedi yontem, Sekil 6.21’'de ROC - aile sayisi
grafigi verilmigtir. Egrilere bakildiginda gorulmektedir ki, en ustteki egri MAX
egdrisidir, en altta bulunan egri ise N=3 egrisidir. Sonug olarak sekildeki grafikten
MAX metodu diger yontemlerden daha iyi calismaktadir, cikarimi kolayca
yapilabilmektedir. Bu grafikten varilan sonuc¢ sudur ki, alfabe kucultildukce hem
aile bazinda, hem de genel ROC performanslarinda dusis yasanmaktadir. Alfabe
20 elemandan 15 elemana indirildiginde ~15’e ait ¢izgi £20’ninkine gore biraz daha

asagl inmistir. ¥15’ten £8’e indirildiginde ise grafiklerdeki dusus ¢cok bellidir.
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Sekil 6.21 — Homoloji Tespiti Yontemlerinin Goreceli Performanslari

(aminoasit gruplama)

Alfabe kucultme Uzerinde vyapilan ikili karsilastirma grafikleri kullanilarak
yontemlere goére aileden aileye de karsilastiriimistir. Grafiklerde x ve y eksenleri
kullanilan yo6ntemlere ait ROC performanslarini gdstermektedir. SCOP veri
kimesindeki aileler, grafiklerde mavi noktalar ile ifade edilmektedir. Grafiklerin tam

ortasina cizilen ¢izgi kargilastirilan iki yontem arasindaki siniri vermektedir.
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Sekil 6.21 — XORT’a karg1 220(a), Z15(b)

Sekil 6.21(b) ve 6.22(a)’a bakacak olursak Sekil 5.4.2’de verilen modeli kullanan

YORT metodu, Sekil 5.4.1'de verilen modeli kullanan 15 ve X8 yontemlerine gére

daha yuksek performansa sahiptir.

karsilastiriimasinin yapildigr Sekil 6.22(a) incelenirse, veri kiimesindeki 51 aileden

Ozellikle metodun X8 metodu ile

47'si Uzerinde TORT, 4’0 Gzerinde ise £8 metodunun performansi ytksektir.
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Sekil 6.22 — ZORT a karg1 X8(a), Z1-3(b)
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Sekil 6.21(a) ve Sekil 6.22(b) incelendiginde ise XORT metodunun performansa

dayal basarisi karsilastirildigi yontemlerden yani 20 ve X1-3'den iyi dedildir

ancak yakindir.
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YAORT icin ROC Puanlari
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Sekil 6.23 — ZAORT a karg1 220(a), £15(b)
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Sekil 6.24 — XAORT a karg! X8(a) ve £1-3(b)
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Temelde siniflandirici puanlari Gzerinde agirlikli ortalama esasina dayanan XAORT
metodu ile Sekil 6.23(a)da karsilastinldigi =20'nin  ve Sekil 6.24(b)'de
karsilastirldigi £1-3'0n bagsari oranlari birbirleriyle aynidir denilebilir, grafiklerde de
bu durum gortlmektedir. Yontemlerin birbirleri Gzerinde baskinhgi yoktur, aileler
icin verilen genel performans ortalamalari ayni seviyelerdedir. Sekil 6.23(b) ve Sekil
6.24(a)'da karslilastirilan yontemler arasinda Ustunlik XAORT metodundadir. Veri

kimesinde bulunan ailelerden, daha fazlasinda, daha iyi sonuclara sahip

yontemdir.
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Sekil 6.25 - ZMAX'a kargl £20 ve 215

YMAX metodu ile yapilan ikili karsilastirmalar, Sekil 6.25 ve Sekil 6.26 verilmistir.
Grafikler incelendiginde, verilen grafiklerde uygulanan yodntemler arasindaki en
basarili yontem olarak kendini ispatlar. Sekil 6.25(a), Sekil 6.25(b) ve Sekil 6.26(a),
>MAX metodu ile X220, X15 ve X8 yoOntemlerinin aileler Uzerindeki
karsilagtirmalandir.  Sekil 6.26(b)’de verilen XIMAX ile X1-3'Un ikili
karsilastirmasinda, her iki bolgede de ailelerin yer aldigr gortlmektedir. Ancak
cogunluk daha yuksek performanslarla beraber yine MAX metodunun sinirlari
icerisindedir. Iki sekilde incelenen toplam dort grafikte SMAX metodu her zaman

icin en iyi sonuglari vermistir.
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Sekil 6.26 — ZMAX'a karg! £8(a), £1-3(b)

Bu tezde onerilen modeli kullanan ¢ metodun ikili karsilastirmalari Sekil 6.27 ve
Sekil 6.28'de verilmistir. ZORT ve ZAORT birbirleri tizerinde baskin 6nceliliklere
sahip degildir ancak Sekil 6.27(a)’da gdsterildigi gibi XAORT, ZORT metoduna gbére

¢cok az da olsa daha iyi performansa sahiptir.
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Sekil 6.27 — ZORT’a karg1 ZAORT(a), ZMAX(b)
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EMAX ile diger iki metodun karsilastiriimasinda, sonu¢ degismemektedir. ZMAX en
iyi performansa sahip olan yontem olarak kendini 6ne ¢ikarmaktadir, Sekil 6.26(a)
ve Sekil 6.27'de gorulmektedir.
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Sekil 6.28 — ZAORT a kargi ZMAX
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Sekil 6.29 — Yontemlerin ROC Performanslarina Gore Karsilagtirmasi

Tezde Onerilen ve uygulanan yontemlerin, aminoasitlerin alfabelerinin
kucultulmesine goére cikarilan nitelik vektorlerine goére yapilan karsilastirmalar
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sonucu ortaya c¢ikan yontemlerin genel ROC performansi grafigi, Sekil 6.29'da
verilmigtir. Grafigi yorumlayacak olursak homoloji tespiti icin kullanilan yedi
yontemden XMAX metodu, en yiksek performansa sahip yontemdir, 3 metodunun

da en dusuk performansa sahip yoéntem oldugu konusunda tereddit yoktur.
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Sekil 6.30 — Yontemlerin Standart Sapmalarina Gore Karsilagtirmasi

Yontemlerin SCOP veri kiimesindeki aileler icin verdigi ROC performanslarinin
standart sapmalari ve en kotl puanlari incelendiginden XMAX metodunun, bu tezin
kapsaminda, aminoasit alfabeleri kugultigunde, Onerilen en iyi yoéntem oldugu
yinelenir. Sekil 6.19'da gdsterilen grafikte standart sapmasi en digsiuk olan XMAX
metodu ayni zamanda en guvenilir yontem olarak nitelendirilmistir. Bunun diger bir
anlami XMAX metodunu diger yontemlere gore, degisen aile karakteristiklere

karsin, olusabilecek hatalara daha dayanikhdir.

6.2. Sonuglar

Sonuglari Ozetleyecek olursak, tez kapsaminda, n-peptit birlesimler igin 7,
aminoasit alfabesindeki kucultmeler icin 7, toplam 14 yéntem uygulanmistir,

sonuclarl alinmis ve yorumlanmistir. Bu yodntemler igin toplamda 2 model
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kullaniimigtir. Deneyler SCOP veri kimesi Uzerinde olusturulan 51 aile Gzerinde
gerceklestirilmistir. Tez kapsaminda onerilen 1 st siniflandirma yaklagimi ve bu

yaklasimi kullanan 6 yontem mevcuttur.

N-peptit birlesimler icin sonuglar incelendiginde. En iyi puani, 6grenme kiimesinde
en basarih olani segme (MAX) vermigtir. N-peptit birlesimler icin yontemlerin
standart sapma degerleri incelendiginde yine en tutarli yontem MAX olmustur.
Yontemlerin istatistiksel olarak anlamli olup olmadidina bakabilmek icin, tim
yontemler arasinda ogrenci t-testleri yapilmistir. Cikan sonuclar 0.05 olarak
belirlenen p-degerinden ne kadar kuguk cikarsa, yontemler birbirinden o kadar
farklidir. Bagka bir deyisle, ¢ozume dogru giderken farkli yollar izlemiglerdir.
Sonuclar gostermektedir ki, bu tezde 6nerilen ve en iyi sonuclari veren MAX
yontemi ile N=1, N=2 ve N=3 arasindaki ikili karsilastirmalara bakildiginda
istatistiksel olarak anlamhdir. Ama ne var ki, bu sonu¢ N=1-3 i¢in gecerli degildir.
Cunkd sonuclardan yola cikarak séylenebilir ki N=1-3 tek bir siniflandirici kullanan
Ustsel bir yaklagimdir. N=1-3 ve onerilen Ust siniflandirma yaklagimini kullanan
diger yontemler ¢c6zime ayni yoldan ilerlemektedirler. Ancak egitim kiimesinde en

iyi olani se¢ yontemi, bu yolda iyilestirme kaydetmistir.

Aminoasit alfabesi kicultilduginde ortaya cikan sonuclar incelendiginde. Yine en
iyi puani, 6grenme kiimesinde en basarili olani secme (ZMAX) vermigtir. Standart
sapma degerleri incelendiginde yine en tutarli yontem XMAX olmustur. Aminoasit
alfabesi kucultiildigunde, en basarili yontem ~MAX olmustur. Istatistiksel olarak
anlamh mi diye incelendiginde de c¢6zim yolunun tim diger yontemlerden

tamamen farkli oldugu g6zlemlenmistir.

Nitelik girdileri 1-peptit, 2-peptit, 3-peptit gibi gruplara ayrilip siniflandiricilara parga
parca verildikleri icin birim zamanda bellege yuklenen ve bellekte tutulan veride, tek
bir siniflandiricinin kullanildigi duruma kiyasla azalma olmaktadir. Bu islem gerek
egitim gerekse test asamalarinda gerceklestirilir. Onerilen bu Ust siniflandirma
yaklasiminin, tim veriyi degil de sadece bir pargca veriyi bellege yiklemesi,
yuklenen parca icin siniflandiricidan sonucu aldiktan sonra diger parcalara

gecmesi etkili bellek kullanimini gerceklestirmis olur. Parca parca tum veriler
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islendikten sonra, ortaya cikarilan sonuglar birlestirilir ve sistem islevini yerine

getirmis olur.

Bu calisma uzak homoloji tespiti ile ilgili sonuclarin yaninda, DVM tabanli
siniflandirma problemlerinde hangi Ust siniflandirma yontemlerinin daha basaril
olacagl hakkinda da fikir vermektedir. Bagka siniflandirma problemlerinde de, bu

tezde onerilen yontemlerin denenmesi uygun olacaktir.
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8 — EKLER

[A] SCOP

SCOP (Structural classification of Proteins) proteinlerin dort seviyeli yapisal
siniflandirmasina sahip hiyerarsik veritabanidir (Murzin et al.,, 1995). En ust
seviyede proteinin ikincil yapisini hakkinda bilgi veren, sinif (class) mevcuttur.
Veritabaninda kat (fold), ikinci seviyeye verilen isimdir, bu seviyede proteinin katl
yapis! verilmistir. Ucuincli seviye siperaile (super family) olarak adlandirilir, diisiik
dizilim benzerligine sahip proteinlerin siniflandirildi§i seviyedir. Bu seviyede verilen
dizilimlerin benzerlikleri %30’un altindadir ancak proteinlerin ortak evrimsel
kokenden geldigine dair yapisal veya fonksiyonel niteliklere sahiptir. En alt
seviyede aile olarak verilir, aile icgindeki siniflandirilan proteinler belirgin
benzerliklere ve ortal evrimsel kokene sahiptirler. SCOP veritabaninin diizeni agag
yapisindadir, en ustte SCOP kokl bulunmaktadir. SCOP veritabanindaki
proteinlerin siniflandiriimasi manuel olarak biyoloji uzmanlari tarafindan yapimistir.
Veritabani http://scop.berkeley.edu adresinde erisime acik olarak bulunmaktadir.
Kinesin proteini icin rnek SCOP ciktisi Sekil 8.1'de verilmistir.
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[B] PDB

Protein veri bankasi (Protein Data Bankasi) dunyadaki en buylk protein
veritabanlarindan biridir (Berman et al., 2000). Veritabani icerisindeki her proteinin
PDB ID adinda bir birincil anahtari mevcuttur. Veritabani porteinler hakkinda ¢ok
fazla bilgi icermektedir; proteinlerin birincil, Uguncul yapilar, 6rnek olarak
proteinlerin xyz koordinat uzayindaki tum atomik pozisyonlari, organizma kaynagi,
yazarlarin siniflandiriimasi, diger veritabanlarina baglantilar vb. verilebilir.
Veritabanina erisim icin web adresi http://www.pdb.org olarak verilmistir.
Veritabanindan alinmig 6rnek bir ¢ikti Sekil 8.2'de verilmigtir.
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